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1. Wstep

Komunikacja miedzyludzka stanowi podstawe funkcjonowania czlowieka
w spoleczenstwie. Sygnal mowy niesie stuchaczowi nie tylko informacje stric-
te lingwistyczne, ale rowniez dane zwigzane ze $rodowiskiem wewnetrznym
czlowieka, jego nastawieniem do stuchacza czy przezywanymi emocjami.
Poprawna identyfikacja i zrozumienie obu informacji (lingwistycznej i psy-
chologicznej) zdecydowanie poprawia jako$é komunikacji.

Rozpoznawanie stanu emocjonalnego méwcy w oparciu o mowe natural-
ng jest zagadnieniem niezwykle ztozonym i skomplikowanym. Jednak przy
aktualnym dynamizmie zmian i nowatorskich rozwiazan w funkcjonowaniu
interfejséw cztowiek — komputer jest to zjawisko coraz bardziej pozadane.
Taki stan rzeczy wynika réwniez z rozwoju technologii i narzedzi zwiazanych
bezposrednio z samym przetwarzaniem sygnalu mowy, totez mozna zaobser-
wowaé¢ nowy trend badan skupiajacych sie wtasnie na wydobyciu z sygnatu
dodatkowych, poza lingwistycznych informacji.

Pojawia sie coraz wigcej publikacji zwiazanych z werbalnymi i nie-
werbalnymi procesami. Istniejace, uniwersalne systemy rozpoznawania
stanéw emocjonalnych skupiajg sie wokdt przetwarzania danych dostarcza-
nych poprzez obraz — prace oparte o mimike twarzy [63], gesty [138] czy
stan fizjologiczny organizmu [39]. Jednak to glos jest najlatwiej dostep-
nym sygnatem. Jest on réwniez nosnikiem informacji wyrazajacym stan
emocjonalny méwcy.

Badania zaprezentowane w niniejszej pracy skupiaja sie wokét zagadnien
zwigzanych z przetwarzaniem sygnalu mowy w celu wydobycia informacji
o emocjach, czyli zestawu cech charakterystycznych dla kazdego z rodzajéw
emocji [89] oraz poprawnej jej klasyfikacji. Przeprowadzono eksperymenty
zaréwno z wykorzystaniem nagran emocji, odegranych (przez aktoréw oraz
osoby niezwiazane z ta profesja) jak i nagran przetworzonych w czasie zblizo-
nym do rzeczywistego podczas eksperymentow przeprowadzonych w firmie
z dzialem Call-Center. Na potrzeby badan zostaly wykorzystane trzy bazy
nagran stanowiace podstawe do prac.

Autor przedstawil nowatorski sposéb przetwarzania sygnalu mowy
niespotykany w publikacjach zwiazanych z identyfikacja emocji. W pracy
wyszczegblnione zostaly zaréwno zagadnienia zwigzane z wykorzystanymi
parametrami sygnahu, jego wlasciwosciami oraz metodami klasyfikacji.

Podstawe do badan stanowily nagrania zawierajace emocje odegrane.
Pozwolilo to na opracowanie metod przetwarzania sygnalu mowy,
ktére  nastepnie  mogly  zosta¢  zweryfikowane w  Srodowisku
rzeczywistym — Call-Center.



2. Przeglad sposob6w przetwarzania sygnalu mowy

Emocje to stany psychologiczne oparte na biologii wywolane przez zmia-
ny neurofizjologiczne, réznie zwigzane z myslami, uczuciami, reakcjami be-
hawioralnymi oraz stopniem przyjemnoéci lub niezadowolenia. Obecnie nie
ma naukowego konsensusu co do definicji. Emocje czesto przeplataja sie
z nastrojem, temperamentem, osobowoscia, lub usposobieniem.

Juz w starozytnosci filozofowie podejmowali préby zrozumienia, czym
sa emocje i jaka role odgrywaja. Jednak to ostanie trzydziestolecie przynio-
sto burzliwy rozwéj badan nad struktura emoc;ji i ich znaczeniem. Pomimo
wzmozonych wysitkéw, nie udalo sie jednoznacznie ustali¢, w jaki sposéb
nalezy je wlasciwie interpretowaé oraz jakie prawa nimi rzadza. Same stany
emocjonalng bywaja, w zaleznosci od sytuacji, réznie okreélane: namietno-
$ci, uczucia, afekty, wzruszenia, itd. Wzajemne przenikanie stanéw emocjo-
nalnych oraz ich ztozono$¢ sa najczestszym powodem nieprecyzyjnosci ich
okreélen. Podazajac za definicja zaproponowang, przez Janusza Reykowskie-
go [129] proces emocjonalny moze by¢ rozumiany jako specyficzna reakcja
organizmu, spowodowana gwaltownymi zmianami Srodowiska wewnetrznego
i zewnetrznego. W sktad owego procesu wchodza trzy podstawowe kompo-
nenty. Pierwszym z nich jest pobudzenie emocjonalne prowadzace do zmian
mobilizacyjnych zachodzacych w organizmie. Drugi, ogranicza sie do swia-
domosci znaczenia powyzszych zmian dla podmiotu. Ostatni komponent
zwiazany jest z jako$ciowymi cechami, majacymi znacznie dla cztowieka. Za-
burzenia emocjonalne stanowia przyktad pierwszego komponentu. Objawia-
ja sie one zmianami czynno$ci wegetatywnych i psychicznych, zaréwno pod
wzgledem intensywnosci, jak i tempa przebiegu reakcji. Drugi komponent
odpowiedzialny jest za odbiér zdarzenia emocjonalnego. Pozytywny proces
emocjonalny pobudza czynnosci odpowiedzialne za podtrzymanie kontaktu
z wystepujaca sytuacja, negatywny za$ ukierunkowany jest na przerwanie
kontaktu z wystepujacym zdarzeniem. Trzeci z komponentéw jest przez Rey-
kowskiego opisywany jako charakteryzujacy tres¢ emocji.

Jeden z pionieréw naukowej psychologii, wedtug Carolla Izarda i Janusza
Reykowskiego, Wilhelm Wundt [53, 128] uwazal, ze pod pojeciem proceséw
emocjonalnych ukryty jest rodzaj zjawisk psychologicznych, ktérych mno-
go$¢ nie pozwala na jednostkowe ich okreslenie. W oparciu o prace Waltera
Cannona oraz Richarda Davidsona mozna zauwazy¢, iz Wundt pojmowat
emocje w trzech wymiarach: napiecie—odprezenie, podniecie—ukojenie oraz
przyjemnosé—przykrosé [14, 26].

7 kolei uchodzacy za przeciwnika Wundta, amerykanski psycholog
Edward Bradford Titchener wyrédznial dwa rodzaje standéw uczuciowych:
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przykro$é¢ oraz przyjemnosé. Uznawal on istnienie réznych zjawisk emocjo-
nalnych takich jak: uczucia zlozone (religijne, moralne, intelektualne), afek-
ty (np. nienawi$é, rados¢) czy nastroje (np. zadowolenie). Bazujac na pracy
Janusza Reykowskiego, zaproponowany przez Titchenera podziat stal sie
poczatkiem burzliwych polemik wéréd psychologéw, ktorzy kwestionowali
réznice pomiedzy afektami i uczuciami prostymi oraz zlozonymi [129].

Bazujac na dostepnych publikacjach z dziedziny psychologii i psychiatrii
[1, 83, 86] mozna stwierdzié¢, iz obecnie trudno jest odréznié i sklasyfiko-
waé stany emocjonalne charakteryzujace zjawiska kryjace sie pod takimi
okresleniami jak: wzruszenie, afekt, nastréj czy uczucie. Mala liczba ba-
dan empirycznych zwiazanych z tematyka emocji nie pozwolila dotychczas
na jednoznaczne opracowanie kryteriéw, réznicujacych emocje i stany afek-
tywne czy nastroje [83].

Bazujac na pracach Paula Ekmana [32, 33, 34] emocje cechuje wzor
ekspresji mimicznej, ktorej brak w przypadku nastrojow. Z kolei Richard
Davidson glosi, iz nastréj zwiazany jest z ukierunkowaniem proceséw po-
znawczych, emocja za$ z przebiegiem zachowan [26].

W jezyku potocznym bardzo czesto stowa takie jak: ,emocje”, ,uczucia”
oraz ,nastroje” traktowane sa jako synonimy. Jakkolwiek nie sg to wyraze-
nia sprzeczne, jednakze moga definiowaé przeciwlegle bieguny continuum.
Wychodzac od prostych emocji poprzez te bardziej ztozone mozemy dojsé
do najbardziej wzniostych uczué jak milosé, przyjazn czy patriotyzm [83].
W publikacji [128] mozemy spotkaé si¢ z stwierdzeniem, iz emocja zwiazana
jest z czynnoscia osrodkéw podkorowych moézgu, przede wszystkim pod-
wzgorza i bezposrednio sasiadujacych struktur miedzymodzgowia. Uczucia
za$, postrzegane sg jako procesy zachodzace w korze mézgowe;.

W oparciu o tradycje jezykowa mozna stwierdzi¢, iz termin ,uczucia”
zostal zarezerwowany emocjom wyzszym takim jak uczucia patriotyczne,
uczucia mitosci czy nienawisci. Termin ,emocja” z kolei, odnosi si¢ do ogétu
stanéw motywacyjno-fizjologicznych.

Stownik Encyklopedii Psychiatrii [81] traktuje emocje i uczucia jako sy-
nonimy opisujace ,stosunek podmiotu do ludzi, zjawisk, rzeczy, siebie, swego
organizmu i wlasnego dziatania”. Jednak najczesciej przyjmuje sie, iz sa to
procesy psychiczne wylywajace na ustosunkowanie sie osob, zjawisk oraz
przedmiotéw, bedace podstawa $wiadomego i nieswiadomego dziatania [87].

Termin ,emocja” pochodzi od lacinskiego czasownika movere ozna-
czajacego ,poruszy¢’. Sugeruje zatem pewna sklonnoéé¢ do dzialania,
wystepujaca w kazdej z emocji. Powszechnie uwaza sie, ze emocje stano-
wig element motywacji do dziatania. Ponadto emocje pojawiaja sie nagle
i zawsze sg powiazane z pobudzeniem somatycznym i duza intensywno$cia.
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Bazujac na pracy Anny Grzywa, mozna wyr6znié dwa znaczenia emocji:
utrwalone dyspozycje oraz chwilowe przezycia. Z kolei na poziomie feno-
menologicznym jest to stymulator kazdego dzialania [42]. Znane jest wiele
teorii i opracowan dotyczacych charakteru emocji, sposobu ich powstawania
czy wplywu stanéw emocjonalnych na zachowania cztowieka. Mozna tutaj
przywolaé takich autoréw jak Carroll Izard [53], John Broadus Watson [156],
Walter Cannon [14], James Papez [109] czy Jana Mazurkiewicza [94, 95].
Jednak najwiekszy wplyw na kategoryzacje emocji wywarty dwie teorie.
Pierwsza zostala opracowana przez Williama Jamesa i Carla Langea, ktorzy
uwagzali, iz to obserwacja powoduje zmiany somatyczne, ktére to powadza
do zachowan behawioralnych. Druga z nich opracowana przez amerykan-
skiego psychologa Roberta Plutchika, zaktada podzial emocji na podstawo-
we i zlozone. Opierajac si¢ na artykule Tima Dalgleish’a mozna zauwazy¢,
iz Plutchik zaproponowal pewna hierarchizacje stanéw emocjonalnych [25].

2.1. Teoria emocji Jamesa-Langego

Klasyczne teorie emocji maja swéj poczatek w wydanej w 1890 roku
monumentalnej pracy Williama Jamesa ,,Principles of Psychology” i ksztat-
towaly sie na przestrzeni kolejnych siedemdziesieciu lat. Z kolei koniec klasy-
cyzmu wyznaczony jest ksiazka Elizabeth Duffy ,, Activation and behavior”
opublikowanej w 1962 roku [31]. W swej pracy Rufolf Cardinal stwierdza,
iz w rozwoju psychologii emocji rok ten jest wyjatkowy réwniez pod in-
nym wzgledem. Zostaly woéwczas opublikowane wyniki eksperymentow Stan-
leya Schachtera i Jerome Singera dajac poczatek atrybucyjnym koncepcjom
emocji [15]. Teoria Jamesa-Langego jest zaliczana do grupy obwodowych
teorii emocji. Za zrodlo powstawania stanu emocjonalnego uznaje sie dzia-

. Interpretacja
. Reakcja reakcji
Wydarzenie instrumentalna fizjologiczno-

behawioralnych

Powstanie
emocji

Rysunek 2.1. Graficzna interpretacja teorii Jamesa-Langego. Opracowanie wtasne
na podstawie [140]
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tania, zmiany w narzadach wewnetrznych oraz pracy mieéni. Schemat po-
wstawania emocji w oparciu o teorie Jamesa-Langego zostal przedstawiony
na Rysunku 2.1 (patrz s. 10).

Wedtug Williama Jamesa spostrzezenie danego bodzca wywoluje zmia-
ny fizjologiczne, ktére w kolejnym etapie sa postrzegane przez jednostke.
Obserwacja owych zmian jest z kolei przeksztalcane w emocje. Opierajac
sie na pracy Jesse Prinza mozna przyjac¢, iz James byl przekonany, iz jako
pierwsze pojawiaja sie zmiany fizjologiczne, a w ich nastepstwie nastepuje
spostrzezenie emocji [124]. Poczatkowo James uwazal, ze zaréwno zmia-
ny zachodzace w mieéniach znajdujacych si¢ w narzadach wewnetrznych,
jak i1 miesniach poprzecznie prazkowanych odpowiedzialnych za zmiany
w mimice twarzy czy powodujgce zmiany w miesniach gladkich prowadza
do powstania emocji. Jednak pod wplywem Langego, swoja uwage skon-
centrowal wylacznie na zmianach majacych swoje zrodlo w autonomicznym
ukladzie nerwowym [140].

James aprobowal ide¢ specyficznego pobudzenia emocjonalnego méwia-
ca, iz dostrzezenie zmian fizjologicznych powoduje powstanie réznych uczué,
zatem same zmiany dla kazdego rodzaju uczué musza by¢ rézne. Jednakze
w owym czasie nie dysponowal badaniami potwierdzajacymi powyzsza teze.
Dopiero na przetomie lat osiemdziesiatych i dziewie¢dziesigtych dwudzieste-
go wieku udato sie uzyska¢ wyniki, ktore w bezposredni sposéb potwierdzaty
hipoteze Jamesa. Wedlug Izarda, dla samych autoréw teorii to uczucie miato
pierwszoplanowe znaczenie, a nie emocje [54]: ,[...] uczucie bylo nie tylko
jadrem emocji, lecz takze jadrem psychologii”!. Stanowilo to istote mysli
i $wiadomosci, dostarczajacej poczucia tozsamosci osobistej [55].

Wedtug Jamesa-Langego poza podstawowymi emocjami takimi jak
strach, rados¢, smutek czy ztos¢ istnieja réwniez emocje bardziej subtelne
jak uczucia estetyczne, moralne czy intelektualne. Emocje te sa wynikiem
odbioru wrazen wzrokowych i stuchowych. Odczucia pochodzace z wnetrza
organizmu, wedlug powyzszej teorii, maja znaczenie drugoplanowe [55]. Ba-
dacze byli $wiadomi, iz fizjologiczne pobudzenie spowodowane samg obser-
wacjg obrazéw czy stuchaniem muzyki, w oparciu, o ktore powyzsza teoria
powstala [140], jest znacznie stabsze, niz w sytuacji realnego zagrozenia [53].

Sformutowana przez Jamesa koncepcja uczué wyzszych jest w pew-
nym sensie paradoksalna. Pojawienie si¢ emocji wyzszych jest nastepstwem
znacznie prostszego mechanizmu sensorycznego, anizeli w przypadku uczué
podstawowych [140]. Mozna powiedzie¢, ze bardziej zlozone emocje, po-

! Wystepujacy w jezyku angielskim zwiazek frazeologiczny feeling of emotion bezpo-

$rednio moze by¢ tlumaczony jako odczucie emocji. Jednakze w jezyku angielskim samo
stowo feeling jest raczej uzywane jako ,juczucie”, anizeli ,odczucie”.
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woduja szybsze przejscie ze stanu rejestracji treéci zdarzenia do stanu po-
wstania uczucia. Z kolei w przypadku emocji podstawowych, w pierwszej
kolejnoéci pobudzane sg eksteroceptory, potem za$ intero i propriorecepto-
ry. Obserwacja pobudzenia interoreceptoréw stanowi uczucie podstawowe,
eksteroreceptoréw — uczucie wyzsze [55]. Dla Jamesa emocje sa podstawa
tworzenia osobowosci: ,,[...] indywidualizm nalozony jest na uczucie, zaka-
marki uczucia, tajemne, ciemne glebie charakteru — oto jedyne miejsce, gdzie
mozemy ztapaé¢ na goracym uczynku dziejacy sie fakt: tylko tam mozemy
spostrzec bezposrednio, jak odbywaja sie zjawiska”. Emocje sa dla Jamesa
najwazniejsza cecha osobowosci i dynamizuja zachowanie czlowieka [56].

2.2. Psychoewolucyjna teoria Plutchika

Amerykanski psycholog R. Plutchik [115] w latach 1960-1980 opra-
cowal teorie, na podstawie ktérej wyodrebnit osiem podstawowych emo-
cji stanowigcych prototypy wszystkich pozostatych. Do grupy tej zostaly
zaliczone nastepujace stany emocjonalne: radosé, strach, zdziwienie, akcep-
tacja, smutek, gniew, oczekiwanie oraz obrzydzenie. Prototypy te sa wro-
dzone i maja swoje uzasadnienie w adaptacyjnych zachowaniach majacych
na celu pomoc w przetrwaniu [68]. Stanowia one swego rodzaju stany ide-
alne, charakteryzujace sie tym, ze wnioski na ich temat sa wyciagane intu-
icyjne. Wszystkie inne emocje, nie bedace stanami podstawowymi wystepuja
jako mieszaniny, kombinacje lub zwigzki standéw podstawowych. W efekcie
teorii Plutchik opracowal swoisty diagram, znany w literaturze jako koto
emocji Plutchika. Zostalo ono przedstawione na Rysunku 2.2. [115].

Diagram na Rysunku 2.2. (patrz. s. 13) prezentuje stopien podobienstwa
pomiedzy podstawowymi emocjami oraz stanami z nich sie wywodzacymi.
Nalezy zauwazy¢, iz emocje podstawowe sg wzajemnie wykluczajace sie
i nie moga byé¢ doswiadczone jednoczesnie. Dlatego tez zostaly rozmiesz-
czone jako pary biegunéw przeciwstawnych. Przyktadowo gniew stanowi
przeciwienstwo strachu, smutek — radosci, niecierpliwos¢, wyczekiwanie —
zaskoczenie. [80]. Nowe stany emocjonalne sa tworzone w sytuacji, gdy
wystepujace obok siebie emocje sa odczuwane jednocze$nie. Polaczenie
dwéch pierwotnych emocji jest przez Plutchika okreslane diada [116].
Na przyklad pogarda jest diada powstala na skutek odczuwania gniewu
oraz odrazy. Diady zbudowane w oparciu o emocje przeciwstawne nie moga
istnie¢, z powodu konfliktu zachodzacego miedzy nimi. Badania empiryczne
stanowia poparcie powyzszego modelu [115].
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Rysunek 2.2. Koto emocji Plutchika [115]

Plutchik definiuje gléwne zalozenia swojej teorii w oparciu o dziesie¢

postulatéw [115]:

1.

S B

10.

Pojecie emocji odnosi si¢ zaréwno do ludzi jak i do zwierzat i ma zasto-
sowanie bez wzgledu na poziom ewolucji.

Emocje u roznych gatunkéw uzewnetrzniaja sie w odmienny sposéb.
Pozwalaja one przeciwstawié sie zagrozeniom stwarzanym przez nieprzy-
jazne srodowisko.

Mozliwe jest zidentyfikowanie wspdlnych elementow i wzorcdéw u wszyst-
kich gatunkéw.

Liczba emocji podstawowych jest stata.

Wszystkie emocje wtérne powstaja z kombinacji emocji podstawowych.
Pierwotne emocje sa stanami idealnymi.

Mozliwe jest scharakteryzowanie emocji podstawowych za pomoca par
biegunowych przeciwstawienstw.

Emocje réznia sie ze wzgledu na stopien podobienstwa do siebie samych.
Kazda emocja moze wystepowaé na roznym poziomie pobudzenia i z r6z-
nym natezeniem.
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Plutchik twierdzil, iz rézne zachowania sg réznie przez mozg interpre-
towane i rozne obszary odpowiedzialne za emocje sa wowczas aktywowane,
co z kolei prowadzi do konkretnych zachowan adekwatnych do pobudza-
jacego bodzca. Taki sposéb zamiany impulséw na konkretne reakcje jest
wielka korzyscia ewolucyjna [116]. Zatem w oparciu o teorie gloszone przez
Jamesa-Langego oraz Plutchika mozemy sklasyfikowaé nastepujace emocje
jako podstawowe (pierwotne) [53, 55, 114, 115]: rado$¢, smutek, strach, ztosé.

Analizujac proponowany przez Plutchika model emocji przedstawiony
poprzez kolo emocji pokazane na Rysunku 2.2. mozna zauwazy¢, iz wszyst-
kie emocje pierwotne zbiegaja sie w jednym punkcie, stanowiacym $rodek
kota. Trudno zaakceptowaé sytuacje, w ktérej cztowiek bedzie ,miotal si¢”
po niezwykle wzbudzanych stanach emocjonalnych, przechodzac ze skrajno-
sci w skrajnosé. Dlatego tez postuluje sie [82] o dodanie laczacego je stanu
neutralnego. Pozwoli nam to na uzyskanie naturalnego wzrostu intensyw-
nosci emocji wraz z oddaleniem od srodka kota.

Od wiekow ludzie probuja poprawnie rozpoznaé, stan emocjonalny
rozméwey. Staramy sie, aby byli oni zainteresowani nasza wypowiedzia.
Ma to szczegdlne znaczenie dla oséb pracujacych glosem, nauczycieli, wykta-
dowcéw, telemarketeréw, itd. Dlatego tez istotnym stanem emocjonalnym,
na detekcji ktorego skupiaja sie naukowcy, jest znudzenie. Stan ten przez
wielu filozoféw i psychologéow traktowany jest na réwni z innymi emocjami
pierwotnymi. Pojawia sie w pracach zaréwno Jamesa-Langego, Plutchika,
Cannona-Barda i innych [14, 55, 116, 140]. W wielu pracach traktujacych
o metodach identyfikacji stanéw emocjonalnych jako podstawowe wymie-
niane sa nastepujace emocje [16, 17, 44, 68, 103, 134, 152]: rados¢, smutek,
strach, zto$é, znudzenie, stan neutralny.

2.3. Charakterystyka i spos6b powstawania sygnalu mowy

Mowa jest podstawowym sposobem komunikacji miedzyludzkiej. Dodat-
kowo poza znaczeniem literalnym za jej pomoca przekazywane sg emocje,
przezycia artystyczne czy nastroje. Jej wyrazem jest dzwigk, rozumiany
w kategoriach fizycznych, jako zmiana polozenia czasteczek osrodka spre-
zystego wzgledem osrodka réwnowagi [45]. Srodowiskiem umozliwiajacym
powstawanie drgan moze by¢ dowolny o$rodek gazowy, staly lub ciekly.
Receptorem dzwieku mowy jest ludzie ucho, ktore reaguje na miejscowe
zmiany ci$nienia, powstatego wskutek lokalnego zageszczania i rozrzedzania
powietrza, wzgledem ci$nienia atmosferycznego [45]. W organizmie czlowie-
ka generatorem drgan owych czasteczek jest krtan. Narzad ten zbudowany
jest z miedni, wiagzadel i szkieletu chrzestnego.
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Rysunek 2.3. Oscylogramy dla trzech stanéw emocjonalnych: strachu (u géry), radosé
(posrodku), stanu neutralnego (na dole)

15



PRZEGLAD SPOSOBOW PRZETWARZANIA SYGNALU MOWY

Whnetrze krtani pokrywa btona sluzowa, w ktérej to umiejscowione sg od-
powiadajace za powstawanie dzwieku dzieki swej zdolnosci do drgan, fatdy
glosowe [117]. Na Rysunku 2.3. zostal przedstawiony wykres wartosci sy-
gnalu mowy dla trzech stanéw emocjonalnych: strachu (od géry), radosci
(w $rodku), stanu neutralnego (od dotu) dla tej samej wypowiedzi w sensie
semantycznym. Jak tatwo zauwazy¢ pojawienie sie emocji nie tylko zmieni-
to zakres znormalizowanych wartoéci prébek wystepujacych w sygnale ale
rowniez ksztalt oscylogramu. Sygnal mowy podobnie jak kazdy sygnal defi-
niowany jest jako funkcja czasu z(t) przenoszaca informacje o stanie ukladu.
Ze wzgledu na owg zaleznos¢ sygnalu od czasu, w procesie przetwarzania
sygnalu mowy wyszczegdlnianie sg parametry czasowe. Wsréd nich do naj-
czesciej wyszcezegdlnianych naleza parametry opisujace sygnal. Zaliczamy
tutaj takie parametry jak: Srednia wartos$é¢ sygnalu w przedziale czasu
okreslona nastepujaca réwnoscia [90]:

r=—- Z x(n), (2.1)

gdzie:

n1 — oznacza numer pierwszej probki z rozpatrywanego przedziatu,
ng — numer ostatniej probki z rozpatrywanego przedziatu,

x(n) — oznacza wartos¢ n — tej probki.

Kolejnym parametrem ekstrahowanym z sygnalu mowy jest mediana
warto$ci sygnatu. Nazywana réwniez przecietna, wartoscia srodkowa czy
drugim kwadrylem. Jest uporzadkowanym ciggiem wartosci sygnatu, ktoére-
go kazdy kolejny element musi by¢ wiekszy lub réwny poprzedniej wartosci.
W przypadku gdy liczba rozpatrywanych wartosci jest nieparzysta mianem
mediany okreélany jest Srodkowy wyraz ciagu, w przeciwnym wypadku Sred-
nia arytmetyczna dwéch srodkowych wyrazéw [106].

Wiéréd parametrow czasowych wyszezegdlniane jest réwniez odchylenie
standardowe, méwiagce jak bardzo warto$é rozpatrywanej prébki rézni sie
od wartosci $redniej. Parametr ten definiowany jest w nastepujaco [90]:

SD = \/ ﬁ:o%wfvn) — 7 (2.2)

gdzie:

x(n) — oznacza wartos¢ n — tej probki,
N — oznacza liczbe wszystkich préobek,
T — wartos¢ Srednia.

16



PRZEGLAD SPOSOBOW PRZETWARZANIA SYGNALU MOWY

Réwnie czesto stosowanym parametrem czasowym jest energia sygna-
tu mowy, definiowana nastepujacym wzorem [90]:

N-1

Ey =Y 2*(n), (2.3)

=0

3

gdzie:
2?(n) — oznacza kwadrat warto$é¢ n — tej probki,
N — oznacza liczbe wszystkich prébek.

Wiérdd statystycznych parametréw sygnatlu mowy nalezy réwniez za-
znaczy¢ istotno$é¢ kurtozy, bedacej miara koncentracji wynikéw. Wartos$é
ta informuje jak bardzo wyniki obserwacji skoncentrowane sg wokét warto-
$ci $redniej. Innymi stowy kurtoza niesie informacje moéwiaca jak duzy jest
yrozrzut” otrzymanych wynikow. Parametr ten jest okreslony nastepujaca
réwnoscia [90]:

N—

((z(n) —2)"  3(n—2)?
2::0 SD (n—3)(n—4)’ (24)

—_

_1)
(n—=2)(n—3)(n—4)

3

gdzie:

x(n) — oznacza wartos$¢ n — tej probki,
N — oznacza liczbe wszystkich prébek,
Z — oznacza wartos¢ érednia,

SD — oznacza odchylenie standardowe.

Wiéréd parametréw zwiagzanych z analiza sygnatu mowy znacza role od-
grywa ton krtaniowy FO0. Jest to sygnal wytworzony przez drgajace struny
glosowe i stanowiacy pobudzenie dla wszystkich glosek zwartych. Jego cze-
stotliwo$¢ odpowiada czestotliwosci podstawowej mowy. Zakres czestotliwo-
Sci FO jest zalezy od plci oraz wieku méwcey. Typowe wartosci dla mezczyzn
wahaja sie w przedziale 85-155 Hz, dla kobiet 165-255 Hz, dla dzieci 250-300
Hz. W widmie sygnalu obecne sg wszystkie harmoniczne czestotliwosci pod-
stawowej opadajace ok. 6-12 dB/okt [45].

Podczas przejscia przez kanal glosowy cztowieka generowana przez stru-
ny glosowe fala ulega pewnym modyfikacjom skutkiem czego jest pojawienie
sie w widmie tonu podstawowego pewnych znieksztalcen - lokalnych maksi-
moéw, zwanych formantami. Czestotliwodci zas zwiazane z nimi okreslane
sa czestotliwodciami formantowymi [68, 161] oznaczanymi symbolami F1,
F2, F3 ... itd. Na Rysunku 2.4., zostaly przedstawione przebiegi czaso-
we podczas wypowiadania samogloski ,a” dla czterech pierwszych forman-
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tow. Czestotliwosé zostata przedstawiona w skali mel, szczegbtowo opisanej
w podrozdziale 2.3.2.

2500

2000 [ B

=1500 - 1
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0 5 10 15 20 25

Czas [ms]

Rysunek 2.4. Przyktad przebiegéw czasowych dla formantéw F1-F4. Opracowanie
wlasne na podstawie [161]

Istotng role w zganieniach identyfikacji stanéw emocjonalnych w oparciu
o sygnal mowy odgrywaja parametry opisujace zaleznosci czasowe sygnatu
mowy, takie jak [92]

e tempo méwienia — informujace o liczbie stéw (badz sylab) wypowiada-
nych w jednostce czasu,

liczba fragmentow dzwiecznych w jednostce czasu,

stosunek mowy dzwiecznej do bezdzwiecznej rozumianej jako stosunek

fragmentéw wypowiedzi zawierajacych fragmenty dzwieczne (samogto-

ski, spolgloski dzwieczne) oraz fragmenty bezdZzwieczne (spéigloski bez-
dzwigczne).

Kolejne istotne grupy parametréw stanowiacych standardy w zagad-
nieniach zwiazanych z analizg i przetwarzaniem sygnalu mowy stanowia
parametry LPC (Liniowe kodowanie predykcyjne — ang. Linear Predictive
Coding) oraz MFCC (Parametry mel-cepstralne, ang. Mel-Frequency
Cepstral Coefficients) szerzej opisane w ponizszych podrozdziatach.

Liniowe kodowanie predykcyjne (LPC)

Po raz pierwszy liniowe kodowanie predykcyjne zostalo zastosowane
w 1966 roku przez Saito i Itakura [84]. Od tego czasu metoda LPC syste-
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matycznie zyskiwata na znaczeniu w zagadnieniach zwiazanych z rozpozna-
waniem mowy. Idea metody sprowadza si¢ do proby aproksymacji kazdej
nowej prébki w oparciu o wazong liniowa kombinacje prébek ja poprze-
dzajacych. Wagi dobierane sa w taki sposéb aby $redniokwadratowy biad
predykcji byt jak najmniejszy [141]. Przebieg procesu wyznaczania parame-
tréw liniowego kodowania predykcyjnego zostal szczegdétowo przedstawiony
w podrozdziale 3.2.

Badania przeprowadzone pod auspicjami Polskiej Akademii Nauk [67]
pokazuja, iz najlepsze wyniki w przetwarzaniu sygnatu mowy uzyskiwane
sa w przypadku gdy liczba wspoétezynnikéw LPC wynosi 12. Taka tez
wartosé przyjeto w niniejszych badaniach.

Wspélczynniki analizy capstralnej w skali mel (MFCC)

Wsp6lezynniki MFCC po raz pierwszy zostaly opisane w 1980 roku [154]
i obecnie sa szeroko stosowane jako parametry opisu sygnatlu mowy [70, 71].
Zalezno$¢ miedzy czestotliwoécia wyrazona w mel i w Hz zostala przedsta-
wiona na Rysunku 2.5.
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Rysunek 2.5. Zaleznosé miedzy czestotliwoscia wyrazona w mel i w Hz. Opracowanie
wlasne na podstawie [161]

Jak widaé¢ na Rysunku 2.5. réznica pomiedzy skalami polega na nielinio-
wym skalowaniu czestotliwo$ci w przypadku skali mel. Zalezno$¢ pomiedzy

19



PRZEGLAD SPOSOBOW PRZETWARZANIA SYGNALU MOWY

skalami jest okreslona przy pomocy nastepujacego réwnania [154]:

fmel(sz) = 2595[0910(1 + ) (25)

; Ra.mkowani(? |FFT2
i okienkowanie

Preemfaza

Wektor Zestaw filtrow
MFCC w skali mel

Rysunek 2.6. Schemat wyznaczania parametréow wektora MFCC. Opracowanie wtasne
na podstawie [154].

Na Rysunku 2.6. zostal przedstawiony schemat wyznaczania parame-
trow MFCC. Pierwszym krokiem przetwarzania jest ostabienie sktadowych
o niskich czestotliwosciach oraz wzmocnienie tych o wysokich. Catos¢ prze-
ksztalcen odbywa sie w oparciu o nastepujaca réwnosé [71]:

T, =Ty — aTp_1, (2.6)
gdzie:
x',x, — oznacza odpowiednio sygnal po i przed preemfazie. Z kolei jako
warto$¢ a przyjmowane jest 0,97 [71].

Kolejnym krokiem przetwarzania sygnatu jest ramkowanie oraz okienko-
wanie. Szerzej opisane w Rozdziale 3. W procesie okienkowania wykorzysty-
wane jest okno Hamminga. Na podstawie kazdej z ramek zostaje wyznaczone
widmo mocy |FFT|?. Nastepnie widmo zostaje poddane dzialaniu filtrow.
W literaturze oraz niniejszej pracy najczesciej spotykane sg filtry tréjkatne,
o Srodkach réwnomiernie roztozonych w okreslonym zakresie czestotliwosci.
W wyniku dziatania filtréw otrzymywana jest energia pasma liczona wedtug

wzoru [71]:
N

Sm = Z |Xr(k)’2Hm(k)7 (27)
k=1

gdzie:
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X, — oznacza widmo ramki,
m — oznacza numer filtra,
H,, — oznacza zestaw filtréw.

W dalszym etapie przeksztalcen wykorzystywany jest logarytm energii
ze wzgledu na podobienistwo w modelowaniu do nieliniowej amplitudowej
wrazliwosci ucha cztowieka.

Bezposrednio wyznaczeniu wektora wspolczynnikéw stuzy dyskretna
transformata kosinusowa (DCT), za$ kolejne wartosci wyznaczane sa w opar-
ciu o nastepujace réwnanie [71]:

P 0
¢ = \/;mzzjl log(Sm)cos(M(m —0,5)), (2.8)

gdzie:
M — oznacza liczbe uzytych filtréw,
1 — oznacza numer wspdlczynnika.
W niniejszych badaniach wykorzystano 12 wspétczynnikow MFCC.

2.4. Przeglad istniejacych metod przetwarzania sygnalu mowy
polskiej

Od kilku lat mozna zaobserwowa¢ dynamiczny rozwdj metod,
stuzacych do identyfikacji stanu emocjonalnego moéwcy. Taka sytuacja
ma miejsce, zaréwno jesli chodzi o jezyk polski, jak i inne jezyki takie jak
angielski, niemiecki, hiszpanski czy chinski. Istniejace rozwigzania skupiaja
sie przede wszystkim na statystycznych parametrach sygnalu mowy polskiej.
Znane sg publikacje wykorzystujace do identyfikacji narzedzia oparte na al-
gorytmie k-Najblizszych Sasiadéw [70], maszynie wektoréw wspierajacych
[57], metodach multimodalnych opracowanych w oparciu o kilka dostepnych
wspolczesnie rozwiazan [68] drzewach decyzyjnych czy ukrytych modelach
Markova [72, 159].

W 2008 roku zostat opracowany na Politechnice Warszawskiej me-
chanizm, wykorzystujacy maszyne wektoréw wspierajacych (ang. Sup-
port Vector Machine) do identyfikacji stanu emocjonalnego osoby méwia-
cej [57]. W podejéciu tym badana jest intensywnosé wystepowania po-
szczegbdlnych elementéw sktadowych emocji w przestrzeni tréjwymiarowej,
w ktérej kolejne plaszczyzny opisane sa jako: aktywnosé, wartoSciowosé
i dominacja. W praktyce najczesciej wykorzystywane sg plaszczyzny dwu-
wymiarowe [135, 136]. Na Rysunku 2.7. zostala przedstawiona jedna z moz-
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liwosci zrzutowania poszczegdlnych standéw emocjonalnych na plaszczyzne
wartosciowosé-aktywnosé.

Naukowcy z Politechniki Warszawskiej przeprowadzili badania w oparciu
o dwie grupy nagran: materialy przygotowane przy wspdipracy z osobami
zawodowo trudnigcymi sie aktorstwem oraz nagrania mowy spontanicznej.
Separacja parametréow stuzacych do badan mowy emocjonalnej nie jest za-

gadnieniem prostym.
‘ Zaskoczenie
(Sur)

Rozbawienie
(He)

Aktywnosé

Poirytowanie

(Ac)

Niepewnosc
(Anx)

Stan
neutralny

(N)

Wartosciowos¢

Niesmak
(D)

. Znudzenie

\ (B)

Rysunek 2.7. Rozmieszczenie stanéw emocjonalnych na plaszczyznie
wartosciowosé-aktywnosé [57]

Nie ma uniwersalnego zbioru parametréw pozwalajacych na jednoznacz-
na identyfikacje emocji w glosie. Dlatego tez najpopularniejsza jest heu-
rystyczna metoda doboru wlasciwosci sygnalu mowy [52, 57]. Polega ona
na wyodrebnieniu mozliwie najwiekszej liczby parametréw sygnatu, a na-
stepnie na eksperymentalnym wyborze tych cech, ktore jak najdoktadniej
opisuja badane zagadnienie. Najczesciej z sygnalu mowy sg ekstrahowane
nastepujace parametry [57]:

e ton krtaniowy FO oraz statystyczne parametry sygnalu mowy takie jak:
wartos¢ srednia, mediana, odchylenie standardowe itp.,
parametry zwiazane z energia sygnaltu,
wspOlczynniki mel-capstrum (ang. MFCC — Mell Frequency Capstral
Coefficients),

e parametry opisujace zaleznosci czasowe sygnalu mowy, takie jak: tempo
mowienia, liczba fragmentow dZzwiecznych w jednostce czasu czy stosu-
nek mowy bezdzwiecznej do dzwiecznej,

e wartosci czestotliwosci formantowych F1-F4,
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e parametry opisujace jakosé glosu [92].

W celu ograniczenia ilosci wykorzystywanych parametréw jak réwniez
doboru tych wtasciwych, najlepiej opisujacych badany problem, nalezy do-
kona¢ ich wyboru. Stuza temu metody oparte na do§wiadczeniu naukowcow
oraz algorytmy selekcji. Do najczesciej stosowanych moga by¢ zaliczone na-
stepujace [41, 92, 135]:

e sekwencyjna plynna selekcja wstepna (ang. Sequential Floating Bac-
kward Selection),

e sekwencyjna plynna selekcja postepujaca (ang. Sequential Floating For-
ward Selection),

sekwencyjna selekcja postepujaca (ang. Sequential Forward Selection),

sekwencyjna selekcja wsteczna (ang. Sequential Backward Selection).

Wyzej wymienione algorytmy selekcji postepujacej zaczynaja prace
od zbioru pustego, dodajac sekwencyjnie te parametry, ktére pozwola na jak
najlepsza separacje klas. Dzialanie jest konczone w momencie, gdy dodanie
kolejnego parametru nie wptywa na wzrost dokladnosci dyskryminacji klas
lub gdy zostanie osiagnieta wymagana liczba parametréw [57]. Algorytmy
selekcji wstecznej dzialaja zaczynajac od zbioru zawierajacego wszystkie
wyekstrahowane parametry, a nastepnie usuwajg kolejne do momentu uzy-
skania zadowalajacej separowalnosci klas. Dodatkowo sprawdzaja one po-
prawnos¢ wybieranych parametréw.

Aktywnos¢
& Ah 23 & Hh
¢ F ®Ac 1 & Hce
-2 -1 I 1 2
¢D -1
&5 +B -2

Wartosciowos¢

Rysunek 2.8. Proponowane rozmieszczenie stanéw emocjonalnych na ptaszczyznie
wartosciowosé-aktywnosé [57]
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W badaniach przeprowadzonych przez pracownikéw Politechniki War-
szawskiej zostaly wykorzystane dwie bazy nagran mowy emocjonalnej.
Pierwsza, zostala opracowana przez autoréw badania, druga z kolei, za-
wierala nagrania znajdujace sie w Berlinskiej Bazie Nagran Emocjonalnych
(EMO-DB) [12]. W wymienionych wyzej pracach polozono nacisk na iden-
tyfikacje nastepujacych stanéw emocjonalnych: stanu neutralnego, radosci,
smutku oraz znudzenia i strachu. Autorska baza nagran (BES) zostala przy-
gotowana w oparciu o audycje radiowe programéw rozrywkowych, sporto-
wych oraz publicystycznych transmitowanych za posrednictwem Polskiego
Radia, dzigki czemu poza emocjami zgromadzonymi w Berlinskiej Bazie Da-
nych, autorom udalo sie sklasyfikowaé¢ dodatkowo takie stany emocjonalne
jak: poirytowanie, rozbawienie, niesmak, zaskoczenie, niepokdj czy ekstaza
[57]. Liczebnosé bazy wynosila 340 nagran. Na Rysunku 2.8. zostal przed-
stawiony proponowany przez autoréw z Politechniki Warszawskiej rozktad
emocji na plaszczyznie wartosciowoéé-aktywnosé.

Poszczegdlne stany emocjonalne zostaly oznaczone nastepujaco:

N — stan neutralny,
A — zlosé,

H — rado$é,

S — smutek,

B — znudzenie,

Ac — poirytowanie,

Hec — rozbawienie,

D — niesmalk,

Sur — zaskoczenie,

Anx — niepokdj,

Hh — ekstaza

Podczas opracowywania lokalizacji wyszczegdlnionych stanéw emocjo-
nalnych, przez naukowcéw z Politechniki Warszawskiej, zostaly wykorzy-
stane nastepujace parametry wyodrebnione z sygnalu mowy [57]:
niedoktadno$é¢ zamkniecia krtani,

gradienty widmowe,

czestotliwosé FO oraz jej wartosci pochodne,

liczba zmian dzwiecznoéci przypadajaca na jednostke czasu,

energia sygnaltu,

szeroko$é¢ oraz lokalizacja pasm formantéow F1-F4.

Klasyfikacja poszczegdlnych standéw emocjonalnych odbywala sie z wy-
korzystaniem maszyny wektoréw wspierajacych oferowana przez pakiet
narzedzi MatLab, umozliwiajacy przeksztalcenie wielomianowe 3. stopnia.
Dziesieciokrotna walidacja krzyzowa (ang. cross-validation) zostata wyko-
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rzystana jako metoda stuzaca do testow. Dziatanie metody polega na wyod-
rebnieniu dziesieciu podzbioréw, z ktérych dziewigé jest wykorzystywanych
jako zbiory uczace, dziesiaty zas pelni role zbioru testowego. Zbiér danych
nalezy przetestowaé dziesieciokrotnie, tak aby kazdy z podzbioréw moégt by¢
wykorzystany w charakterze testowym. Podczas badan zostata zachowana
niezaleznos¢ méwcy. Otrzymane rezultaty zostaly przedstawione w Tabelach
2.1.1 2.2. oraz na Rysunku 2.9.

W przeprowadzonych badaniach poprawnos¢ rozpoznawania emocji dla
bazy danych BES wyniosla $rednio 58,9%, za$ dla Berlinskiej Bazy Nagran
Emocjonalnych osiagnigto okoto 62,7% skuteczno$é identyfikacji.

W badaniach prowadzonych na Politechnice Y.6dzkiej w 2012 roku zo-
stal opracowany mechanizm klasyfikacji stanu emocjonalnego méwcy oparty
na algorytmie k-Najblizszych Sasiadéw (ang. k-Nearest Neightbour) [71].

Tabela 2.1. Wyniki klasyfikacji otrzymane dla bazy danych BES [57] (w %)

Emocje Emocje otrzymane na wyjsciu
oczekiwane N Ac Ah Hc Hh S
N 66,68 | 10,45 | 4,48 11,94 | 0,00 4,48
Ac 13,04 | 47,83 | 13,04 | 17,39 | 6,52 2,17
Ah 10,00 | 35,00 | 27,50 | 20,00 | 5,00 2,50
Hc 20,27 | 24,32 8,11 | 31,08 | 6,76 9,46
Hh 4,26 8,51 6,38 | 21,28 | 51,06 | 8,51
S 1,52 12,12 3,03 12,12 1,52 | 69,70

Tabela 2.2. Wyniki klasyfikacji otrzymane dla bazy danych EMO-DBS [57] (w %)

Emocje Emocje otrzymane na wyjsciu

oczekiwane N A H S B

N 82,05 | 1,28 7,69 2,56 6,41
A 1,60 | 79,20 | 19,20 | 0,00 0,00
H 0,00 | 25,00 | 73,53 | 0,00 1,47
S 3,23 0,00 0,00 | 85,48 | 11,29
B 11,25 1,25 7,50 6,25 | 73,75

Zauwazono, iz w zalezno$ci od artykulacji glosek dzwiecznych i bezdz-
wiecznych zmienia sie ulozenie strun glosowych, co z kolei prowadzi do po-
wstawania tak zwanej czestotliwosci podstawowej FO, ktora to stata sie
jednym z parametréw rozpatrywanych w badaniach.
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Parametr ten jest zwigzany z budowa krtani i ma rézne zakresy w zalez-
nosci od ptci. Dla mezczyzn czestotliwosé podstawowa oscyluje pomiedzy 85
Hz a 155 Hz, u kobiet za$ od 165 Hz do 255 Hz, za$ dla dzieci i niemowlat
osiaga jeszcze wyzsze wartosci.

W badaniach wykorzystane zostaly takie parametry zwigzane z czesto-
tliwoscia podstawowa (F0) jak [70, 71]:

e drednia warto$é¢ FO,
e standardowe odchylenie czestotliwoéci podstawowej,
e minimalna i maksymalna warto$¢ FO,
e warto$¢ FO w kwartylach,
e zakres czestotliwosci podstawowej,
e skoénos¢, wartos¢ kurtozy, nachylenie FO i inne.
4,5 T T
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Rysunek 2.9. Blad rozpoznania dla klasyfikacji metoda SVM [57]

W sumie wyszczegdlnione zostaly dwadziescia cztery parametry, ktore
wykorzystano w dalszej czesci badan.

Wiasciwa klasyfikacja odbywata si¢ poprzez wykorzystanie algorytmu
k-NN. Jego dziatanie opiera sie o obliczenia odleglosci w przestrzeni X para-
metréw pomiedzy nieznang wartoscig czynnika x;, reprezentowanego w na-
stepujacej postaci [71]:

x; = [z! 2% .. 2", (2.9)

gdzie:
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zF — oznacza warto$é n-tego parametru,
n — oznacza numer parametru,
a wartosciami ze zbioru uczacego CU|7]:

zj, € CU, (2.10)

k=1,2,3,...,1,
I — oznacza liczbe zbioréw uczacych.

Do obliczenia powyzszej odleglo$¢ stosowanych jest wiele metod. Naj-
czedciej jest ona reprezentowana Euklidesowa odlegloscia [71]:

n
d(zg, xj) = Z |25 — 2. (2.11)

i=0
Na Rysunku 2.10. (patrz. s. 28) zostal przedstawiony schemat przetwa-
rzania sygnalu mowy opracowany przez pracownikow Politechniki F.odzkiej.
W przeprowadzonych badaniach skupiono si¢ na nastepujacych stanach
emocjonalnych: rado$¢, smutek, strach oraz ztosé. Wzieto réwniez pod uwa-
ge stany o wyzszym i nizszym zabarwieniu emocjonalnym bazujac na kole
emocji Plutchika. W rezultacie otrzymano zbiér sktadajacy sie z dwunastu
stanéw emocjonalnych. W badaniach zostala wykorzystana autorska baza
nagran opracowana w Instytucie Elektroniki Medycznej Politechniki L.6dz-

kiej. Uzyskane wyniki zostaly pokazane w Tabeli 2.3.

Tabela 2.3. Skutecznosé klasyfikacji stanéw emocjonalnych przy uzyciu
algorytmu k-NN [71]

Grupa emocji | Intensywnos$é emocji | Skuteczno$é identyfikacji
Wiéciekltosé 83,8%
Ztosé Z1osé 42.9%
Irytacja 71,4%
Zal 71,4%
Smutek Smutek 42,9%
Zaduma 62,5%
Ekstaza 60,0%
Radosé Radosé 47,4%
Pogodnosé 56,3%
Strach Strach 57,1%
Terror 83,8%
Obawa 71,4%
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W przeprowadzonych badaniach érednia skutecznos¢ identyfikacji pod-
stawowych emocji wyniosta okoto 50% dla stanéw podstawowych, dla pozo-
stalych stanéw emocjonalnych ksztaltowala sie w granicach 70%.

Naturalnym kierunkiem rozwoju powyzszego algorytmu stato si¢ opraco-
wanie multimodalnej metody, wykorzystujacej, inne niz czestotliwosciowe,
wlasciwosci sygnalu mowy [70]. Detekcja FO zostala zrealizowana przy wy-
korzystaniu funkcji autokorelacji. Na jej podstawie wyekstrahowane zostaly
dwadziescia trzy cechy statystyczne, stanowiace jeden z wektoréow wejscio-
wych [70]. Nastepnie zostaly wyznaczone cztery formanty F1-F4, na pod-
stawie ktérych wyodrebniono podstawowe parametry statyczne, uzyskujac

Mowa
emocjonalna

Y

Przetwarzanie

wstepne

Y

Ekstrakcja

parametréow FO

Y

Klasyfikacja
emocji
podstawowych
{ Y l }
Ztosc Smutek Rados¢ Strach
} Y l {
Klasyfikacja
intensywnosci
emocji

Rysunek 2.10. Schemat ideowy przetwarzania sygnatu mowy [71]
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wektor cech, sktadajacy sie z pietnastu elementéow. Standardem w prze-
twarzaniu sygnalu mowy sa obecnie wspélczynniki MFCC. W przepro-
wadzonych badaniach wyznaczono dwanascie wspolczynnikéw, z ktorych
nastepnie wyodrebniono szesédziesigt parametréw, stanowiacych kolejny
wektor cech. Liniowe kodowanie predykcyjne (LPC) jest szeroko stosowana
metoda w identyfikacji mowy [64].

W przeprowadzonych badaniach wykorzystano dwanascie parametréw
LPC, na podstawie ktorych wyekstrahowano szes¢dziesiat cech stanowia-
cych czwarty wektor wejéciowy. Ostatni wektor stanowit zestaw cech oparty
o wspétezynniki PLP (ang. Perceptual Linear Prediction). W Tabeli 2.4.
zestawiono wszystkie wykorzystywane przez algorytm parametry.

Tabela 2.4. Zestawienie parametréw wykorzystywanych w multimodalnej metodzie
identyfikacji stanéw emocjonalnych méwcy [70]

Badany Liczba Doktadnosé

parametr wyekstrahowanych | rozpoznania
wspo6lczynnikéw (waga)

Parametry statystyczne 23 57,1%(3)

tonu krtaniowego FO

Energia sygnatu 6 52,6%(2)

Parametry statystyczne 60 49,7%(1)

formantéw F1-F4

Parametry statystyczne 60 75,8%(6)

dla MFCC

Parametry statystyczne 60 65,0%(4)

dla LPC

Parametry statystyczn 60 75,1%(5)

dla PLP

Schemat algorytmu klasyfikacji zostal przedstawiony na Rysunku 2.11.
Pierwszym etapem klasyfikacji jest podzial wypowiedzi na trzy czesci o réw-
nej dlugosci: poczatek, érodek i koniec. Nastepnie kazda z nich zostala
przetworzona za pomoca algorytmu k-NN. W rezultacie otrzymano osiem-
nascie klas (po szesé¢ dla kazdej czesci wypowiedzi). Kolejny etap obejmo-
wal przydzielenie wag na zasadzie glosowania. Warto$¢ wagi zwiazana byta
z dokladno$cia rozpoznawania przedstawiona w Tabeli 2.3. (patrz. s. 27).
Ostatni krok stanowito glosowanie w obrebie calej wypowiedzi, efektem cze-
go byla prognoza [70].
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Rysunek 2.11. Proponowany schemat klasyfikacji [71]

Bazujac na przedstawionym wyzej algorytmie przeprowadzone zostaly
testy na podstawie dwdch grup nagran. Pierwsza, stanowila baza emocji
odegranych, druga — baza emocji spontanicznych. Wyniki uzyskane dla oby-
dwu grup zostaly przedstawione na Rysunkach 2.12. oraz 2.13. (patrz. s. 31).

Kolejng grupe metod shuzacych do klasyfikacji stanéw emocjonalnych
stanowia drzewa decyzyjne [21]. W badaniach zostaly wykorzystane
dwie grupy parametréw. Pierwsza z nich stanowily czynniki zwiazane
z liniowg 1 nieliniowg regresja, wyodrebnione z deskryptoréw sygnatu mowy.
Zalozono, ze wlasciwy opis sygnalu mowy stanowi¢ beda parametry takie
jak: maksymalne, minimalne i usrednione wartosci sygnal mowy. Druga
grupe stanowily parametry zwiazane z energia sygnalu. W sumie zostalo
wyodrebnione dziewietnascie parametréw. W oparciu o wyekstrahowane
deskryptory zbudowane zostalo drzewo decyzyjne, ktére na kazdym
poziomie bylo w stanie skategoryzowaé jeden stan emocjonalny. W bada-
niach skupiono sie na emocjach najczesciej wystepujacych w literaturze,
tj.: strachu, smutku, radosci, ztosci, znudzeniu oraz stanie neutralnym.
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Przeprowadzono badania opierajac si¢ na dwoch bazach nagran. Pierw-
sza byla wspominana juz Berlifiska Baza Nagran Emocjonalnych (EMO-DB)
[12] druga autorska baza zawierajaca 240 plikéw dzwiekowych. Badania
przeprowadzone zostaty dla dwéch przypadkdw.

70,0%

VA

52,5%

35,0%

17,5%

Skutecznosé klasyfikacji (w %)

0,0%
) Rados¢ Smutek Ztose Strach  Znudzenie Neutralny

Rysunek 2.12. Wyniki klasyfikacji uzyskane dla pierwszej grupy. Opracowanie wlasne
na podstawie [71]
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SE1%
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50,0%
50,0%

25,0%

Skutecznosc¢ klasyfikacji (w %)

0,0%

Rados¢ Smutek Ztose Strach ~ Znudzenie Neutralny

Rysunek 2.13. Wyniki klasyfikacji uzyskane dla drugiej grupy. Opracowanie wtasne
na podstawie [71]
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Pierwszy zakladal niezaleznos¢ méwcy od wypowiadanego tekstu, drugi
taka zalezno$é¢ dopuszczal. Najlepsze otrzymane wyniki zostaly zaprezento-
wane w Tabeli 2.5. Srednia skutecznoéé¢ identyfikacji stanu emocjonalnego
moéwcey w przypadku binarnych drzew decyzyjnych wyniosta okolo 72% [21].

Tabela 2.5. Otrzymane wyniki przy wykorzystaniu metody binarnych drzew
decyzyjnych [21]

Baza danych Zalezno$¢ méwcy | Niezalezno$é moéwcy
od tekstu (od tekstu)

Autorska baza 76,30 % 64,18%

EMO-DB 74,39% 72,04%(2)

W literaturze przedmiotu czesto spotykana metoda stuzaca do kla-
syfikacji stanowia ukryte modele Markova (HMM) (ang. Hidden Markov
Models) [22, 23, 37]. Klasyfikacja w oparciu o HMM opiera sie o proces
decyzyjny Bayesa, w ktérym prawdopodobiefistwo wygenerowania przez sy-
gnal okreslonego ciagu znakéw jest maksymalizowane [125]. Srednia sku-
tecznos¢ identyfikacji uzyskiwana przy wykorzystaniu tego klasyfikatora dla
jezyka polskiego waha sie od okolo 63% do 75% [61]. Jest to zatem wynik
poréwnywalny z innymi opisanymi powyzej.

Konstruowanie efektywnych struktur danych opisujacych obiekty o cha-
rakterze subuektywnym (emocje) nie jest prostym zadaniem. Najczestsze
modele mowy emocjonalnej obejmuja zestaw parametréw wyekstrahowa-
nych bezposrednio z sygnalu mowy, takich jak czestotliwo$é¢ podstawowa
(F0), formant czestotliwodci [70], cepstralne wspélezynniki czestotliwosci
Mel (MFCC) [3, 58, 85|, Linear Predictive Coding (LPC) [18, 98]. Kolejna
grupe stanowia modele mowy emocjonalnej oparte na danych uzyskanych
ze statystycznych parametréw sygnalu mowy [43]. Proponowane sa réw-
niez modele bazujace na parametrach zwiazanych z energia i moca sygnatu
mowy oraz modele mowy emocjonalnej przedstawiane w formie graficznej,
m.in. spektrogramy [4, 5, 122]. Polaczone cechy spektralne i prozodyczne
sa rowniez brane pod uwage przy rozpoznawaniu emocji [150].

Poniewaz emocje mozna wyrazi¢ w sposob lagodny lub intensywny, war-
to sprobowaé je odréznié. W pracy [51] badano intensywno$é wyrazania
emocji. Jako wspoétezynniki ekstrakeji cech wykorzystano czestotliwo$é i am-
plitude sygnatu. Bazujac na badaniach empirycznych ustalono, ze gniew
zwieksza szybkosé mowy, a smutek jg spowalnia. I odwrotnie, intensywnosé
jest wyzsza, jesli mowa jest bardziej radosna. W badaniach opisano meto-
de czestotliwoscei impulséw glosowych (GPF) z dokladnoscia przewidywa-
nia modelu okolo 83%. Przeprowadzono analize poréwnawczg metod GPF
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i MFCC z modyfikacjami. Wykazano, ze w przypadku konkretnych emocji,
ktore w duzym stopniu wplywaja na czestotliwo$é wypowiedzi (tj. gnie-
wu), lepiej sprawdza siec metoda MFCC, natomiast pozostale emocje lepiej
wykrywa zaproponowana w badaniu metoda GPF. Wynika to z faktu, ze
GPF opiera sie na analizie pelnego spektrum sygnatu gtosowego, a nie tylko
w domenie czestotliwodci.

Od niedawna stosowane sa réwniez podejscia wielomodelowe. Ze wzgledu
na komplementarno$é danych audio i wideo, detekcja stanéw emocjonalnych
jest analizowana w dwoch etapach, rozpoznajac kanal audio jako pierwsza
i jako druga klatke wideo (w zaleznosci od tego, czy kanal audio zawieral
odpowiednia informacje) [2]. Wielowarstwowa sie¢ propagacji wstecznej per-
ceptronu jest uzywana zaréwno do klasyfikacji zaréwno glosu, jak i obrazu.
Odpowiednio ze wspdtezynnikiem klasyfikacji dla izolowanego sygnatu au-
dio okolo 90%. Potaczenie klasyfikacji audio i wideo zwieksza doktadnosé
do okolo 95%, przy znacznie wigkszej ztozonosci przetwarzania danych. Po-
dobne podejscie do analizy wielomodelowej zostalo przedstawione w [13].

Czesto badacze skupiaja sie na samej separacji stanow emocjonalnych.
Jak powszechnie wiadomo wystepowanie pojedynczej emocji jest w real-
nych rozmowach sytuacja nad wyraz rzadks. Zazwyczaj przeplataja sie one
tworzac strukture lancucha emocji. Badania nad zagadnieniami tego typu
zostaly przedstawione w [127]. Pokazane zostalo wyodrebnienie cech cha-
rakteryzujacych stan niepokoju, jako ztozenia trzech stanéw emocjonalnych:
gniewu, strachu i smutku.

W pracy [29] oméwiono problem rozpoznawania emocji w mowie szepta-
nej, ktora naturalnie r6zni sie¢ od mowy normalnej. Wykorzystywane zostato
rozwiazanie rozszerzone o uczenie transferu cech w oparciu o autoenkoder
z redukcja szumdw. Takie podejscie pozwala na uzycie znanego rozwiazania
do celéw innych niz oryginalne, z doktadno$cia rozpoznawania co najmniej
na poziomie normalnej mowy.

Klasyfikatory wykorzystywane dla szeregowania mowy emocjonalnej
sa powszechnie znanymi narzedziami, ktére sa od dawna stosowane dla
probleméw przetwarzania sygnaléw mowy oraz identyfikacji innych typow
danych. Obejmuja one: modele Gaussa (GMM) [123], ukryte modele Marko-
wa (HMM) [119], maszyne wektoréw nosnych (SVM) [36], algorytm k-NN,
czyli szeroko rozumiane sztuczne sieci neuronowe [65, 88]. Znane sa réwniez
publikacje, w ktérych w proces identyfikacji emocji zaangazowanych bylo
kilku klasyfikatoréw [69)].
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2.5. Wnioski do rozdzialu

1.

Na przestrzeni wiekéw zrodzilo sie wiele teorii opisujacych procesy
powstawania i klasyfikowania emocji jak rdéwniez interpretowania
ich przez czlowieka.

Do najpopularniejszych modeli emocji nalezy zaliczyé teorie
Jamesa-Langego oraz model emocji Plutchika.

Opierajac sie na powyzszych teoriach mozna wyrézni¢ nastepujace
emocje podstawowe (pierwotne): rado$¢, smutek, strach, zlosé
oraz znudzenie.

7 uwagi na brak ostrosci przejé¢ z jednego stanu emocjonalnego w drugi
nalezy rozwazy¢ umiejscowienie stanu neutralnego.

Do najpopularniejszych klasyfikatoréw stanéw emocjonalnych méwcy
w oparciu o jezyk polski naleza: algorytm k-NN, maszyna wektorow
wspierajacych, binarne drzewo decyzyjne oraz ukryte modele Markova.
Srednia skuteczno$é¢ identyfikacji emocji waha sie od okolo 60%
do niemal 80%.
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3. Etapy przetwarzania sygnalu mowy

Wydobycie oczekiwanych informacji z sygnalu mowy nie jest mozliwe
bez wczesniejszego przetworzenia przez system komputerowy, otrzymanych
danych. Najogdlniej proces ten moze zostaé¢ podzielony na kilka etapéw ta-
kich jak: akwizycja, preemfaza, segmentacja czy parametryzacja [163]. Sche-
mat ideowy procesu przetwarzania sygnalu mowy zostal zaprezentowany
na Rysunku 3.1.

Akwizycja

Preemfaza Segmentacja
sygnatu

Klasyfikacja Parametryzacja Okienkowanie

Rysunek 3.1. Schemat ideowy procesu przetwarzania sygnalu mowy. Opracowanie
wlasne na podstawie [154]

Przetwarzanie wstepne stanowi pierwszy z etapéw zamiany analogowego
sygnalu mowy na sygnal cyfrowy. Zarejestrowany przy uzyciu mikrofonu sy-
gnal zostaje wzmocniony, a nastepnie poddany procesowi filtracji, ktérego
celem jest redukcja szuméw wystepujacych w nagraniu [154]. Wykorzysta-
nie przetwornika analogowo-cyfrowego A/D (ang. Analog/Digital) pozwala
przeksztalci¢ sygnal analogowy do postaci zdigitalizowanej. Zastosowanie
w kolejnym etapie filtra preemfazy skutkuje uwydatnieniem sktadowych
o wyzszych czestotliwosciach, dzigki czemu sygnal zawiera sktadowe niosace
wlasciwa informacje [154]. Podzial nagrania na mniejsze fragmenty, zwane
ramkami, sprawia, iz w obrebie ramki segment moze by¢ traktowany jako
sygnal kwazistacjonarny, co ma szczegdlne znacznie w przypadku korzysta-
nia ze wspotczynnikéw LPC. Nieciaglosci na koncach poszczegdlnych ramek
sg usuwane przy uzyciu funkcji okna. Tak przetworzony sygnal moze zostaé
poddany procesowi parametryzacji. Jego istota jest wydobycie z poszczegol-
nych ramek mozliwie najwiecej cech sygnatu, ktére w sposéb jednoznaczny
beda go opisywac. W zaleznosci od badanego zagadnienia oraz sygnatu uzy-
skuje sie od kilkunastu do kilkuset parametréw. Bazujac na pozyskanych
danych dokonywany jest proces klasyfikacji [97].
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3.1. Akwizycja sygnalu mowy

Proces przetwarzania mowy nie bytby mozliwy bez akwizycji sygnatu.
Jest to pierwszy etap niezbedny w identyfikacji mowy emocjonalnej. Aby
rejestrowany za pomoca mikrofonu sygnal analogowy, byl poprawnie prze-
tworzony musi zostaé przeksztatcony do postaci cyfrowej. Jak juz zostato
wspomniane, jest to mozliwe przy uzyciu przetwornika analogowo — cyfro-
wego. Zanim jednak dane trafia do przetwornika muszg zosta¢ wzmocnione,
a nastepnie przetworzone przy uzyciu filtru antyaliasingowego. Standardowa
karta dzwiekowa posiada wszystkie wyzej wymienione elementy. Caly proces
rejestracji sygnatu zostal przedstawiony na Rysunku 3.2.

Wzmachniacz Filtr
sygnatu antyaliasingowy

Mikrofon

Przetwornik
analogowo -

cyfrowy

Rejestr
pamieci

Rysunek 3.2. Schemat akwizycji sygnalu mowy. Opracowanie wlasne na podstawie [154]

Przetwarzanie sygnalu polega na jego dyskretyzacji w dziedzinie czasu
oraz czestotliwosei [130].

3.1.1. Dyskretyzacja czasowa

Czestotliwoé¢ probkowania F), jest podstawowym parametrem charak-
teryzujacym proces probkowania sygnatu — dyskretyzacji w dziedzinie cza-
su. Wérdd najezesciej wystepujacych czestotliwosci wymienia sie takie jak:
12 kHz, 16 kHz a nawet 44 kHz [154]. Oczywistym jest, ze wyzsza roz-
dzielczos$¢ czasowa skutkuje lepsza jakoscia sygnalu cyfrowego. Dokonu-
jac wyboru czestotliwosci prébkowania, nalezy pamietaé o twierdzeniu
Kottelnikowa-Shannona?. Twierdzenie to wprowadza zaleznoéé pomiedzy

2 Bywa réwniez okredlane jako twierdzenie Nyquista, Nyquista-Kottelnikowa badz
Whittakera-Nyquista-Kottelnikowa-Shannona.
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czestotliwosciami wystepujacymi w sygnale a czestotliwoscia jego préobko-
wania. Zaleznos¢ ta jest wyrazona nastepujaca nieréwnoscia [163]:

F,> 2F,, (3.1)

gdzie:
F, — oznacza czestotliwo$¢ probkowania sygnatu,
Fs — oznacza najwyzsza czestotliwo$¢ wystepujaca w sygnale.

3.1.2. Dyskretyzacja amplitudowa

Réwnie waznym parametrem charakteryzujacym sygnal jest liczba
bitéw, méwiagca o doktadnosci zapisu wartosci probki. Nalezy dazy¢ do kom-
promisu pomiedzy wiernoscia zapisu sygnalu, przejawiajaca sie wysoka
dyskretyzacja czasowa i czestotliwo$ciowa, a czasem niezbednym na prze-
tworzenie sygnatu przez systemy komputerowe oraz iloScig miejsca niezbed-
na do przechowywania zgromadzonych danych [154]. Najczesciej stosowana
jest nastepujaca iloé¢ bitéw 8, 12 oraz 16.

3.1.3. Preemfaza

Pozadanym zjawiskiem jest ograniczenie wplywu szumoéw tla, powsta-
tych na skutek dziatania sieci elektrycznej. Stuzy temu tak zwana filtracja
preemfazy [6]. Proces redukcji powyzszych szuméw sprowadza sie do ogra-
niczenia szumow o czestotliwosci z przedzialu 50-60 Hz oraz uwydatnieniu
sktadowych widma o wyzszych czestotliwosciach. Ponadto proces preemfazy
eliminuje zjawisko arytmetyki skoficzonej precyzji, zwiazane z reprezentacja
danych zapisanych w postaci cyfrowej. Szerzej opisane w [154]. Czesto stoso-
wany w tym zagadnieniu jest gérnoprzepustowy filtr o odpowiedzi impulso-
wej FIR (ang. Finite Impulse Response Hight Pass Filter). Posta¢ réwnania
réznicowego przyjmuje wtedy nastepujaca postaé [154]:

s[n] = §[n] — as[n — 1], (3.2)

gdzie:

5[n] — oznacza sygnal przed filtracja prébki o numerze n,

s[n] — oznacza sygnal cyfrowy po przetworzeniu n-tej prébki

0,9<ax< 1l

Czesto za warto$¢ parametru a przyjmuje sie 0,95 dzieki czemu wzmocnienie
sktadowych wyzszych niz 20 dB jest mozliwe.
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3.1.4. Segmentacja

Proces segmentacji sygnalu s/n/ (ang. frame blocking) stanowi jeden
z pierwszych etapéw jego przetwarzania w systemach cyfrowych. W swej idei
polega na podziale sygnalu na segmenty (ramki) o dlugosci odpowiedniej
do dalszych badan. Nalezy przy tym dazy¢ do uzyskania kwazistacjonarnego
sygnatu w obrebie danej ramki. W celu poprawienia jako$ci sygnatu czestym
zabiegiem jest nakladkowanie (ang. overlapping). Polega ono na uwzglednie-
niu powtarzalnosci prébek w sasiednich ramkach [79]. Idea procesu naklad-
kowania zostata zaprezentowana na Rysunku 3.3.

Probki sygnatu

Pozycja okna

Rysunek 3.3. Idea procesu naktadkowania. Opracowanie wlasne na podstawie [79]

Uzycie zbyt krétkiej ramki® powoduje znaczacy wzrost obliczen koniecz-
nych do przetworzenia sygnatu. Ramka zbyt dluga? sprawia, ze sygnal nie
moze zostaé potraktowany jako kwazistacjonarny, co uniemozliwia zastoso-
wanie czesci metod na etapie parametryzacji sygnatu® [79]. Ogélnie mozliwe
jest zastosowanie nastepujacej réwnosci identyfikujacej i—tqg ramke Z;[n] sy-
gnatu s/n/ [28]:

Z;i[n] = s[Mi+ n], (3.3)
gdzie:
n=20,1,2,..., N — 1, N — oznacza liczbe wszystkich prébek,
1=0,1,2,...,L — 1, M — oznacza liczbe wszystkich ramek.

3 0O dtugosci ponizej 10 ms.
4 0O dtugosci powyzej 50 ms.
® Np. techniki LPC.

38



ETAPY PRZETWARZANIA SYGNALU MOWY

3.1.5. Okienkowanie

Dekompozycja sygnatu na segmenty powoduje powstawanie nieciaglosci
na koncach ramek [79], co skutkuje powstaniem w widmie sygnatu skla-
dowych o wyzszych czestotliwodciach. Okienkowanie (ang. windowing) jest
procesem przeciwdzialajacym takiemu zjawisku. Jego celem jest zatem mi-
nimalizacja bledu estymacji funkcji autokorelacji na koncach kazdej z ramek.
Wygladzenie niecigglosci powoduje usuniecie z widma sygnatu falszywych
sktadowych. Sam proces okienkowania polega na splocie sygnatu z funkcja
okna [143]. Nalezy pamietaé, iz proces ten poza usuwaniem nieciaglosci, po-
woduje dodatkowe ttumienie sygnatu wejsciowego. Mianem okien czasowych
sa okreslane funkcje spelniajace nastepujace warunki [20]:

e 53 symetryczne wzgledem srodka przedziatu,
e osiggaja maksimum w $rodku przedziatu ©,
e 53 niezerowe w skonczonym przedziale czasu.

Innymi stowy okno czasowe opisuje sposéb pozyskania prébek z anali-
zowanego sygnatu. Jesli zalozymy, ze w skoniczonym przedziale czasu, dany
jest sygnal s/n] wéwczas wynik obserwacji takiego impulsu w oknie w/n/ sta-
nowi¢ bedzie funkcja g/n/, bedace splotem, zdefiniowana nastepujaco [163]:

gln] = s[n] x winl, (3-4)

n € (—oo, +00).

3.1.6. Okno Hamminga

Zaproponowana przez Richarda W. Hamminga funkcja stanowi szczegdl-
ny przykitad okna czasowego. Funkcja ta zostala opracowana w celu mini-
malizacji maksymalnej wartosci ptatka bocznego i dla kazdej prébki sygnatu
n opisana jest nastepujaca rownoscia [48]:

2mn
N -1

)s (3.5)

wln] = a — Beos(
gdzie:
a = 0,54,

B=1-—a=0,46,
N — oznacza liczbe probek sygnatu.

6 Poza oknem prostokatnym.
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3.1.7. Okno Gaussa

Jednym z najczesciej stosowanych funkcji czasowych jest okno Gaussa,
ktore zdefiniowane jest nastepujacym wzorem [48]:

_ 2
1 (n—_ -— )
2\ g N1
wln] =e T2 , (3.6)
gdzie:
N — oznacza liczbe probek sygnaltu,
o<0,5.

Okno Gaussa czesto znajduje zastosowanie w zagadnieniach wykorzystu-
jacych transformate Fouriera, gdyz jego ksztalt jest zblizony do paraboli,
co pozwala na swobodne wykorzystanie jej w kwadratowej interpolacji es-
tymacji czestotliwosciowej. Ponadto jest to funkcja wlasna transformacji

Fouriera’, ktérej odchylenie standardowe wyninosi %

3.1.8. Okno Dolpha-Czebyszewa
Okno Dolpha-Czebyszewa jest definiowane nastepujaco [93]:

w[n] = wo (n - N2_1) , (3.7)
gdzie:
Nl i2mkn
wo[n] = % > Wolkle ™™ ,n e [—%, %], (3.8)
k=0
cos(Ncos™[Bcos (”—;)])
Wolk] = cosh (Ncosh=1(3)) (3.9)
gdzie:

B = cosh[+cosh™1 (10%)].

Parametr « jest definiowany za pomoca norm Czebyszewa i jest réwny lo-
garytmowi stosunku wysokosci maksima gléwnego do bocznych [139].
3.1.9. Okno Blackmana

Jedng z funkcji zwiekszajacych dynamike sygnatu do poziomu okoto
40 dB jest okno Blackmana. Wzrost dynamiki skutkuje jednak zwiekszeniem

7 W wyniku transformacji Fouriera okna Gaussa dostajemy funkcje Gaussa, dla od-
powiednio dobranych parametrow.
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listka gléwnego. Samo okno definiowane jest nastepujaco [47]:

2mn 4mn
w[n| = ag — ajcos (N—l) + agcos (N — 1) , (3.10)

3.1.10. Okno Nuttala

Z matematycznego punktu widzenia okno Nuttala stanowi pewne uszcze-
g6lowienie okna Blackmana i jest opisane nastepujaca réwnoscia [48]:

2mn dmn 6mn
wln| = ag — ajcos (N—l) + ascos (N — 1) — azcos (N — 1) , (3.11)

gdzie:

ap = 0,355768,
a1 = 0,487396,
as = 0,144232,
az = 0,012604.

Opierajac sie na zalozeniu, iz dana jest dowolna liczba rzeczywista n,
wéwcezas zaréwno funkcja Nuttala jak i jej pierwsza pochodna sg ciagte.
Innymi stowy funkcja dazy do 0 dla n = 0.

3.1.11. Okno Blackmana-Harrisa

Szczegblnym — uogdlnieniem  funkcji ~ Hamminga  jest okno
Blackmana-Harrisa. Zostalo opracowane w celu minimalizacji prazkow
bocznych poprzez przesuniecie funkcji sinc. Okno to jest definiowane
w nastepujacy sposéb [93]:

2mn 4mn 67n
wln| = ag — ajcos (N—l) + ascos (N—l) — ascos (N—l) , (3.12)

gdzie:

ap = 0, 35875,
a; = 0,48829,
ag = 0,14128,
az =0,01174.

Na ogot wybierajac funkcje okna dazy sie do tego, aby widmo oraz wstegi
boczne byly jak najwezsze [154]. Na Rysunku 3.4. zostaly przedstawione
przyktady funkcji wykorzystywanych okien wraz z ich widmem Fouriera.
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Okno Dolpha-Czebyszewa
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Rysunek 3.4. Przyktady wykorzystanych funkcji i widm okien. Opracowanie wtasne
na podstawie [48, 93, 47]

Zostal zbadany wplyw powyzej opisanych funkcji okna na skutecznosé
identyfikacji stanu emocjonalnego mowcy. Otrzymane wyniki zostaly przed-

stawione w podrozdziale 5.2.

3.2. Parametryzacja sygnalu mowy

Reprezentacja czasowa sygnatu mowy nie jest najbardziej efektywnym
narzedziem do opisu mowy. Spowodowane jest to duzym rozproszeniem oraz
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znaczng redundancjg uzytecznych informacji na wszystkie prébki sygnatu
[142]. W celu wlasciwego przebiegu procesu identyfikacji mowy, nalezy cechy
sygnatu wyodrebnié¢ w taki sposob, aby dobrze reprezentowac jego wlasnosci
przy jednoczesnej redukcji wymiarowosci.

Do najpopularniejszych deskryptoréw sygnatu mowy mozna zaliczy¢ pa-
rametry zwiazane ze statystycznymi wartosciami sygnatu. Mozna w tej gru-
pie wyodrebnié¢ takie cechy jak: czestotliwo$¢ podstawowa, energia i moc
sygnatu, odchylenie standardowe, mediana, czesto$¢ przejs¢ przez zero, war-
tosci formantéw F1-F4 i inne.

Analiza cepstralna jest dos¢ szczegblna metoda parametryzacji sygnatu
mowy [125, 107, 7]. Poczatkowo badania w tym zakresie skupialy sie wokét
przeksztatcen sygnatu do takich przestrzeni wektorowych, w ktoérych dzia-
tania bylyby réwnowazne dodawaniu [154]. Dzieki temu, mozliwe byloby
wykorzystanie ogélnie znanych systeméw liniowych. Bazujac na uogdélnio-
nej zasadzie superpozycji, metody cepstralne umozliwiajg unikatowa analize
rozktdu sktadowych addytywnych.

Jedna z pierwszych opracowanych technik cepstralnych stanowito opra-
cowane w 1963 roku przez B. P. Bogerta cepstrum rzeczywiste [10]. Moze
by¢ ono zdefiniowane w nastepujacy sposéb [154]:

Cln) = [F~ In(|F(s[n]))), (3.13)

gdzie:
s[n] — oznacza sygnal wejsciowy,
F — oznacza transformate Fouriera.

Rysunek 3.5. Schemat blokowy wyznaczania cepstrum rzeczywistego sygnatu.
Opracowanie wlasne na podstawie [154]

We wzorze 3.13 zastosowany zostal logarytm modutu widma sygnatu.
W oparciu o powyzszy mechanizm niemozliwe jest zrekonstruowanie sy-
gnalu pierwotnego, ze wzgledu na brak informacji o fazie widma [154].
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Na Rysunku 3.5. (patrz. s. 43) zostal przedstawiony schemat wyznaczania
cepstrum rzeczywistego sygnatu.

Obecnie standardem w przetwarzaniu sygnalu mowy sa wspdétczynniki
MFCC [70] uwzgledniajace procesy percepcji ludzkiego ucha. Sama proce-
dura wyznaczania wspotczynnikéw jest zblizona do schematu przedstawio-
nego na Rysunku 3.5. Dodatkowo nalezy uwzgledni¢ przeksztaltcenie sygnatu
na skale melowa. Pierwszy etap stanowi okienkowanie sygnatu przy uzyciu
okna Hamminga. Kolejnym krokiem jest obliczenie FFT oraz podniesie-
nie wartosci prazkéw widma do kwadratu. Wyznaczona zostaje w ten spo-
sOb estymata gestosci widmowej sygnatu. Kolejny krok stanowi usrednienie
wartosci przy pomocy wagowych funkcji o tréjkatnym ksztalcie. Kolejnym
krokiem jest zlogarytmowanie estymaty oraz obliczenie transformaty kosi-
nusowej i wyznaczenie kolejnych wspdlczynnikéw w oparciu o nastepujaca

réwnosé [70]:
Ck —\/> Z ln cos <k (L + 1)) (3.14)
L 2
gdzie:

k=0,1,2,...,q — 1, ¢ — oznacza liczba wyznaczanych wspotczynnikow,
L — oznacza liczbe uzytych filtrow,
Y (I) — oznacza energie pasma wyznaczana wedlug nastepujacego wzoru:

= > 1X0 (k)2 Hon k), (3.15)
k=1

gdzie:
m — oznacza numer filtra, X, — oznacza widmo ramki, H,, — oznacza funkcje
okna Hamminga.

Kolejna szeroko stosowana metoda w zagadnieniach rozpoznawania mo-
wy jest liniowe kodowanie predykcyjne (LPC). Wykorzystuje ono przewi-
dywanie wartoéci nowych probek w oparciu o wazong kombinacje n prébek
poprzedzajacych. Wagi dobierane sa w taki sposéb, aby sredniokwadratowy
blad predykcji byl jak najmniejszy [68, 71]. Przyblizona wartosé aktualnej
probki p, moze byé wyrazona nastepujaca réwnoscia [68]:

Pn = —W1Pp—1 — W2Pp—2 — ... — WrPn—r + €n, (3-16)

gdzie:
w1, We, ..W, — 0zZnaczaja wagi nazywane wspotczynnikami predykeji,
en — oznacza pozostaloéé predykc;ji.

44



ETAPY PRZETWARZANIA SYGNALU MOWY

Wagi wi, we, ... w, sa wyznaczane poprzez minimalizacje pozostatosci
predykcji usredniona dla N prébek [68]:

N N T 2
E: Z ei = Z (Z kank) ,wo = 1. (3.17)
n=1 n=1 \k=0

Minimalizacja pozostalosci predykcji winna odbywaé sie poprzez pordw-
nanie poszczeg6lnych pochodnych czastkowych do zera [71]:

aE N T
B Z 2Dn—m Z WgPp—k = 0,m € (1,7), (3.18)
Pm 5 k=0

W przypadku odwrédcenia porzadku sumowania otrzymujemy:

r
> Smkwi =0, (3.19)
k=0

gdzie:

N
Smk - an—mpnfk- (320)
n=1

Wyznaczone w powyzszy sposoéb wspotczynniki korelacji S, stuza do
obliczenia wspélczynnikéow predykeji [68]:

Smo = — Y SmkWk- (3.21)
k=1

Powyzsza réwno$¢ w notacji macierzowej przyjmuje nastepujaca postac:
so=—(S*xw), (3.22)

gdzie:

w, sg — wektory,

S — macierz kwadratowa zawierajaca elementy S,,x, 0 rozmiarze r.
Ostatecznie odwracajac macierz otrzymujemy:

w=—S"15. (3.23)

Udowodnione zostalo [24], ze najkorzystniej jest wyznaczaé 12 wspol-
czynnikow LPC. Scharakteryzowane powyzej wspélczynniki zostaly wy-

45



ETAPY PRZETWARZANIA SYGNALU MOWY

korzystane do udowodnienia separowalnosci danych szczegdélowo opisanej
w rozdziale 5.1.

3.3. Klasyfikatory

Klasyfikacja jest ostatnim etapem przetwarzania sygnatu wyszczegolnio-
nym na Rysunku 3.1. (patrz. s. 35). W przypadku sygnalu mowy do tego
rodzaju zadan najczesciej sa stosowane takie narzedzia jak: algorytm k-NN
[11, 70, 68, 102], maszyna wektoréw wspierajacych [57, 108, 162], meto-
da ukrytych modeli Markowa [99, 110] czy sztucznych sieci neuronowych.
W przeprowadzonych badaniach zostal wykorzystany ostatni z nich.

Obecnie sztuczne sieci neuronowe sa stosowane w dziedzinach, w kto-
rych klasyczne podejscie algorytmiczne sie nie sprawdzilo, badz jest
niewystarczajace. Juz w pierwszej potowie dwudziestego wieku naukowcy
starali si¢ pozna¢ mechanizmy rzadzace zachowaniami i umiejetnosciami lu-
dzi i zwierzat. Zadziwiajaca zdolnoscig mézgu jest umiejetnosé przeprowa-
dzania trafnych dedukcji w oparciu o wiedze nieprecyzyjna czy niekomplet-
ng. Pomimo, ze uktad nerwowy sktada sie ze stosunkowo prostych w budowie
struktur nerwowych, to jego mozliwosci s ogromne. Mozna zatem przyjac,
iz to nie budowa pojedynczych komérek lezy u podstaw mozliwosci tego
organu, a sposob potaczen pomiedzy neuronami. Powyzsza obserwacja legla
u podstaw prac zwigzanych z opracowaniem matematycznego modelu samej
komoérki nerwowej, jak i calej sztucznej sieci neuronowej. Najogdlniej mia-
nem sztucznej sieci neuronowej jest okreslana grupa potaczonych oraz wspoél-
pracujacych ze sobg prostych elementéw obliczeniowych ukierunkowanych
na przetwarzanie danych. Istotno$¢ potaczenia pomiedzy poszczegdlnymi
komoérkami jest wyrazona poprzez wage, ktora moze zostaé¢ zmodyfikowana
W procesie uczenia sieci.

Przewaga SSN nad innymi algorytmicznymi podej$ciami polega na moz-
liwosci generalizacji. Poprawnie nauczona sztuczna sie¢ neuronowa potrafi
poprawnie klasyfikowaé nieznane wczesniej dane. W najogdlniejszym po-
dejéciu mozemy wyrdznié trzy podstawowe rodzaje SSN: jednokierunkowe,
rekurencyjne oraz samo-organizujace. Kazda z nich jest charakteryzowana
przy pomocy trzech parametréw: modelu neuronu, sposobu potaczen oraz
metody uczenia.

3.3.1. Model neuronu McCullocha-Pittsa

Pierwsza definicja sztucznej komérki nerwowej zostata zaproponowana
w 1943 roku przez Warrna McCullocha oraz Waltera Pittsa. Zaproponowany
model zakladal, iz do kazdego neuronu docieraé¢ beda sygnaty: x1, xo, ..., T,

46



ETAPY PRZETWARZANIA SYGNALU MOWY

o wartosciach 0 lub 1. Docierajace impulsy moga pochodzi¢ zaréwno ze $ro-
dowiska wewnetrznego jak i zewnetrznego. Ponadto, z kazdym wejSciem
zostala powigzana pewna jego waga wi, we, .., W, $Swiadczaca o wplywie da-
nego wejécia na prace calej komérki. Idea dziatania polega na obliczeniu
sumy wazonej, ktéra to nastepnie staje sie argumentem dla funkcji aktywa-
¢ji neuronu. Reguta aktywacji neuronu McCullocha-Pittsa jest zdefiniowana
nastepujaca réwnoscia [1]:

n
y = ol (3.24)
0, gdy > xi*xw; <T,
i=1

gdzie:
Yy — oznacza wyjscie neuronu,
T — oznacza warto$é progowa neuronu, po osiagnieciu ktérej komérka ner-
wowa zaczyna przewodzi¢ impulsy.

Pomimo prostoty w budowie potencjal neuronu McCullocha-Pittsa jest
olbrzymi. Przy odpowiednim doborze wag oraz progdéw mozliwa jest reali-
zacja takich funkcji logicznych jak OR, NOR, NOT czy NAND.

3.3.2. Funkcje aktywacji nauronéw

W podrozdziale 3.3.1 zostalo wspomniane, iz to funkcja aktywacji de-
cyduje o dziataniu sztucznej komoérki nerwowej. Przy jej pomocy okreslany
jest poziom pobudzenia neuronu. W najogoélniejszym przyktadzie funkcja
aktywacji moze mie¢ nastepujaca postaé [30]:

y = (§), (3.25)

gdzie:

& — oznacza laczne pobudzenie neuronu wraz z biasem.

Klasyczny model perceptronu przyjmuje, iz funkcja aktywacji ma postaé
progowa, zdefiniowana nastepujaco [91]:

¢(§) =

{1, gdy £>0 (3.26)

0, gdy £ <0,

Pomimo swej prostoty zdefiniowana powyzej funkcja znajduje zastoso-
wanie we wszelkiego rodzaju problemach decyzyjnych zwiazanych z okresle-
niem przynaleznosci do zbioréw. Bazujac na logice matematycznej mozna
traktowaé sygnatu y = 0 jako falsz, z kolei y = 1 jako prawde.
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Jednakze nieliniowe sieci neuronowe wymagaja uzycia bardziej wyrafi-
nowanych postaci funkcji aktywacji. Jedna z czesciej stosowanych jest sig-
moidalna funkcja aktywacji neuronéw, zdefiniowana réwnoscia [49]:

1

T T ean(—59) 20

Y

gdzie:
B — jest wspdtczynnikiem stromosci.

Nieliniowa zalezno$¢ pomiedzy sumarycznym pobudzeniem neuronu
a sygnatem wejéciowym jest rowniez definiowana przez przyjmujaca naste-
pujaca postaé¢ funkcje tangensa hiperbolicznego [73]:

exp(B§) — exp(—pH¢)
exp(BE) + exp(—BE)

Skutkiem uzycia tangensa hiperbolicznego jako funkcji aktywacji jest otrzy-
manie wynikéw z otwartego przedzialu (—1,1). Uzyskanie przedzialu za-
mknietego obustronnie wymaga zastosowania funkcji sinus, a precyzyjniej
moéwigc fragmentu sinusoidy polgczonego z asymptotami rozciagajacymi
dziedzine funkcji [144]:

y = tanh(B€) = (3.28)

-1, gdy £ < -5
y=qsin(B5), gdy —5 <L G (3.29)
0, gdy & > 3.

Wyniki uzyskane przy uzyciu wyzej opisanych funkcji zostang zaprezen-
towane w rozdziale 5.

3.3.3. Jednokierunkowe sztuczne sieci neuronowe

Jednokierunkowe sztuczne sieci neuronowe (FANN) (ang. Feedforwarded
Artificial Neural Networks) sa bardzo czesto stosowane w zagadnieniach
klasyfikacyjnych. Ich ogdlny schemat zostal przedstawiony na Rysunku 3.6.
Cecha charakterystyczng tej topologii jest brak sprzezenia zwrotnego®, za-
tem przez kazdy neuron w kazdym cyklu (uczenia/przetwarzania) sygnal
przechodzi doktadnie jeden raz.

8 Informacje o wynikach uzyskanych przez sie¢ sa uzywane w kolejnych iteracjach.
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Rysunek 3.6. Schemat jednokierunkowej SSN

Sie¢ zbudowana z jednej warstwy neuronéw, moze reprezentowaé naj-
prostsza, jednokierunkowa SSN. Jezeli zalozymy, ze zestaw impulséw dla
kazdego z neuronéw bedzie taki sam, woéwczas odpowiedz sztucznej komoérki
nerwowej jest definiowana nastepujaco [144]:

n
Yy = X« W =5z, 5 0™, (3.30)
=1
gdzie:
X =< z1,21, ..., xy, > — oznacza wektor wejSciowy,

wm) —< 'wgm), 'wgm), - w&m) > — oznacza wektor wag,

m — 0znacza numer neuronu.

Tak opisana sie¢ bedzie w stanie poprawnie identyfikowaé¢ k klas obiektow.
Drzieje sie tak, poniewaz wektor wag kazdego z neuronéw jest w stanie ,za-
pamieta¢” jeden z wzorcéw. Uogdlniajac, za pomoca réwnosci [144]:

Y = X « Wy, (3.31)

Y — odpowied? sieci,

w§2) wéQ) w7(12)
Wi, = _
w® w®)
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mozemy opisa¢ kompletny zestaw funkcji realizowanych przez sie¢. Opisany
powyzej wzér pozwala liniowo odwzorowaé sygnal X € R"™ w sygnatl
Y € RF. Taka transformacja ma szczegdlne znaczenie praktycznie. Nalezy
pamietaé, iz znaczna cze$¢ transformacji zwiazanych z przetwarzaniem
sygnaléw (w tym sygnaléw mowy) ma postaé liniowa [144].

3.3.4. Sieci Kohonena

Pierwsze wzmianki na temat samo-organizujacych si¢ sieci datowane
sg na lata 70-te dwudziestego wieku. Znaczacy wplyw na ich rozwoj wywart
finski badacz Teuvo Kohonen, stad tez ten rodzaj SSN czesto okreslany
jest mianem sieci Kohonena. Do nauki tego rodzaju topologii wykorzysty-
wane jest tak zwane uczenie konkurencyjne [27]. Idea procesu nauki pole-
ga na wytworzeniu wzorcéw wyjscia na podstawie sygnaléw wejSciowych.
Na poczatku procesu nie istnieja wzorce wyjsciowe, znane sa jedynie wej-
Scia. Zazwyczaj sieci Kohonena przyjmuja forme sieci jednokierunkowych,
w ktérych dany jest n wymiarowy wektor wejéciowy X, ktorego elementy
potaczone sa z kazdym neuronem. Wektor wag jest zdefiniowany nastepuja-
co: W; =< wj1, wia, ..., winy >". Wektory wejéciowe stanowig prébe uczaca,
podobnie jak w przypadku zwyktych sieci rozpatrywana w petli podczas
budowy mapy. Proces normalizacji wartosci wektora wejsciowego poprzedza
proces uczenia, co moze by¢ zdefiniowane [145]:

T

Ty = —F/———. (332)

(zk)?

NgE

k=1

Wspélzawodnictwo polega na pobudzeniu sieci przy uzyciu wektora X.

Zwycieza neuron, ktorego wagi w najmniejszym stopniu réznig sie od od-
powiednich sktadowych wektora wejéciowego. Zwycieski, w-ty neuron spet-
nia nastepujaca relacje [151]:

d(z,wy) = min d(x,w;), (3.33)

gdzie:
d(z,w) — oznacza odlegloéé pomiedzy wektorami®.
Kolejnym krokiem jest wyznaczenie wokdt zwycieskiej komérki topolo-
gicznego sasiedztwa S(n), ktérego promien zmniejsza sie wraz z uplywem
czasu. Nastepnie ma zastosowanie reguta Kohonena, wedle ktérej neuron

% W sensie wybranej metryki.
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zwycieski oraz te, ktére znajduja sie w jego sasiedztwie podlegaja procesowi
adaptacji [145]:

wi(n+ 1) = wi(n) + ni(n)[z — w;(n)], (3.34)

gdzie:

ni(n) jest wspolczynnikiem i-tej komorki z sasiedztwa Sy, (n) w chwili .
Mozna zauwazyé¢, ze wagi wspotczynnikow nienalezacych do sasiedztwa nie
ulegaja zmianom, a jego warto$¢ w obrebie sasiedztwa maleje wraz ze wzro-
stem odleglto$¢ od zwycieskiego neuronu. Klasyczny algorytm Kohonena
przyjmuje nastepujaca postaé [145]:

wi(n+ 1) = w;(n) + nG(i,x)[z — w;(n)], (3.35)
gdzie:
G(i,x) jest funkcja sasiedztwa definiowana ponizszym réwnaniem:
1, dla d(1 < A
Gliyz) = 4 1 dadliw) (3.36)
0, dla d(i,w) > M,
gdzie:

d(i,w) stanowi odlegloéé¢ euklidesowa pomiedzy neuronem zwycieskim w,
a i-lym neuronem.

Sasiedztwo zdefiniowane powyzsza rownoscia stanowi tak zwane sasiedz-
two prostokatne. Lepsze rezultaty uczenia pozwala osiagnaé¢ wykorzystanie
sasiedztwa w sensie Gaussa [151, 145, 66], zdefiniowanego nastepujaco [151]:

(i, w
G(i,x) = exp (—%) : (3.37)

Sasiedztwo gaussowskie wymusza lepsza organizacje sieci, spowodowana
wiekszym zréznicowaniem stopnia adaptacji neuronéw.

3.3.5. Metody uczenia sztucznych sieci neuronowych

Proces uczenia SSN moze przebiegaé na dwa sposoby. Pierwszy, zwigzany
jest z brakiem informacji na temat oczekiwanych wartodci na wyjséciu sieci.
Jest to tak zwane uczenie nienadzorowane (ang. unsupervised learning).
Drugim sposobem jest uczenie sieci z wykorzystaniem nauczyciela (ang.
supervised learning). Najczesciej wykorzystywanym w drugim przypadku
sposobem nauki jest algorytm wstecznej propagacji btedéw.
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Uczenie nienadzorowane

Ten rodzaj nauki jest spowodowany brakiem informacji na temat poza-
danej odpowiedzi sieci. SSN nie posiada informacji na temat poprawnosci
badZ niepoprawnosci otrzymanej odpowiedzi, dlatego tez wymagana jest
kazdorazowa analiza reakcji na pobudzenie. Uczenie bez nauczyciela jest
mozliwe tylko woéwczas, gdy wygnaly wejéciowe posiadajg pewne wiasciwo-
Sci, takie jak [145]:

e podobienstwo do archetypéw — wzorcow,

e liczba neuronéw sktadowych powinna przekraczaé liczbe wzorcow,

e poczatkowa réznorodnosé preferencji komérek nerwowych.

Wiéréd najpopularniejszych metod uczenia nienadzorowanego wystepuje
regula WTA (ang.Winner Takes All). Jej schemat zostal przedstawiony
na Rysunku 3.7.

ZwyciezKi
neuron
yl yk yn
I A A
x1 x2 xl

Rysunek 3.7. Schemat reguty WTA.

Idea metody WTA sprowadza sie do nastepujacych zalozen [105]:

e wspdblzawodniczace neurony otrzymuja na wejéciu identyczne zestawy
sygnalow x;,

e rdznice w wyjsciu y; sg implikacjg réznicy wag poszczegdlnych neuronéw,
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e zwycieza mneuron najmniej réznigcy sie wagami od aktualnie
uczacego wektora,

e aktualizacja wagi wystepuje wylacznie dla zwycieskiej
komérki nerwowej.

Jedng z wad metody WTA jest mozliwos¢ wystapienia tak zwanych
neuronéw martwych, ktérym nigdy nie udalo sie odniesé zwyciestwa. Pro-
wadzi to do ogdlnego spadku efektywnosé czynnych komérek nerwowych
powodujacy wzrost globalnego btedu odwzorowan sygnaléw.

Uczenie nadzorowane

Proces uczenia nadzorowanego wymaga przygotowania dwbch zestawow
danych. Pierwszy, stanowi zbiér, ktérego zadaniem jest charakterystyka roz-
wazanego problemu zwany jest wektorem uczacym. Drugi zbior stanowia
wektory, zawierajace poprawne odpowiedzi na okreSlone pobudzenia sieci.
Proces uczenia polega na poréwnywaniu wartosci otrzymanych na wyjsciu
SSN, z warto$ciami zawartymi w wektorze oczekiwanych wynikéw. W przy-
padku niepoprawnoéci, wyznaczany jest blad, ktorego warto$¢ jest prze-
kazywana do wszystkich neuronéw. W przypadku uczenia nadzorowanego
najczesciej stosowany jest algorytm wstecznej propagacji bledéw [144, 145,
157]. Blad sieci stuzy do korekeji wag kazdego z neuronéw. Algorytm konczy
swoje dzialanie w przypadku gdy btad epoki'® bedzie mniejszy od zadanego
lub zostanie osiagnieta zadana liczba epok. Ogdlny schemat uczenia z na-
uczycielem zostal przedstawiony na Rysunku 3.8. (patrz. s. 54), gdzie dla
kazdej pary uczacej < y(k),d(k) > wektor bledu jest definiowany w naste-
pujacy sposéb: e(k) = y(k) —d(k), gdzie y(k) — oznacza aktualna odpowiedz
sieci na wymuszenie w postaci wektora x(k), a d(k) — oznacza zadany wektor
wyjéciowy.

Istota uczenia sztucznych sieci neuronowych jest modyfikacja wag
polaczen pomiedzy poszczegdlnymi neuronami. Zmiana ta ma na celu
minimalizacje funkcji btedu (kosztu). Powszechnie stosowanym algorytmem
uczacym jest algorytm wstecznej propagacji bledéw pozwalajacy na zmiane
wag w dowolnej FANN. W trakcie procesu uczenia na wejsScia sieci
podawane sg kolejne wzorce uczace wraz z informacja o oczekiwanych
wynikach. Nauka polega na aktualizacji wag poszczegdlnych neurondéw
w kolejnosci odwrotnej niz propagowany sygnal wejsciowy. Proces jest
powtarzany do momentu osiagniecia bledu sieci mniejszego od zadanego.

10 Pryzetworzenia calego zestawu uczacego.
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S_y'g l_lai Sieé Sygnat
wejsciowy adaptacyjna wyjsciowy
x[n] 4

Wyznaczanie Zadana
btedu odpowiedz
e(k)=y(k)-d(k) d

Rysunek 3.8. Schemat uczenia nadzorowanego

Algorytm ten jest zaliczany do metod gradientowych, dlatego tez wyma-
gane jest aby funkcja bledu oraz funkcja aktywacji byty rézniczkowalne [60].
Uczenie sieci neuronowej polega na inicjalizacja sieci, obliczeniu wartosci
wyjéciowej sieci na podstawie danych oraz wyznaczeniu minimalnej war-
tosci funkcji btedu. Jedna z najpowszechniejszych miar jest funkcja bledu
sredniokwadratowego @ [9]:

1 P K
Q=3 Z > (di — i), (3.38)

gdzie:

P — oznacza liczbe par uczacych,

K — oznacza liczbg wyjs¢ sieci, y; ; — oznacza wartos¢ otrzymang dla i-tej

pary uczacej na j-tym wyjsciu sieci,

d; ; — oznacza wartos$¢ oczekiwang dla i-tej pary uczacej na na i-tym wyjsciu.
Minimalizacja btedu sredniokwadratowego opiera sie o regute najszyb-

szego spadku gradientu:

Wi (n+1) = wl) () + 0 (V) (), (3.39)

gdzie:
1 — oznacza wspOlczynnik uczenia sieci, n € [0, 1],

Vgc) — oznacza sktadowsa gradientu funkcji btedu definiowana nastepujaco:

(k)
o)y = 9QMm) _ 9Qn) 9si”(n) _ 9Q (1) (k) 3.40
i (") A (n) Bsgk) (n) &ugﬁc) (n) 83§k) (n)wj (340)

ij

54



ETAPY PRZETWARZANIA SYGNALU MOWY

gdzie:
sgk) — warto$¢ wzbudzeniall,
m§~k) — warto$¢ pobudzenia otrzymang na j-tym wejsciu k-tej warstwy.
Oznaczajac przez [9]:
1
6% (n) = —778%(”) (3.41)
2 ds; " (n)
otrzymujemy:
a?ki)(”) = 2521, (3.42)
Owy; (n)
Wowcezas réwnosé wyrazona wzorem 3.39 przyjmuje postac:
Wi (1) = wl (n) + 208" 2. (3.43)

(k)

Nalezy pamietac, iz sposéb wyznaczania ¢,
rézna posta¢ w zaleznosci od warstwy sieci [9]:
e dla warstwy wyjsciowej wyznaczany jest nastepujaco:

ze wzoru 3.43 przyjmuje

N

0y en) (Ly?
s 10QMm) 175" 1 O
’ 205" () 205 () 205" (m)
2 44
(@ w P w) P O
= —— = —€. n) ———
2 a5 (n) o asP ()
== () £ (5" (m) .

e dla pozostalych warstw:

Nie 1 (k+1)
s __10Qm) _ ( 0Q(n) dsm ' (n ))
i Qas(k ( Z () 95 ()

n

_ i @Hn (n) D g ( @) (n)» (3.45)

m=1

= —f' (s () S (8" (mywin ™) -
m=1

1 Suma wartosci wejéciowych pomnozonych przez wagi.
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Z powyzszych réwnan wynika, iz wyznaczanie 52-(k) bedzie odbywaé sie
w przeciwnej kolejnosci niz propagowany jest sygnal wejsciowy.

Zatem dla i-tego neuronu w k-tej warstwie btad moze by¢ okreslony
w nastepujacy sposob:

Ng

o3 (6 () i () (3.46)

m=1
Wykorzystujac we wzorze 3.45 wyrazenie 3.46 otrzymujemy:
k k k
o (n) = e (n) 1 (s (). (3.47)
Jezeli funkcje aktywacji neuronu stanowi funkcja rézniczkowalna wéow-

czas algorytm wstecznej propagacji btedéow mozna zapisa¢ w nastepujacej
postaci [9] (przy zalozeniu poczatkowej losowosci wag):

), dlak=1L

O
¢ (n)= 3.48
o flé(’““)( Yol () dla k=1,2,...,L—1. (3.48)
o () =1 (s (), (3.49)
W (n+1) = Wl (n) + 208", (3.50)

Wiérédd najczesciej spotykanych modyfikacji algorytmu wstecznej propa-
gacji bltedow sa:
e algorytm wstecznej propagacji z adaptacyjng zmiana wspol-
czynnikéw uczenia,
algorytm wstecznej propagacji z momentum,
algorytm wstecznej propagacji z adaptacyjna zmiana wspotczynnikéw
uczenia i momentum,
e algorytm wstecznej propagacji skalowalnego gradientu.
Wyniki otrzymane przy wykorzystaniu opisanych w niniejszym rozdziale
topologii sieciowych i metod nauczania zostang szczegétowo zaprezentowane
i omowione w rozdziale 5.

3.4. Wnioski do rozdzialu

1. Funkcja aktywacji neuronu jest bezposrednio zwigzana z efektywnoscig
sieci neuronowej, jak réwniez jej mozliwymi zastosowaniami.
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2.

Nie mozna jednoznacznie stwierdzié¢, ktéra z funkcji aktywacji zagwa-
rantuje najwyzsza skutecznoéé¢ klasyfikacji.

Czasowa reprezentacja sygnalu mowy nie definiuje jego efektywnej cha-
rakterystyki, gdyz nie daje mozliwoéci oceny jego pozostalych parame-
tréw pozwalajacych na skuteczna klasyfikacje.

Deskrypcja sygnalu mowy powinna odbywadé sie w oparciu o takie wia-
$ciwoéci jak: wartodci statystyczne sygnatu, formanty, wspoélczynniki
MFCC oraz LPC.

Do wspébltczeénie stosowanych klasyfikatorow sygnatu mowy mozna zali-
czy¢: sztuczne sieci neuronowe, algorytm k-NN, metode ukrytych modeli
Markova czy maszyne wektoréw podtrzymujacych.

Wybdr wlasciwej topologii sieci uzalezniony jest od danych, jakimi dys-
ponujemy, jak réwniez od rozpatrywanego zagadnienia.

Wybér metody uczenia sieci neuronowej zalezy od jej topologii oraz do-
stepnych parametréw i zasobéw sprzetowych.
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4. Wizualizacja parametrow sygnalu mowy polskiej
w przestrzeni dwuwymiarowej

Postrzeganie stanoéw emocjonalnych jest procesem wysoce subiektywnym
oraz ztozonym i nader czesto identyczna sytuacja badz wypowiedz moze by¢
zinterpretowana na kilka réznych sposobow. Skutkiem takiego postrzegania
emocji jest poszukiwanie rozwiazan pozwalajacych na wskazanie wystepo-
wania lub absencji stanéw podstawowych oraz stopnia nasilenia kazdego
z nich [81]. Jest to podejécie pomocne w okresleniu przewazajacego stanu
emocjonalnego w caltosci wypowiedzi, ze wzgledu na mozliwa niejednoznacz-
nos¢ emocji.

Wedtug Plutchika emocje podstawowe sa to takie stany, ktére maja
znaczenie adaptacyjne, pozwalajac gatunkowi na przetrwanie [68]. Autor
wyodrebnil osiem takich emocji: strach, smutek, zlo$¢, zaskoczenie, rados¢,
ufnos¢ oraz wyczekiwanie. W ostatnich latach istotny wptyw na rozwoj ba-
dan nad mowa emocjonalng oraz zagadnieniem identyfikacji emocji miata
zorganizowana w 2009 roku w Amsterdamie konferencja ACII'?, w trakcie
ktorej jedna z sesji specjalnych zostala poswiecona zagadnieniom rozpo-
znawania emocji. Konferencja ta przyczynita sie do wyodrebnienia naste-
pujacych problemoéw bezposrednio zwiazanych z niejednoznacznoscig mowy
emocjonalnej [68]:

1. Podobienstwo standéw emocjonalnych — bardzo trudno okresli¢ twarde
granice pomiedzy poszczegdlnymi emocjami lezacymi obok siebie na kole
Plutchika (Rysunek 2.2.).

2. Mieszanie sie emocji — wedlug Plutchika mozliwe jest przezywanie kilku
stanéw pierwotnych jednoczesnie.

3. Sekwencyjne wystepowanie emocji — w trakcie wypowiedzi mozliwe jest
odczuwanie kilku, wystepujacych po sobie stanéw emocjonalnych.

4. Maskowanie emocji — préba ukrycia przed rozméwca przezywanego stanu
emocjonalnego.

5. Konflikt ekspresji — okazywanie stanu emocjonalnego, w nieadekwatny
sposéb np. placz ze szczescia.

Dlatego tez niezwykle istotng role odgrywa baza nagran stuzaca do ba-
dan. Ponadto wielce istotne jest odpowiednie przyporzadkowanie standéw
emocjonalnych do zgromadzonego zbioru sygnaléw mowy.

W przypadku niniejszych badan postuzono sie¢ trzema zbiorami nagran
mowy emocjonalnej zawierajacymi prébki mowy w szesciu stanach emo-
cjonalnych: strach, rado$é¢, smutek, zlo$¢, znudzenie oraz stan neutralny.
Wszystkie prébki poddane zostaly ocenie poprzez badanie ankietowe prze-

12 Affective Computing and Intelligent Interaction.
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prowadzone na grupie stu uczestnikéw, ktérzy mieli za zadanie przyporzad-
kowanie ustyszanej wypowiedzi do jednego z szesSciu standow.

Pierwsza baza nagran (Baza A) zostal opracowana, przygotowana i udo-
stepniona przez Zaklad Elektroniki Medycznej Politechniki Y.6dzkiej. Jest
to zbiér skladajacy sie z 240 nagran, zawierajacy wypowiedzi oSmioro
os6b(czterech kobiet i czterech mezezyzn) zawodowo trudniacych sie ak-
torstwem. Wypowiadaja oni pie¢ nastepujacych sentencji:

Oni kupili dzisiaj nowy samochdd.

Jego dziewczyna przylatuje dzisiaj samolotem.

Janek byt dzisiaj u fryzjera.

Ta lampa dzisiaj jest na biurku.

Od jutra przestaje sie golié.

Powyzsza baza nagran zawiera pliki w formacie *.wav’ probkowanie z cze-
stotliwoscig 44,1 kHz. Poprawnos¢ nagran oraz przynaleznosé do poszczegol-
nych grup emocjonalnych zostala potwierdzona przez pieciu ekspertéw [67].

Druga baza nagran (Baza B) zostala przygotowana w Instytucie
Informatyki Politechniki Lubelskiej i zawiera nagrania w szesciu stanach
emocjonalnych podobnie jak Baza A. Powyzszy zbiér zostal nagran zostal
zarejestrowany, dzieki uprzejmoéé¢ Instytutu Elektrotechniki i Elektrotech-
nologii Politechniki Lubelskiej, w komorze akustycznej. W badaniach braly
udzial osoby w wieku 20-30 lat, nie zajmujace si¢ aktorstwem. Uczestnicy
badania wypowiadali dokladnie te same sentencje, ktore zawiera Baza A.
Cala baza, ktérej struktura zostala zaprezentowana w Tabeli 4.1. sklada
sie z 236 nagran.

U W

Tabela 4.1. Liczba nagran zawartych w Bazie B

Emocja Liczba nagran | Liczba nagran
(kobiety) (mezczyzni)
ztoséé 14 19
radosé 13 27
smutek 10 30
stan neutralny 10 29
znudzenie 15 29
strach 14 26
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Trzecia baza nagran (Baza C) réwniez zostala opracowana w Instytucie
Informatyki Politechniki Lubelskiej jednak nagrania, nie byly rejestrowane
w komorze akustycznej a w srodowisku miejskim (sale wykladowe, ulica, su-
permarket). W badaniach uczestniczylo trzy kobiety oraz szesciu mezczyzn
w wieku 22-31 lat. Wypowiadali oni pie¢ nastepujacych zdan:

1. Musze z Toba porozmawiac.
Naprawde tak myslisz?

Nic nie rozumiesz.

Piotrek kupit nowy rower.

Ta paczka jest juz w Krakowie.

U N

7 powodu rejestracji poza komora akustyczng poza wlasciwg trescig za-
wierajg one rowniez dzwieki charakterystyczne dla miejsc, w ktérych zostaty
zarejestrowane (ruch uliczny, rozmowy, szumy, itp.). Cala baza, ktorej struk-
tura zostala przedstawiona w Tabeli 4.2. zawiera 193 nagrania. Znajduja sie
w niej nagrania w szesciu stanach emocjonalnych.

Tabela 4.2. Liczba nagran zawartych w Bazie C

Emocja Liczba nagran | Liczba nagran
(kobiety) (mezczyzni)
ztosc 6 28
rados¢ 10 20
smutek 12 23
stan neutralny 11 24
znudzenie 8 27
strach 6 18

W przypadku Bazy B oraz Bazy C przynalezno$¢ nagran do poszcze-
gbélnych grup emocji zostata zweryfikowana za pomocg badan ankietowych.
Zostaly one przeprowadzone na grupie 95 rezpondentéw w wieku 21-31
lat. W rakcie badan uczestnicy po odshichaniu nagrania mieli za zadanie
przyporzadkowac je do jednej z szesciu grup identyfikowanych emocji, badz
stwierdzi¢, iz jednoznaczna identyfikacja nie jest mozliwa.

4.1. Separowalno$é¢ stanéw emocjonalnych

Posiadanie samych baz danych zawierajacych nagrania mowy emocjo-
nalnej jest warunkiem niewystarczajacym, aby méc skutecznie identyfiko-
wal emocje w mowie w czasie rzeczywistym badz zblizonym do rzeczywi-
stego. Pozadane jest jeszcze aby mozliwa byla separacja poszczegdlnych
emocji. Innymi stowy nalezy pokazaé, ze z posiadanych zbioréw nagran
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mozliwe bedzie wyodrebnienie takich parametréw, ktore pozwola na jed-
noznaczna klasyfikacje emocji. W tym celu zastosowane zostalo podejscie
heurystyczne. Z posiadanych nagran wyodrebnione zostaly parametry, kto-
re poshuzyty pézniej do wizualizacji poszczegdlnych emocji na plaszczyznie
dwuwymiarowej. Zrezygnowano tutaj z redukcji parametréw mogacych mieé¢
tylko nieznaczny wptyw na identyfikacje, gdyz celem byto pokazanie mozli-
woéci separowalnosci poszczegdlnych standéw emocjonalnych w zbiorach na-
gran. Czas przetwarzania zbioréw nie mial wiekszego znaczenia.

7 posiadanych baz nagran zostaly wyodrebnione zaréwno parametry sta-
tystyczne sygnatu, jak i wspétezynniki MFCC i LPC'? oraz inne. Wyboru
parametréw, wykorzystywanych w niniejszym badaniu dokonano w oparciu
o dostepna literature [21, 35, 68, 101, 112]. Calo$¢ obliczen i klasyfikacji zo-
stata wykonana w srodowisku Matlab R 2016. Zbior wszystkich parametréw
stuzacych do separacji danych zostal przedstawiony w Tabeli 4.3.

Tabela 4.3. Zestawienie deskryptoréw sygnalu mowy wykorzystywanych w procesie
separowalnosci stanéw emocjonalnych

Grupa cech Opis cechy

maksymalna wartos¢ energii sygnatu
minimalna wartos¢ energii sygnatu
Srednia wartos¢ energii sygnatu
odchylenie standardowe energii sygnatu
mediana energii sygnatu

Energia sygnatu dolny kwartyl energii sygnatu

gorny kwartyl energii sygnatu

kurtoza energii sygnatu

wspotczynnik monotonicznosci obwiedni
$rednia wartos¢ wzrostu obwiedni
Srednia wartos¢ spadku obwiedni

minimalna wartos¢ wspétczynnikéw (1-12)
maksymalna wartos¢ wspétczynnikéw (1-12)
Wspédtezynniki $rednia wartos¢ wspétczynnikéw (1-12)

MFCC mediana wspélczynnikéw (1-12)

odchylenie standardowe wspdlczynnikéw (1-12)

13 Po 12 wspélezynnikéw kazdego typu.
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Grupa cech

Opis cechy

Wspélezynniki LPC

minimalna warto$¢ wspélezynnikow (1-12)
maksymalna wartosé¢ wspélczynnikéw (1-12)
Srednia warto$¢ wspoélezynnikéw (1-12)
mediana wspolczynnikéw (1-12)

odchylenie standardowe wspélezynnikéw (1-12)

Czestotliwosé
podstawowa FO

$rednia wartos¢ FO

maksymalna warto$¢ FO
minimalna wartosé¢ FO
odchylenie standardowe FO
zakres FO

dolny kwartyl FO

gérny kwartyl FO

kurtoza F0

wspblczynnik monotonicznosci FO
Srednia wartos¢ wzrostu FO
minimalna wartos¢ wzrostu FO
maksymalna warto$¢ wzrostu FO
$rednia wartos¢ spadku F0
minimalna warto$é spadku F0O
maksymalna warto$¢ spadku FO

Formanty F1-F4

$rednia warto$é¢ F1
maksymalna wartosé¢ F1
minimalna wartos¢ F1
odchylenie standardowe F1
$rednia wartos¢ F2
maksymalna wartos¢ F2
minimalna wartos¢ F2
odchylenie standardowe F2
mediana F2

$rednia wartos¢ F3
maksymalna warto$¢ F3
minimalna wartos¢ F3
odchylenie standardowe F3
$rednia wartos¢ F4
maksymalna wartosé¢ F4
minimalna wartos¢ F4
odchylenie standardowe F4
mediana FO, F1, F2, F3, F4
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W sumie dla kazdego z nagran, kazdej z baz danych, zostalo wyekstra-
howane 162 parametry opisujace sygnat: 11 wtasnosci zwigzanych z energia
sygnalu, po 60 charakterystyk dla wspotczynnikéw MFCC oraz LPC i 31 pa-
rametréw w oparciu w czestotliwo$é podstawowsa oraz formanty. Wszystkie
wymienione wyzej parametry zostaly przetworzone z wykorzystaniem me-
tody tSNE pozwalajacej na wizualizacje duzych danych wielowymiarowych
na plaszczyznie oraz w przestrzeni [147].

4.2. Wizualizacja parametréw sygnalu

Wizualizacja danych wielowymiarowych jest istotnym problemem
w wielu zagadnieniach nauki, w ktorych konieczna jest ich prezentacja
w przestrzeni dwu lub trzy wymiarowej. Zostalo opracowane wiele tech-
nik stuzacych powyzszemu zagadnieniu. Warto tutaj wspomnie¢ o meto-
dach zaproponowanych przez Chernoffa [19], Keima [75] czy Weinbergera
[157]. W niniejszych badaniach wizualizacja danych zostala oparta o meto-
de t-SNE (ang. t-Distributed Stochastic Neighbor Embedding) opracowana
przez Geoffreya Hinton and Laurensa van der Maatena [147]. Podstawa
zaproponowanej metody stanowi SNE' polegajaca na zamianie odlegloéci
euklidesowej, w przestrzeni wielowymiarowej, pomiedzy dwoma punktami
w warunkowe prawdopodobienstwo reprezentacji ich podobienstwa. Podo-
bienstwo punktu z; do punktu x; wyrazane jako warunkowe prawdopo-
dobienstwo p;;. Oznacza to, ze punkt x; zostanie oznaczony jako sasiad
punktu x; jesli sasiedzi beda wybierani proporcjonalnie do gestosci rozktadu
Gaussa skupionej wokét punktu x;. Dla punktéw wystepujacych blisko siebie
w przestrzeni wielowymiarowe] p;; bedzie mialo relatywnie wysoka wartosc.
Dla punktéw oddalonych od siebie warto$é ta bedzie dazyé¢ do nieskonczo-
nosci. Matematycznie warunkowe prawdopodobiefstwo p;); jest definiowane

nastepujaco [147]:
ox (—Hxi—w)
p 202
- (4.1)

M 12\
D koti exp( llxéa;kn )

Pili =

gdzie:

o — jest odchyleniem standardowym rozktadu Gaussa wokét punktu z;.
Wartos¢ dla prawdopodobienstwa p;; zostala okreslona jako 0, poniewaz
interesuje nas podobienstwo punktu do punktéw wystepujacych w jego sa-
siedztwie. W analogiczny sposéb mozliwe jest réwniez wyznaczenie praw-

1 Stochastic Neighbor Embedding.
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dopodobienstwa (g;;) dla punktéw y; oraz y; bedacymi odpowiednikami
punktéw x; oraz x; w przestrzeni malowymiarowej [147]:

exp (—lyi — y;1°)
Zk;ﬁi exp (—|lyi — yl?)

4l = (4.2)

Podobnie jak poprzednio ¢;; wynosi 0. Jezeli punkty y; oraz y; dokladnie
przeksztalcily punkty x; i x; wéwezas warunkowe prawdopodobienstwo p;);
bedzie réwne g;|;. Zadaniem zatem SNE jest minimalizacja niedopasowania
pomiedzy pjj; 1 gj;- Naturalng miara dokladnosci odwzorowania p;; w ¢;);
wydaje sie by¢ dywergencja Kullbacka-Leiblera, ktora w tym przypadku jest
réwna stosunkowi entropii do stalej addytywnej [147]. SNE minimalizuje
odlegtoé¢ Kullbacka—Leiblera za pomoca metody spadku gradientu. Funkcja
kosztu (C) wyrazona jest nastepujaco [148]:

Djli
C = KL(PQ:) = Zzpjilong]T, (4.3)
A i g 7l

gdzie:

P, — oznacza rozklad prawdopodobienstwa warunkowego dla sasiedztwa
punktu x;,

Q); — oznacza rozklad prawdopodobienstwa warunkowego dla sasiedztwa
punktu y;,

Poniewaz dywergencja Kullbacka-Leiblera nie jest funkcja symetryczna,
koszty przeksztalcen poszczegélnych par nie sa réwne.

Warto$¢ odchylenia standardowego rozktadu Gaussa o; jest wyznaczana
dla kazdego z punktow x; w przestrzeni wielowymiarowej. Mozna stwierdzi¢,
ze nie istnieje jedna jej warto$é¢ dla wszystkich punktéw w danym zbiorze,
poniewaz gestosé danych moze sie r6znié [147]. W gestszych rejonach mniej-
sza warto$¢ o; zazwyczaj bedzie bardziej odpowiednia. Poszczegblne wartosé
funkcji o; wynikaja z rozkladu prawdopodobienstwa P; wyznaczonego dla
wszystkich punktow przynaleznych do rozpatrywanego zbioru. Wyznaczony
rozktad posiada oczywiécie pewien poziom entropii, ktory zmienia si¢ wraz
ze zmianami wartosci funkcji o;. SNE dokonuje binarnego przeszukiwania
wartosci funkcji o;, wraz ze stalym wspdlczynnikiem niepewnosci, zdefinio-
wanym nastepujaco [147]:

Perp(P;) = 25 (4.4)
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gdzie:
H(P;) — oznacza entropie Shanona zbioru P; wyrazona w bitach:

H(P;) = — ij|il092pj|i~ (4.5)
J

Wspomniana niepewnos$é¢ (Perp) moze by¢ interpretowana jako efektyw-
na liczba sasiadéw. Typowe jego wartosci wynosza od 5 do 50 [148]. Mini-
malizacja funkcji kosztu zdefiniowana za pomoca rownoéci 4.3 wyznaczana
jest przy uzyciu metody spadku gradientu [148]:

oC
5y = 22 (Pali = @i Pis—gy, ) (05— 9i) (4:6)
J

Spadek gradientu jest okreslany poprzez dodanie aktualnie wyznaczonej
wartosci gradientu do, zanikajacej wyktadniczo, sumy poprzednio wyznaczo-
nych wartosci, w celu okreslania zmiany w uktadzie wspotrzednych. W celu
poprawy wynikéw oraz aby uniknaé niskich wartosci miniméw lokalnych, re-
latywnie duza wartos¢ wspétczynnika momentum jest dodawana do wartosci
gradientu [148]. Matematycznie zmiana wartosci gradientu - jest okreslana
nastepujaco [147]:

oC
(t) — A (t=1) bl (t=1) _ A (-2)
A = 5 +n57+%ﬂﬂ(v ¥ ), (4.7)

gdzie:

~) — oznacza wynik dla iteracji o numerze t,

1 — oznacza wspolczynnik uczenia,

a(t) — oznacza wspélezynnik momentum dla iteracji o numerze t.

Pomimo niewatpliwie dobrych wynikow wizualizacji uzyskiwanych za po-
mocy opisanej powyzej metody SNE jej optymalizacja stanowi niewatpliwy
problem [148]. Dlatego tez w 2004 roku opracowana zostala metoda wyko-
rzystujaca rozklad t-Studenta wraz ze wspominaja metods SNE.

Wykorzystujac rozktad t-Student z jednym stopniem swobody oraz sy-
metrycznos¢ metody SNE, méwiaca ze Vi, j, pj; = pi; oraz qj; = g;j;, rozklad
prawdopodobienstwa zdefiniowany poprzez réwnanie 4.2 otrzymuje naste-
pujaca postaé [147]:

—1
G = (14 |y — y;i11?)
1) — 1
St (L 1y — wl2) ™

(4.8)
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7 kolei gradient dywergencji Kullbacka-Leiblera pomiedzy zbiorem P
oraz rozktadem prawdopodobienstwa ) wyznaczonego przy wykorzystaniu
rozkladu t-Studenta oraz réwnania 4.8 wyrazony jest nastepujaco [147]:

9 -1
@—42 pis — i) (i — ) (L+ i — ) (4.9)
7
© 18 © 1
8 © 5
©
E 14 £ 0.5
g 12 g
£ 10 3 0
£ 8 €
g N S 05
g ‘¢ F
- 2 °
o b o 1
Oglegtos$¢ wielowymiarowa Oglegtos¢ wielowymiarowa
(a) Gradient SNE. (b) Gradient t-SNE.

Rysunek 4.1. Por6éwnanie gradientu SNE i t-SNE. Opracowanie wlasne na podstawie
[147]

Algorithm 1 Schemat dziatania algorytmu t-SNE
Require: Zbiér danych X = {z1,x9,23,...,2,}
Parametry funkcji kosztu (niepewnosé): Perp
Parametry optymalizacyjne: liczba iteracji T' (ustawiona empirycznie na
1000), wspétezynnik uczenia u, momentum «(t)
Ensure: Zbiér danych malowymiarowych vT) = {y1, 40,43, ..., yn }
begin
Oblicz prawdopodobienstwo par pj|; wraz z niepewnoscia Perp, w oparciu
o réwnanie 4.1
Ustaw p;; = W
Ustaw poczatkows wartosé (O = {y1, 92,43, ..., yn }
fort =0to T do
Wyznacz ¢;; przy uzyciu réwnania 4.8

Wyznacz gradient $ 50 przy uzycm réwnania 4.9

Wyznacz 'y( ) = fy(t 1) 4 17 O o) (fy(t 1) _ fy(t 2))
end for
end
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Na Rysunku 4.1. zostal zaprezentowany gradient pomiedzy dwoma punk-
tami y; oraz y; w przestrzeni malowymiarowej, reprezentowany w postaci ich
par odlegtosci euklidesowych w przestrzeni wielowymiarowej i malowymia-
rowej (na przyklad w postaci funkeji ||z; = x| oraz ||y; — y;||) dla metody
SNE oraz t-SNE. Dodatnie wartosci gradientu informuja o ,przyciaganiu”
punktéw y;,y; w przestrzeni malowymiarowej. Ujemne, z kolei stanowig
yodpychanie” punktéw. Bazujac na Rysunku 4.1. mozna zaobserwowaé dwie
znaczace zalety t-SNE. Po pierwsze gradient t-SNE mocno ,,odpycha” odle-
gle, w przestrzeni wielowymiarowej, punkty ktore sa reprezentowane poprzez
malg odlegto$¢ w przestrzeni matowymiarowej. SNE ma réwniez podob-
ng wlasno$é, jednakze jego oddzialywanie jest nieporéwnywalnie mniejsze.
Po drugie, duze odleglosci pomiedzy punktami w przestrzeni wielowymia-
rowej nie sg reprezentowane poprzez odleglosci dazace do nieskonczonosci
w przestrzeni malowymiarowej. Schematycznie dziatanie algorytmu t-SNE
zostalo zaprezentowane na Listingu 4.1.

60 T T T

' 4 -~
40 - 8
0/
20 - b
°
L )

0 \ N
20 F S ]
-40 4

®  Zlosé
Znudzenie
Strach
-60 [ Radosé 4
. Stan neutralny
L Smutek
-80 I L I I 1
-60 -40 -20 0 20 40 60

Rysunek 4.2. Separowalno$é¢ stanéw emocjonalnych dla Bazy A

W oparciu o powyzszy algorytm oraz parametry opisane w podrozdziale
4.1. dokonano wizualizacji zbioréw nagran mowy emocjonalnej. Wizualiza-
cje ta przedstawiono na Rysunkach 4.2.—4.4. w przestrzeni dwuwymiarowe;.
Wspomniana wizualizacja miata na celu pokazanie, iz mozliwa jest taka
separowalno$é nagran poszczegoélnych stanéw emocjonalnych, ktéra pozwoli
na pdzniejsza klasyfikacje emocji.
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Rysunek 4.4. Separowalnosé¢ stanéw emocjonalnych dla Bazy C

Innymi stowy dokonano sprawdzenia czy poszczegdlne stany emocjonal-
ne nie sa ze soba ,wymieszane”. Jak wida¢ na Rysunkach 4.2.-4.4. po-
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szczegllne stany emocjonalne sa zgrupowane. Co wiecej dla kazdej z baz
danych nagran mowy emocjonalnej konkretne stany emocjonalne zlokali-
zowane sa (w przyblizeniu), w tych samych obszarach przestrzeni dwuwy-
miarowej. Przeprowadzone badania pozwalaja stwierdzié¢, iz zastosowanie
odpowiedniego klasyfikatora jak réwniez wlasciwie dobranej metody prze-
twarzania danych pozwoli na efektywng klasyfikacje stanu emocjonalnego
moéwcey w czasie zblizonym do czasu rzeczywistego.

4.3. Wnioski do rozdzialu

1. Mozliwe jest wykorzystanie podejscia heurystycznego do ekstrakcji za-
rowno statystycznych jak i formantowych oraz melowych parametréw
sygnalu mowy.

2. Zastosowanie metody t-SNE jako narzedzia do wizualizacji danych wie-
lowymiarowych pozwala na przedstawienie zabioru nagran mowy emo-
cjonalnej na plaszczyznie dwuwymiarowe;j.

3. Wizualizacje dla poszczegdlnych baz nagran pokazuja, iz mozliwe jest
grupowanie poszczegollnych stanéw emocjonalnych.

4. Dla kazdej z baz nagran mowy emocjonalnej konkretne stany
emocjonalne zlokalizowane sa w tych samych obszarach przes-
trzeni dwuwymiarowej.
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5. Badania dotyczace detekcji stanu emocjonalnego

Rozpoznawanie stanu emocjonalnego méwcy w oparciu tylko i wytacznie
o parametry wyekstrahowane wylacznie z sygnatu mowy, w dodatku w czasie
zblizonym do czasu rzeczywistego nie jest zagadnieniem trywialnym, jednak
jego znacznie systematycznie wzrasta. Zwiazane jest to w pewnym stopniu
z dynamizmem zmian zachodzacym w rozwoju systeméw bazujacych na ko-
munikacji cztowiek — komputer (ang. HCI — Human Computer Interaction),
gdzie emocje mogg odgrywaé pewng znaczacg role. W niniejszym rozdzia-
le zaprezentowane zostaly autorskie wyniki otrzymane podczas prac nad
opisanym powyzej zagadnieniem. Jako klasyfikator zostaly wykorzystane
sztuczne sieci neuronowe. W zaleznosci od celu badan i etapu prac nad
zagadnieniem, zbadane zostaly zaréwno proste SSN jak i bardziej ztozone,
wielowarstwowe i wieloneuronowe sieci. Sprawdzony zostal rowniez wplyw
takich czynnikéw jak: funkcja aktywacji neuronéw w procesie uczenia SSN,
dobér algorytmu uczenia czy wreszcie wybér rodzaju sieci neuronowej jak
rowniez jej struktury. Calosé symulacji zostata przeprowadzona w oparciu
o $rodowisko Matlab'® wraz z pakietem Neural Networks Toolbox.

5.1. Metodyka badan

Przeprowadzone badania skupialy sie wokot kilku aspektow. Pierwszym
etapem prac byly testy pilotazowe majace na celu potwierdzenie badz nega-
cje tezy moéwiacej, izmozliwa jest skuteczna identyfikacja stanu emocjonal-
nego mowcy w oparciu o dane pozyskiwane z sygnalu mowy polskiej przy
pomocy sztucznych sieci neuronowych.

Kolejny aspekt skupial sie wokét zagadnien zwigzanych z doborem od-
powiednich metod uczenia SSN oraz funkcji aktywacji neuronéw.

Wiasciwy etap analizy polegal na wykorzystaniu metod spektrograficz-
nych w potaczeniu z autorskim sposobem przetwarzania sygnalu mowy,
w celu opracowania parametréow wejsciowych dla SSN jak réwniez dobér
odpowiednich wlasnosci sztucznych sieci neuronowych.

W badaniach symulacyjnych wykorzystane zostaly trzy bazy nagran
emocjonalnej mowy polskiej scharakteryzowane w Rozdziale 4. Kazde
z nagran zostalo odpowiednio przygotowane do przetwarzania. Pierwszym
krokiem byta zamiana analogowego sygnalu mowy w sygnat dyskretny.
Postuzono sie tutaj odpowiednio dobrana czestotliwoécia prébkowanialS.
Zarejestrowany sygnal posiada oczywiscie pewne zakldcenia, dlatego tez

15 W zaleznosci od etapu badan w wersji 2015 lub 2016.
16 W oparciu o twierdzenie Nyquista-Kotielnikova-Shannona.
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kolejny etap obejmowal marginalizacje wptyw skladowych niepozadanych.
W tym celu postuzono sie zestawem narzedzi oferowanym przez srodowisko
Matlab. Odfiltrowane zostaly skladowe sygnatu charanterystyczne dla roz-
nego rodzaju szuméw (jak np. szum klimatyzacji, rekuperacji, itp) czy
odglosy ruchu ulicznego (klaksony samochodéw). Przetwarzanie wstepne
obejmowalo réwniez wyréwnanie charaktrystki przenoszenia mikrofonu oraz
podbicie czestotliwosci charakterystycznych dla sygnalu mowy. Nastepnie
sygnal byl poddawany procesowi normalizacji do przedziatu [—1, 1]. Opisa-
ne powyzej kroki mialy miejsce przy wszystkich przeprowadzonych testach.
Kolejne dziatania byly uzaleznione od aktualnie wykorzystywanej metody
przetwarzania sygnatu, wykorzystujecej albo transformate Fouriera i metode
spektrograméw lub transformate falkowsg wraz ze skalogramami, i zostaly
dokladnie opisane w odpowiednich podrozdziatach niniejszej pracy.

5.2. Klasyfikacja danych za pomoca algorytmu k-INN

Reguta k najblizszych sasiadéw jest jednym z najpopularniejszych kla-
syfikator6w mimimaloodlegtoéciowych [40]. Jego dziatanie polega na przypi-
saniu analizowanej prébki do tej grupy sasiadéw, ktérej wystepowanie jest
najliczniejsze w sasiedztwie k jej najblizszych sasiadéw [155]. W przypad-
ku, gdy kilka rywalizujacych grup jest rowno-oddalonych od klasyfikowanej
prébki, wowcezas przypisane do jednej z klas nastepuje w sposéb arbitralny
[40]. Schemat dzialania reguly k-NN, dla k wynoszacego 3 zostal zaprezen-
towany na Rysunku 5.1. Testowa prébka ¢ zostanie przypisana do grupy
Hkrzyzykéw” poniewaz wérod jej trzech najblizszych sasiadoéw znajduja sie
dwa obiekty klasy ,krzyzy” oraz jeden klasy ,kétko”. Podkresli¢ nalezy
fakt, iz kolejno$¢ badania sasiadow nie ma znaczenia przy dokonaniu
ostatecznej klasyfikacji.

Wiérédd szeregu zalet powyzszego klasyfikatora nalezy pokresli¢ zbieznosé
jego bledu do btedu Bayesa, gdy liczebnos¢ zbioru danych dazy do nieskon-
czonosci oraz wartosé ilorazu k do n dazy do zera [40]. Ponadto algorytm ten
zapewnia na ogdt akceptowalnie wysoka jako$é klasyfikacji przy stosunkowo
szybkim uczeniu. Niestety szybko$¢ podejmowania decyzji o przynaleznosci
do jednej z klas jest juz stosunkowo wolna. Ponadto niezbedne jest przecho-
wywania w pamieci calego zbioru odniesienia.

Najszybsza forma reguty k-NN jest reguta 1-NN, przypisujaca nieznang,
testowa probke do klasy jej najblizszego sasiada. Badania przeprowadzone
w trakcie projektu Statlog [77, 96], w ramach ktérego poréwnanych zostato
kilkanascie klasyfikatorow na ponad 20 duzych bazach danych pokazalo,
ze dla 75% testéw najlepsza wartoScia parametru k byta 1.
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Rysunek 5.1. Algorytm 3-NN. Testowa préobka ¢ zostanie przyporzadkowana
do klasy ,krzyzykéw”

Jako punkt odniesienia do eksperymentéw wykonanych w ramach ni-
niejszych badan wykorzystane zostaly wyniki uzyskane przy uzyciu reguty
1-NN. Nalezy podkresli¢, iz jesli pominiety zostanie etap selekcji cech w re-
gule 1-NN nie wystepuje etap uczenia. Niestety szumy wystepujace w ba-
danych prébkach znaczaco wpltywaja na jakos¢ klasyfikacji. Ponadto reguta
1-NN zostala wykorzystana réwniez do wyznaczenia poziomu dekompozycji
sygnaltu przy wykorzystaniu transformaty falkowej, szerzej opisanej w pod-
rozdziale 5.6. Na Rysunku 5.2. zostaly zaprezentowane wyniki skutecznosci
klasyfikacji przy uzyciu metody opartej o spektrogramy. Ze wzgledu na czas
przetwarzania danych podzial spektrogramu na wiecej niz 144 podobszary
nie zostal zbadany. Wptyw poziomu dekompozycji na skutecznoséé¢ klasyfika-
cji zostal z kolei przedstawiony na Rysunku 5.3. W badaniach wykorzystana
zostata falka Haara.

Jak mozna zaobserwowaé¢ mala liczba podobszaréw (9,16, 25) znaczaco
wyplywa na skutecznos¢ klasyfikacji stanu emocjonalnego méwcy. Nalezy
podkresli¢, ze wieksza szczegdtowosé podziatu spektrogramu nie wplywa
na poprawe skutecznosci identyfikacji. Przy podziale na 144 podobszary
otrzymano wyniki znaczaco gorsze niz w przypadku podziatu na 25 pdl.
7 wynikéw zaprezentowanych na Rysunku 5.3. wynika, ze najbardziej ko-
rzystna, ze wzgledu na skuteczno$é klasyfikacji, jest dekompozycja sygnatu
mowy od 7 do 11 poziomu. Powyzej tej granicy otrzymywane wyniki prze-
jawiaja tendencje recesywna.
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Rysunek 5.3. Wyniki klasyfikacji przy wykorzystaniu reguty 1-NN w zaleznoéci od



BADANIA DOTYCZACE DETEKCJI STANU EMOCJONALNEGO

5.3. Badania pilotazowe

Przeprowadzone badania skupiaty sie wokot nastepujacych stanéw emo-
cjonalnych: rado$é, smutek, strach, zlo$¢, znudzenie oraz stan neutralny.
Pierwsze badania mialy charakter stricte testowy i stuzylty wylacznie spraw-
dzeniu czy wybrany klasyfikator bedzie odpowiedni do tego typu zagadnien.
W przeprowadzonych eksperymentach poshuzono sie baza nagran mowy
emocjonalnej opracowanej przez pracownikéow Politechniki ¥.6dzkiej, a scha-
rakteryzowanej w rozdziale 4 i oznaczonej poprzez Baza A. Dwustu czter-
dziesto elementowy zbiér nagran zostal podzielony na dwa réwnoliczne
podzbiory, z ktérych jeden stanowil dane uczace SSN, drugi postuzyl
dotestéw. Parametry wejsciowe stanowito pieé¢ wartosci. Pierwsza byta, zde-
finiowana nastepujaco, energia sygnalu mowy [163]:

Ex = Z z%(n), (5.1)

gdzie:
N — oznacza liczbe wszystkich prébek,
n — oznacza aktualnie przetwarzana probke.
x(n) — oznacza wartos¢ n-tej probki
Drugim parametrem wejSciowym byla srednia warto$é catego sygnatu.
Matematycznie warto$¢ ta jest opisana w nastepujacy sposéb [163]:

. 1 I
N = e oN T ZNx(n)’ (5:2)
n=—

gdzie:
N — oznacza liczbe wszystkich préobek,
n — oznacza aktualnie przetwarzana prébke.
x(n) — oznacza wartosé¢ n-tej prébki.
Kolejne parametry stanowily minimalna i maksymalna wartos¢ probki
w przetwarzanym sygnale oraz pte¢ mowcy. Podstawe do testéw stanowita
jednokierunkowa SSN(5-12-6-6)'"7 o nastepujacych parametrach:
e pie¢ neurondéw w warstwie wejsciowej,
e dwie warstwy ukryte sktadajace sie odpowiednio z 12 oraz 6 neurondéw,
e szeScioneuronowa warstwa wyjéciowa — kazdemu z neuronéw odpowiada
jeden z identyfikowanych stanéw emocjonalnych,
e neurony aktowowane funkcja sigmoidalng oraz tangensa hiperbolicznego,

17 Poszczegdlne numery odpowiadaja liczbie neuronéw w kolejnych warstwach.
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e sie¢ uczona za pomocg algorytmu wstecznej propagacji btedow — opisa-
nego szczegdlowo w Rozdziale 3,
liczba epok zostata ustalona na 1500,
maksymalny, dopuszczalny btad wynosit 0,1,
poczatkowa wartos¢ wag zostala wyznaczona przy uzyciu metody Monte
Carlo i miescila si¢ w przedziale [0,1].
Struktura calej sieci zostala zaprezentowana na Rysunku 5.4.

Rysunek 5.4. Struktura wykorzystanej SSN

Podczas badan uzyskano wyniki wahajace si¢ w przedziale 27,5-47,5%
[120] (w zaleznosci od rozpatrywanego stanu emocjonalnego). Liczba prze-
prowadzonych symulacji wynosita 240 (po 40 dla kazdego ze stanéw emocjo-
nalnych). Calo$é otrzymanych rezultatow wraz z macierza pomylek zostaly
zaprezentowane odpowiedni na Rysunku 5.5. oraz w Tabeli 5.1.

Tabela 5.1. Macierz pomylek otrzymana podczas badan z SSN(5-12-6-6) (w %)

Emocje Emocje otrzymane na wyjsciu
oczekiwane| Rado$¢ | Smutek | Zlo$¢ | Strach | Znudzenie | Neutralny
Radosé¢ 37,50 2,50 30,00 | 15,00 2,50 2,50
Smutek 2,50 47,50 2,50 5,00 12,50 20,00
Ztosc 20,00 2,50 27,50 | 25,00 10,00 10,00
Strach 20,00 15,00 25,00 | 27,50 15,00 10,00
Znudzenie 10,00 20,00 12,50 | 20,00 30,00 25,00
Neutralny 2,50 12,50 2,50 7,50 30,00 32,50
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Rysunek 5.5. Wyniki otrzymane podczas badan z SSN(5-12-6-6)

Latwo zauwazy¢, iz otrzymane wyniki sa dalekie od oczekiwanych jed-
nakze nalezy wzia¢ pod uwage, ze byly to tylko badania pilotazowe ma-
jace na celu okreslenie przydatnosci klasyfikatora. Jako wektor wejSciowy
zostaly wykorzystane nieliczne parametry statystyczne, ktérych liczba nie
pozwalata na uzyskanie lepszych rezultatéw. Jednakze same badania po-
zwolily na dostrzezenie szeregu probleméw. Po pierwsze zostalo zauwazone,
iz niektore stany emocjonalne sa czesto ze soba mylone. Po drugie dostrze-
zono wplyw ptci méwcey na skutecznosci identyfikacji stanu emocjonalnego.
Po trzecie zauwazono konieczno$é sprawdzenia innych struktur SSN.

5.4. Wplyw algorytmu uczenia SSN na skuteczno$é¢ identyfikacji
stanu emocjonalnego méwcy

Badania pilotazowe pokazaly stusznos$é uzycia sztucznych sieci neurono-
wych jako klasyfikatoréw stanéw emocjonalnych méwcéw. Podstawowy pro-
blem stanowila jednak skutecznosé identyfikacji emocji. Dlatego tez nalzato
przyjzeé sie procesowi uczenia sieci oraz doborowi paramteréw startowych.
W zwiazku z powyzszym kolejnym krokiem mogacym znaczaco wyplynaé
na poprawe skutecznosci klasyfikacji jest dobor algorytmu uczenia SSN.
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Dlatego tez kolejne badania skupialy sie wokél wspomnianego zagadnie-
nia. Przetestowane zostalo jak nastepujace algorytmy uczenia wpltywaja na
skutecznosé klasyfikacji:

algorytm wstecznej propagacji (GD),

algorytm wstecznej propagacji z momentum (GDM),

algorytm wstecznej propagacji z adaptacyjna zmiang wspolczynnika
uczenia (GDA),

algorytm wstecznej propagacji z adaptacyjna zmiang wspolczynnika
uczenia oraz momentum (GDX),

algorytm wstecznej propagacji skalowalnego gradientu (SCG).

5.4.1. Algorytm wstecznej propagacji

Szeroko opisany w Rozdziale 3 algorytm wstecznej propagacji mozna

sprowadzié¢ do kilku krokéw:

1.
2.
3.

7.

Generowanie losowych wartosci wag.
Podanie wybranego wzorca na wejscie sieci.
Wyznaczenie odpowiedzi wszystkich neuronéw wyjsciowych sieci:

n __ 1 n—1
Yr = f( =1 Wi;Y;j )
Wyznaczenie bledow wszystkich neuronéw w warstwie wyjsciowej:
=2k =Yg

Obliczenie bltedéw w warstwach ukrytych (aby wyznaczy¢ blad warstwy
h-1, nalezy znaé blad dla warstwy h, nastepujacej po h-1):

h—1)
h—1 _ 5f (u
0; Zk | Oy, kj-
J
Zmodyfikowanie wartoéci wag wedlug nastepujacej zaleznosci:
h—1 __ . h—1 h—1_ h—1
wi = wy; [ TA

Powrét do punktu 2.
Mozna zaobserwowac, ze podstawowy algorytm wstecznej propagacji po-

za wzgledami optymalizacyjnymi, posiada szereg wad:

brak pewnosci osiagniecia globalnego minimum funkcji btedu,
wystepowanie wielu miniméw lokalnych,

konieczno$¢ wykonania duzej liczby iteracji,

grozba wystapienia oscylacji [144].
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5.4.2. Algorytm wstecznej propagacji z momentum

Zastosowanie algorytmu wstecznej propagacji bledéw z momentum jest
jednym z rozwiazan poprawiajacych efektywne tempo uczenia bez zagroze-
nia dla stabilnosci samego procesu. Idea metody opiera sie na wprowadze-
niu do procesu uaktualnienia wagi pewnego wspotczynnika bezwladnosci.
Podobnie jak w przypadku wspétczynnika uczenia, takze wspotczynnik mo-
mentu w najprostszej postaci algorytmu wprowadzany jest jako warto$é
stata, niezmienna podczas trwania treningu sieci neuronowej, w bardziej
wyrafinowanej formie wyrazana jest rownaniem [78]:

wji(t) = wji(t — 1) +nd;(t — Dyi(t — 1) + a (wji(t — 1) —wyi(t —2)), (5.3)

gdzie:
a € (0,1] — wspélezynnik momentum.

Wspdlezynnik momentum jest niezalezny od wartoéci gradientu oraz
uwzglednia poprzednia korekcje wagi [78].

5.4.3. Algorytm wstecznej propagacji ze zmiang adaptacyjng

Pierwotnie wspétczynnik uczenia sieci neuronowej ustalany byl przed
rozpoczeciem dziatania algorytmu wstecznej propagacji bledéw. Jego war-
tos¢ byta czesto dobierana w sposob eksperymentalny, aby dla wiekszosci
przypadkéw proces uczenia zblizal sie do funkcji celu. Takie podej$cie moze
powodowaé pewne problemy wynikajace z charakterystyki procesu uczenia.
Po pierwsze, zbyt duza warto$¢ wspoélczynnika moze powodowaé pomija-
nie istotnych miniméw. Z kolei ustalona zbyt mata wartos¢ moze skutko-
waé ,utknieciem” w ekstremach lokalnych [132]. Aby zaradzi¢ powyzszemu
problemowi przyjelo sie stosowanie adaptacyjnej wartoéci wspomnianego
wspoélczynnika. Jezeli aktualny btad sieci przekracza wartosé wyznaczona
w poprzedniej iteracji warto$é¢ (oznacza to, ze proces uczenia jest daleki
od osiagniecia optimum) wspélczynnika jest zwiekszana, w przeciwnym ra-
zie zmniejszana. Takie podejscie pozwala na znaczng poprawe parametrow
uczenia sieci, a co sie z tym wiaze poprawe skutecznosci klasyfikacji [153].

5.4.4. Algorytm wstecznej propagacji gradientu sprzezonego

W algorytmie gradientéw sprzezonych poszukiwania minimum odbywa
sie nie w oparciu o malejaca wartos¢ gradientu, a w taki sposéb aby aktu-
alna wartos¢ byla w sprzezona z poprzednio wyznaczong. Matematycznie,
kierunek zmian, jest to wyrazone w nastepujacej postaci [132]:

pe = —VE(w;) + Y52 Bipy.- (5.4)
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E(wy) = Zszl S [rki(w))? — oznacza blad popelniany przez i-te wyjscie
sieci dla k-tego zestawu uczacego, z m wejsciami,

VGt v P g Gt
p= (3)?
Ju
p; — ciag j wzajemnie sprzezonych kierunkéw, tworzacych baze R".

, gdzie J oznacza jakobian,

Jak mozna zaobserwowal zachodzi tutaj koniecznos¢ uwzgledniania
wszystkich poprzednich zmian kierunku poszukiwan gradientu, dlatego tez,
uwzgledniajac warunek ortogonalnosci, wzor 5.4 upraszcza si¢ do nastepu-
jacej postaci [132]:

pt = —VE(U—Jt)) + ﬁtpj. (5.5)

Widaé, ze nowa warto$¢ gradientu zalezy tylko od poprzednio wyznaczo-
nego kierunku oraz wspélczynnika sprzezenia (. Istnieje wiele metod wy-
znaczania owego wspoélezynnika [100]. Wérdd najezesciej wykorzystywanych
nalezy wymienié¢: Fletchera-Reevesa [38] czy wykorzystywana w niniejszej
pracy metoda Polaka-Ribiere’a [118, 149]:

[VE@)]" (VE(wy) - VE(w 1))

P = T NE@ VB

(5.6)

Pewng niedogodnoscig opisanej metody jest mozliwosé wystapienia ble-
dow zaokraglen po przekroczeniu pewnej, zazwyczaj doéé¢ duzej, liczby epok.
Jednakze, ze wzgledu na szybka zbiezno$¢, algorytm gradientéw sprzezonych
jest szeroko stosowany [132].

Kolejnym czynnikiem majacym znaczny wplyw na skutecznosé klasy-
fikacji oraz szybkos¢ uczenia sztucznych sieci neuronowych jest wykorzy-
stana funkcja aktywacji. W podrozdziale 3.6.2. zostaly opisane funkcje
aktywacji wykorzystane w niniejszych badaniach. Podstawe do testéw sta-
nowita podobnie jak w przypadku badan pilotazowych, jednokierunkowa
SSN(5-12-6-6) o parametrach wymienionych ponizej:

e pie¢ neurondéw w warstwie wejsciowej,

o dwie warstwy ukryte sktadajace sic odpowiednio z 12 oraz 6 neuronéw,

e szeScioneuronowa warstwa wyjéciowa — kazdemu z neuronéw odpowiada
jeden z identyfikowanych stanéw emocjonalnych,

e funkcja aktywacji neuronéw: sigmoidalna, liniowa, znormalizowana funk-
cja wykladnicza (Softmax), tangens hiperboliczny,

e sie¢ uczona za pomoca réznych wersji algorytmu wstecznej propagacji
btedéw — opisany szczegdltowo powyzej,

liczba epok zostala ustalona na 1500 i maksymalny btad wynosit: 0,1,

poczatkowe wartoéci wag wyznaczone losowo z zakresu [0,1].
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Zostaly przeprowadzone symulacje, w ktorych wykorzystano Baze A
[121]. Polowa nagran postuzyla jako dane uczace, druga polowa jako da-
ne testowe. Parametry wejSciowe stanowily wartoéci opisane w podrozdzia-
le dotyczacym badan pilotazowych. Przeprowadzone zostato 600 symulacji.
Najlepsze wyniki otrzymano w przypadku wykorzystania funkcji tangensa
hiperbolicznego jako funkcji aktywacji i uczeniu sieci za pomocg metody
GDM. Otrzymane wyniki zostaly przedstawione w Tabelach 5.2.-5.6.

Tabela 5.2. Wyniki otrzymane dla SSN(5-12-6-6) i algorytmu GD (w %)

. Emocje otrzymane na wyjsciu
Emoc:]e Funkcja Funkcja Tangens
oczekiwane liniowa | sigmoidalna | hiperboliczny
Rados¢ 32,50 37,50 35,00
Smutek 42,50 47,50 50,00
Z1osé 25,00 27,50 32,50
Strach 27,50 27,50 30,00
Znudzenie 32,50 30,00 30,00
Neutralny 32,50 32,50 32,50

Tabela 5.3. Wyniki otrzymane dla SSN(5-12-6-6) i algorytmu GDA (w %)

. Emocje otrzymane na wyjsciu
Emoc_]e Funkcja Funkcja Tangens
oczekiwane liniowa | sigmoidalna | hiperboliczny
Rados¢ 35,00 40,00 37,50
Smutek 42,50 42,50 45,00
Z1osé 27,50 27,50 25,00
Strach 32,50 35,00 32,50
Znudzenie 30,00 30,00 30,00
Neutralny 32,50 35,00 35,00

Latwo zauwazy¢, iz wyniki rzedu 30% sa dalekie od satysfakcjonujacych,
jednakze pokazano, iz w przypadku wykorzystania standardowego algoryt-
mu wstecznej propagacji bledéw najskuteczniejszg funkcja aktywacji neuro-
noéw jest tangens hiperboliczny. Nalezy podkresli¢, ze stopien identyfikacji
smutku przy uzyciu stosunkowo trywialnej struktury sztucznej sieci neuro-
nowej jest znaczaco lepszy, niz pozostalych stanéw emocjonalnych.
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Tabela 5.4. Wyniki otrzymane dla SSN(5-12-6-6) i algorytmu GDM (w %)

. Emocje otrzymane na wyjsciu
Emoc:]e Funkcja Funkcja Tangens
oczekiwane liniowa | sigmoidalna | hiperboliczny
Radosé¢ 37,50 37,50 4250
Smutek 45,00 47,50 52,50
Ztos¢ 25,00 27,50 30,00
Strach 32,50 30,00 27,50
Znudzenie 30,00 32,50 32,50
Neutralny 35,00 35,00 35,00

Podobna sytuacja ma miejsce w przypadku algorytmu wstecznej pro-
pagacji bledéw z adaptacyjna zmiana wspolczynnika uczenia sieci. Nalezy
jednak zwrocié tutaj uwage na fakt, iz Sredni czas uczenia algorytmem GDA
w poréwnaniu do klasycznego algorytmu GD (patrz. Rysunek 5.6. patrz
s. 84) byl o rzad wielko$ci mniejszy. Rowniez w tym wypadku najskutecz-
niejsza klasyfikacje gwarantowalta tangens hiperboliczny jako funkcja akty-
wacji neuronéw, a identyfikacja smutku wypadla zdecydowanie lepiej niz
pozostalych standéw emocjonalnych.

Nieznacznie lepszy poziom klasyfikacji w stosunku do algorytméw
GD (Tabela 5.2. patrz s. 81) oraz GDA (Tabela 5.3. patrz s. 81) zapewnialta
sztuczna sie¢ neuronowa, ktéra byla uczona przy wykorzystaniu algorytmu
wstecznej propagacji btedéw z wspélczynnikiem momentum. Jednak w tym
przypadku, podobnie jak mialo to miejsce dla algorytmu GD, $redni czas
uczenia SSN nierzadko przekraczal 1000s. Najgorzej w tym wypadku prze-
biegta klasyfikacja zlosci oraz znudzenia osiagajac wyniki nieprzekraczajace
30%. Podobnie jak dla sieci uczonych algorytmami GD oraz GDA réwniez
dla SSN uczonych GDM (Tabela 5.4.) najwyzsza skutecznosé klasyfikacji
osiagnieto dla sieci, ktérej neurony byty aktywowane tangensem hiperbo-
licznym. Zdecydowanie najwyzszy poziom identyfikacji stanu emocjonalnego
mowcy osiagniety zostal przy identyfikacji smutku.

Uzycie algorytmu wstecznej propagacji bledéw z adaptacyjng zmiang
wspoélczynnikéw uczenia oraz momentum zagwarantowala tylko nieznacznie
lepszy poziom identyfikacji standéw emocjonalnych. Podobnie jak przy
poprzednich algorytmach najtatwiej rozpoznawalny byl smutek, z kolei
ztos¢ oraz znudzenie byly stanami, ktorych klasyfikacja przebiegta najgorzej.
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Algorytm GDX (Tabela 5.5.) okazal sie byé jednym z najszybciej
dzialajagcych metod uczenia sztucznych sieci neuronowych. Sredni czas
nauki wyniést niespetna 15 s.

Algorytm wstecznej propagacji skalowalnego gradientu okazal sie by¢
zdecydowanie najszybciej dzialajaca metoda nauki SSN. Sredni czas po-
trzebny do jednokrotnego nauczenia SSN przyjmowal wartoéci ponizej 10 s.
Jednakze skutecznosé klasyfikacji stanéw emocjonalnych przez sieé¢ uczona
algorytmem SCG (Tabela 5.6.) jest nieznacznie gorsza, niz w przypadku
metody GDX czy GDM. Réwniez w przypadku SSN nauczanych przy wy-
korzystaniu algorytmu SCG najlepsze wyniki klasyfikacji uzyskiwane byly,
gdy neurony aktywowane byly przy uzyciu tangensa hiperbolicznego. Dlate-
go tez w dalszych badaniach to wtaénie ta funkcja aktywacji byta stosowana.
Réwniez w tym przypadku stanem emocjonalnym najlepiej identyfikowanym
byt smutek, najgorzej zas klasyfikacja przebiegata w przypadku ztosci.

Tabela 5.5. Wyniki otrzymane dla SSN(5-12-6-6) i algorytmu GDX (w %)

. Emocje otrzymane na wyjsciu
Emoc:]e Funkcja Funkcja Tangens
oczekiwane liniowa | sigmoidalna | hiperboliczny
Rados¢ 37,50 40,00 4250
Smutek 47,50 47,50 52,50
Ztos¢ 25,00 30,00 30,00
Strach 35,00 32,50 30,00
Znudzenie 27,50 27,50 25,00
Neutralny 32,50 30,00 32,50

Tabela 5.6. Wyniki otrzymane dla SSN(5-12-6-6) i algorytmu SCG (w %)

. Emocje otrzymane na wyjsciu
Emoc_]e Funkcja Funkcja Tangens
oczekiwane liniowa | sigmoidalna | hiperboliczny
Rados¢ 35,00 32,50 40,00
Smutek 42,50 42,50 50,00
Z1osé 27,50 27,50 27,50
Strach 27,50 27,50 25,00
Znudzenie 30,00 30,00 32,50
Neutralny 32,50 35,00 32,50
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Pokazany na Rysunku 5.6. $éredni czas uczenia zostal zmierzony
w przypadku, gdy metoda aktywacji neuronéw byta funkcja sigmoidalna.
Mozna zaobserwowaé znaczne réznice w czasie potrzeby do nauki SSN
za pomocy poszczegdlnych algorytmoéw. Nalezy podkreslié, iz czas niezbed-
ny aby sztuczna sie¢ neuronowa potrafita poprawnie klasyfikowaé¢ dane
w przypadku metody GD oraz GDM jest o rzad wielkosci wiekszy niz

w przypadku pozostalych metod. Jednoczeénie skutecznoéé klasyfikacji
jest poréwnywalna.
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Rysunek 5.6. Poréwnanie czaséw uczenia dla réznych algorytmow
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5.5. Wykorzystanie spektrograméw w procesie przetwarzania
sygnalu mowy polskiej

Metody czasowo — czestotliwodciowe sa szeroko stosowane w zagadnie-
niach zwiazanych z przetwarzaniem mowy. Czestym zjawiskiem jest dodat-
kowy ich podzial na reprezentacje czas — czestotliwo$é¢ oraz czas — skala
[79]. Czasowo — czestotliwoSciowe metody pozwalaja na estymacje widma
sygnatu mowy w krétkim przedziale czasowym. Wspomniane przyblizenie
jest dokonywane w oparciu o dane pozyskiwane za pomoca metody
przesuwnego okna!®.

Krétkoczasowa transformata Fouriera (STFT) oraz metody spektrogra-
ficzne odgrywaja szczegélna role w zagadnieniach przetwarzania sygnaltu
mowy. Metody te sa zaliczane do przetwarzania sygnatu mowy w przestrze-
ni czas — czestotliwoéé [76]. Ciagla krotkoczasowa transformata Fouriera
moze stanowi¢ szczegdlny przypadek transformaty Gabora [163]. Dla sy-
gnaltu ciagtego x(t), w dziedzinie czestotliwosci, wspomniana transformata
jest definiowana nastepujaco [79]

+inf
STFTE(t, f) = e 727/t / X(©)W*(O — )e>™®tq0.  (5.7)

— inf
Natomiast w dziedzinie czasu STFT definiuje nastepujaca réwnosé:

+inf
STFTE(t, f) = / 2(P)w*(r — 1) dr, (5.8)

— inf

gdzie:

w(t) — oznacza funkcje okna w widmie Fouriera W (0O),

X (0O) — oznacza widmo analizowanego sygnalu,

&’ — oznacza sprzezenie zespolone.

Bazujac na réwnaniu 5.8 wykonywane sa obliczenia, ktore wykorzystuja

przeksztatcenie Fouriera dla fragmentéw sygnatlu wejéciowego pozyskiwa-

nych przy uzyciu okna w(t). W dziedzinie czestotliwosdci transformata Fo-

uriera jest réwnowazna [20]:

1. Odwrotnemu przeksztalceniu Fouriera wyznaczonemu dla fragmentu
widma sygnalu W (0) pozyskane poprzez uzycie w dziedzinie czesto-
tliwosci okna W(© — f).

18 Opisanej w Rozdziale 2.
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2. Przemieszczeniu w dziedzinie czestotliwo$ci sygnalu wyznaczonego
w oparciu o punkt 1 do czestotliwosci zerowej poprzez przemnozenie
sygnatu przez /2777,

W cyfrowym przetwarzaniu sygnatéw szczegdlne znaczne ma nastepuja-

ca postac¢ réwnania 5.8 [79]:

STFT(n, k) = f; w(m)z(n —m)e I Crk)m, (5.9)

m=0

gdzie:

n=0,N,2N,...M — N,

k=01,2,...,N -1,

M — oznacza liczbe analizowanych probek. Z kolei zwiazek pomiedzy krét-
koczasowa transformata Fouriera oraz spektrogramem S(n, k) definiuje na-
stepujaca zaleznosé [79]:

S(n, k) = |STFT(n, k)% (5.10)

5.5.1. Dobér parametréw spektrogramu

Nie jest mozliwa efektywna identyfikacja stanu emocjonalnego méwcy
bez odpowiednio dobranych parametréw spektrogramu. Wsréd tych wia-
snosci nalezy wymieé: szeroko$é¢ i funkcje okna czy rozdzielczo$é czasowo-
-czestotliwosciowa. Nalezy zauwazyé, iz najlepsza rozdzielczo$é czasowsq
mozna uzyskaé¢ przy naktadowaniu rzedu N — 1, gdzie N oznacza liczbe
probek w sygnale. Jak tatwo zauwazy¢ taki rodzaj nakladkowania — przesu-
wanie okna tylko o jedna prébke, powoduje silny wzrost liczby niezbednych
obliczen. Dlatego tez w badaniach wykonanych na potrzeby niniejszej pracy
wykorzystane zostaly nakladowanie wynoszace 50% szerokosci okna. Sam
dobér odpowiedniej szerokosci okna réwniez jest zagadnieniem dosé zlozo-
nym. Najlepsza efektywnosé jest uzyskiwana gdy stosunek szerokosci okna
w dziedzinie czestotliwo$éi do szerokosci okna w dziedzicie czasu'® byl réw-
ny stosunkowi przyrostu czestotliwo$ci do czasu, w ktérym dany przyrost
mial miejsce [79]:

A Af

2 11
5= AL (5.11)

19" Obie wartosci liczone w sensie §redniokwadratowym [126].
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gdzie:
1 + inf
A= |5 [ rwe, (5.12)
—inf
+ inf
B= | / £2|w(t)2|dt, (5.13)
—inf
+inf + inf
o /|w(t)|2d,t: /\W(f)|2df. (5.14)
—inf — inf

Problem doboru rodzaju funkcji okna jak i jej parametréw powi-
nien stanowi¢ swoisty kompromis pomiedzy jakoscia sygnalu uzyskiwana
na wyjsciu, a czasem niezbednym do wykonania obliczen. Nalezy réwniez
zauwazy¢, iz sam dobor funkcji okna jest pewnym kompromisem pomiedzy
szerokoscia listka gléwnego, poziomem pierwszego listka bocznego oraz szyb-
koscia zmian poziomoéw listkow bocznych wraz ze wzrostem czestotliwosci.
A zatem jest to kompromis pomiedzy dokltadnoscig wartosci amplitudy oraz
czestotliwoscia [121].

5.5.2. Ekstrakcja cech spektrogramu

Nieodzownym elementem przetwarzania danych zakodowanych w posta-
ci spektrogramu jest ich ekstrakcja. W ramach niniejszych badan etap ten
zostal podzielony na kilka zadan. Gléwnym elementem etapu ekstrakcji cech
ze spektrogramu byto utworzenie zestawu danych stanowigcych wektor wej-
Sciowy dla SSN. Proces ekstrakcji cech przebiegal nastepujaco:

1. Przedstawienie spektrogramu w skali odcieni szarosci (0-255).

2. Przeksztalcenie otrzymanego spektrogramu w postaé¢ binarng. Wartosci
ponizej progu zyskaly warto$¢ 0, powyzej — 1. Przeprowadzony zostat
szereg eksperymentéw majacy na celu wyznaczenie najlepszej wartosci
progu. Zbadany zostal zakres od 100 do 200. Najlepsze wyniki zostaly
osiagniete gdy wartos¢ progu wynosita 155.

3. Obraz uzyskany poprzez zamiane spektrogramu do obrazu binarnego
zostal podzielony odpowiednio na 9, 16, 25, 36 oraz 144 fragmenty.
Dla kazdego =z podzialow przeprowadzone zostaly oddziel-
ne eksperymenty.
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4. Wartosci w poszczegblnych obszarach zostaly zsumowane stajac sie wek-
torem wejéciowym dla sztucznej sieci neuronowej, ktérej struktura uza-
lezniona byta od podziatu spektrogramu.

Caltoéc¢ procesu przetwarzania sygnatu oraz klasyfikacji zostata przedsta-
wiona na Rysunku 5.7. Z kolei przyktad podziatu spektrogramu zostal zapre-
zentowany na Rysunku 5.8. (patrz s. 89). W przeprowadzonych badaniach
zostal ponadto sprawdzony wplyw funkcji okna na skutecznosé identyfikacji
stanu emocjonalnego méwcy. Wykorzystane zostaly metody okienkowania
opisane w Rozdziale 3.
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Rysunek 5.7. Schemat przetwarzania sygnalu mowy z wykorzystaniem spektrograméw

5.5.3. Zastosowane sztuczne sieci neuronowe

W niniejszym rozdziale przedstawiono wyniki symulacji, ktore zostalty
przeprowadzone w Srodowisku Matlab 2016 z wykorzystaniem pakietu Neu-
ral Network Toolbox. Uzyte struktury sztucznych sieci neuronowych byty
Sci$le zwiazane z podziatlem spektrogramu opisanym powyzej. W kazdym
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Rysunek 5.8. Przyklad podziatu spektrogramu (dla lepszej czytelnosci zostat
przedstawiony spektrogram w skali barwnej)

z eksperymentéw wykorzystane zostaly czterowarstwowe SSN, w ktorych
ostatnia warstwa zbudowana byta z szedciu neuronéw odpowiadajacym sze-
$ciu identyfikowanym stanom emocjonalnym. Warstwa wejsciowa skladala
sie z tylu neuronéw jaka byta liczba obszaréw wydzielonych ze spektrogramu
oraz dodatkowego neuronu przechowujacego informacje o ptci méwcy lub
bias. Ilo$¢ neuronéw w warstwach ukrytych dobierana byta eksperymental-
nie. W szczegdlnosci struktura SSN prezentowata sie nastepujaco:
e podzial spektrogramu na 9 obszarow:

e 10 neuronéw w warstwie wejsciowej,

e 20 neurony w pierwszej warstwie ukrytej,

e 40 neurony w drugiej warstwie ukrytej,

e 6 neuronéw w warstwie wyjsciowe;j.
e podzial spektrogramu na 16 obszarow:
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17 neuronéw w warstwie wejsciowej,

34 neurony w pierwszej warstwie ukrytej,
68 neurony w drugiej warstwie ukrytej,

6 neuronéw w warstwie wyjsciowe;j.

e podzial spektrogramu na 25 obszaréow:

e 26 neuronéw w warstwie wejéciowej,

e 52 neurony w pierwszej warstwie ukrytej,

e 104 neurony w drugiej warstwie ukrytej,

e 6 neuronéw w warstwie wyjsciowe;j.

e podzial spektrogramu na 36 obszaréow:

e 37 neuronéw w warstwie wejsciowej,

e 74 neurony w pierwszej warstwie ukrytej,

e 148 neurony w drugiej warstwie ukrytej,

e 0§ neuronéw w warstwie wyjsSciowe;j.

e podzial spektrogramu na 144 obszarow:

e 145 neuronéw w warstwie wejsciowej,

e 290 neurony w pierwszej warstwie ukrytej,

e 580 neurony w drugiej warstwie ukrytej,

e 6 neuronéw w warstwie wyjsciowe;j.

We wszystkich badaniach jako funkcji aktywacji uzyty zostal tangens
hiperboliczny. Sieé¢, ze wzgledu na szybkosé dziatania, uczona byla przy wy-
korzystaniu algorytmu GDX. Nauka odbywala sie do momentu osiggniecia
maksymalnie dopuszczalnego bledu, wynoszacego 0,05 lub do 2000 epok.

5.5.4. Inicjalizacja wag neuronéw

Ustawienie poczatkowej wartosci wag dla wszystkich neuronéw
stanowi jeden z istotnych probleméw wplywajacych na skutecznosé
i czas uczeniasztucznych sieci neuronowych. Srodowisko Matlab dostarcza,
kilka metod umozliwiajacych inicjalizacje wag zbudowanej sztucznej sieci
neuronowej. Wgsrdéd najczesciej stosowanych nalezy wymieni¢ funkcje
RAND pozwalajaca na wygenerowanie losowych wartoéci oraz funkcje
RANDN umozliwiajaca generacje znormalizowanych wartosci losowych.
Ponadto mozliwe jest wygenerowanie wartos¢ znormalizowanych do 1
przy pomocy funkcji RANDNC. W badaniach przeprowadzonych na
potrzeby niniejszej pracy jako funkcje inicjalizacji wag wybrana zostata
metoda INITNW (Nguyen-Widrow [104]). Metoda szczegélowo zostala
opisana zaréwno w dokumentacji srodowiska Matlab. W przeprowadzonych
badaniach zdecydowano sie na wykorzystanie algorytmu Nguyen-Widrow
od inicjalizacji wag neuronéw ze wzgledu na pojawiajacy sie niewielki btad
uczenia [111].
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W badaniach wykorzystane zostaly dwie bazy nagran: Baza A oraz Baza
B. Piecdziesiat procent nagran zawartych w pierwszej z nich postuzyto jako
dane uczace. Pozostate pliki dzwiekowe wykorzystywane byly do testow.
Jednoczesnie zostal sprawdzony wplyw funkcji okna wykorzystywanej pod-
czas opracowywania spektrogramu na skuteczno$é¢ identyfikacji stanu emo-
cjonalnego méwcey. Uzyskane wyniki zostaly zaprezentowane w Tabelach
5.7. oraz 5.8. W badaniach zwigzanych z wptywem funkcji okna na sku-
tecznos¢ identyfikacji stanu emocjonalnego méwcy przeprowadzone zostato
2136 testy. Najnizsza uzyskana warto$é¢ klasyfikacji wynosila 71,88%, naj-
wyzsza 87,50%. Z kolei w dalszych badaniach (zwiazane ze struktura SSN)
wykonano 1780 symulacji, wykorzystujac okno Dolpha-Czebyszeva jako
funkcje okna.

Tabela 5.7. Macierz pomylek - warto$é srednia dla wszystkich eksperymentéw (w %)

Emocje Emocje otrzymane na wyjsciu
oczekiwane| Rado$¢ | Smutek | Ztoé¢ | Strach | Znudzenie | Neutralny
Rado$é 83,34 2,67 5,12 3,64 2,98 2,25
Smutek 1,65 78,12 2,65 1,58 8,11 7,89
Z1osc 4,75 3,75 80,04 | 5,03 3,11 3,32
Strach 5,55 1,88 7,03 | 79,52 2,13 3,89
Zmudzenie 1,00 8,12 1,02 0,94 79,69 9,23
Neutralny 0,80 8,23 4,42 2,22 8,98 75,35

Tabela 5.8. Wptyw funkcji okna na skutecznos$é identyfikacji stanu emocjonalnego przy
wykorzystaniu SSN(26-52-104-6) (w %)

Typy Emocje otrzymane na wyjSciu

okien Rados¢ | Smutek | Ztos¢ | Strach | Znudzenie | Neutralny
Hamminga 84,38 76,04 79,17 | 80,21 79,17 73,96
Gaussa 78,13 73,96 75,00 | 71,88 75,00 71,88
Dolpha- 87,50 | 82,29 | 83,33 | 84,38 82,29 78,13
Czebyszeva

Blackmana 82,29 77,08 78,13 | 77,08 79,17 76,04
Nuttalla 83,33 79,17 82,29 | 81,25 80,21 75,00
Blackmana- 84,38 80,17 82,29 | 82,29 80,21 77,08
Harrisa
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Jak latwo zauwazy¢ najlepsza skuteczno$é, bez wzgledu na zastosowane
okno, uzyskano dla radosci, najgorsza dla stanu neutralnego. Jest to zwia-
zane z czestotliwoscig podstawowsa, ktora dla radosci zdecydowanie rézni
sie od pozostalych stanéw emocjonalnych [146]. Srednia warto$é amplitu-
dy dla poszczegélnych emocji [113] réwniez mogla mie¢ wplyw na otrzy-
mane wyniki. Nalezy zauwazyé¢ (Tabela 5.7.), iz rado$é byla najrzadziej
mylonym stanem emocjonalnym, z kolei stan neutralny czesto byl mylony
ze znudzeniem oraz smutkiem. Najlepsze wyniki zostaly uzyskane przy wy-
korzystaniu sieci neuronowej sktadajacej sie z 26 neuronéw w warstwie wej-
Sciowej, H2-neuronowej pierwszej warstwie ukrytej, 104-neuronowej drugiej
warstwie ukrytej oraz 6 neuronéw wyjsciowych. Najskuteczniejsza funkcja
okna okazala sie byé¢ funkcja Dolpha-Czebyszewa (Tabela 5.8.), dla kto-
rej skuteczno$é identyfikacji stanéw emocjonalnych siegnela niemal 88%
w przypadku rozpoznawania radosci. Jest to zwiazane z ksztaltem okna
oraz jego skutecznos$cig eliminowania przecieku danych.

Warto zauwazy¢, iz okno Dolpha-Czebyszewa jest efektem optymalizacji,
w ktérej to ograniczona zostata wysokos¢ listkéw bocznych przy jednocze-
snej minimalizacji szerokosci listka gléwnego, co nie ma miejsca w przypad-
ku pozostalych okien poddanych analizie [122]. Mozna réwniez zauwazy¢,
ze wraz ze wzrostem liczby podziatéw spektrogramu skuteczno$é identyfika-
cji, zmienia sie w niewielkim stopniu, z kolei czas potrzebny na przetworzenie
pojedynczego nagrania ulega do$¢ znacznym zmianom. Szczegdlowe wyniki
uzyskane podczas badan zostaly zaprezentowane w ponizszych tabelach.

Tabela 5.9. Wyniki uzyskane przy wykorzystaniu SSN(10-20-40-6) (w %)

Emocje Emocje otrzymane na wyj$ciu
oczekiwane| Rado$¢ | Smutek | Ztoéé¢ | Strach | Znudzenie | Neutralny
Kobiety 78,13 73,96 | 75,00 | 71,88 77,08 71,88
Mezczyzni 84,38 80,21 | 82,29 | 82,21 80,21 77,08
Kobiety 82,29 77,08 | 78,13 | 77,08 79,17 76,04

i mezczyzni

Na podstawie wynikéw zaprezentowanych w Tabeli 5.9. mozna stwier-
dzié, ze wykorzystanie spektrograméw w procesie identyfikacji stanu emocjo-
nalnego moéwcy przynosi oczekiwane rezultaty. Nalezy podkresli¢, iz uzycie
sieci neuronowej o nieznacznych rozmiarach pozwolito na klasyfikacje emocji
na poziomie ponad 70%.
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Tabela 5.10. Wyniki uzyskane przy wykorzystaniu SSN(17-34-68-6) (w %)

Emocje Emocje otrzymane na wyjsciu
oczekiwane| Rado$¢ | Smutek | Ztosé | Strach | Znudzenie | Neutralny
Kobiety 72,92 76,04 | 77,08 | 81,25 72,92 76,048
Mezczyzni 82,29 80,21 | 81,25 | 83,33 75,00 79,17
Kobiety 79,17 79,17 | 80,21 | 84,38 73,96 76,04

i mezczyzni

Srednia skutecznoéé identyfikacji w przypadku SSN (10-20-40-6) wynio-
sta 75%. Widaé réwniez, ze rozpoznawanie emocji generowanych przez mez-
czyzn bylo nieznacznie lepsze (o okoto 4%) niz w przypadku kobiet.

Zaprezentowane w Tabeli 5.10. wyniki eksperymentéw pozwalaja przy-
puszczaé, ze wzrost liczby podobszaréw spektrograméw, a tym samym zmia-
na struktury sztucznej sieci neuronowej na sie¢ o wiekszej licznie neuronéw
pozwala osiggnaé¢ lepsze wyniki. Srednia skutecznosé¢ klasyfikacji stanéw
emocjonalnych w obu grupach (kobiety i mezczyzni) wyniosta ponad 78%.
Réwniez w przypadku SSN (17-34-68-6) poprawnos¢ klasyfikacji w przypad-
ku mezczyzn byta lepsza dla kobiet.

Jednak wzrost rozmiaru SSN spowodowal powigkszenie sie powyzszej
r6znicy do poziomu ok. 6,4%. Podkreslié¢ nalezy, ze zostala przekroczona 80%
skutecznoéé klasyfikacji w przypadku mezczyzn, co wydaje sie by¢ wynikiem
w pelni satysfakcjonujacym.

Tabela 5.11. Wyniki uzyskane przy wykorzystaniu SSN(26-52-104-6) (w %)

Emocje Emocje otrzymane na wyj$ciu
oczekiwane| Rado$¢ | Smutek | Zlos¢ | Strach | Znudzenie | Neutralny
Kobiety 81,25 76,04 | 72,92 | 77,08 76,04 72,92
Mezczyzni 87,50 82,29 | 83,33 | 84,38 82,29 78,13
Kobiety 84,38 76,04 | 79,17 | 80,21 79,17 73,96

i mezczyzni

W Tabeli 5.11. zostaly zaprezentowane wyniki uzyskane przy uzy-
ciu sztucznej sieci neuronowej zbudowanej z 26 neuronéw zlokalizowanych
w warstwie wejsciowej, 52 oraz 104 neuronach w dwdéch kolejnych warstwach
ukrytych i warstwie wyjsciowej ztozonej z 6 neuronéw. Jest to struktura sie-
ci, ktéra pozwolila na osiggniecie najlepszych wynikéw w przeprowadzonych
badaniach wykorzystujacych spektrogramy.
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Tabela 5.12. Wyniki uzyskane przy wykorzystaniu SSN(37-74-148-6) (w %)

Emocje Emocje otrzymane na wyjsciu
oczekiwane| Rado$¢ | Smutek | Ztosé | Strach | Znudzenie | Neutralny
Kobiety 79,17 72,29 | 75,00 | 68,75 71,88 69,79
Mezczyzni 77,08 75,00 | 73,96 | 77,08 71,88 75,00
Kobiety 73,96 70,83 | 72,92 | 80,21 70,83 71,88

i mezczyzni

Srednia skutecznoéé identyfikacji stanu emocjonalnego méwey dla obu
plci wyniosta powyzej 78,8%. W przypadku grupy mezczyzn osiggniety re-
zultat oscylowal w okolicy 83%, dla kobiet wynik ten wyniést niemal 76%.

W oparciu o wyniki pokazane w Tabeli 5.12. mozna stwierdzi¢, ze wzrost
liczby podobszaréw powyzej poziomu 36 nie powoduje poprawy osigganych
wynikéw klasyfikacji. Srednia skutecznosé klasyfikacji wyniosta 73,4% co jest
wynikiem o ponad 5% nizszym niz w przypadku SSN (26-52-104-6). Réwniez
w badaniach z uzyciem SSN(37-74-148-6) wyzsza skutecznos$é uzyskano dla
grupy mezczyzn.

Tabela 5.13. Wyniki uzyskane przy wykorzystaniu SSN(145-290-580-6) (w %)

Emocje Emocje otrzymane na wyjsciu
oczekiwane| Rado$¢ | Smutek | Ztosé | Strach | Znudzenie | Neutralny
Kobiety 67,71 65,63 | 64,58 | 65,63 67,71 64,58
Mezczyzni 72,29 70,86 | 72,92 | 71,88 70,86 67,71
Kobiety 71,88 67,71 | 69,79 | 67,71 68,75 66,67

i mezczyzni

W powyzszej tabeli zostaly zaprezentowane wyniki uzyskane dla
podziatu spektrogramu na 144 podobszary. Srednia skutecznosé klasyfikacji
przy wykorzystaniu SSN(145-290-580-6) wyniosta niespelna 69% co jest wy-
nikiem zdecydowanie odbiegajacym od rezultatéw uzyskanych przy podziale
spektrogramu na mniejsza liczbe podobszaréow. We wszystkich eksperymen-
tach zdecydowanie najgorzej identyfikowanym stanem emocjonalnym byt
stan neutralny. Wynika to z faktu, iz jest on czesto byl mylony ze smutkiem
oraz znudzeniem, ktore charakteryzuja sie podobnym pasmem czestotli-
woéci. Z kolei najwyzsze skutecznosci identyfikacji uzyskano dla radosci
oraz strachu. W przeprowadzonych badaniach skuteczniej identyfikowane
byly stany emocjonalne mezczyzn niz kobiet. Réznice w klasyfikacji byty
rzedu kilku procent. Biorac pod uwage, iz cztowiek jest w stanie poprawnie

94



BADANIA DOTYCZACE DETEKCJI STANU EMOCJONALNEGO

sklasyfikowaé¢ stan emocjonalny nieznanej mu osoby w okolo 60%
przypadkéw [133] mozna stwierdzié, iz uzyskane rezultaty (szczegdlnie
w przypadku SSN(26-52-104-6)) sa w pelni satysfakcjonujace.

5.6. Wykorzystanie skalograméw w procesie przetwarzania
sygnalu mowy polskiej

Poza spektrogramami oraz krétkoczasowa transformata Fouriera duze
znaczenie w zagadnieniach zwigzanych z przetwarzaniem sygnaléw odgrywa-
ja w ostaniach latach metody oparte o transformate falkowa. W niniejszym
podrozdziale zostang przedstawione wyniki uzyskane poprzez wykorzystanie
wyzej wymienionego sposobu do opracowania skalogramu, ktéry nastepnie
zostanie poddany kolejnym etapom przetwarzania. Caly proces bedzie miat
na celu uzyskanie jak najlepszych wynikéw klasyfikacji.

5.6.1. Transformata falkowa

Rozwiniecie w szereg Fouriera nie daje informacji o zachowaniu funkcji.
Niedoktadna jest réwniej jej wartosé aproksymowana w otoczeniu punktu
x = 0. Z tego powodu zostala opracowana, przez Jeana Morleta oraz Ale-
xa Grossmana, ciagla transformata falkowa (CWT) dla jednowymiarowych
sygnaléw wyrazonych w nastepujacej postaci [8]:

z(t) € L*(R), (5.15)

przyjmuje nastepujaca forme [62]:

+ inf
1 t—b
w(ab) = / w0 dt, (5.16)

— inf
gdzie:
* — oznacza sprzezenie funkcji zespolonej,
a,(a > 0) — oznacza parametr skali,
b — oznacza parametr przesuniecia,
U — oznacza falke macierzysta.
Innymi stowy CTW jest miara ziennosci funkcji ft) w otoczeniu b o rozmia-
rze proporcjonalnym do a.

Pomimo wielu zalet cigglej transformaty falkowej czeSciej w zagad-
nieniach zwiazanych z przetwarzaniem sygnaléow jest wykorzystywana jej
dyskretna posta¢ [131]. Jednym z powodéw takiego stanu rzeczy moze byé
prostota dyskretnej transformaty falkowej (DWT) w poréwnaniu z jej wersja
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ciggla. Ponadto systemy komputerowe przetwarzaja dyskretna postaé sy-
gnalu, a zatem uzycie DWT wydaje sie by¢ naturalnym wyjéciem [131]. Dys-
kretna transformata falkowa jest zdefiniowana w nastepujacy sposob [131]:

1
Jam

DWT(m,n) = Z s(k)¥(a"™n — bk), (5.17)

gdzie:

S(k) — oznacza sygnal wejsciowy,
U — oznacza falke macierzysta,

a, (a > 0) — oznacza parametr skali,
b — oznacza parametr przesuniecia.

Jedna z podstawowych zalet dyskretnej transformaty falkowej w poréw-
naniu z opisang wczesniej krétkoczasows transformata Fouriera jest fakt,
ze DWT zapewnia doktadne i niezakl6cone informacje o czasie co stanowi
istotne udogodnienie w przypadku przetwarzania sygnaléw [160].

Pierwszym krokiem pracy algorytmu DWT jest poréwanie falki ma-
cierzystej z poczatkiem sygnatu. Wyliczony wspdlczynnik odzwierciedla
podobienstwo aktualnego fragmentu przetwarzanego sygnatu do falki macie-
rzystej. Kolejnym krokiem jest wybér nastepnego fragmentu sygnaltu (zmia-
na parametru b) i ponowne poréwnanie go z falka. Nastepnie nastepuje
przeskalowanie falki (zmiana parametru a) i powtérzenie czynnosci opisa-
nych powyzej [158].

Dzialanie transformaty falkowej oraz funkcji skalujacej przypomina
sposéb pracy filtra pasmowego, gdzie funkcja skalowalna jest skorelowana
z filtrem dolnoprzepustowym, z kolei funkcja macierzysta z goérnoprzepu-
stowym. Pierwszy wyznacza aproksymacje, drugi natomiast tworzy splot
z badanym sygnatem obliczajac podobienstwo wspdélczynnikow. Owo po-
wiazanie jest definiowane za pomoca nastepujacej réwnosci [131]:

hi(n) = (=1)"hr(N —n), (5.18)

gdzie:
hx — oznacza filtr gérnoprzepustowy,
hy, — oznacza filtr dolnoprzepustowy.

W przeprowadzonych badaniach zostaly rozwazone dwa rodzaje funk-
cji macierzystych: funkcji Haara oraz funkcji kapelusza Meksykanskiego
na dwoch poziomach dekompozycji 7 oraz 9. Poziomy dekompozycji zostaly
wyznaczone w oparciu o eksperymenty opisane w podrozdziale 5.2. Za kry-
terium selekcji do dalszych badan postuzono sie érednim czasem przetwarza-
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nia pojedynczego skalogramu oraz $rednim czasem uczenia SSN. Otrzymane
wyniki zostaly zaprezentowane na Rysunkach 5.10. oraz 5.11.
Funkcja Haara jest zdefiniowana w nastepujacy sposéb [163]:

0 dlat<0
1 dla0<t<0,5
H(t) = . (5.19)
~1 dla0,5<t<1
0 dlat>1.

Z kolei funkcje kapelusza meksykanskiego opisuje ponizsze réwnanie [50]:

2 - —t2
t)=—=r1 (1—-t)e2. 5.20
vlt) = o (1= #) (520)
Przyktady przebiegu opisanych powyzej funkcji macierzystych zostaly
przedstawione na Rysunku 5.9.

o
: 0.5
0— —
| ? 0
1 R
02 0 02 04 06 08 1 s 4 2 o 2 a4 6

Rysunek 5.9. Przyklad przebiegu funkcji Haara (a) oraz funkeji kapelusza
meksykanskiego (b)

Na Rysunku 5.10. przedstawione zostaly kryteria selekcji dla falek 7. rze-
du. Nalezy zauwazy¢, iz podzial skalogramu na mniej niz 175 podobszarow
powodowal skutecznosé klasyfikacji na zdecydowanie nizszym poziomie niz
w przypadku wygenerowanie wiekszej liczby danych wejsciowych. Podzial
na 210 podobszarow i wiecej nie powodowal znacznego wzrostu skutecznosci
klasyfikacji, dlatego tez do dalszych badan zostal uzyty podzial skalogramu
na 210 pdl. Réwniez wartosé ta jest znaczaca w przypadku sredniego czasu
przetwarzania pojedynczego nagrania (od momentu wezytania pliku, po-
przez wygenerowanie parametréw wejsciowych do sieci neuronowej, po etap
klasyfikacji). W przypadku podziatlu na 245 podobszaréw warto$¢ ta jest
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nieznacznie nizsza jednak Sredni czas potrzebny do nauki sieci jest juz wiek-
szy i wprost proporcjonalny do liczby podobszaréw.

W przypadku dekompozycji sygnatu do 9. poziomu najlepsze wyniki zo-
staly uzyskane przy podziale skalogramu na 360 pol. W prawdzie éredni czas
przetwarzania pojedynczego nagrania jest w tym przypadku zdecydowanie
wyzszy niz dla podziatu na 270 podobszaréw (patrz Rysunek 5.11. s. 100),
jednak w tym przypadku skutecznosé klasyfikacji jest zauwazalnie nizsza.
Podobnie jak dla sygnatu dekompowanego do 7 poziomu $redni czas nie-
zbedny do uczenia sieci jest wprost proporcjonalny do liczby podobszaréw
skalogramu. Poniewaz proces uczenia sztucznych sieci neuronowych odbywat
sie jednokrotnie czas niezbedny do nauczenia sieci nie mial znaczenia przy
dokonywaniu wyboréw.

W badaniach zostaly wykorzystane wszystkie bazy nagran opisane
w Rozdziale 4. (Baza A, Baza B oraz Baza C). Pierwsza z nich postu-
zyta jako wektor uczacy, dwie pozostale jako dane testowe. Dzigki czemu
zostala zachowana niezalezno$é¢ od méwcdw oraz od wypowiadanego tekstu.
Poczatkowe etapy przetwarzana sygnatu byly identyczne jak w przypadku
badan opisanych w podrozdziale dotyczacym spektrograméw. Podstawowa
roznica bylo opracowanie skalogramu i nastepnie jego przetwarzanie. Ca-
ly proces zostal zobrazowany na Rysunku 5.12. (patrz. s. 101). W trakcie
prowadzonych prac wykonane zostato 2145 symulacji.

Pierwszy krok przetwarzania skalogramu skupial sie na jego przetwo-
rzeniu do obrazu w skali szarosci, a nastepnie do postaci binarnej. Zasto-
sowany zastal tutaj podobny sposéb wyznaczania progu jak w przypadku
skalograméw. Zostaty zbadane wartosci z zakresu 50-200. Najlepsze efekty
uzyskane byty dla progu wynoszacego 100. Zatem wszystkie wartosci ponizej
100 zostaly zamienione na 0, powyzej na 1. Kolejnym krokiem byt podziat
skalogramu na mniejsze obszary. Przyktad podzialu zostal przedstawiony
na Rysunku 5.13. Podziat dokonywany byl w taki sposéb azeby linie podzia-
tu pokrywaly sie z poziomem uzytych falek. W przypadku wykorzystania
falek 7. rzedu skalogram byt dzielony odpowiednio na: 70, 105, 140, 175, 210,
245, 270, 315, 350 i 385 obszarow. Dla falek rzedu 9. byto to odpowiednio:
90, 135, 180, 225, 270, 315, 360, 405 podobszardw.

Najlepsze wyniki zostaly uzyskane przy podziale spkalogramu na 210
elementéw, w przypadku falki 7. rzedu oraz na 360 dla 9-cio. rzedowych
falek. Struktura wykorzystanych sztucznych sieci neuronowych byta uzalez-
niona od aktualnie wykorzystywanego podziatu skalogramu. W przypadku
badan nad falkami 7. rzedu warstwa wejSciowa SSN zbudowana byta z 211
neuronéw. Podobnie jak w przypadku skalograméw dodatkowe wejscie prze-
chowywalo informacje o ptci méwey lub biasie.
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Rysunek 5.13. Przyktad podziatu skalogramu. Dla lepszej czytelnosci przedstawiony
w skali barwnej
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Sie¢ posiadata rowniez dwie warstwy ukryte, z ktérych pierwsza liczyta
844 neurony, a druga 422. Warstwe wejsciowa stanowito 6 neuronéw odpo-
wiadajacych za identyfikacje konkretnych stanéw emocjonalnych méwcy.

W przypadku dekompozycji sygnatu przy uzyciu falki 9. rzedu sie¢ zbu-
dowana byla z 361 neuronéw zlokalizowanych w warstwie wejéciowej, 1444
neuronéw w pierwszej warstwie ukrytej, 722 w drugie warstwie ukrytej oraz
6-cio neuronowej warstwy wyjsciowej.

Wszystkie badania prowadzone byly z wykorzystaniem algorytmu
wstecznej propagacji btedéw z momentum oraz adaptacyjna zmiana wspol-
czynnikéw uczenia (GDX). Liczba epok zostala okreslona na 2000, a dopusz-
czaly poziom bledu na 0,1. Jako funkcje aktywacji neuronéw wykorzystany
zostal tangens hiperboliczny. Calo$é symulacji podobnie jak w przypadku
prac z wykorzystaniem spektrograméw zostata przeprowadzona w srodowi-
sku Matlab 2016 z pakietem Neural Networks. Wszystkie SSN byty uczone
przy wykorzystaniu 50% nagran pochodzacych z Bazy A. Zdecydowano sie
na ten zbiér nagran ze wzgledu na ich jakosé. W trakcie badan przeprowa-
dzone zostaly 712 symulacje.

Podziat skalogramu oraz okreslenie poziomu energii w kazdym z pod-
obszaréw pozwolil na utworzenie wektora wejsciowego dla SSN. Podczas
wszystkich eksperymentéw skutecznoéé identyfikacji stanéw emocjonalnych
méwey wyniosta okoto 85%. Nieznacznie lepsze wyniki zostaly osiagnie-
te w przypadku dekompozycji sygnatu 9. rzedu. Jednakze czas potrzebny
na przetwarzanie danych byt znaczaco wyzszy niz w przypadku falek 7. rze-
du. Otrzymane rezultaty zostaly przedstawione na Rysunkach 5.14.-5.15.
(patrz s. 103 i 104).

Tabela 5.14. Macierz pomytek dla dekompozycji sygnatu 7. rzedu (w %)

Emocje Emocje otrzymane na wyjsciu
oczekiwane| Rado$¢ | Smutek | Zlosé | Strach | Znudzenie | Neutralny
Rados¢ 87,95 1,88 2,98 3,96 2,12 1,11
Smutek 1,56 86,22 1,24 1, 86 4,24 4,88
Zlosc 4,12 2,02 | 88,11 | 2,96 1,34 1,45
Strach 3,87 1,88 3,54 | 87,50 2,12 1,09
Znudzenie 1,56 3,64 1,78 1,56 86,24 5,22
Neutralny 0,80 5,68 2,46 1,88 5,32 83,86

Srednia skutecznoéé identyfikacji stanéw emocjonalnych méwey dla fa-
lek 7. rzedu dekompozycji wynosila 86,65%, dla 9. poziomu 86,88%. Na-
lezy zauwazy¢, iz poziomy skutecznosci sa bardzo zblizone, przy znacznie
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wigkszych kosztach obliczenn w przypadku dekompozycji sygnatu 9. rzedu.
Wymaga uwagi fakt poziomu identyfikacji radosci i zlosci siegajacy 90%
bez wzgledu na poziom dekompozycji oraz rodzaj uzytej falki. Najgorsza
skuteczno$é¢ zostata osiagnieta w przypadku stanu neutralnego, ktéry jest
mylony ze znudzeniem oraz smutkiem.

2 90,00%

89, 11%

88,00%

SO0

86,00% ———— o
89,8676 S 11%

Skutecznos¢ klasyfikacji (w %)

84,00%
83,24%

82,00%
Rados¢ Smutek Ztose Strach ~ Znudzenie Neutralny

b)  89,00%

(SIS TANL

SOI275
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86,00% 56,36%

84,50%

84,48%

Skutecznos¢ klasyfikacji (w %)

83,00%
Rados¢ Smutek Ztos¢ Strach  Znudzenie Neutralny

Rysunek 5.14. Otrzymane wyniki dla dekompozycji sygnatu 7. rzedu. Dla falek
a) Haara, b) kapelusz meksykanski
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Rysunek 5.15. Otrzymane wyniki dla dekompozycji sygnatu 9. rzedu. Dla falek
a) Haara, b) kapelusz meksykanski

Najbardziej od pozostalych wynikéw odbiega poziom identyfikacji stra-
chu w przypadku dekompozycji falka 9. poziomu. Otrzymano tutaj odpo-
wiednio 78,06% w przypadku falki Haara oraz 83,22% w przypadku falki
kapelusza meksykanskiego. Wartosci te sa najnizszymi uzyskanymi podczas
niniejszych badan.
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Nalezy zauwazy¢, iz w calym toku badan nie udato sie do konca wyeli-
minowaé zjawiska notorycznego mylenia niektérych stanéw emocjonalnych.
Bazujac na macierzach pomytek, przedstawionych na w Tabelach 5.14. oraz
5.15. mozna zauwazy¢, iz jesli pominiete zostana wyniki uzyskane dla iden-
tyfikacji strachu, znaczace réznice pomiedzy poziomami poprawnej klasyfi-
kacji dla falek 7. oraz 9. rzedu. By¢ moze nalezatoby dla kazdego ze stanow
emocjonalnych ustali¢ inne poziomy progéw podczas przetwarzania skalo-
graméw do postaci binarnej. Nalezy podkreslié, iz wyniki uzyskane podczas
badan symulacyjnych pozwalaja przypuszczaé, iz badania eksperymentalne
zakoncza sie sukcesem i mozliwa bedzie identyfikacja stanu emocjonalnego
moéwcey jezyka polskiego, w czasie zblizonym do rzeczywistego.

Tabela 5.15. Macierz pomylek dla dekompozycji sygnatu 9. rzedu (w %)

Emocje Emocje otrzymane na wyjsciu
oczekiwane| Rado$é | Smutek | Zlosé | Strach | Znudzenie | Neutralny
Radosé 90,77 1,85 1,98 2,47 0,87 2,06
Smutek 1,50 87,33 1,76 1,64 3,33 4,44
Zosc 3,08 1,50 89,89 | 2,64 1,44 1,45
Strach 6,24 1,95 6,23 | 80,83 2,68 2,07
Znudzenie 1,46 3,28 1,64 1,52 88,78 3,32
Neutralny 1,20 5,24 2,37 1,87 5,66 83,66

5.6.2. Badania eksperymentalne

Wyniki badan przeprowadzonych w oparciu o posiadane bazy nagran
emocjonalnej mowy polskiej spowodowaly, iz mozliwe stato sie sprawdzenie
poprawnosci dzialania opracowanej metody przetwarzania sygnalu mowy
w $rodowisku Call Center. Dzigki uprzejmosci jednej z firm $wiadczacych
ustugi telekomunikacyjne zostaly przeprowadzone badania w czasie rzeczy-
wistych rozmow z kientami.

Srodowisko badawcze stanowil dyktafon firmy ,OLIMPUS” podlaczo-
ny do komputera marki ,Macbook Pro” z zainstalowanym srodowiskiem
Matlab 2016.

Bazujac na do$wiadczeniach pracownikéow dziatu Call-Center przyjeto
zalozenie, iz najbardzie] nacechowanym emocjonalnie fragmentem wypo-
wiedzi jest jej poczatek zaraz po grzecznoSciowym zwrocie na powitanie.
Przyjeto zatem, iz analizowany bedzie fragment wypowiedzi majacy swoj
poczatek w trzeciej sekundzie rozmowy i trwajacy kolejne pigé sekund. Réw-
niez dostepne publikacje z dziedziny psychologii emocji oraz segmentacji
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mowy potwierdzaja, iz to poczatkowe fragmenty wypowiedzi sg najbardziej
nacechowane emocjonalnie [59, 46, 74, 137].

Przeprowadzone zostaly badania wykorzystujace zaréwno techinki prze-
twarzania spektrograméw jak i skalograméow. W przypadku pierwszych
z nich do badan zostaly zastosowane sztuczne sieci neuronowe wykorzystu-
jace podzial spektrogramu na 26 podobszaréw?". Jako funkcje okna zostala
uzywa funkcja Dolpha-Czebyszewa. Jako zbiér uczacy zostaly wykorzysta-
ne nagrania z Bazy A. W ramach badan przeprowadzone zostaly 338 préby
klasyfikacji stanéw emocjonalnych.

Tabela 5.16. Liczba nagran przetworzonych podczas badan eksperymentalnych
wykorzystanych w badaniach z uzyciem metody spektrograméw

Emocja Liczba nagran | Liczba nagran
(kobiety) (mezczyzni)

Smutek 28 11

Ztosé 43 55

Znudzenie 65 45

Stan neutralny 67 24

Niestety nie wszystkie rodzaje rozpoznawanych emocji udato sie¢ zareje-
strowaé podczas rozmow. Szczegdlowy wykaz zostal przedstawiony w Ta-
beli 5.16. Poprawnos¢ klasyfikacji zostala nastepnie zweryfikowana przez
83 osobowsa grupe respondentéw, ktorzy po odstuchaniu zarejestrowa-
nej wypowiedzi okreslali jej przynaleznos¢ od jednego ze standéw emocjo-
nalnych. Szczegéltowe wyniki zostaly zaprezentowane na Rysunku 5.16.
oraz w Tabeli 5.17.

Tabela 5.17. Macierz pomylek przy wykorzystaniu metody spektrograméw (w %)

Emocje Emocje otrzymane na wyjsciu
oczekiwane Smutek | Zto$¢ | Znudzenie | Neutralny
Smutek 69,23 5,13 12,82 12,72
Zlosc 8,16 72,44 11,12 8,28
Znudzenie 19,09 3,64 64,54 12,73
Neutralny 18,68 2,20 11,91 67,03

20 Szczegbtowe informacje o SSN zostaly zawarte w podrozdziale 5.2.
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Rysunek 5.16. Otrzymane wyniki przy wykorzystaniu metody spektrograméw (w %)

Jak widaé¢ otrzymane wyniki oscyluja w przedziale 64-72% poprawnie
sklasyfikowanych emocji. Biorac pod uwage przeprowadzone w 2003 roku
badania K. Scherer, ktory to udowodnil, ze czlowiek jest w stanie jedy-
nie w 60% poprawnie zinterpretowaé stan emocjonalny nieznanej mu osoby
[133], mozna przyjaé, iz otrzymane wyniki sa zadowalajace.

Drugg grupe badan stanowily, te przeprowadzone przy wykorzystaniu
metod zwigzanych z dyskretna transformata falkows oraz skalogramami.
W eksperymentach zastosowana zostata 7. rzedu falka Haara. Podzial ska-
logramu ograniczono do 210 podobszaréow. Otrzymane wyniki zostaly przed-
stawione na Rysunku 5.17. oraz z Tabeli 5.18.

Tabela 5.18. Macierz pomylek przy wykorzystaniu metody skalograméw (w %)

Emocje Emocje otrzymane na wyjsciu
oczekiwane Smutek | Zto$¢ | Znudzenie | Neutralny
Smutek 70,81 4,17 12,50 12,50
Ztosc 6,09 74,39 10,98 8,54
Znudzenie 19,00 4,00 68,00 9,00
Neutralny 15,38 3,08 7,69 73,85
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Rysunek 5.17. Otrzymane wyniki przy wykorzystaniu metody skalograméw (w %)

Podobnie jak w przypadku badan nad pierwsza grupa nagran nie udato
sig zarejestrowaé radosci oraz strachu. Szczegdlowe informacje na temat
nagran zostaly zaprezentowane w Tabeli 5.19. W trakcie przeprowadzonych
badan wykonano 271 klasyfikacji.

Tabela 5.19. Liczba nagran przetworzonych podczas badan eksperymentalnych
wykorzystanych w badaniach z uzyciem metody skalograméw

Emocja Liczba nagran | Liczba nagran
(kobiety) (mezczyzni)

Smutek 11 13

Ztosé 38 44

Znudzenie 52 48

stan neutralny 26 39

Jak widaé uzycie metod wykorzystujacych DW'T pozwolito na wzrost
skutecznosci rozpoznawanych emocji o kilka punktéw procentowych. Otrzy-
mane rezultaty pozwalaja sadzi¢, iz dalsze badania pozwolg na jeszcze sku-
teczniejsza identyfikacje standéw emocjonalnych w oparciu o sygnal mowy
naturalnej.
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5.7. Wnioski do rozdzialu

1.

Badania pilotazowe pokazaly, iz mozliwe jest skuteczne identyfikowanie
stanéw emocjonalnych méwcéw w opraciu o sygnal mowy polskiej.
Pokazano zalezno$ci pomiedzy réznymi wariantami algorytmu wstecz-
nej propagacji bledéw, a czasem ucznia oraz skutecznoécia identyfikacji
stanéw emocjonalnych.

Pokazany zostal wplyw funkcji aktywacji neuronéw na skutecznosé iden-
tyfikacja stanu emocjonalnego.

Udowodniono wptyw funkcji okna na skuteczno$é klasyfikacji SSN.
Zaprezentowano autorski mechanizm przetwarzania sygnalu mowy opar-
ty o spektrogramy pozwalajacy na identyfikacje stanu emocjonalnego
méwcey na poziomie 80%.

Przedstawiono modyfikacje metody opartej o skalogramy, wykorzystuja-
ca dyskretna transformate falkowa pozwalajaca na wzrost skutecznosci
identyfikacji do poziomu 85%.

Badania eksperymentalne pokazaly, iz opracowany sposéb przetwarzania
sygnatu mowy w czasie zblizonym do czasu rzeczywistego wydaje sie by¢
wystarczajaco skuteczny. Uzyskane rezultaty oscylowaly w przedziale
64-74% co jest wynikiem zadowalajacym w odniesieniu do [135].
Badania eksperymentalne pokazaly, iz w $rodowisku naturalnym bar-
dziej skuteczna okazuje sie metoda przetwarzania sygnalu oparta o dys-
kretna transformate Fouriera.
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. Wnioski koncowe

Bazujac na przegladzie literatury podmiotu mozna stwierdzi¢, iz obecnie
klasyfikacja emocji ogranicza sie do nastepujacych stanéw emocjonal-
nych: rado$¢, smutek, strach, zloéé¢, znudzenie oraz stan neutralny.
Zaprezentowana charakterystyka powstawania sygnalu mowy, pozwala
na jego rejestracje przy uzyciu ogélnodostepnych narzedzi.

Bazujac na parametrach wyekstrahowanych z sygnalu mowy mozliwe
jest pokazanie separowalnosci stanéw emocjonalnych.

Nie mozna jednoznacznie stwierdzi¢, ze zastosowanie istniejacych mode-
li i sposobdow przetwarzania sygnalu mowy, skutecznych od identyfikacji
emocji w takich jezykach jak angielski, niemiecki, chinski czy arabski po-
zwolg na uzyskanie satysfakcjonujacych rezultatéw w przypadku sygnatu
mowy polskiej.

Pokazano wykorzystanie nowatorskiej metody przetwarzania sygnatu,
niespotykanej w literaturze przedmiotu, pozwalajacej na skuteczng kla-
syfikacje stanu emocjonalnego méwcy w oparciu o jezyk polski.
Zalozenia przyjete na potrzeby przeprowadzonych badan nie wplywaja
znaczaco na jakosé zaproponowanej metody przetwarzania sygnatu.
Przeprowadzone badania pozwalaja sadzié¢, iz wykorzystanie skalogra-
moéw i spektrogramow jak réwniez innych narzedzi do klasyfikacji stanéw
emocjonalnych wyrazanych w jezykach innych niz polski pozwoli réwniez
osiagnac satysfakcjonujace rezultaty.

Pomimo, iz opisane metody nie zapewniaja 100% skuteczno$ci klasy-
fikacji to w srodowisku laboratoryjnym pozwalaja na uzyskanie ponad
90% skutecznosci klasyfikacji przy okolo 75% efektywnosci uzyskanej
w rzeczywistym érodowisku pracy.

Pokazane zostato, ze rodzaj uzytego klasyfikatora nie ma radykalnego
wplywu na skutecznos$é klasyfikacji, gwarantem jest sposéb przetwarza-
nia sygnatu mowy.
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