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,~—— STRESZCZENIE / ABSTRACT

Dobor architektury i parametrow procesu uczenia sieci neuronowych
w doskonaleniu proceséw produkcyjnych

Celem pracy jest zaproponowanie sposobu doboru architektury oraz parametréw procesu uczenia
sztucznych sieci neuronowych, ktére moga by¢ skutecznie zastosowane w doskonaleniu proceséw
produkcyjnych. Praca koncentruje sie na wykorzystaniu modeli neuronowych w nastepujacych
trzech obszarach: optymalizacji parametréw obrébki skrawaniem, ocenie jakosci wyrobéw goto-
wych oraz predykcji awarii maszyn. W ramach pracy poddano analizie wybrane architektury sieci
neuronowych, takie jak perceptrony wielowarstwowe, rekurencyjne sieci LSTM oraz konwolucyjne
sieci neuronowe. Opracowano szczegdtowa metodyke doboru odpowiednich architektur oraz
parametréw ich uczenia, ktéra obejmowata kompleksowy proces przygotowania danych, selekgji
odpowiednich modeli oraz ich dostosowania do specyficznych wymagan poszczegdlnych zastosowan
przemystowych. Kluczowym aspektem tej metodyki byto uwzglednienie charakterystyki dostepnych
danych oraz specyfiki zadan, co pozwolito na optymalny dobér architektury sieci neuronowej dla
kazdego z analizowanych obszaréw.

Stowa kluczowe: sztuczne sieci neuronowe, architektura sieci neuronowej, proces uczenia sieci neuronowej,
doskonalenie proceséw produkcyjnych

Selection of neural network architecture and training parameters for
manufacturing process improvement

The objective of this study is to propose a methodology for selecting the architecture and training
parameters of artificial neural networks that can be effectively applied to the enhancement of
manufacturing processes. The research focuses on the utilization of neural network models in
three key areas: optimization of machining parameters, quality assessment of finished products,
and prediction of machine failures. The study examines selected neural network architectures,
including multilayer perceptrons, recurrent LSTM networks, and convolutional neural networks.
A detailed methodology was developed to determine suitable architectures and training parameters,
encompassing a comprehensive process of data preparation, model selection, and adaptation to
the specific requirements of individual industrial applications. A key part of this method was taking
into account the types of data that were available and the specifics of the tasks. This let the best
neural network architectures be chosen for each of the domains that were being studied.

Keywords: artificial neural networks, neural network architecture, neural network training process, manufac-
turing process improvement







Wykaz wazniejszych skrotow i symboli

ANN - sztuczna sie¢ neuronowa (ang. artificial neural networks)
AUC - krzywa AUC (ang. area under the curve)
CNN - konwolucyjna sie¢ neuronowa (ang. convolutional neural network)
BR - algorytm uczenia - regularyzacja Bayesowska
DNN - gleboka sie¢ neuronowa (ang. deep neural networks)
FFNN - sie¢ jednokierunkowa (ang. feedforward neural networks)
FPR - wskaznik fatszywie pozytywnych wynikéw (ang. false positive rate)
GPU - jednostka przetwarzania grafiki (ang. graphics processing unit)
LM - algorytm uczenia Levenberga-Marquardta
LSTM - sie¢ LSTM (ang. long short-term memory)
MAE - éredni btad bezwzgledny (ang. mean absolute arror)
MAPE - $redni bezwzgledny blad procentowy (ang. mean absolute percentage error)
MLP - perceptron wielowarstwowy (ang. multi layer perceptron)
MSE - btad $redniokwadratowy (ang. mean squared error)
R - wspétczynnik korelacji
RIE -wzgledny biad informacji (ang. relative information error)
RMSE - pierwiastek btedu §redniokwadratowego (ang. root mean squared error)
RNN - rekurencyjne sieci neuronowe (ang. recurrent neural network)
ROC - krzywa ROC (ang. receiver operating characteristic)
SCG - algorytm uczenia - gradient skalowany sprzezony (ang. scaled conjugate gradient)
SVM - maszyna wektoréw nosnych (ang. support vector machine)
TPR - wskaznik prawdziwie pozytywnych wynikéw (ang. true positive rate)
TPU - jednostka przetwarzania tensora (ang. tensor processing unit)
a, - glebokos¢ skrawania
a, - szeroko$¢ skrawania
f - posuw na ostrze
F, - sktadowa sity skrawania wzdluz osi X
F, - sktadowa sity skrawania wzdtuz osi Y
F; - sktadowa sity skrawania wzdtuz osi Z
n - predkos¢ obrotowa
Ra - $rednia arytmetyczna bezwzglednych rzednych profilu chropowato$ci
Rz - najwigksza wysoko$¢ profilu chropowatosci
RSm - $rednia szerokos$¢ rowkow elementéw profilu chropowatosci

v, - predko$¢ skrawania






1. Wstep

Doskonalenie proceséw produkcyjnych stanowi jedno z najwazniejszych
wyzwan, przed ktérymi stoi wspolczesny przemyst. W obliczu rosngcej kon-
kurencji na globalnym rynku oraz dynamicznie zmieniajacych si¢ potrzeb kon-
sumentow przedsiebiorstwa produkcyjne musza nieustannie dazy¢ do zwiek-
szania efektywnosci, redukcji kosztéw oraz podnoszenia jakosci oferowanych
produktow. W literaturze przedmiotu podkresla sig, ze doskonalenie procesow
produkcyjnych polega na systematycznym usprawnianiu wszystkich aspektow
produkcji: od planowania i projektowania, przez zarzadzanie zasobami, az po
kontrole jakosci i logistyke [1].

Istotnym elementem doskonalenia proceséw produkcyjnych jest opty-
malizacja zarzadzania zasobami, ktéra obejmuje nie tylko zarzadzanie surow-
cami i materialami, ale takze efektywne wykorzystanie maszyn, narzedzi oraz
pracy ludzkiej. W tym kontekscie wdrazanie nowoczesnych metod zarzadzania
produkcja, takich jak Lean Manufacturing czy Six Sigma, umozliwia znaczng
redukcje marnotrawstwa oraz zwigkszenie wydajnosci produkcji [2,3]. Dzigki
tym podej$ciom przedsiebiorstwa mogg osiagnaé wyzsza jakos¢ produktow
przy jednoczesnym obnizeniu kosztow produkcji, co jest kluczowe w kontek-
$cie utrzymania konkurencyjnos$ci na rynku globalnym [4].

Kontrola jako$ci stanowi kolejny istotny obszar doskonalenia procesow
produkcyjnych. Wspoétczesne podejscie do zarzadzania jakoscia zaklada inte-
gracje narzedzi informatycznych z procesami produkcyjnymi, co umozliwia
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biezaca analize i monitorowanie jakosci produktéw na réznych etapach pro-
dukcji. Zastosowanie zaawansowanych technik, takich jak statystyczne stero-
wanie procesem (SPC) oraz systemy wczesnego ostrzegania o odchyleniach od
norm pozwala na szybkie reagowanie na wszelkie nieprawidlowosci, co prze-
ktada sie na zmniejszenie liczby wadliwych produktow i zwigkszenie satys-
fakcji klienta [5]. Rownie waznym aspektem doskonalenia proceséw produk-
cyjnych jest elastycznos¢ systemow produkcyjnych, ktéra pozwala na szybkie
dostosowanie si¢ do zmieniajacych si¢ warunkéw rynkowych. Elastycznos¢ ta
staje sie szczegolnie istotna w kontekscie globalizacji i wzrostu ztozono$ci tan-
cuchow dostaw, ktore wymagaja szybkiego reagowania na zmiany w popycie,
roznorodno$¢ produktdéw oraz skracanie cykli zycia produktow [6].

W kontekscie doskonalenia proceséw produkcyjnych kluczowe jest zro-
zumienie, ze kazdy element procesu moze zosta¢ zoptymalizowany, co w kon-
sekwencji prowadzi do poprawy catego systemu [7]. Obejmuje to zar6wno
techniczne aspekty zwigzane z maszynami i narzedziami, jak i organizacyjne,
dotyczace zarzadzania ludZmi, czasem i zasobami [8,9]. Wlasciwie przeprowa-
dzona optymalizacja proceséw produkcyjnych prowadzi do zwiekszenia pro-
duktywno$ci, obnizenia kosztéw operacyjnych oraz poprawy jakosci produk-
tow, co jest wazne dla utrzymania konkurencyjnosci na rynku [10].

W ramach doskonalenia proceséw produkcyjnych wyrdznia si¢ wiele istot-
nych obszaréw, w tej monografii jednak uwaga zostanie skierowana na trzy
z nich: optymalizacj¢ parametréw obrobki skrawaniem, oceng jakosci wyro-
bow oraz predykcje awarii maszyn.

Optymalizacja parametréw obrobki jest niezbedna do zapewnienia, ze
proces produkcyjny przebiega w sposob jak najbardziej efektywny. Dobre
zarzadzanie parametrami, takimi jak predko$¢ skrawania, posuw, gleboko$¢
obrobki czy temperatura w strefie skrawania pozwala na osiggniecie optymal-
nych wynikéw produkcji zar6wno pod wzgledem jako$ci wyrobdw, jak i efek-
tywnosci energetycznej. Precyzyjne dostosowanie tych parametréw prowadzi
do zmniejszenia zuzycia narzedzi, redukcji ilo$ci odpadéw, a takze minima-
lizacji czasu produkcji, co przeklada sie na nizsze koszty i wyzsza rentow-
nos¢ produkcji [7].

Ocena jakosci wyrobow to istotny element w procesie produkcyjnym, ktéry
bezposrednio wplywa na satysfakcje klientow i reputacje marki. Wspotczesne
standardy jako$ci wymagaja, aby kazdy produkt opuszczajacy linie produkcyjng
spetniat okres§lone normy i specyfikacje. Skuteczna kontrola jakosci nie tylko
zapobiega wprowadzeniu na rynek wadliwych produktow, ale takze pozwala na
szybkie zidentyfikowanie i eliminowanie probleméw w procesie produkcyjnym,



co zapobiega powielaniu btedow. Regularne monitorowanie i ocena jako$ci
wyrobow sg zatem niezbedne dla utrzymania wysokiego poziomu zadowole-
nia klientéw oraz unikniecia kosztownych reklamacji [11,12].

Zapobieganie awariom maszyn jest kluczowe dla zapewnienia ciagtosci
produkcji i minimalizacji kosztow zwigzanych z przestojami. Awarie maszyn
moga prowadzi¢ do nieplanowanych przestojow, ktore generuja wysokie koszty
oraz moga opdzniac realizacje zamdowien, co negatywnie wplywa na relacje
z klientami. Wprowadzenie skutecznych strategii utrzymania ruchu, ktore
pozwalajg na wczesne wykrywanie problemdw i prewencyjne usuwanie uste-
rek, jest nieodzowne dla zachowania cigglosci produkcji [13]. Przewidywanie
i zapobieganie awariom pozwala na lepsze planowanie dziatan serwisowych,
optymalne zarzadzanie zasobami oraz wydluzenie Zywotnos$ci maszyn, co
przektada sie na zmniejszenie kosztow operacyjnych i zwigkszenie efektyw-
nosci produkeji [14].

Wspotczesne przedsiebiorstwa produkcyjne musza nieustannie poszuki-
waé innowacyjnych rozwigzan, ktére pozwolg na doskonalenie proceséw pro-
dukcyjnych. Zastosowanie technologii informatycznych, takich jak systemy
ERP, sztuczna inteligencja (AI) oraz internet rzeczy (IoT), umozliwia automa-
tyzacje i integracje proceséw produkcyjnych, co przyczynia sie do zwieksze-
nia efektywnosci oraz redukcji kosztow. W kontekscie dynamicznego rozwoju
technologii cyfrowych istotng role odgrywaja sztuczne sieci neuronowe (ANN),
ktore w ostatnich latach zyskaly ogromne znaczenie. Staly si¢ jednym z narze-
dzi stosowanych w przemysle wytwdrczym, oferujg bowiem znaczny potencjat
optymalizacji procesow, zwigkszania wydajnosci, obnizenia kosztow i poprawy
jakosci produktow. Integracja ANN z produkcjg jest czescig szerszego trendu
w kierunku cyfryzacji i przyjecia zaawansowanych technologii, takich jak Al,
IoT i systemy cyber-fizyczne. Te elementy wspolnie napedzajg transformacje
w kierunku inteligentnej produkcji i Przemystu 4.0 [15,16].

Sztuczne sieci neuronowe nie tylko odgrywaja kluczows role w optyma-
lizacji obecnych proceséw produkcyjnych, ale takze maja potencjal, aby
zrewolucjonizowaé przyszio$¢ przemystu. W miare jak technologie oparte
na ANN rozwijaja sie, moga sta¢ sie fundamentem nowych, inteligentnych
systemdw zarzadzania produkcja, ktére autonomicznie monitoruja, zarzadzaja
i optymalizujg wszystkie aspekty procesu produkcyjnego. Takie systemy, dzieki
zdolno$ci do uczenia si¢ na podstawie duzych ilosci danych oraz adapta-
cji do zmieniajacych sie warunkéw, moga znacznie przewyzszy¢ efektyw-
nos$¢ i precyzje tradycyjnych metod zarzadzania. W konsekwencji integracja
ANN z procesami wytwdrczymi nie tylko umozliwia osiaganie lepszej jakosci

13
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produktow i wiekszej wydajnosci, ale réwniez przyczynia sie¢ do powstania
w petni zautomatyzowanych, inteligentnych fabryk przysztosci [17].

Potencjat sztucznych sieci neuronowych w doskonaleniu proceséw pro-
dukcyjnych wynika z ich zdolnos$ci do przetwarzania i analizy duzych ilosci
danych w czasie rzeczywistym. Dzieki mozliwos$ci uczenia si¢ na podstawie
danych historycznych oraz biezacych sieci neuronowe sa w stanie identyfiko-
wac wzorce, przewidywac zachowania systemow produkcyjnych oraz podej-
mowac decyzje optymalizacyjne, ktore sg trudne do osiggnigcia za pomoca
tradycyjnych metod [18,19]. W konteks$cie wspotczesnych technologii wytwa-
rzania takie zdolnoSci sg niezwykle cenne, gdyz umozliwiajg dynamiczne
dostosowywanie parametréw procesow produkcyjnych do zmieniajacych sie
warunkow i wymagan.

ANN znajduja szerokie zastosowanie w przemysle, znaczaco wptywajac na
rozne aspekty produkcji i utrzymania ruchu. Stosowane sa do monitorowania
wydajnosci przektadni turbin wiatrowych, wspierajac strategie predykcyjnego
utrzymania ruchu poprzez analize danych SCADA (system6w informatycznych
nadzorujacych przebieg procesé6w produkcyjnych) [20]. W przemysle moto-
ryzacyjnym ANN optymalizuja predykcyjne utrzymanie generatorow Diesla,
zwigkszajac ich niezawodno$¢ i efektywno$¢ [21]. W sektorze chtodniczym
przyczyniaja si¢ do oszczednos$ci energii oraz poprawy efektywnosci syste-
mow chtodniczych [22]. W przemysle meblarskim ANN odgrywaja istotna role
w monitorowaniu defektéw i poprawie kontroli jakosci, co pozwala na szybkie
identyfikowanie i eliminowanie wad produkcyjnych, a tym samym zwigksze-
nie efektywnosci catego procesu produkcji [23]. W branzy obrébki materia-
lowej sieci neuronowe sg wykorzystywane do przewidywania chropowatosci
powierzchni oraz tempa usuwania materiatu podczas obrébki strumieniowo-
-§ciernej nanokompozytéw, co prowadzi do optymalizacji proceséw i zwiek-
szenia precyzji wytwarzania [24]. W konteks$cie optymalizacji projektowania
ANN znajduja zastosowanie w poprawie wydajnosci wymiennikéw ciepta oraz
redukcji kosztéw produkeji, co przeklada sie na bardziej efektywne i ekono-
miczne rozwigzania w przemysle [25].

Waznym aspektem stosowania sztucznych sieci neuronowych w przemysle
jest umiejetnos$¢ doboru odpowiedniej architektury oraz parametréw procesu
uczenia sieci, co ma kluczowe znaczenie dla uzyskania ich wysokiej jakosci.
Dobdr architektury sieci neuronowej musi by¢ precyzyjnie dostosowany do
specyfiki danego problemu, poniewaz rézne zadania - takie jak klasyfikacja
czy predykcja - wymagaja odmiennych podej$¢. Rownie istotnym czynnikiem
wplywajacym na wybdr architektury i parametrow sieci jest wielko$¢ zestawu



danych, na ktérych model bedzie trenowany. W przypadku duzych zestawow
danych bardziej zlozone architektury, takie jak gtebokie sieci neuronowe,
mogga okazac sie bardziej efektywne. Wiekszy zasoéb danych pozwala na sku-
teczne trenowanie modeli o duzej liczbie warstw i parametrow, co z kolei moze
prowadzi¢ do lepszego uchwycenia skomplikowanych zalezno$ci i wzorcow
w danych. Z kolei w sytuacjach, gdy dostepne s3 jedynie mate zestawy danych,
nalezy zastosowac inne podejscie. Zdarza sie, ze w takich przypadkach zto-
zone modele prowadzg do nadmiernego dopasowania, co skutkuje stabg gene-
ralizacjg na danych testowych. Dlatego w przypadku matych zbioréw danych
preferowane moga by¢ prostsze modele.

Wielko$¢ zestawu danych wptywa takze na dobdr parametréw procesu
uczenia, takich jak: liczba neuronéw w warstwie ukrytej, liczba epok, metod
optymalizacji czy technik regularyzacji. Wszystkie te czynniki podkre$laja
znaczenie Swiadomego i precyzyjnego doboru architektury oraz parametrow
procesu uczenia sieci neuronowych w zaleznosci od charakterystyki problemu
oraz dostepnych danych. Umiejetne zarzadzanie tymi aspektami pozwala na
tworzenie modeli, ktore nie tylko osiggaja wysoka doktadnosé, ale takze sg
zdolne do efektywnej generalizacji w rzeczywistych warunkach produkcyjnych.
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2. Celizakres pracy

Celem pracy jest zaproponowanie sposobu doboru architektury oraz parametrow
procesu uczenia sztucznych sieci neuronowych, ktére moga by¢ skutecznie zasto-
sowane w doskonaleniu proceséw produkcyjnych. Autorka pracy koncentruje
sie na wykorzystaniu modeli neuronowych w nastepujacych trzech obszarach:
optymalizacji parametréw obrobki skrawaniem, ocenie jako$ci wyrobéw goto-
wych oraz predykcji awarii maszyn. W ramach pracy poddano analizie wybrane
architektury sieci neuronowych, takie jak: perceptrony wielowarstwowe (MLP),
rekurencyjne sieci LSTM oraz konwolucyjne sieci neuronowe (CNN).
Problem badawczy podejmowany w niniejszej pracy dotyczy opracowa-
nia metodyki doboru odpowiednich architektur sieci neuronowych oraz para-
metréw ich uczenia, ktére najlepiej wspieraja poprawe efektywnosci i jako-
$ci proceséw produkcyjnych. Badania koncentrujg sie na trzech konkretnych
przypadkach zastosowania: optymalizacji parametréw obrobki frezowaniem,
ocenie jako$ci wyrobow gotowych w kontekscie probleméw klasyfikacyjnych
oraz regresyjnych, a takze predykcji awarii maszyn, w tym identyfikacji rodzaju
awarii. Istotnym zagadnieniem jest ustalenie, ktore typy sieci neuronowych
oraz jakie parametry procesu uczenia sg najskuteczniejsze w odniesieniu do
specyficznych wyzwan zwigzanych z tymi obszarami produkcyjnymi.
Nowos¢ pracy polega na oryginalnym podej$ciu do doboru architektur
i parametréw uczenia sieci neuronowych w réznych kontekstach produkcyj-
nych, co pozwala na elastyczne i wszechstronne ich zastosowanie w zaleznosci
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od specyfiki problemu, uwarunkowan organizacyjnych oraz dostepnych danych.
W pracy przedstawiono konkretne przyktady zastosowania sieci neuronowych,
takie jak: optymalizacja parametréw obrobki frezowaniem, ocena jakosci wyro-
béw gotowych w problemach klasyfikacyjnych oraz regresyjnych, a takze pre-
dykcja awarii maszyn. Przyktady te stuzyly jako tto dla opracowania metodyki
doboru architektury i parametréw sieci, a nie byly celem samym w sobie. Praca
podkresla, ze w zalezno$ci od charakterystyki zadania - czy to klasyfikacji, pre-
dykcji czy tez dostgpnosci danych - rozne architektury sieci neuronowych moga
okazac sie bardziej odpowiednie, co §wiadczy o ich zdolno$ci do adaptacji w zroz-
nicowanych warunkach produkcyjnych. Przedstawione rozwiazania maja na
celu nie tylko teoretyczne rozwiniecie wiedzy, ale réwniez dostarczaja praktycz-
nych narzedzi, ktére mogg zosta¢ bezposrednio zaimplementowane w przemy-
Sle, co stanowi istotny wktad w rozwoj nowoczesnych technologii wytwarzania
i obszar inzynierii produkcji.

Zakres pracy obejmuje szczegotowe omdwienie zagadnien zwigzanych
z zastosowaniem sztucznych sieci neuronowych w doskonaleniu procesow
produkcyjnych. Praca zostata podzielona na kilka rozdzialéw, z ktérych kazdy
koncentruje si¢ na odrebnym aspekcie omawianej tematyki. Wstep wprowadza
w tematyke pracy. Oméwiono w nim znaczenie doskonalenia proceséw pro-
dukcyjnych wobec wspdtczesnych wyzwan przemystowych oraz roli zaawan-
sowanych technologii, takich jak sztuczne sieci neuronowe, w optymalizacji
i transformacji produkcji. Przedstawiono réwniez cel i zakres pracy.

Rozdziat trzeci poswigcony jest szczegélowemu omoéwieniu teorii sztucz-
nych sieci neuronowych. Rozpoczyna si¢ od historycznego zarysu rozwoju tej
technologii, a nastepnie przedstawia rézne typy architektur sieci neuronowych,
w tym MLP, rekurencyjne sieci LSTM oraz CNN. W rozdziale oméwiono réw-
niez koncepcje transfer learning, czyli wykorzystania wcze$niej wytrenowa-
nych modeli w nowych zadaniach, co znaczaco zwigksza efektywnos¢ i skraca
czas trenowania modeli. Rozdzial obejmuje takze analize kluczowych kwestii
zwigzanych z doborem odpowiedniej architektury sieci neuronowej, a takze
szczegbtowe omowienie aspektdw dotyczacych procesu uczenia, takich jak
wybor funkcji aktywacji, zastosowanie algorytméw optymalizacji oraz metod
oceny jako$ci opracowanych modeli.

W czwartym rozdziale podjeto zagadnienie optymalizacji parametréw obrobki
skrawaniem z wykorzystaniem sztucznych sieci neuronowych. Omdwiono pro-
ces frezowania stopéw magnezu, metodyke badan eksperymentalnych procesu
frezowania oraz wyniki modelowania parametréw chropowatosci powierzchni.
Rozdzial zawiera rowniez szczegbtowa analize optymalizaciji parametréw obrobki



pod katem uzyskania odpowiedniej chropowatosci powierzchni. Dodatkowo zapre-
zentowano wyniki modelowania sktadowej F sity skrawania oraz optymalizacje
parametréw obrdébki z uwzglednieniem ograniczen sitowych wptywajacych na
jakos¢ procesu obrobki.

Piaty rozdzial koncentruje sie na ocenie jako$ci wyrobow gotowych z wyko-
rzystaniem zaawansowanych metod sztucznych sieci neuronowych, obejmujac
szczegbdtowa analize zar6wno problemoéw klasyfikacyjnych, jak i regresyjnych.
Rozdzial ten w szczegélnosci doglebnie analizuje problematyke klasyfikacji wyro-
bow, zwracajac szczegolng uwage na wykrywanie wad w odlewach, co stanowi
istotny element w zapewnieniu wysokiej jakosci produktéw. Zaprezentowano
metode wykrywania wad z zastosowaniem CNN. Ponadto w rozdziale przedsta-
wiono analizg problemoéw zwigzanych z klasyfikacja btedéw ksztattu na liniach
produkcyjnych, co jest istotne dla utrzymania doktadnosci i powtarzalnos$ci
wytwarzanych elementdéw. W rozdziale zawarto réwniez omowienie zastosowa-
nia sieci neuronowych w problemach regresyjnych, z naciskiem na przewidy-
wanie twardo$ci wyrobéw po procesie odpuszczania. Przedstawiono metodyke
tworzenia modeli regresyjnych oraz ich zastosowanie w precyzyjnym przewidy-
waniu wilasciwosci mechanicznych wyrobow. Dodatkowo rozdziat prezentuje
koncepcje implementacji modeli opartych na sieciach neuronowych do wykry-
wania wad w ramach systemoéw kontroli jakosci.

Rozdzial szdsty pracy poswiecony jest predykcji awarii maszyn przy wyko-
rzystaniu zaawansowanych technik sztucznych sieci neuronowych. Rozdziat
rozpoczyna si¢ od omowienia metodyki modelowania predykcji awarii, nastep-
nie zaprezentowano rézne architektury sieci neuronowych, w tym MLP oraz
rekurencyjne sieci neuronowe LSTM. Rozdziat ten zawiera réwniez omowienie
praktycznych aspektow implementacji aplikacji do predykcji awarii maszyn
poprzez zaprojektowanie odpowiedniego interfejsu uzytkownika.

W rozdziale sioddmym skoncentrowano si¢ na opracowaniu szczegdtowej
metodyki, ktéra pozwala na skuteczny dobor zaréwno architektury sieci neu-
ronowych, jak i parametréw procesu ich uczenia. Metodyka ta jest zaprojek-
towana z mysla o zastosowaniu w réznych procesach produkcyjnych w celu
ich doskonalenia, z uwzglednieniem specyfiki analizowanych probleméw czy
dostepnych danych.

W zakonczeniu zawarto podsumowanie wynikow przeprowadzonych
badan oraz wnioski z analizy zastosowania sztucznych sieci neuronowych
w procesach produkcyjnych. Przedstawiono rowniez propozycje dalszych kie-
runkow badan, ktére mogg przyczynicé sie do efektywniejszego wykorzystania
sztucznych sieci neuronowych w przemysle.
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3. Sztuczne sieci neuronowe

Sztuczne sieci neuronowe (ang. artificial neural networks, ANN) stanowia
fundament wspodtczesnych technologii zwigzanych z uczeniem maszynowym
i sztuczng inteligencja. Ich inspiracja siega biologicznych uktadéw nerwowych,
w szczegolnosci ludzkiego mdzgu, co nadaje im unikalne wlasciwosci pozwa-
lajace na przetwarzanie informacji w sposéb zblizony do dziatania ludzkiego
umystu. Aby zrozumie¢ petnie ich mozliwo$ci i zastosowan, warto przyjrzec
sig historii ich rozwoju oraz podstawowym zasadom funkcjonowania.
Poczatki idei sztucznych sieci neuronowych siegaja lat 40. XX wieku,
kiedy to Warren McCulloch i Walter Pitts opublikowali przetomowy artykut na
temat logicznego rachunku idei immanentnych w uktadach nerwowych. Ich
model, znany jako neuron McCullougha-Pittsa, byl pierwszym matematycz-
nym modelem neuronu, ktéry pozwalat na realizacje funkcji logicznych [26].
To otworzyto droge do dalszych badan nad sztucznymi systemami przypomi-
najacymi biologiczne mézgi. Rdwniez w tym okresie, w 1949 roku, Donald
Hebb wprowadzil wazng koncepcje w dziedzinie neuropsychologii, ktéra miata
ogromny wpltyw na rozwdj sztucznych sieci neuronowych. Przedstawit zasade,
ktora jest obecnie znana jako reguta Hebba. Stwierdza ona, Ze ,,neurony, ktére
wspolnie dziataja, taczg sie”. Innymi stowy, jesli dwa neurony sg aktywowane
jednoczes$nie, potaczenie migdzy nimi jest wzmacniane. Ta zasada Hebba stata
sie podstawg dla stworzenia teorii uczenia sie w sieciach neuronowych, ktéra
sugeruje, ze synaptyczne potaczenia miedzy neuronami mogg si¢ wzmacniaé
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poprzez powtarzane wspotdziatanie [27]. Integracja modelu McCullougha-
Pittsa i reguly Hebba stanowila fundament, na ktérym zbudowano wczesne
modele sztucznych sieci neuronowych.

W latach 50. i 60. XX wieku nastapit dalszy rozwdj tej dziedziny, zwtaszcza
dzieki pracom Franka Rosenblatta, ktéry stworzyl perceptron — podstawowy
model sieci neuronowej zdolny do uczenia si¢ na podstawie dostarczonych
danych [28]. Perceptron byt w stanie klasyfikowa¢ dane liniowo separowalne,
co jednak stanowito jego ograniczenie. W tym okresie takze Bernard Widrow
i Marcian Hoff opracowali model ADALINE (ang. adaptive linear neuron),
ktory wykorzystywat algorytm delta do dostosowywania wag w sieci neuro-
nowej [29]. Byt to kolejny krok w kierunku bardziej zaawansowanych modeli
sieci neuronowych.

Prawdziwy przetom nastapit w latach 80. XX wieku wraz z wprowadzeniem
algorytmu propagacji wstecznej przez Geoffreya Hintona, Davida Rumelharta
i Ronalda Williamsa. Algorytm ten umozliwit trenowanie wielowarstwowych
sieci neuronowych, co z kolei pozwolito na rozwigzywanie znacznie bardziej
ztozonych problemoéw [30]. Dzieki temu sztuczne sieci neuronowe zyskaty
na popularnosci i staly si¢ jednym z gtéwnych narzedzi w obszarze uczenia
maszynowego.

W latach 90. rozwdj sieci neuronowych byt cze§ciowo ograniczony przez
problemy zwigzane z mocg obliczeniowa komputerow oraz z trudno$ciami
w trenowaniu glebszych sieci. Niemniej jednak prace nad nowymi architektu-
rami i technikami trenowania byty kontynuowane. W 1998 roku Yann LeCun
i jego wspolpracownicy zaprezentowali CNN, ktore zrewolucjonizowaty ana-
lize obrazow [31].

Na poczatku XXI wieku nastapit kolejny znaczacy przetom, gléwnie dzigki
rozwojowi mocy obliczeniowej oraz dostepnosci duzych zbioréw danych. W 2006
roku Geoffrey Hinton i jego zesp6t stworzyli glebokie sieci neuronowe, ktore
staty sie fundamentem nowoczesnych technologii Al [32]. Ich prace byty kon-
tynuowane przez wielu innych badaczy, co przyczynito si¢ do dynamicznego
rozwoju tej dziedziny.

W 2012 roku Alex Krizhevsky, Ilya Sutskever i Geoffrey Hinton przedstawili
sie¢ AlexNet, ktdra wygrata konkurs ImageNet Large Scale Visual Recognition
Challenge (ILSVRC) z duza przewaga, pokazujac skutecznos$¢ gtebokich sieci
neuronowych w rozpoznawaniu obrazéw [33]. To wydarzenie zapoczatkowato
nowga er¢ w badaniach nad sieciami neuronowymi. Kolejnym waznym osiagnie-
ciem byta praca nad rekurencyjnymi sieciami neuronowymi (RNN) i ich ulepszo-
nymi wersjami, takimi jak long short-term memory (LSTM) oraz gated recurrent



units (GRU). Okazaly sie bardzo skuteczne w przetwarzaniu sekwencji danych,
co znalazlo zastosowanie w analizie tekstu i mowy [34,35].

Sztuczne sieci neuronowe znajduja szerokie zastosowanie w réznych
dziedzinach. W medycynie na przyklad sg wykorzystywane do diagnozowania
chordb na podstawie obrazow medycznych, takich jak zdjecia rentgenowskie
czy skany MRI, zwigkszajac obiektywnos$¢ i doktadno$¢ diagnoz oraz umoz-
liwiajac spersonalizowane plany leczenia [36-38]. W finansach sieci neuro-
nowe s3 stosowane do przewidywania trendéw rynkowych i oceny ryzyka
kredytowego [39]. Technologia ta ponadto jest uzywana w rozpoznawaniu
mowy i przetwarzaniu jezyka naturalnego, co umozliwia tworzenie zaawan-
sowanych asystentéw gtosowych, takich jak Siri czy Alexa [40,41]. Dodatkowo
potaczenie rozpoznawania glosu z innymi funkcjami A, takimi jak wykrywa-
nie i rozpoznawanie twarzy, moze prowadzi¢ do stworzenia bardziej sperso-
nalizowanych i intuicyjnych asystentéw Al. Systemy te s3 w stanie wykony-
wac zadania, takie jak ustawianie przypomnien, wysytanie wiadomosci e-mail
i odtwarzanie muzyki, poprawiajac w ten sposéb interakcje cztowiek-kompu-
ter i zmniejszajac wysitek czlowieka w roznych sektorach [42]. Zastosowanie
zaawansowanych modeli jezykowych, takich jak GPT-3, dodatkowo poprawia
inteligencje i szybko$¢ reakcji tych wirtualnych asystentéw, umozliwiajac im
funkcjonowanie jako wydajne interfejsy czatu, ktére moga rozumie¢ i wyko-
nywac polecenia méwione [43].

W produkcji sztuczne sieci neuronowe moga odgrywac kluczowg role
W monitorowaniu proceséw produkcyjnych oraz optymalizacji linii produkcyj-
nych. Dzigki analizie danych z czujnikéw oraz innych zZrdédet sieci neuronowe
moga identyfikowa¢ anomalie i przewidywac awarie, co pozwala na przepro-
wadzenie prewencyjnych dziatan konserwacyjnych. Na przyktad sieci neuro-
nowe moga by¢ wykorzystywane do monitorowania stanu maszyn i wykrywa-
nia odchylen od normy, co pozwala na wczesne rozpoznawanie potencjalnych
probleméw [44]. Potrafig one miedzy innymi identyfikowac¢ wzorce, przewi-
dywac przyszte zdarzenia, segmentowac dane oraz obrazy, klasyfikowac ele-
menty w zbiorach, wspiera¢ procesy decyzyjne, a takze tworzy¢ reprezentacje
danych [45-47]. W monitorowaniu produkcji sieci neuronowe moga analizo-
wac dane w czasie rzeczywistym, wykrywaé nieprawidlowosci i przewidywacé
przyszte zdarzenia, co umozliwia bardziej efektywne zarzadzanie procesami
produkcyjnymi [48,49].

W sektorze energetycznym sieci neuronowe sa wykorzystywane do pro-
gnozowania zuzycia energii oraz optymalizacji jej dystrybucji. Na przyktad
sieci neuronowe moga analizowac dane historyczne dotyczace zuzycia energii
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oraz przewidywac przyszte potrzeby, co pozwala na bardziej efektywne zarza-
dzanie zasobami energetycznymi [50,51]. W rolnictwie ANN s3 stosowane do
monitorowania rozwoju ro$lin oraz prognozowania plonéw. Dzieki analizie
danych z sensoréw oraz zdje¢ satelitarnych sieci neuronowe mogg identyfi-
kowac¢ choroby roslin oraz przewidywac ich rozwoj, co sprzyja szybkim i sku-
tecznym dzialaniom prewencyjnym [52].

W logistyce sieci neuronowe mogg optymalizowac¢ trasy transportowe
oraz zarzadzanie taricuchem dostaw. Analiza danych dotyczacych ruchu dro-
gowego, warunkow pogodowych oraz innych czynnikéw pozwala na optyma-
lizacje tras i minimalizacje czasu dostaw, co przeklada si¢ na redukcje kosztow
oraz zwiekszenie efektywnos$ci operacyjnej [53-55].

3.1. Sieci neuronowe - inspiracja ludzkim mézgiem

Sztuczne sieci neuronowe czerpig inspiracje z ludzkiego mézgu, ktéry jest nie-
zwykle ztozonym i efektywnym systemem przetwarzania informacji. Mézg
ludzki sktada sie z miliard6w neuron6w, ktore sg potaczone ze sobg za pomoca
synaps. Neurony komunikuja sie poprzez przekazywanie impulséw elektrycz-
nych i chemicznych, co pozwala na przetwarzanie ogromnych iloci informa-
cji w czasie rzeczywistym. Ponizej przedstawiono, jak te biologiczne inspira-
cje przektadaja sie na modele sieci neuronowych, ktore sag wykorzystywane
W uczeniu maszynowym i sztucznej inteligencji (ryc. 3.1).

Ryc. 3.1. Model ludzkiego neuronu

Opracowanie wiasne na podstawie pixabay.com (licencja CCO0)

Neuron, podstawowa jednostka przetwarzania w mozgu, sktada sie z ciata
komorki, dendrytow odbierajacych sygnaty oraz aksonu przekazujacego sygnaty



dalej. Impulsy elektryczne, zwane potencjatami czynnosciowymi, przemiesz-
czajq sie wzdtuz aksonu do synaps, gdzie sg przekazywane do kolejnych neu-
ron6w [56]. Ten proces komunikacji jest kluczowy dla funkcjonowania uktadu
nerwowego, umozliwiajac mézgowi wykonywanie skomplikowanych operacji
poznawczych i motorycznych.

W modelach sztucznych sieci neuronowych neurony sg reprezentowane
przez proste jednostki obliczeniowe, ktore otrzymuja sygnaty wejsciowe, prze-
twarzajq je i generujg sygnaly wyjsciowe. Podstawowy model matematyczny
neuronu sztucznego zostal zaproponowany przez McCullocha i Pittsa [26].
Wykonuje on operacj¢ wazonej sumy swoich wejs¢, do ktorej dodaje wartos¢
progowa, a nastepnie stosuje funkcje aktywacji, aby wygenerowac wyjscie.

Matematyczny model neuronu mozna opisa¢ nastepujaco (ryc. 3.2):

1. Sygnaly wejsciowe (x): Kazdy neuron otrzymuje sygnaly wejsciowe

X;5 Xy ... » X, 0d innych neuronéw lub bezposrednio z otoczenia.

2. Wagi (w): Kazdemu sygnalowi wejsciowemu przypisana jest waga

w,, w,, ..., w,, ktora okresla sit¢ wptywu danego sygnatu na neuron.
3.  Sumowanie (X): Neuron sumuje swoje wazone wej$cia. Sumowanie to

mozna wyrazi¢ wzorem:

2= wixmi+b (3.1)
i=1

gdzie z jest suma wazona, a b jest warto$cig progowa, pewna stata (bias).
Bias b nie musi by¢ indeksowany tak jak wagi w,, poniewaz stanowi dodat-
kowsg statg wartos¢, ktéra przesuwa catg funkcje aktywacji w przestrzeni.
W klasycznym modelu neuronu, ktéry przedstawiono na ryc. 3.2, bias
jest jednolity dla danego neuronu, niezaleznie od liczby jego wejs¢. Bias
petni funkcje przesuniecia progu aktywacji, umozliwiajac neuronowi
lepsze dopasowanie sie do danych wej$ciowych poprzez przesuniecie
funkcji aktywacji w poziomie, co jest niezalezne od wartosci sygnalow
wej$ciowych.

4. Funkcja aktywacji (¢): Suma wazona z jest nastepnie przetwarzana przez
funkcje aktywacji ¢(z), ktora wprowadza nieliniowos$¢ do modelu. Popularne
funkcje aktywacji to m.in. funkcja sigmoidalna, ReLU (ang. rectified linear
unit) i funkcja tangens hiperboliczny (tanh).

5.  Wyjscie (y): Wynik funkcji aktywacji jest sygnatem wyj$ciowym neuronu:
y =9@).
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Ryc. 3.2. Model sztucznego neuronu

Funkcje aktywacji wprowadzajg nieliniowo$¢ do modelu, co pozwala
sieciom neuronowym na rozwiazywanie skomplikowanych problemoéw.
Nieliniowo$¢ jest wazna, poniewaz bez niej, niezaleznie od liczby warstw,
model sieci neuronowej bytby rownowazny jednej warstwie liniowej. Oto kilka
najczesciej uzywanych funkcji aktywacji:

1. Funkcja sigmoidalna

1

= — 3.2
1+e* 3.2)

¢(2)

Funkcja sigmoidalna jest jedng z najstarszych i najbardziej popularnych
funkcji aktywacji, szczegdlnie we wczesnych modelach sieci neuronowych.
Przeksztatca dowolne wej$cie w wartos¢ w przedziale (0 + 1). Jest czesto uzy-
wana w sieciach neuronowych do klasyfikacji binarnej [57]. Jednak ma tendencje
do problemu zanikania gradientu, co utrudnia trenowanie glebokich sieci [58].

2. Funkcja ReLU
#(z) = max(0, 2) (3.3)
Funkcja ReLU (ang. rectified linear unit) jest jedna z najczesciej uzywa-

nych funkcji aktywacji w nowoczesnych sieciach neuronowych, szczegoélnie
w glebokich sieciach konwolucyjnych. Stosuje si¢ ja gtownie w warstwach



ukrytych nowoczesnych sieci neuronowych ze wzgledu na prostote i efektyw-
nos$¢ obliczeniowa, co prowadzi do szybszej konwergencji podczas trenowa-
nia [59]. Jednak ReLU moze prowadzi¢ do problemu ,,umierajacych” neuronéw,
gdzie neurony mogga przestac si¢ aktywowac (dawac wyjscie zero) na zawsze.

3. Funkcja tangens hiperboliczny (tanh)

e?—e*?

z) = tanh(z) = ——— 3.4
8(z) = tanh(z) = S—— (34
Funkcja tangens hiperboliczny jest podobna do funkcji sigmoidalnej, ale
przeksztatca warto$ci wejsciowe w przedziale (-1, 1). Funkcja tanh jest czesto
uzywana w sieciach neuronowych, gdzie wartosci wyjsciowe mogg by¢ zaréwno
dodatnie, jak i ujemne. Jest centralnie symetryczna wokot zera, co moze pro-

wadzi¢ do szybszej konwergencji niz funkcja sigmoidalna [58].

4. Funkcja softmax

#(z;) = tanh(z) = % (3.5)
j

Funkcje softmax czesto uzywa sie w warstwach wyj$ciowych sieci neuro-
nowych do klasyfikacji wieloklasowej. Funkcja softmax przeksztatca wartosci
wejSciowe w przedziale (0, 1) dla kazdej klasy, a suma wszystkich wyj$¢ wynosi
1. Jest uzywana w klasyfikacji wieloklasowej, poniewaz zapewnia prawdopo-
dobienstwa przypisania do poszczegolnych klas [58].

5. Funkcja Leaky ReLU
o(z) = z jesli z>0 (3.6)
az jesliz<0

gdzie a jest malg statg (np. 0,01).

Funkcja Leaky ReLU jest wariantem funkcji ReLU, ktory stara si¢ rozwig-
za¢ problem ,,umierajacych” neuronéw ReLU. Leaky ReLU przeksztatca warto-
Sci wejSciowe w przedziat (-oco0, o). Jest szeroko stosowana w nowoczesnych
sieciach neuronowych, poniewaz przez mata dodatnig wartos¢ dla z < 0, neu-
rony maja mniejsza tendencje do ,,umierania” [60].
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Kazda z tych funkcji ma unikalne wtasciwosci, ktére wpltywaja na efektyw-
nos$¢ uczenia i dziatanie sieci, umozliwiajac im przetwarzanie danych w spo-
sob analogiczny do biologicznych proceséw neuronalnych. Wprowadzenie tych
funkcji jest kluczowe dla glebokiego uczenia, umozliwiajac modelom neuro-
nowym adaptacje i generalizacje w réznych zastosowaniach sztucznej inteli-
gencji. Generalizacja oznacza zdolno$¢ modelu do skutecznego przewidywa-
nia wynikow na nowych, niewidzianych wczes$niej danych testowych. Jest to
kluczowa wlasciwos$¢ modelu, ktdra zalezy od odpowiedniego doboru danych
uczacych, architektury modelu i technik regularyzacji.

3.2. Perceptron wielowarstwowy

W dziedzinie sieci neuronowych istnieje wiele réznych typoéw i architektur, z ktd-
rych kazda ma swoje unikalne cechy i zastosowania. Jednym z najbardziej zna-
nych i szeroko stosowanych typow jest perceptron wielowarstwowy (z ang. multi
layer perceptron, MLP). Koncepcja ta zostata zapoczatkowana przez badaczy,
takich jak Rumelhart i McClelland w 1986 roku i od tego czasu stanowi pod-
stawe wielu systemow uczenia maszynowego i sztucznej inteligencji [30]. Opis tej
architektury mozna znalez¢ w licznych podrecznikach dotyczacych sieci neu-
ronowych, takich jak prace Tadeusiewicza (1993) [61] czy Bishopa (1995) [57].

Perceptron wielowarstwowy sktada si¢ z trzech gtéwnych typéw warstw:
warstwy wejsciowej, jednej lub wiecej warstw ukrytych oraz warstwy wyjscio-
wej. Kazda z tych warstw odgrywa kluczowa role w przetwarzaniu informacji
i generowaniu wynikow.

Warstwa wej$ciowa sklada sie z neurondw, ktore otrzymuja dane wejsciowe.
Liczba neuronow w tej warstwie jest rowna liczbie cech w danych wejsciowych.
Warstwy ukryte znajdujq si¢ pomiedzy warstwa wejSciowa a wyjsciowa. Kazdy
neuron w warstwie ukrytej otrzymuje sygnaty od neuronéw z poprzedniej war-
stwy, przetwarza je i przesyta dalej. Neurony te obliczajg wazong sume swoich
wejs¢, do ktérej dodawana jest warto$¢ progowa (ang. bias). Wynik tej sumy jest
nastepnie przetwarzany przez funkcje aktywacji, ktéra wprowadza nielinio-
wo$¢ do modelu. Liczba neuronéw i warstw ukrytych jest hiperparametrem,
ktéry mozna dostosowywac¢ w zaleznos$ci od ztozonosci problemu. Warstwa
wyjsciowa sktada sie z neurondw, ktére generuja finalne wyniki sieci. Liczba
neurondéw w tej warstwie zalezy od charakteru problemu - w przypadku klasy-
fikacji binarnej bedzie to jeden neuron, zas§ w klasyfikacji wieloklasowej liczba
neuronéw odpowiada liczbie klas [62].



Perceptron wielowarstwowy jest to rodzaj sieci jednokierunkowych, w kto-
rych sygnaly przetwarzane sg tylko w jednym kierunku - od warstwy wejscio-
wej, przez warstwy ukryte, az do warstwy wyj$ciowej. W tych sieciach brak
sprzezenia zwrotnego oznacza, ze sygnaly nie wracajg do poprzednich warstw.
Kazdy neuron w sieci jednokierunkowej przetwarza swoje wejscia za pomocg
funkcji aktywacji, co pozwala na modelowanie nieliniowych zaleznosci. Proces
uczenia najcze$ciej opiera sie na algorytmie propagacji wstecznej, ktéry mini-
malizuje btad pomigdzy przewidywaniami sieci a rzeczywistymi wynikami.

Proces uczenia perceptronu wielowarstwowego przedstawia sie nastepujaco:
1. Inicjalizacja wag

Proces uczenia rozpoczyna sie od losowej inicjalizacji wag potaczeni mie-

dzy neuronami. Ta losowa inicjalizacja jest niezbedna, aby zapewnic¢ rdz-

norodno$¢ poczatkowych $ciezek propagacji sygnaléw i unikng¢ symetrii

w sieci, ktéra mogtaby utrudni¢ proces uczenia.

2. Propagacja w przéod

Dane wejsciowe sg przesylane przez sie¢ neuronowg, warstwa po war-

stwie. Kazdy neuron oblicza swojg wazong sume wej$¢, dodaje warto$¢

biasu, stosuje odpowiednig funkcje aktywacji, a nastepnie przekazuje
wynik do neurondéw w nastepnej warstwie. Proces ten powtarza sie az do
uzyskania wyj$cia w ostatniej warstwie.

3. Obliczanie bledu

W warstwie wyjSciowej wyniki sieci s3 porownywane z rzeczywistymi

warto$ciami docelowymi za pomoca funkcji kosztu (ang. loss function,

funkcja strat), takich jak m.in. funkcja btedu sredniokwadratowego czy
entropii krzyzowej. Funkcja kosztu mierzy r6znice miedzy przewidywa-
niami sieci a rzeczywistymi warto$ciami, co stanowi podstawe do dal-
szych modyfikacji wag.

4. Propagacja wsteczna

Na podstawie obliczonego btedu gradienty funkcji kosztu wzgledem wag sa

obliczane z wykorzystaniem reguly fancuchowej. Gradienty te wskazuja,

jak bardzo kazda waga wptywa na catkowity btad. Proces ten umozliwia
sieci stopniowe dostosowywanie swoich wag, aby minimalizowac btad.
5. Aktualizacja wag

Wagi sg aktualizowane zgodnie z obliczonymi gradientami. Najczesciej

stosowane algorytmy optymalizacji to stochastic gradient descent (SGD)

oraz Adam. Aktualizacje te przesuwaja wagi w kierunku zmniejszenia
funkcji kosztu, co prowadzi do stopniowego ulepszania dziatania sieci.

Aktualizacja wag odbywa si¢ zgodnie z reguta:
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waga = waga - wspotczynnik uczenia X gradient (3.7)

Perceptron wielowarstwowy jest fundamentalng architekturg w obszarze
sieci neuronowych, umozliwiajaca rozwigzywanie skomplikowanych prob-
lemow dzieki swojej zdolnosci do modelowania nieliniowych zaleznosci.
Wprowadzenie warstw ukrytych i odpowiednich funkcji aktywacji pozwala
na efektywne przetwarzanie i analizowanie danych w r6znych zastosowaniach.

Dzieki swojej zdolnosci do modelowania nieliniowych zalezno$ci miedzy
danymi sieci MLP znalazly szerokie zastosowanie w wielu réznorodnych dzie-
dzinach, ktére wymagaja przetwarzania danych o ztozonej strukturze. Jednym
z istotnych obszar6w zastosowan MLP jest analiza danych tabelarycznych oraz
zadania klasyfikacji i regresji. W tych kontekstach MLP pozwala na modelowanie
skomplikowanych relacji miedzy cechami wejsciowymi a wynikami, co czyni je
niezwykle uzytecznym narzedziem w biotechnologii, gdzie s3 wykorzystywane
do klasyfikacji wzorcow oraz regresji funkcji, czerpigc inspiracje z biologicznych
sieci neuronowych. Takie zastosowania podkreslaja fundamentalng role MLP
W rozwoju sztucznej inteligencji oraz ich zdolnos$¢ adaptacji do réznych dziedzin,
takich jak inZynieria, finanse czy medycyna [63]. Kolejnym istotnym obszarem,
w ktorym sieci MLP s3 szeroko stosowane, jest przetwarzanie danych ciaglych,
szczegblnie w zadaniach, takich jak prognozowanie finansowe oraz analiza sze-
regow czasowych. Zdolno$¢ MLP do aproksymacji nieliniowych funkcji umoz-
liwia efektywne modelowanie zalezno$ci miedzy zmiennymi w danych czaso-
wych, co pozwala na skuteczne przewidywanie przyszlych wartosci na podstawie
historycznych obserwacji. Przyktadem tego zastosowania jest prognozowanie
cen akcji, gdzie wykorzystanie MLP przyniosto znaczace korzysci w zakresie
doktadnosci przewidywan w poréwnaniu z tradycyjnymi metodami [64].

W obszarze planowania produkcji MLP okazaty sie réwniez niezwy-
kle skuteczne. Wykorzystujac dane historyczne dotyczace produkcji i sprze-
dazy, sieci MLP sg zdolne do prognozowania przyszilego zapotrzebowania na
surowce, co sprzyja bardziej efektywnemu planowaniu produkcji oraz opty-
malizacji zasobow magazynowych [65]. Zastosowanie MLP w prognozowa-
niu wskaznika produkcji maszyn tnacych w kamieniolomach pozwolito na
znaczne zwigkszenie doktadnosci tych przewidywan, co z kolei umozliwito
optymalizacjg¢ proceséw cigcia kamienia. Efektem bylo bardziej precyzyjne
planowanie i zwiekszenie wydajno$ci pracy maszyn, co bezposrednio prze-
tozylo si¢ na poprawe efektywnosci calego procesu produkcyjnego [66]. MLP
zostaly ponadto zastosowane do przewidywania czasu cyklu na liniach pro-
dukcyjnych, co umozliwito lepsze zarzadzanie czasem i zasobami. Doktadne



prognozy czasu cyklu sg wazne dla utrzymania ptynnos$ci produkcji oraz mini-
malizacji przestojow, co z kolei przektada si¢ na wyzsze zyski oraz lepsza kon-
trole nad procesami produkcyjnymi [67]. W odniesieniu do nowoczesnych
rozwigzan produkcyjnych, zwigzanych z Przemystem 4.0, sieci MLP odegraly
istotng role w opracowaniu hybrydowego systemu wspomagania decyzji, ktory
integruje MLP z systemami eksperckimi w kontroli procesu produkcji gipsu.
Zastosowanie tego systemu przyczynilo sie do precyzyjnej identyfikacji kry-
tycznych punktéw kontrolnych (CCP) w procesie produkcji, co jest niezbedne
dla utrzymania wysokiej jako$ci produktéw oraz zmniejszenia liczby defek-
tow, szczegdlnie w zautomatyzowanych $rodowiskach produkcyjnych [68].
Perceptrony wielowarstwowe moga znalez¢ szerokie zastosowanie w inzy-
nierii produkcji dzigki swojej zdolnosci do modelowania ztozonych i nielinio-
wych zalezno$ci w danych. Mogg by¢ wykorzystywane do optymalizacji pro-
cesow produkcyjnych, gdzie analizujg sygnaly z czujnikéw i dane operacyjne,
aby minimalizowa¢ przestoje i zwigkszac ich efektywno$¢. Dodatkowo MLP
mogg by¢ stosowane do prognozowania popytu na produkty na podstawie ana-
lizy danych historycznych, co jest kluczowe dla efektywnego planowania pro-
dukcji i zarzadzania zapasami. W obszarze zarzadzania utrzymaniem ruchu
sieci neuronowe moga przewidywac awarie maszyn, umozliwiajac proak-
tywne dziatania konserwacyjne i minimalizujac koszty napraw. Dzigki swojej
wszechstronnosci i zdolnosci do przetwarzania zlozonych danych MLP stajg
si¢ nieocenionym narzedziem w nowoczesnych systemach produkcyjnych.

3.3. Rekurencyjne sieci neuronowe LSTM

Sieci long short-term memory (LSTM) stanowia jeden z najbardziej zaawan-
sowanych i wszechstronnych typow rekurencyjnych sieci neuronowych,
zaprojektowanych w celu rozwigzania probleméw zwigzanych z dtugoter-
minowymi zalezno$ciami w danych sekwencyjnych. Tradycyjne rekuren-
cyjne sieci neuronowe (RNN) napotykaja na istotne trudnosci podczas préby
uczenia sie informacji z dtuzszych sekwencji danych, co jest spowodowane
zjawiskiem znanym jako problem zanikajacego gradientu [35,69]. W miare
propagacji bledu wstecz przez czas w procesie uczenia gradienty mogg si¢
zmniejsza¢ do niemal zerowych wartosci lub, w innych przypadkach, eksplo-
dowac, co znaczaco utrudnia proces optymalizacji modelu. To zjawisko pro-
wadzi do sytuacji, w ktorej sieci RNN maja trudnosci z utrzymaniem i wyko-
rzystywaniem informacji, ktére pojawity si¢ w dalszej przesztosci sekwencji.
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W odpowiedzi na te wyzwania Sepp Hochreiter i Jiirgen Schmidhuber
zaproponowali w 1997 roku architekturg LSTM, ktoéra zostala zaprojekto-
wana w celu przezwyciezenia tych ograniczen. Istotnym elementem LSTM jest
jego zdolno$¢ do przechowywania informacji przez dtuzszy czas bez degrada-
cji sygnatu, co czyni go idealnym narzedziem do analizy danych sekwencyj-
nych, takich jak teksty, serie czasowe czy sygnaly. Architektura LSTM sklada
sie z jednostek pamieci (ang. memory cells), ktére sg odpowiedzialne za prze-
chowywanie informacji, oraz trzech rodzajéw bramek: zapominania (ang. for-
get gate), wejsciowej (ang. input gate) i wyjsciowej (ang. output gate) [35,49].

Kazda z tych bramek jest siecig neuronowa, ktora uczy sig, jak manipulo-
wac przeplywem informacji, aby optymalnie przechowywac i wykorzystywac
dane sekwencyjne [70]. Bramki w sieciach LSTM [49,71,72]:

1. Bramkazapominania: Bramka decyduje, ktére informacje z poprzedniego
stanu komorki powinny zosta¢ zapomniane. Dziata poprzez przyjecie bie-
zacego stanu wej$ciowego oraz poprzedniego stanu ukrytego i przetwo-
rzenie ich przez funkcje sigmoidalng, ktoéra zwraca wartosci miedzy 0 a 1.
Te warto$ci okre$laja, ktore informacje sa zachowywane (warto$¢ bliska 1),
a ktére zapominane (warto$¢ bliska 0).

2. Bramka wejsciowa: Decyduje, ktére nowe informacje zostang dodane
do stanu komorki, steruje poziomem aktualizacji stanu komorki. Proces
ten obejmuje dwa kroki. Pierwszy to zastosowanie funkcji sigmoidalnej
do biezacego wejscia i poprzedniego stanu ukrytego, co decyduje, ktdore
wartosci bedg aktualizowane. Drugi krok to stworzenie wektora nowych
wartosci kandydujacych przez funkcje tanh, ktore s nastepnie dodawane
do stanu komorki.

3. Bramka wyjsciowa: Okresla, ktore informacje z aktualnego stanu komorki
zostang uzyte do obliczenia wyjscia. Stan komorki jest przeksztalcany
przez funkcje tanh i mnozony przez wynik bramki wyj$ciowej, co daje
koricowe wyijscie tej komorki LSTM.

Architektura warstwy LSTM przedstawiona zostata na ryc. 3.3. Diagram ten

ilustruje przeptyw danych przez warstwe LSTM z wejsciem x i wyjsciem y,

przy T krokach czasowych. W diagramie h,. oznacza wyjScie (znane réwniez

Jjako stan ukryty), a c;. oznacza stan komorki w kroku czasowym ¢. JeSli war-

stwa LSTM generuje pelng sekwencje wyjs¢, to wynikiem sg wartosciy,, ..., ¥

ktore odpowiadaja h, ..., h,. Natomiast jesli warstwa LSTM zwraca wytacznie

wynik z ostatniego kroku czasowego, to wynikiem jest y., ktore odpowiada h,.

Liczba kanatéw w wyjsciu odpowiada liczbie jednostek ukrytych w warstwie

LSTM [73].



Ryc. 3.3. Architektura warstwy LSTM [73]

Pierwsza operacja w sieci LSTM wykorzystuje poczatkowy stan RNN oraz
pierwszy krok czasowy sekwencji, aby obliczy¢ pierwsze wyjscie oraz zaktuali-
zowany stan komoérki. W kroku czasowym ¢ operacja wykorzystuje biezacy stan
RNN (c,_,, h,_,) oraz kolejny krok czasowy sekwencji, aby obliczy¢ aktualne
wyj$cie oraz zaktualizowany stan komorki ¢, Stan warstwy LSTM sktada si¢
z ukrytego stanu (znanego rowniez jako stan wyj$ciowy) oraz stanu komorki.
Ukryty stan w kroku czasowym ¢ zawiera wyj$cie warstwy LSTM dla tego kroku
czasowego. Stan komorki przechowuje informacje wyuczone z poprzednich
krokéw czasowych. W kazdym kroku czasowym warstwa dodaje lub usuwa
informacje ze stanu komorki. Te aktualizacje sg kontrolowane przez odpo-
wiednie bramki [73].

Dzieki swojej zdolno$ci do utrzymywania dtugoterminowych zaleznos$ci
sieci LSTM znalazly szerokie zastosowanie w wielu r6znorodnych dziedzinach,
ktore wymagaja analizy danych sekwencyjnych. Jednym z obszaréw, w ktorym
LSTM stosuje si¢ na szerokg skale, jest przetwarzanie jezyka naturalnego (NLP).
W tej dziedzinie LSTM umozliwia modelowanie zlozonych zaleznos$ci miedzy
stowami i frazami w tekstach, co jest istotne dla zadan, takich jak thumaczenie
maszynowe, generowanie tekstu czy analiza sentymentu. Przyktadem moze by¢
praca zespotu Sutskevera (2014), w ktdrej wykorzystano LSTM do ttumaczenia
sekwencji tekstu z jednego jezyka na inny, co przyniosto znaczace ulepszenia
w jakosci thumaczen w poréwnaniu z wcze$niejszymi metodami|[74].

Rozpoznawanie mowy to kolejna dziedzina, w ktérej LSTM znalazty szero-
kie zastosowanie. Dzigki zdolno$ci do uchwycenia sekwencyjnej natury mowy
LSTM s3 wykorzystywane w systemach takich jak Siri, Google Assistant czy
Cortana, gdzie modele te uczg si¢ rozpoznawa¢ wzorce w danych mowy i prze-
ksztalcac je na tekst. Graves i wspoétpracownicy (2013) pokazali, jak LSTM moze
by¢ zastosowane do rozpoznawania mowy z wysoka doktadnoscia, dzieki zdol-
nos$ci do uwzglednienia dtugoterminowych zaleznosci w sygnatach mowy [75].
W dziedzinie prognozowania popytu LSTM s3 uzywane do przewidywania
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zapotrzebowania na produkty czy ustugi na podstawie danych historycznych,
co jest istotne dla optymalizacji fancuchow dostaw i zarzgdzania zasobami.
Modele LSTM pozwalaja na uwzglednienie sezonowych wzorcow i trendéw,
co prowadzi do doktadniejszych prognoz.

LSTM znalazty rowniez szerokie zastosowanie w procesach wytwarza-
nia i produkcji, znacznie poprawiajac konserwacje predykcyjna, wykrywa-
nie anomalii, monitorowanie proceséw i harmonogramowanie produkcji.
W konserwacji predykcyjnej sieci LSTM sa wykorzystywane do przewidywa-
nia i diagnozowania awarii komponentéw maszyny poprzez analize danych
czujnikéw, zmniejszajac w ten sposob czas przestojow maszyny, obnizajac
koszty i wydtuzajac cykle jej zycia. Na przyklad hybrydowy model CNN-LSTM
osiggnat wysoka doktadnos$¢ w przewidywaniu awarii jednostek produkcyj-
nych powietrza (APU) [76]. Integracja LSTM z CNN byta réwniez skuteczna
w dynamicznym taczeniu taktycznego planowania produkcji i konserwacji
predykcyjnej, zmniejszajac catkowite koszty produkcji i konserwacji poprzez
doktadne przewidywanie pozostatej zywotnosci systemow [77].

Podsumowujac, sieci LSTM to zaawansowane narzedzie w dziedzinie
uczenia maszynowego, ktore moze odgrywac kluczowg role w inzynierii pro-
dukcji. Dzieki swojej zdolnosci do modelowania dlugoterminowych zaleznosci
w danych sekwencyjnych LSTM znalazly szerokie zastosowanie w konserwa-
cji predykcyjnej, wykrywaniu anomalii, monitorowaniu proceséw oraz opty-
malizacji harmonogramoéw produkcji. Ich innowacyjna architektura, obejmu-
jaca mechanizmy bramek, pozwala na efektywne przetwarzanie informacji,
co przektada si¢ na doktadniejsze prognozy i lepsze zarzadzanie zasobami.
Wprowadzenie LSTM moze znaczgco poprawi¢ efektywno$¢ i niezawodno$¢
proceséw produkcyjnych, czyniac je nieocenionym narzedziem w nowoczes-
nej inzynierii produkcji.

3.4. Konwolucyjne sieci neuronowe

Konwolucyjne sieci neuronowe (z ang. convolutional neural networks, CNN) to
wyspecjalizowana klasa gtebokich sieci neuronowych (DNN), ktére zrewolu-
cjonizowaly pole widzenia komputerowego i przetwarzania obrazu, wykorzy-
stujac operacje matematyczng zwang konwolucja zamiast ogdlnego mnozenia
macierzy w co najmniej jednej z ich warstw [78,79]. CNN sa zaprojektowane
do automatycznego i adaptacyjnego uczenia si¢ przestrzennych hierarchii ele-
mentéw z obrazéw wejsciowych, co czyni je wysoce skutecznymi w zadaniach,



takich jak klasyfikacja obrazow, wykrywanie obiektéw i segmentacja [80,81].
CNN znajduja réwniez zastosowanie w analizie sygnatéw czasowych, takich jak
rozpoznawanie mowy czy analiza sekwencji wideo, dzieki swojej zdolnosci do
wykrywania wzorcow zaréwno w danych przestrzennych, jak i czasowych [82].

CNN s3 inspirowane biologicznym systemem wzrokowym, co polega na
sposobie przetwarzania obrazoéw przez neurony w warstwach wizualnych kory
mozgowej, ktore reaguja na specyficzne cechy wizualne, takie jak krawedzie
czy tekstury. Podobnie w sieciach konwolucyjnych warstwy konwolucyjne
automatycznie uczg sie wykrywac te cechy bez koniecznos$ci recznego wyod-
rebniania cech z danych wejsciowych [83].

Podstawowym elementem CNN jest warstwa konwolucyjna, ktora prze-
ksztalca dane wejSciowe za pomocg filtréw (jader) przesuwajacych sie po catym
obrazie, generujac mapy cech (ang. feature maps). Filtry te automatycznie ucza
si¢ wykrywac rézne cechy, takie jak krawedzie, tekstury czy wzory w procesie
trenowania sieci [84].

Architektura typowej sieci konwolucyjnej sktada si¢ z kilku warstw kon-
wolucyjnych i poolingowych, zakoniczonych jedng warstwg lub kilkoma war-
stwami w petni potaczonymi (ang. fully connected layer). Klasyczny przyktad
takiej architektury to AlexNet. Typowa struktura CNN moze wygladac¢ naste-
pujaco [31,58,59,84]:

1. Warstwa wejsciowa

Warstwa wej$ciowa jest pierwsza warstwg sieci, ktora przyjmuje surowe
dane wejsciowe. Dla obrazéw moze to by¢ macierz pikseli o wymiarach odpo-
wiadajacych wysokosci, szerokosci i liczbie kanaléw (np. RGB). Na tym eta-
pie dane s3g zwykle normalizowane, aby warto$ci pikseli byly w odpowiednim
zakresie (np. [0, 1] lub [-1, 1]), co przyspiesza proces uczenia.

2. Pierwsza warstwa konwolucyjna

Pierwsza warstwa konwolucyjna jest kluczowym elementem CNN. Stosuje
ona kilka filtréw (jader konwolucyjnych) do danych wejsciowych w celu wykry-
wania niskopoziomowych cech, takich jak krawedzie, tekstury, linie czy katy.
Kazdy filtr przesuwa sie po obrazie i oblicza splot, co prowadzi do utworzenia
mapy cech. Kazda mapa cech jest wynikiem dziatania jednego filtra. Filtry sa
zwykle mniejsze niz rozmiar obrazu (np. 3 X 3, 5 X 5), a operacja przesuwania
sie filtra po obrazie nazywana jest krokowaniem.

S(i,j) = (I*K) ('L]) :Zn:zn:[<i+m,j+n> *K(mn) (3.8)
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gdzie:

S(i,j) — warto$¢ w mapie cech w punkcie (i,j);

I - macierz obrazu;

K - macierz filtra;

m, n - indeksy przesuniecia filtra.
3. Warstwa poolingowa

Warstwa poolingowa (ang. pooling layer) redukuje wymiary map cech,
co zmniejsza liczbe parametréw i obliczen w sieci oraz pomaga w zapobiega-
niu przeuczeniu (ang. overfitting). Przeuczenie odnosi si¢ do sytuacji, w ktorej
model zbyt doktadnie odwzorowuje dane uczace, co prowadzi do pogorszenia
wynikow na danych testowych. Jest to szczegdlnie problematyczne w przy-
padku matych zbior6w danych i ztozonych modeli o duzej liczbie parametrow.
Najczesciej stosowane techniki poolingowe to max pooling i average pooling.
Max pooling wybiera maksymalng warto$¢ w kazdym podobszarze (np. 2 X 2)
mapy cech. To pozwala na zachowanie najistotniejszych cech. Average pooling
oblicza $rednia warto$¢ w kazdym podobszarze, co prowadzi do wygtadzenia
wartosci. Operacja poolingowa nie zawiera parametréw do uczenia i jest sto-
sowana gléwnie w celu zmniejszenia rozmiaru reprezentacji oraz wprowadze-
nia pewnej translacyjnej niezmienniczosci.
4. Kolejne warstwy konwolucyjne i poolingowe

Kolejne warstwy konwolucyjne i poolingowe s3 stosowane do wykrywa-
nia coraz bardziej ztozonych i abstrakcyjnych cech na wyzszych poziomach.
Podczas gdy pierwsze warstwy moga wykrywac proste krawedzie i tekstury,
kolejne warstwy sa w stanie rozpoznawac bardziej ztozone struktury, takie jak
ksztatty, wzory, jak réwniez cate obiekty. Zazwyczaj architektura CNN sktada
sie z kilku takich blokéw konwolucyjno-poolingowych, ktére stopniowo redu-
kuja rozmiar przestrzenny danych i zwigkszajg liczbe kanatow cech.
5. Warstwa w pelni polaczona

Warstwa w pelni polaczona (ang. fully connected layer) jest koricowa
czescia sieci, ktora taczy wszystkie neurony z poprzedniej warstwy z kazdym
neuronem w tej warstwie. Warstwy w peini potaczone dziatajg podobnie
jak w tradycyjnych sieciach neuronowych i sa odpowiedzialne za integracje
cech wykrytych przez wcze$niejsze warstwy konwolucyjne oraz dokona-
nie ostatecznej klasyfikacji lub przewidywania. Kazdy neuron w warstwie
w pelni potaczonej oblicza sume wazong swoich wejs¢ i przekazuje jg przez
funkcje aktywacji. Typowa funkcja aktywacji uzywang w tych warstwach
jest ReLU lub, w przypadku warstwy wyj$ciowej, softmax dla klasyfikacji
wieloklasowe;j.



Jak juz wspomniano wcze$niej, klasyczny przyktad takiej architektury to
AlexNet (ryc. 3.4). Sktada si¢ z kilku warstw konwolucyjnych, przeplatanych
warstwami poolingowymi oraz w pelni potaczonymi warstwami [84]. Cala sie¢
zostata zaprojektowana tak, aby przetwarza¢ obrazy o rozmiarze 227 X 227
pikseli, z trzema kanatami kolorow (RGB). Pierwsza warstwa konwolucyjna
zawiera 96 filtrow o rozmiarze 11 X 11, z krokiem 4 pikseli, co pozwala na
wyodrebnienie podstawowych cech obrazu. Po tej warstwie nastepuje funkcja
aktywacji ReLU, ktora przyspiesza proces uczenia i zmniejsza problem zani-
kania gradientu. Nastepnie wprowadzana jest warstwa max pooling, ktéra
zmniejsza rozmiar map cech poprzez wybieranie maksymalnej wartosci z okna
o rozmiarze 3 X 3, przesuwanego o 2 piksele.

Druga warstwa konwolucyjna sktada si¢ z 256 filtréw o rozmiarze 5 X 5
i kroku 1, co pozwala na bardziej zlozone wyodrebnienie cech z obrazdw.
Podobnie jak wcze$niej, warstwa ta jest potaczona z funkcja aktywacji ReLU
i warstwa max pooling, ktéra réwniez zmniejsza rozmiar map cech. Trzecia,
czwarta i pigta warstwa konwolucyjna maja odpowiednio 384, 384 i 256 filtrow
o rozmiarze 3 X 3. Kazda z tych warstw réwniez korzysta z funkcji aktywacji
ReLU. Pigta warstwa konwolucyjna konczy si¢ kolejng warstwa max pooling,
ktéra ponownie zmniejsza rozmiar cech map.

Po warstwach konwolucyjnych nastgpuja trzy w petni potaczone war-
stwy. Pierwsza i druga z nich majg po 4096 neurondw, a ostatnia, trzecia war-
stwa, zawiera 1000 neuronéw, odpowiadajacych liczbie klas w zbiorze danych
ImageNet. Warstwy te réwniez korzystaja z funkcji aktywacji ReLU, a na koncu
trzeciej warstwy stosowana jest funkcja softmax, ktéra przeksztatca wartosci
wyjsciowe w prawdopodobienistwa przypisania do poszczegolnych klas.

Aby zapobiec przetrenowaniu sieci, w AlexNet zastosowano technike
dropout w dwoch pierwszych w petni potaczonych warstwach, gdzie losowo
wylaczane jest 50% neurondéw podczas procesu uczenia. Dodatkowo, w celu
zwiekszenia ogdlnosci modelu, stosowane sg techniki augmentacji danych,
takie jak losowe wycinanie fragmentéw obrazéw oraz odbicie lustrzane.

CNN majg kilka zalet, w tym zdolno$¢ do automatycznego wykrywania
istotnych cech z surowych danych, co eliminuje potrzebe recznego tworzenia
cech. Sa rowniez skalowalne, co pozwala na przetwarzanie obrazéw o réznych
rozdzielczosciach i skali. Charakteryzuja si¢ wysoka wydajnoscia, osiagajac bar-
dzo dobre wyniki w zadaniach zwigzanych z rozpoznawaniem obrazow i wizjg
komputerows. Jednakze CNN maja takze swoje ograniczenia. Trenowanie tych
sieci wymaga duzych zasobdw obliczeniowych, zwtaszcza w przypadku wiek-
szych zbioréw danych. Ponadto, aby osiagna¢ dobra generalizacje, potrzebuja
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one duzej ilo$ci danych uczacych. Sieci o duzej liczbie parametrow mogg by¢
podatne na przeuczenie, co jest szczeg6lnie problematyczne przy niewystar-
czajacej ilosci danych uczacych [85-87].

Ryc. 3.4. Architektura sieci AlexNet

CNN sg stosowane w r6znorodnych dziedzinach ze wzgledu na ich zdol-
nos¢ do przetwarzania i analizy obrazow oraz sygnatow dzwiekowych. W rolni-
ctwie CNN zostaly z powodzeniem wykorzystane do identyfikacji i klasyfikacji
choréb roélin, jak w przypadku badania dotyczacego chordb roslin baweiny,
gdzie osiggnieto doktadnos¢ na poziomie 98,53% [88]. W innym badaniu CNN
byty uzywane do diagnostyki awarii mechanicznych na podstawie sygnatow
dzwigkowych, co pozwolilo na osiggniecie wysokiej doktadno$ci w rozpozna-
waniu usterek [89]. CNN znalazty réwniez zastosowanie w ocenie jakosci plo-
now, gdzie dzigki analizie obrazéw roslin mozliwe byto precyzyjne okreslenie



jakosci produktéw rolnych [90]. Ponadto CNN byly stosowane w produkcji opi-
s6w obrazow, taczac techniki przetwarzania jezyka naturalnego i wizji kom-
puterowej, co zwiekszyto doktadno$¢ generowanych opiséw w miare wzrostu
rozmiaru zbioru danych [91].

CNN odgrywaja w przemysle istotng role w automatyzacji i poprawie pro-
cesow produkcyjnych. Przyktadem moze by¢ wykorzystanie CNN w potaczeniu
z wizja maszynowa do wykrywania wad w kompresorach mechanicznych, co
znacznie poprawilo wydajnos¢ i doktadno$¢ w rozpoznawaniu defektow [92].
CNN znalazty réwniez zastosowanie w monitorowaniu jakosci w produkcji
urzadzen AGD, gdzie umozliwity wykrywanie nietypowych dzwigkéw w pral-
kach z dokladnoscia siggajaca 99,3%, co znacznie usprawnito kontrole jako-
$ci [93]. Ponadto CNN w potaczeniu z glebokimi autoenkoderami byty stoso-
wane do przewidywania pozostatego czasu eksploatacji tozysk tocznych, co
jest wazne dla efektywnego planowania konserwacji w systemach produkcji
mechanicznej [94].

Zastosowanie CNN w przemysle wykazuje ogromny potencjal, szczeg6lnie
w konteks$cie automatyzacji, poprawy efektywnos$ci procesow produkcyjnych
oraz zwigkszenia jakoS$ci i niezawodnosci produktéw. Ich wszechstronnos$¢,
pozwalajaca na precyzyjng analize obrazow i sygnatow, umozliwia ich zasto-
sowanie w diagnostyce, monitorowaniu jako$ci, przewidywaniu wtasciwosci
materialéw oraz ocenie pozostatego czasu eksploatacji urzadzen. Perspektywy
dalszego rozwoju i integracji CNN z innymi nowoczesnymi technologiami,
takimi jak IoT i big data, sugeruja, ze CNN mogg stac¢ sie¢ narzedziem w przy-
sztych innowacjach w przemysle produkcyjnym, znaczaco przyczyniajac si¢
do wzrostu konkurencyjnosci i efektywnosci w sektorze inzynierii produkcji.

3.5. Transfer learning

Transfer learning, jako zaawansowana technika w dziedzinie uczenia maszy-
nowego, odgrywa wazng role w poprawie efektywnosci modeli gltebokiego
uczenia poprzez wykorzystanie wiedzy z jednego zadania lub usprawnieniu
procesu uczenia w innym, powigzanym zadaniu. W tradycyjnym podejsciu do
uczenia maszynowego kazdy model jest uczony od podstaw na nowym zbiorze
danych, co wymaga duzej ilosci danych i mocy obliczeniowej. Transfer lear-
ning zmienia ten paradygmat, poniewaz wykorzystuje wstepnie wytrenowane
modele, aby przyspieszy¢ proces trenowania i poprawi¢ uogolnienie modeli
w nowych zadaniach, co skraca czas uczenia i poprawia generalizacje modelu
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na nowych danych. Technika ta jest szczegdlnie korzystna w scenariuszach,
w ktorych uzyskanych danych jest mato lub ich zdobycie jest kosztowne [95].

Transfer learning stat sie szczegdlnie popularny w zastosowaniach zwia-
zanych z przetwarzaniem obrazow, gdzie modele, takie jak ResNet, Inception
czy DenseNet, wytrenowane na duzych zbiorach danych, takich jak ImageNet,
mogg by¢ tatwo dostosowane do specyficznych zadan, takich jak klasyfikacja
obrazow medycznych, rozpoznawanie obiektéw w obrazach przemystowych
czy analiza danych satelitarnych.

Podstawowg zasadg dzialania transfer learningu jest mozliwo$¢ adap-
tacji wytrenowanego modelu do nowego zadania poprzez modyfikacje jego
ostatnich warstw i ponowne trenowanie, co pozwala na uwzglednienie specy-
fiki nowych danych. W praktyce proces ten polega na wykorzystaniu modelu
uprzednio wytrenowanego na duzym zbiorze danych ogdlnych (np. ImageNet,
ktory zawiera miliony obrazow z tysiecy roznych kategorii) i dostosowaniu go
do specyficznych potrzeb nowego zadania. Przyktadowo model ResNet, ktéry
osiagnat wysoka doktadno$¢ w zadaniach klasyfikacji obrazéw, moze by¢ uzyty
jako baza dla klasyfikatora w dziedzinie medycznej, gdzie dostepnos¢ danych
jest ograniczona [96]. Dzigki temu mozliwe staje si¢ znaczne skrocenie czasu
trenowania modelu oraz zwigekszenie doktadnosci w poréwnaniu z modelami
trenowanymi od podstaw na niewielkich zbiorach danych.

W kontekscie przemystowym transfer learning znajduje zastosowanie w wielu
obszarach, takich jak optymalizacja przeptyw6éw metabolicznych w zmodyfiko-
wanych mikroorganizmach, gdzie pozwala na przewidywanie i optymalizacje
wynikéw w oparciu o uprzednio zebrane dane z podobnych systemdw biologicz-
nych [97]. Innym przyktadem jest wykorzystanie transfer learningu w detekcji
wad w obrazach przemystowych, gdzie wiedza z obszaru analizy obrazéw moze
by¢ przeniesiona do nowych typdéw obrazow, co zwieksza efektywnos$¢ systemow
kontroli jakosci [98]. Transfer learning wykazuje réwniez potencjal w medycynie,
gdzie ograniczona ilo$¢ danych do trenowania jest czesto wyzwaniem. Technika
ta umozliwia wykorzystanie modeli wytrenowanych na duzych zbiorach danych
medycznych do detekgji i klasyfikacji chordb na podstawie obrazéw diagnostycz-
nych, co poprawia jakos$¢ diagnostyki przy mniejszych zasobach danych [99].

Taka elastyczno$¢ transfer learningu w przetwarzaniu obrazéw wynika
z glebokiej reprezentacji cech, ktédrych modele ucza si¢ w procesie trenowa-
nia na ogdlnych zbiorach danych. Te cechy, takie jak krawedzie, tekstury
czy ksztalty, sa na tyle uniwersalne, ze moga by¢ skutecznie przenoszone do
nowych zadan, minimalizujac potrzebe gromadzenia duzych ilosci danych spe-
cyficznych dla nowego zadania. Dzigki temu transfer learning zyskat szeroka



popularno$¢ w rozwigzywaniu problemow, gdzie dostep do duzych, specyficz-
nych zbioréw danych jest ograniczony, ale istnieje potrzeba wysokiej doktad-
nosci i efektywnosci modeli analizy obrazow.

Wykorzystanie transfer learningu w réznych dziedzinach przemystowych
i badawczych podkresla jego wszechstronno$¢ i potencjat do rozwigzywania
ztozonych problemdw, z ktérymi tradycyjne metody uczenia maszynowego
moga sobie nie poradzi¢. Dzieki mozliwosci szybkiej adaptacji do nowych
zadan i zwigkszenia doktadno$ci modeli transfer learning staje si¢ nieodzow-
nym narzedziem w nowoczesnej analityce danych.

3.6. Dobor odpowiedniej architektury sieci neuronowej

Dobdr odpowiedniej architektury sieci neuronowe;j jest kluczowym etapem
w procesie budowy skutecznych modeli uczenia maszynowego. Wybdr archi-
tektury musi by¢ uzalezniony od charakterystyki danych, rodzaju problemu,
a takze dostepnych zasobdéw obliczeniowych, co warunkuje ostateczng efek-
tywnos¢ i wydajnos¢ modelu (ryc. 3.5).

Ryc. 3.5. Czynniki wptywajace na dobér odpowiedniej architektury sieci neuronowej

Dane wejSciowe rdznig sie¢ znacznie pod wzgledem swojej struktury i cha-
rakterystyki, co determinuje wybor specyficznych typoéw sieci neuronowych.
Dla danych tabelarycznych, gdzie kazde wejScie reprezentowane jest przez
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wektor cech, najlepszym wyborem sg sieci jednokierunkowe (ang. feedforward
neural networks, FFNN), w ktorych informacje przeptywaja tylko w jednym kie-
runku - od wejscia do wyjscia. Jednym z najpopularniejszych rodzajow FFNN
jest perceptron wielowarstwowy. MLP, jak juz wspomniano w poprzednich
podrozdzialach, sktada sie z jednej warstwy wejsciowej, jednej warstwy lub
kilku warstw ukrytych oraz jednej warstwy wyj$ciowej, gdzie kazda z warstw
jest w petni potaczona z kolejng. MLP stosuje sie w wielu zastosowaniach,
takich jak klasyfikacja i regresja, poniewaz potrafi modelowac ztozone nie-
liniowe relacje miedzy danymi wej$ciowymi a wyjsciowymi. Te proste sieci
neuronowe, ztoZzone z warstw w petni potaczonych, pozwalaja na efektywne
przetwarzanie danych strukturalnych.

Alternatywnie, w przypadku danych tabelarycznych, warto réwniez roz-
wazy¢ zastosowanie algorytmoéw, takich jak gradient boosting machines (GBM),
ktore moga oferowac lepsza wydajnos$¢ niz tradycyjne sieci neuronowe. GBM
to technika uczenia zespolowego, ktdra taczy wiele stabych modeli (zazwyczaj
drzew decyzyjnych) w jeden silny model. Dziala on poprzez iteracyjne doda-
wanie nowych modeli do zespolu, gdzie kazdy nowy model koryguje bledy
popetnione przez poprzednie. Jest to bardzo skuteczna metoda dla danych
tabelarycznych, szczegélnie w przypadku problemoéw regresji i klasyfikacii.
W literaturze GBM jest uznawany za jeden z najbardziej wydajnych algoryt-
moOw uczenia maszynowego [100].

Dla danych sekwencyjnych, takich jak serie czasowe czy tekst, bardziej
odpowiednie sg rekurencyjne sieci neuronowe (RNN). W przeciwienstwie
do sieci jednokierunkowych RNN maja wewnetrzne stany (pamiec), ktore
pozwalaja im na modelowanie zalezno$ci czasowych. Klasyczne RNN majg
jednak problemy z dtugotrwatymi zaleznos$ciami, co prowadzi do problemu
zanikania gradientu. W literaturze RNN s3 szeroko stosowane w zadaniach
przetwarzania jezyka naturalnego i przewidywania szeregéw czasowych [101].
Zaawansowane warianty RNN to LSTM (ang. long short-term memory) i GRU
(ang. gated recurrent units). LSTM zostat zaprojektowany w celu rozwigza-
nia problemu zanikania gradientu. Wprowadza specjalne jednostki pamieci,
ktore moga dtugotrwale przechowywac informacje, co pozwala na skutecz-
niejsze modelowanie dtugotrwatych zalezno$ci w danych sekwencyjnych.
LSTM znalazly szerokie zastosowanie w takich zadaniach, jak ttumaczenie
maszynowe, rozpoznawanie mowy i generowanie tekstu. Nowoczesne badania
pokazuja, ze modele LSTM w potaczeniu z optymalizatorem Adam sg bardziej
doktadne w przewidywaniu zuzycia energii w inteligentnych sieciach ener-
getycznych, co potwierdzaja nizsze wartosci btedow $redniokwadratowych



i $rednich btedéw absolutnych [35,102]. GRU jest prostszy niz LSTM, ale row-
nie skuteczny, wprowadza mechanizmy bramek, ktére reguluja przeptyw infor-
macji wewnatrz jednostki rekurencyjnej, co umozliwia efektywne uczenie sie
zalezno$ci czasowych. GRU s3 czesto wybierane ze wzgledu na ich prostsza
strukture i poréwnywalng wydajno$¢ do LSTM [103]. Badania pokazuja, ze
GRU osigga najlepsze wyniki w prognozowaniu poziomow glukozy we krwi
w poréwnaniu z modelami RNN i LSTM [104].

W przypadku danych obrazowych najbardziej efektywnymi modelami sa
konwolucyjne sieci neuronowe. Architektury CNN, ktore szczegétowo opisano
w podrozdziale 3.4, dzigki zastosowaniu warstw konwolucyjnych, sg zdolne do
wydobywania ztozonych cech z obrazéw, co jest istotne w zadaniach, takich
jak klasyfikacja obrazow, detekcja obiektow czy segmentacja. Dodatkowo do
generowania nowych obrazéw i poprawy jakosci istniejacych wykorzystuje
sie generative adversarial networks (GAN). To rodzaj sieci neuronowych stoso-
wanych do generowania nowych danych, takich jak obrazy, ktére sg podobne
do danych uczacych. GAN sktadaja si¢ z dwdch sieci: generatora, ktory two-
rzy nowe dane, oraz dyskryminatora, ktory ocenia, czy dane sg prawdziwe
czy wygenerowane. Uczenie GAN polega na rywalizacji tych dwdch sieci, co
prowadzi do generowania coraz bardziej realistycznych danych. GAN znala-
zty zastosowanie w zadaniach, takich jak tworzenie obrazéw i poprawa jako-
$ci obrazow [105].

Rodzaj problemu, ktéry model ma rozwigzaé¢, ma réwniez wptyw na wyboér
architektury sieci neuronowej. W problemach klasyfikacyjnych warstwa wyj-
$ciowa modelu czesto zawiera funkcje aktywacji softmax, ktora przeksztatca
wyijscia sieci w prawdopodobienstwa klas. Dla prostych problemoéw klasyfika-
cyjnych mozna stosowa¢ FFNN, podczas gdy dla bardziej ztozonych problemow
z obrazami lub tekstem lepszym wyborem bedg odpowiednio CNN lub RNN.
W obszarze inzynierii mechanicznej sieci neuronowe sg szeroko stosowane
do réznych zadan klasyfikacyjnych. Przykladowo CNN byty wykorzystywane
do klasyfikacji sygnatur wibracji w maszynach wirujacych, co pozwala na pro-
aktywne monitorowanie stanu i diagnostyke awarii, a tym samym zwieksza
precyzje oceny stanu technicznego [106]. Ponadto CNN zostaly zastosowane
do wykrywania elips w obrazach przemystowych, co umozliwia precyzyjne
pomiary czeéci mechanicznych przypominajacych elipsy w produkcji prze-
mystowej [107].

W problemach regresyjnych, w ktdérych celem jest przewidywanie ciaglych
warto$ci numerycznych, warstwa wyjsciowa modelu zazwyczaj nie posiada
funkcji aktywacji lub uzywa funkcji liniowej. W takich przypadkach proste
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FFNN moga by¢ wystarczajace, podczas gdy CNN lub RNN mogg by¢ uzywane
do bardziej skomplikowanych danych obrazowych lub sekwencyjnych. Na przy-
ktad sieci neuronowe byly waznym elementem w rozwijaniu modeli opartych
na danych do przewidywania wydajnosci odwiertéw na polu naftowym, co
pozwolilo na doktadniejsze prognozowanie wydajnosci ptynéw w trudnych
warunkach morskich [108]. Dodatkowo sieci neuronowe zostaty zastosowane
do prognozowania zuzycia nanokompozytéw stopéw ZA-27 z dodatkiem nano-
czastek Al,O,, co pokazato ich wyzszo$¢ w przewidywaniu zuzycia w porow-
naniu z tradycyjnymi metodami [109].

Skalowalnos$¢ i ztozono$¢ modelu sa kolejnymi istotnymi czynnikami
w wyborze architektury. Dla matych zbiorow danych nalezy unika¢ zbyt zto-
zonych modeli, aby zapobiec przeuczeniu. W takich przypadkach proste FFNN
moga by¢ odpowiednie, a techniki regularyzacji i augmentacji danych moga
dodatkowo poprawi¢ wydajno$¢ modelu. Wynika to z faktu, Ze prostsze modele
s3 mniej podatne na nadmierne dopasowanie i mogg lepiej uogdlnia¢ przy
mniejszej liczbie probek na klase [110]. Natomiast dla duzych zbioréw danych
glebokie sieci neuronowe, ktére moga uchwycic bardziej ztozone wzorce, staja
si¢ korzystniejsze. Modele CNN o wysokiej ztozonosci, takie jak ResNet, LeNet
i AlexNet, wykazaly rewolucyjny sukces w przetwarzaniu duzych zbioréw
danych obrazowych, ale moga nie dziala¢ optymalnie na mniejszych zbio-
rach danych ze wzgledu na problemy z nadmiernym dopasowaniem i niesta-
bilnos$cig [111]. W niektorych przypadkach warto zastosowac architektury
hybrydowe, takie jak potgczenie CNN i RNN dla danych obrazowo-sekwen-
cyjnych. Na przyktad badania wykazaly, ze integracja architektur RNN i CNN
w wykrywaniu atakow typu Denial of Service (DoS) w architekturze mikrou-
stug pozwala osiggna¢ wysokie wskazniki wykrywalno$ci, wynoszace odpo-
wiednio 98,4% i 97,0% [112].

Dostepne zasoby obliczeniowe stanowig istotny czynnik w procesie
wyboru odpowiedniej architektury modelu. W przypadku ograniczonych
zasobow bardziej odpowiednie mogg okazac si¢ 1zejsze modele, takie jak
mniejsze sieci CNN lub uproszczone wersje RNN, ktore oferuja efektyw-
nos$¢ przy nizszym zapotrzebowaniu na moc obliczeniowa. Z kolei optyma-
lizacja kodu oraz wykorzystanie akceleratorow sprzetowych, takich jak GPU
(graphics processing unit, jednostka przetwarzania grafiki) czy TPU (tensor
processing unit, jednostka przetwarzania tensora), moze znaczaco zwiek-
szy¢ szybko$¢ trenowania modeli, szczegdlnie w konteks$cie przetwarzania
duzych zbioréw danych oraz bardziej ztozonych architektur. W sytuacji,
gdy dostepne zasoby obliczeniowe sg znaczne, mozna zastosowac bardziej



skomplikowane architektury, ktore charakteryzuja sie wyzsza skutecznos-
cig w realizacji ztozonych zadan. Niezwykle istotne jest rowniez rozwaze-
nie strategii zarzadzania pamiecig oraz efektywnego przetwarzania danych.
Standardowe podejscia zaktadaja, ze caly zbiér danych uczacych zostaje zata-
dowany do pamieci operacyjnej (RAM) przed rozpoczeciem procesu treno-
wania. Tego rodzaju strategia jest prosta w implementacji i umozliwia szyb-
kie przetwarzanie danych oraz optymalne dostosowanie modelu. Jednakze
w warunkach ograniczonej pamigci zaladowanie pelnego zbioru danych moze
skutkowaé znacznym obcigzeniem systemu, a nawet prowadzi¢ do proble-
moéw z wydajnoscig. W takich przypadkach wazng role odgrywaja techniki
optymalizacji pamieci oraz zarzadzania danymi. Akceleratory sprzetowe,
takie jak GPU i TPU, pozwalaja na rownolegle przetwarzanie wielu opera-
cji matematycznych, co jest szczegolnie istotne przy trenowaniu zlozonych
modeli na duzych zbiorach danych. Dzigki odpowiednim technikom opty-
malizacji i zarzadzania pamiecig mozliwe jest efektywne trenowanie nawet
zaawansowanych architektur, mimo ograniczen zwigzanych z dostepnymi
zasobami obliczeniowymi.

W procesie doboru odpowiedniej architektury sieci neuronowej jedna
z metod stosowanych do analizy wptywu poszczegélnych komponentéw na
wydajno$¢ modelu jest technika ablacyjna. Polega ona na systematycznym
usuwaniu lub modyfikowaniu wybranych elementéw sieci, takich jak war-
stwy, neurony czy potaczenia, a nastgpnie ocenie, jak te zmiany wptywaja na
jakos¢ wynikow modelu. Dzieki temu mozliwe jest zidentyfikowanie kompo-
nentéw kluczowych dla skuteczno$ci modelu oraz tych, ktére moga by¢ mniej
istotne lub zbedne. Technika ablacyjna wspomaga proces optymalizacji ztozo-
nych sieci, umozliwiajac projektantom identyfikacje i ewentualne usuniecie
niepotrzebnych elementdéw, co moze prowadzi¢ do uproszczenia architektury
oraz poprawy efektywnosci obliczeniowej. Jest to metoda, ktéra dostarcza cen-
nych informacji na temat wptywu réznych czesci modelu na jego zdolnos¢ do
generalizacji, co moze by¢ szczegélnie przydatne przy pracy z réznorodnymi
danymi i zadaniami [113].

Wyboér odpowiedniej architektury sieci neuronowej zalezy od specyfiki
danych, rodzaju problemu oraz dostepnych zasobéw. Istotnym elementem jest
dobranie modelu, ktory najlepiej pasuje do charakterystyki zadania, co czgsto
wymaga eksperymentowania z r6znymi architekturami i ich konfiguracjami.
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3.7. Kluczowe aspekty podczas uczenia sieci neuronowych

Podczas uczenia sieci neuronowych wazne jest, aby zwréci¢ uwage na kilka klu-
czowych aspektéw, ktére moga wptywac na skuteczno$¢ i wydajno$¢é modelu
(ryc. 3.6).

Ryc. 3.6. Kluczowe aspekty podczas uczenia sieci neuronowych

Te aspekty moga sie rézni¢ w zaleznosci od tego, czy pracujemy z danymi
regresyjnymi czy klasyfikacyjnymi. Te drugie dotycza problemdéw, w ktérych
celem jest przypisanie danych wejsciowych do jednej z kilku dyskretnych kate-
gorii lub klas. Dane regresyjne odnosza si¢ do problemow, w ktorych celem
jest przewidywanie ciaglych wartosci liczbowych.

Przygotowanie danych wejsciowych jest rowniez waznym etapem w pro-
cesie uczenia sieci neuronowych. Dane wejsciowe powinny by¢ odpowiednio
przetworzone i znormalizowane, aby unikna¢ probleméw z gradientami oraz
przyspieszyc¢ proces uczenia. Normalizacja danych polega na skalowaniu war-
tosci do okreslonego zakresu, co pozwala na bardziej efektywne przetwarzanie
danych przez sie¢ neuronows. Typowe metody normalizacji obejmuja skalowa-
nie do zakresu [0, 1] lub [-1, 1]. W przypadku danych obrazowych skalowanie
pikseli do zakresu [0, 1] jest standardowa praktyka, ktora stabilizuje proces
uczenia sie i pomaga unikna¢ probleméw z gradientami, takich jak ich zani-
kanie lub eksplozja [114].



Kolejnym waznym aspektem jest inicjalizacja wag, ktora jest istotna dla
efektywnego uczenia sieci neuronowe;j. Proces ten rozpoczyna si¢ od loso-
wej inicjalizacji wag, co jest konieczne do przerwania symetrii miedzy neu-
ronami i umozliwia efektywne uczenie. Odpowiednia inicjalizacja wag jest
niezwykle istotna, poniewaz zbyt mate lub zbyt duze wartosci moga prowa-
dzi¢ do probleméw z gradientami, takich jak zanikajacy lub eksplodujacy
gradient. Wagi w sieci neuronowej pelnig role parametrow, ktore decyduja
o tym, jak silnie poszczegolne wej$cia wptywaja na wyjs$cie neuronu. Proces
uczenia polega na optymalizacji tych wag, aby sie¢ neuronowa mogla jak
najdoktadniej przewidywa¢ wyniki dla nowych danych. Poczatkowo wagi
sg zazwyczaj inicjalizowane losowo lub przy uzyciu bardziej zaawansowa-
nych metod, takich jak inicjalizacja He [115] czy Xavier[116], ktére pomagaja
w szybszym i bardziej stabilnym uczeniu sieci. Nastepnie wagi sa modyfiko-
wane podczas procesu trenowania, ktory obejmuje wiele iteracji propagacji
w przod i wstecz [117].

Wybdr funkcji aktywacji ma istotne znaczenie dla skutecznosci sieci neu-
ronowej, a jej rola moze sie r6zni¢ w zalezno$ci od tego, czy model jest sto-
sowany do klasyfikacji czy do regresji. W modelach klasyfikacyjnych funkcje
aktywacji maja na celu przeksztatcenie wyj$¢ neuronéw do postaci prawdopo-
dobienstw klas. Najczesciej stosowane funkcje aktywacji w kontekscie klasy-
fikacji to sigmoidalna, tanh oraz softmax. W modelach regresyjnych maja one
na celu generowanie ciaglych warto$ci numerycznych. W przypadku regresji
najczesciej stosowanymi funkcjami aktywacji sg ReLU oraz funkcja liniowa.
Funkcja liniowa, okres$lona wzorem ¢(z) = z, jest jedng z najprostszych funk-
cji aktywacji. Warto$¢ wyjSciowa réwna sie¢ wartosci wejsciowej, co oznacza,
ze nie wprowadza nieliniowosci do modelu. Czgsto uzywa si¢ jej w warstwach
wyjsciowych modeli regresji, gdzie model musi przewidzie¢ rzeczywiste war-
tosci. Chociaz nie jest odpowiednia dla warstw ukrytych w glebokich sieciach
neuronowych, poniewaz nie wprowadza nieliniowosci, jest przydatna w okre-
Slonych przypadkach, takich jak zadania regresyjne, gdzie liniowe zaleznos$ci
miedzy wejsciami a wyjsciami sa pozadane.

Funkcja kosztu, znana rdwniez jako funkcja strat (ang. loss function), jest
podstawowym elementem w procesie uczenia maszynowego, ktory mierzy, jak
dobrze model przewiduje pozadane wyniki. Stanowi miare¢ réznicy migdzy war-
tosciami przewidywanymi przez model a rzeczywistymi etykietami (danymi
wyjéciowymi). Gléwnym celem funkcji kosztu jest dostarczenie modelowi
informacji zwrotnej, ktora wykorzystuje sie do dostosowywania wag sieci neu-
ronowej w celu minimalizacji tej r6znicy. Proces ten, nazywany optymalizacja,
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pozwala na stopniowe poprawianie doktadno$ci modelu poprzez iteracyjne
zmniejszanie warto$ci funkcji kosztu. Powinna by¢ dobrana odpowiednio do
rodzaju problemu. Dla problemdéw regresyjnych typowa funkcija kosztu jest
btad sredniokwadratowy (MSE), podczas gdy dla probleméw klasyfikacyjnych
uzywa sie zazwyczaj funkcji entropii krzyzowej [118].

Optymalizacja jest wazna w procesie uczenia sieci neuronowych, w ktérym
algorytmy, takie jak gradient descent, Adam, AdaGrad, RMSProp, Levenberga-
Marquardta, regularyzacja Bayesowska oraz gradient skalowany sprzezony
sg uzywane do aktualizacji wag na podstawie obliczonych gradientow, w celu
minimalizacji funkcji kosztu. Wybor odpowiedniego algorytmu zalezy od spe-
cyfiki problemu oraz dostepnych zasobow obliczeniowych. Proces ten jest ite-
racyjny i polega na zastosowaniu algorytmow optymalizacyjnych, ktére obli-
czaja gradienty funkcji kosztu wzgledem wag sieci, a nastepnie modyfikuja te
wagi w taki sposob, aby zmniejszy¢ wartos¢ funkcji kosztu. Gtéwne algorytmy
optymalizacyjne réznig sie tym, jak adaptuja sie do zmian gradientéw, co bez-
posrednio wplywa na szybko$¢ i stabilnos¢ procesu uczenia [119].

Wybor odpowiedniej techniki regularyzacji jest réwniez istotny dla uzy-
skania modelu o dobrej zdolnosci generalizacji. W praktyce czesto stosuje si¢
kombinacje réznych metod regularyzacji. Celem regularyzacji jest poprawa
zdolno$ci modelu do generalizacji, czyli jego umiejetnosci przewidywania na
nowych, niewidzianych wcze$niej danych. Regularyzacja pomaga zapobiegac
przeuczeniu, ktére ma miejsce, gdy model uczy si¢ zbyt szczegétowo wzor-
cOw ze zbioru uczacego, co prowadzi do stabej wydajno$ci na danych testo-
wych. Na przykiad mozna zastosowa¢ L2 regularyzacje, aby utrzymac mate
wagi, oraz dropout, aby zapewni¢, ze model nie stanie sie zbyt zalezny od okre-
Slonych neuron6éw. Gong (2009) wskazuje na istotno$¢ technik regularyzacji
w poprawie wydajnosci modeli sieci neuronowych. Zastosowanie takich tech-
nik pomaga w tworzeniu modeli, ktdre sg bardziej odporne na szum i lepiej
radza sobie z nowymi danymi, co jest wazne w praktycznych zastosowaniach
uczenia maszynowego [120].

Dobdr odpowiedniej architektury sieci neuronowej, przygotowanie danych,
inicjalizacja wag, wybdr funkcji aktywacji, optymalizacja oraz regularyzacja to
kluczowe aspekty, ktore tgcznie wptywaja na efektywnos¢ i wydajnos¢ modeli
sieci neuronowych, a ich odpowiednie zastosowanie pozwala na osiggniecie
lepszych wynikow w réznorodnych zadaniach.



3.7.1. Metody optymalizacyjne w sieciach neuronowych

W procesie uczenia sztucznych sieci neuronowych istotng role odgrywaja
metody optymalizacyjne, ktére odpowiadaja za efektywng aktualizacje wag
modelu w celu minimalizacji funkcji kosztu. Dobdr odpowiedniego algorytmu
optymalizacyjnego ma znaczacy wplyw na szybkos$¢ uczenia, stabilnos$¢ pro-
cesu oraz ostateczng jako$¢ wytrenowanego modelu. W literaturze mozna spot-
ka¢ r6zne metody optymalizacyjne. Wérdd najczesciej stosowanych w sieciach
neuronowych znajduja sie: gradient descent (GD), adaptive moment estimation
(Adam), adaptive gradient algorithm (AdaGrad), root mean square propagation
(RMSProp), Levenberga—-Marquardta (LM), regularyzacja Bayesowska (BR)
oraz gradient skalowany sprzezony (SCG). Kazdy z tych algorytméw charak-
teryzuje sie odmiennym podejsciem do adaptacji wag, co czyni je bardziej lub
mniej odpowiednimi do okreslonych typéw problemoéw i danych.

Gradient descent (GD) jest jedna z najbardziej fundamentalnych metod
optymalizacyjnych stosowanych w uczeniu maszynowym, w tym w treno-
waniu sztucznych sieci neuronowych. Jego gléwnym celem jest minimaliza-
cja funkcji kosztu, ktéra mierzy, jak dobrze model dopasowuje si¢ do danych
uczacych. W procesie optymalizacji GD iteracyjnie aktualizuje wagi modelu,
przesuwajac je w kierunku przeciwnym do gradientu funkcji kosztu wzgledem
tych wag. W standardowej wersji gradient descent gradienty s3 obliczane na
podstawie catego zbioru danych uczacych. Oznacza to, ze przed kazda aktua-
lizacjag wag modelu algorytm przetwarza wszystkie probki w zbiorze uczacym,
co zapewnia doktadne obliczenie gradientu, ale moze by¢ bardzo kosztowne
obliczeniowo, zwtaszcza przy duzych zbiorach danych. W takich przypadkach
kazda iteracja moze by¢ czasochtonna, co spowalnia proces uczenia [121].

Adam jest zaawansowanym algorytmem optymalizacyjnym, ktéry taczy
zalety dwoch innych metod: AdaGrad i RMSProp. Adam Sledzi $rednie pierw-
szego momentu ($rednia gradientow) oraz drugiego momentu (kwadrat gra-
dientéw) w celu dynamicznego dostosowywania wspoétczynnika uczenia sie
dla kazdej wagi [122]. Automatycznie dostosowuje wspotczynniki uczenia
si¢ na podstawie historycznych gradientéw, co pozwala na szybsze i bardziej
stabilne zbieznosci, oraz wykorzystuje technike momentum, ktéra pomaga
w tagodzeniu oscylacji gradientdéw, co prowadzi do bardziej stabilnych i szyb-
szych aktualizacji wag.

AdaGrad jest metodg optymalizacyjna, ktora dostosowuje wspotczynniki
uczenia sie dla kazdej wagi na podstawie sumy kwadratéw gradientéw, jakie waga
napotkata w czasie uczenia modelu [123]. Zmniejsza wspdtczynniki uczenia
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sie dla czesto aktualizowanych wag i zwigksza je dla rzadziej aktualizowanych,
co jest korzystne dla rzadkich danych. AdaGrad jest szczegdlnie efektywny dla
rzadkich i gestych danych, ale jego gléwng wadg jest to, ze wspdtczynniki uczenia
si¢ mogg stac si¢ bardzo mate, co prowadzi do powolnej zbieznosci.

RMSProp, podobnie jak AdaGrad, dostosowuje wspotczynniki uczenia sie
dla kazdej wagi, ale robi to w sposob, ktéry zapobiega problemowi zbyt matych
wspotczynnikow uczenia sie. Wykorzystuje eksponencjalnie wazong $rednig kwa-
dratéw gradientow, co pozwala na stabilniejsze i szybsze uczenie si¢ w poréwna-
niu z AdaGrad. RMSProp utrzymuje wspotczynniki uczenia si¢ na bardziej statym
poziomie, co zapobiega problemowi powolnej zbieznosci [124].

Levenberg-Marquardt (LM) to czesto najszybsza metoda optymalizacyjna
dla matych i §rednich probleméw. Algorytm ten okazuje si¢ szczegdlnie efek-
tywny w przypadkach, gdy sie¢ neuronowa jest stosunkowo niewielka i nie
wymaga ekstremalnie duzych zasobéw pamieciowych [125]. Algorytm LM
jestiteracyjng metoda optymalizacji, Iaczaca cechy metody gradientu prostego
i metody Newtona. Czgsto stosuje sie go w trenowaniu sieci neuronowych ze
wzgledu na swoje szybkie tempo zbieznos$ci. Algorytm LM aktualizuje para-
metry sieci neuronowej wedlug wzoru:

wisr = we — [T (w) + pud| T e(uw) (39)

gdzie:

wy, — wektor wag w iteracji k;

J(wy) — macierz Jacobiego funkcji btedu w iteracji k;

1 — parametr regularyzacji;

I - macierz jednostkowa;

e(wy)- wektor btedow w iteracji k.

Macierz Jacobiego J zawiera pierwsze pochodne funkcji btedu wzgledem
wag, co pozwala na przyblizenie drugich pochodnych, jak w metodzie Newtona,
ale z dodatkowym parametrem regularyzacji, ktéry kontroluje kroki aktualiza-
cji. Algorytm ten jest znany ze swojej efektywnos$ci w zastosowaniach, takich
jak inwersja kinematyczna dla robotow [126].

Regularyzacja Bayesowska (BR) wprowadza regularyzacje poprzez zasto-
sowanie metod bayesowskich, majac na celu unikniecie przeuczenia poprzez
dodanie do funkcji celu cztonu regularyzacyjnego penalizujacego duze wartosci
wag. Funkcja kosztu w regularyzacji Bayesowskiej sktada si¢ z dwdch cztonow:



E(w) = ED(w) + )\Ew(’w) (3.10)

gdzie:

Ep(w) - funkcja btedu (np. suma kwadratéw btedow);

Eyw (w)- czlon regularyzacyjny (np. suma kwadratow wag);

A - wspotczynnik regularyzacji, ktéry kontroluje wplyw regularyzacji na
funkcje kosztu.

Celem jest maksymalizacja a posteriori (MAP) rozktadu prawdopodobien-
stwa wag. MAP rozktadu prawdopodobienstwa wag to metoda wnioskowania
statystycznego, ktora taczy informacje z danych (obserwacji) z wcze$niejsza
wiedza o rozkladzie prawdopodobienistwa wag (ang. prior). Formuta Bayesa
jest podstawa do obliczenia rozktadu a posteriori:

(D|w)P(w)

Pw|D) = £ D) (3.11)

gdzie:
P(w|D) -rozktad a posteriori, czyli rozktad prawdopodobienstwa
wag w po uwzglednieniu danych D;
P(D|w) - rozktad prawdopodobienstwa danych D przy zadanych wagach w;
P(w) - a priori rozktad prawdopodobienistwa wag, czyli wczesniejsza wie-
dza o wagach przed uwzglednieniem danych;
P(D) - rozktad prawdopodobienistwa danych, ktory jest normalizatorem
(niezaleznym od wag).
Celem MAP jest znalezienie wartosci wag w, ktore maksymalizujg rozktad
a posteriori P(w| D). W praktyce oznacza to znalezienie takich wag, ktore sg
najbardziej prawdopodobne przy uwzglednieniu zaréwno danych, jak i wczes-
niejszej wiedzy o wagach. Proces ten polega na maksymalizacji wyrazenia:

P(w|D) «x P(D|w)P(w) (3.12)

gdzie: oznaczenia jak powyze;j.

Poniewaz P(D) jest stalg niezalezng od wag, mozna ja poming¢ w mak-
symalizacji. Dlatego proces MAP sprowadza si¢ do maksymalizacji iloczynu
P(D|w)P(w). MAP uwzglednia oba te elementy: zar6wno dopasowanie
modelu do danych, jak i wcze$niejsza wiedze o tym, jak wagi powinny sie
rozktadaé. Maksymalizujac P(w|D), MAP znajduje taki zestaw wag, ktory
jest najbardziej prawdopodobny, jesli uwzgledni sie oba te Zrédta informacji.
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Regularyzacja Bayesowska prowadzi do lepszej ogdlnej wydajnosci oraz
mniejszej podatnosci na przeuczenie w miare wzrostu rozmiaru sieci, co wyka-
zano w badaniach symulacyjnych [127].

Algorytm gradientu skalowanego sprzezonego (SCG) jest wariantem metody
gradientu sprzezonego, zoptymalizowanym do zastosowan w sieciach neuro-
nowych. SCG poprawia wydajno$¢ i stabilno$¢ poprzez wprowadzenie skalo-
wania w kierunku poszukiwania. Algorytm SCG iteracyjnie aktualizuje wagi
wedtug wzoru:

Wiy 1 = W + apdg (3.13)

gdzie:

aj, — optymalny krok w kierunku d;

dy, - kierunek poszukiwania w iteracji k.

Kierunek poszukiwania dj, jest aktualizowany na podstawie gradientu
funkcji celu oraz poprzednich kierunkéw poszukiwania:

dry1 = —Gpi1 + Brdy, (3.14)

gdzie:

gr+1 — gradient funkcji celu w iteracji k+1;

Br — wspotczynnik okreslajacy, jak wiele z poprzedniego kierunku jest

zachowane.

Algorytm SCG znany jest ze swojej skutecznosci w zastosowaniach takich
jak przetwarzanie sygnatow sonarowych [128].

Wyboér odpowiedniej metody optymalizacyjnej jest niezbedny do skutecz-
nego trenowania sztucznych sieci neuronowych, a kazda z przedstawionych
metod ma swoje unikalne zalety i ograniczenia. GD jest podstawowa technika,
ktéra mimo swojej prostoty, moze by¢ nieefektywna przy duzych zbiorach
danych. Adam, taczac cechy AdaGrad i RMSProp, oferuje dynamiczne dosto-
sowywanie wspolczynnikow uczenia, co umozliwia szybsza i bardziej stabilng
zbieznos$¢. AdaGrad i RMSProp dostosowuja wspoétczynniki uczenia dla kazdej
wagi, ale r6znig sie podejsciem do utrzymywania stabilno$ci procesu uczenia.
LM jest niezwykle efektywny dla matych i Srednich sieci, szczegolnie gdy prio-
rytetem ma by¢ szybkie zbieganie do minimum funkcji kosztu. BR wprowadza
regularyzacje, aby zapobiegac przeuczeniu, natomiast SCG optymalizuje pro-
ces uczenia przez wprowadzenie skalowania w kierunku poszukiwania. Kazdy
z tych algorytméw mozna dostosowac¢ do specyficznych warunkéw i potrzeb



danego projektu, co podkresla ich wszechstronno$¢ w kontekscie réznorod-
nych zastosowan sieci neuronowych.

3.7.2. Techniki regularyzacji w sieciach neuronowych

Regularyzacja jest waznym elementem w procesie trenowania modeli uczenia
maszynowego, ktory ma na celu poprawe zdolno$ci modelu do generalizacji
na nowych, nieznanych danych. W przypadku sieci neuronowych i innych
modeli predykcyjnych regularyzacja pomaga zapobiega¢ przeuczeniu, ktére
moze prowadzi¢ do nadmiernego dopasowania modelu do danych uczacych,
a w konsekwencji do niskiej wydajnosci na zbiorach testowych.
Wsréd technik regularyzacji mozna wyrézni¢ m.in. nastgpujace:
1. Regularyzacja L2

J(w) = Jo(w) + Azn:wg (3.15)
j=1

gdzie:

Jo(w) - oryginalna funkcja kosztu;

w — wagi modelu;

A — wspotczynnik regularyzacji.

Regularyzacja L2, znana rowniez jako Ridge Regression, wprowadza
dodatkowy czlon do funkcji kosztu, proporcjonalny do sumy kwadratow wag
modelu. Dodanie tego cztonu powoduje, Ze model jest karany za duzg wartos¢
wag, co prowadzi do zmniejszenia ich warto$ci. Regularyzacja L2 sprawdza sie
szczegOlnie w przypadku problemoéw z wieloma cechami, poniewaz pomaga
w utrzymaniu matych wag i zmniejsza ryzyko przeuczenia modelu. W efekcie
model staje sie bardziej odporny na szum w danych [129].

2. Regularyzacja L1

J(w) = Jo(w) +A§n:|wjy (3.16)
j=1

Regularyzacja L1, znana réwniez jako Lasso Regression, dodaje do funkcji
kosztu kare proporcjonalng do sumy warto$ci bezwzglednych wag modelu. W prze-
ciwienstwie do regularyzacji L2, regularyzacja L1 ma tendencj¢ do prowadzenia do
rzadkosci modelu, co oznacza, ze niektdre wagi mogg stac sie doktadnie zerowe. To
sprawia, ze L1 staje sie szczego6lnie uzyteczna, gdy celem jest selekcja cech [130].
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3. Dropout

Dropout jest technikg regularyzacji specyficzng dla sieci neuronowych.
Polega na losowym ,,wylaczaniu” (czyli ustawianiu na zero) pewnego pro-
centu neuron6w w warstwie podczas uczenia. Przykladowo, dla danej war-
stwy neuronowej co epoke losowy podzbior neurondw jest ,wytaczany” i nie
bierze udziatu w przetwarzaniu danych. W czasie testowania wszystkie neu-
rony sg aktywne, ale ich wagi przeskalowane w celu kompensacji dropoutu
podczas uczenia. Dropout zmusza sie¢ do bardziej niezaleznej pracy neuro-
now i zapobiega przeuczeniu poprzez redukcje nadmiernego dopasowania sie
do danych uczacych [131].

4. Wczesnego zatrzymania

Technika wczesnego zatrzymania (ang. early stopping) polega na moni-
torowaniu wydajnosci modelu na zbiorze walidacyjnym podczas uczenia
i przerwaniu uczenia, gdy wydajnos$¢ na zbiorze walidacyjnym przestaje si¢
poprawiac.

Typowy algorytm wczesnego zatrzymania obejmuje:
= rozdzielenie danych na zbior uczacy i walidacyjny;
= uczenie modelu na zbiorze uczacych oraz monitorowanie wydajnosci na

zbiorze walidacyjnym;
= zatrzymanie uczenia modelu, gdy wydajnos$¢ na zbiorze walidacyjnym

przestaje sie poprawiac przez okreslona liczbe epok (np. 6).

Technika wczesnego zatrzymania jest prostg i efektywng metoda, ktéra
zapobiega nadmiernemu dostosowywaniu modelu do danych uczacych, zapew-
niajac lepsza generalizacje na nowych danych [132,133].

Kazda z powyzej omdéwionych technik wprowadza dodatkowe mechani-
zmy do procesu trenowania modelu, ktére pomagaja w kontrolowaniu ztozo-
nosci modelu oraz w poprawie jego zdolnosci do przewidywania na podstawie
nowych danych. Ich zastosowanie w praktyce pozwala na budowanie bardziej
niezawodnych modeli, ktore potrafig skutecznie przewidywac¢ wyniki na pod-
stawie nowych, nieznanych danych, co jest kluczowe dla sukcesu w zastoso-
waniach sieci neuronowych.

3.8. Wskazniki oceny jakosci sieci neuronowych

Wskazniki oceny jakosci sieci neuronowych odgrywaja istotng role w analizie
i interpretacji wynikow uzyskiwanych przez modele uczenia maszynowego.
Ich wybor oraz interpretacja zaleza od rodzaju problemu, ktéry jest poddawany



analizie - czy dotyczy problemu klasyfikacyjnego, czy regresyjnego. Kazdy typ
problemu wymaga r6znych miar jakosci, ktére pomagaja w ocenie skutecz-
nosci modelu.

Dla probleméw regresyjnych, w ktérych przewidywane sg wartosci ciaggle,
stosuje sie inne wskazniki oceny niz dla probleméw klasyfikacyjnych. Jednym
z podstawowych wskaznikéw dla probleméw regresyjnych jest btad §redniokwa-
dratowy (ang. mean squared error, MSE), ktory mierzy $rednig warto§¢ kwadra-
tow roznic miedzy wartoSciami przewidywanymi a rzeczywistymi. Kolejnym
wskaznikiem jest pierwiastek z btedu §redniokwadratowego (ang. root mean
squared error, RMSE), bedacy pierwiastkiem kwadratowym z MSE, ktdry zapew-
nia intuicyjng interpretacje btedu w tych samych jednostkach, co dane wyjsciowe.
Sredni btad bezwzgledny (ang. mean absolute error, MAE) oblicza $rednig war-
to$¢ bezwzglednych réznic miedzy warto$ciami przewidywanymi a rzeczywi-
stymi, co jest mniej wrazliwe na ekstremalne btedy. Wskaznik R (wspotczynnik
korelacji) mierzy, jaka cze$¢ zmiennosci w danych jest wyjasniona przez model,
co pozwala na ocene ogélnego dopasowania modelu do danych.

Dodatkowo istnieja bardziej specyficzne wskazniki, takie jak wzgledny
btad informacji (ang. relative information error, RIE) oraz $redni bezwzgledny
btad procentowy (ang. mean absolute percentage error, MAPE). RIE jest miarg
wzgledna, ktora ocenia jako$¢ modelu wzgledem prostego modelu bazowego,
podczas gdy MAPE mierzy $redni biad jako procent wartosci rzeczywistej, co jest
szczegllnie przydatne w kontek$cie danych, gdzie wartosci maja rozne skale.

Problemy klasyfikacyjne dotycza przypisania probek do jednej z wielu
klas. W takich przypadkach istotne jest okreslenie, jak doktadnie model prze-
widuje klasy dla nowych danych. Doktadno$¢ jest jednym z podstawowych
wskaznikéw oceny, definiowanym jako procent poprawnych klasyfikacji spo-
$rod wszystkich prob. Jest on szczegdlnie uzyteczny, gdy klasy sa zbalansowane
i nie ma jednej klasy dominujacej. Macierz pomytek to tabela, ktora przedstawia
liczbe prawdziwie pozytywnych, fatszywie pozytywnych, prawdziwie negatyw-
nych i falszywie negatywnych klasyfikacji, co pomaga zrozumie¢, ktére klasy
s3 najczesciej mylone. Precyzja jest stosunkiem liczby prawdziwie pozytyw-
nych klasyfikacji do liczby wszystkich pozytywnych klasyfikacji (prawdziwych
i falszywych), co jest szczegdlnie wazne w przypadku, gdy koszt fatszywych
pozytywow jest wysoki. Czutos¢ to stosunek liczby prawdziwie pozytywnych
klasyfikacji do liczby wszystkich rzeczywistych pozytywnych przypadkoéw, co
jest istotne, gdy wazne jest wykrycie wszystkich pozytywnych przypadkow.

F1-score to harmoniczna $rednia precyzji i czutosci, ktéra stanowi zbalanso-
wang miare uwzgledniajaca zaréwno falszywe pozytywy, jak i falszywe negatywy.
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Wybor odpowiedniego wskaznika oceny jako$ci jest istotny dla prawidto-
wej interpretacji wynikdw modelu i zalezy od specyfiki analizowanego prob-
lemu. W dalszej cze$ci tego rozdzialu opisano szczegdétowo wymienione powy-
zej wskazniki jakoS$ci oceny sieci neuronowych.

3.8.1. Wskazniki oceny jakosci sieci neuronowych dla problemow
regresyjnych

W kontekscie probleméw regresyjnych ocena jakosci modeli sieci neurono-
wych jest istotna, aby zapewni¢ ich skuteczno$¢ i doktadno$¢. Istnieje kilka
wskaznikéw jakosci, ktdre sg powszechnie stosowane do oceny wynikéw pre-
dykcji modeli regresyjnych. W analizowanych w tej monografii badaniach
szczegotowo omowione zostang takie wskazniki, jak: wspotczynnik korelacji
(R), btad sredniokwadratowy (MSE), pierwiastek z btedu sredniokwadrato-
wego (RMSE), wzgledny btad informacji (RIE), sredni bezwzgledny btad pro-
centowy (MAPE) oraz $redni btad bezwzgledny (MAE).

Wspolczynnik korelacji (R) mierzy site i kierunek liniowej zalezno$ci
miedzy dwiema zmiennymi. Jest obliczany jako:

R (vi,9;) = w Re<0,1> (3.17)
Yiry;

gdzie:

Yi — rzeczywiste wartosci;

Y; — wartosci przewidywane przez model;

cov(y;, §i;) - kowariancja rzeczywistych i przewidywanych wartosci;

oy, — odchylenie standardowe rzeczywistych wartosci;

;. — odchylenie standardowe warto$ci przewidywanych.

Wartos¢ R w zakresie od 0 do 1 wskazuje na liniowg zalezno$¢ miedzy
zmiennymi. Warto$¢ bliska 1 oznacza silng dodatnig korelacje, a warto$¢ bliska
0 wskazuje na brak liniowej korelacji. W konteks$cie proceséw produkcyjnych
wysoki wspotczynnik korelacji miedzy rzeczywistymi a przewidywanymi war-
to$ciami moze wskazywac na skuteczno$¢ modelu w prognozowaniu wydaj-
nosci produkcji lub jako$ci produktow.

Btad sredniokwadratowy (MSE) mierzy $rednig kwadratow roznic miedzy rze-
czywistymi a przewidywanymi warto$ciami [134]. NiZsze warto$ci MSE wskazuja
na lepsze dopasowanie modelu do danych. MSE jest czuty na duze btedy, poniewaz
roznice sg podnoszone do kwadratu. Formuta, wedlug ktorej jest on obliczany, to:



MSE=—>  (4; — i) (3.18)

i=1

gdzie: oznaczenia jak powyzej.

Pierwiastek z btedu sredniokwadratowego (RMSE) to pierwiastek z MSE.
RMSE bardziej penalizuje wigksze bledy w poréwnaniu z mniejszymi, co ozna-
cza, ze duze odchylenia od rzeczywistych wartos$ci majga znaczaco wigkszy
wplyw na konicowy wynik tego wskaznika. Innymi stowy, im wiekszy btad
predykcji, tym bardziej jest on akcentowany w warto$ci RMSE, co czyni ten
wskaznik szczegolnie wrazliwym na duze btedy w predykcjach. Wylicza sie
go za pomoca nastepujacej formuty [134-136]:

J— 1 -~ . 2
RMSE = | — > (@i —wi) (3.19)

gdzie: oznaczenia jak powyze;j.

Wzgledny btad informacji (RIE) mierzy wzgledny btad predykcji, uwzgled-
niajac réznice miedzy rzeczywistymi a przewidywanymi warto$ciami w kon-
tekscie catkowitej informacji w danych. Jest szczegdlnie uzyteczny w przypad-
kach, gdy wazne jest zrozumienie btedow wzglednych, a nie bezwzglednych.
Jest wyrazany matematycznie jako [137]:

1 n
RIE= — Z

i=1

~

Y, — Yi
Yi

(3.20)

gdzie: oznaczenia jak powyzej.
Sredni bezwzgledny btad procentowy (MAPE) mierzy $redni bezwzgledny
procentowy btad miedzy rzeczywistymi a przewidywanymi warto$ciami [134,
138]. MAPE wyraza btad w procentach, co czyni go tatwym do interpretacji.
Definiuje sie go nastepujaco [136]:
Yi —Yi
Yi

MAPE — 3 « 100% (3.21)

n =1

gdzie: oznaczenia jak powyze;j.
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Sredni blad bezwzgledny (MAE) mierzy $rednia bezwzgledna ro6znice
miedzy rzeczywistymi a przewidywanymi warto$ciami [134]. MAE jest pro-
sta i intuicyjng miarg bledu. Poniewaz nie uwzglednia kwadratow rdéznic, nie
jest tak czuly na duze bledy, jak MSE czy RMSE. Czesto stosuje si¢ go w przy-
padkach, gdzie r6wnomierne traktowanie wszystkich bledéw jest pozadane.
Oblicza sie go jako [135]:

1 (3.22)

MAFE = =

Mz

(lyi —
=1

gdzie: oznaczenia jak powyzej.

Ocena jako$ci modeli regresyjnych w kontekscie produkcji jest kluczowa
dla zapewnienia ich skuteczno$ci i doktadnosci. Wskazniki, takie jak R, MSE,
RMSE, RIE, MAPE i MAE oferuja rézne perspektywy na doktadno$¢ i precy-
zje modeli, umozliwiajac wybor najbardziej odpowiednich miar w zalezno$ci
od specyfiki danego zastosowania produkcyjnego. Wiasciwy wybor i interpre-
tacja tych wskaznikdw moze znaczaco poprawi¢ procesy decyzyjne w kontek-
$cie przemystowym.

3.8.2. Wskazniki oceny jakosci sieci neuronowych dla problemow
klasyfikacyjnych

Wskazniki oceny modeli klasyfikacyjnych sg niezbedne dla zrozumienia, jak
dobrze model radzi sobie z przypisywaniem probek do odpowiednich klas.
Istnieje wiele miar, ktore mozna wykorzysta¢ do oceny wydajnosci modelu,
z ktorych kazda dostarcza unikalnych informacji na temat jego skutecznosci.
Klasyczne wskazniki, takie jak doktadno$¢, precyzja, czutos¢ i F1-score, pozwa-
laja na oceng réznych aspektéw wynikow klasyfikacji. Analiza tych wskazni-
kéw wspierana przez narzedzia, takie jak macierz pomytek czy krzywa ROC,
pozwala na glebokie zrozumienie wydajnosci modelu i jest nieodzowna w pro-
cesie doskonalenia algorytméw klasyfikacyjnych. Wprowadzenie tych miar
jest niezbedne do wyboru najlepszego modelu do konkretnego zadania oraz
identyfikacji obszar6w wymagajacych poprawy.

Macierz pomytek jest narzedziem wykorzystywanym do oceny wydajnosci
algorytmoéw klasyfikacyjnych. Jest to tabela uzywana do wizualizacji wynikow
dzialania algorytmu klasyfikacji, ktéra poréwnuje rzeczywiste klasy probek
z klasami przewidywanymi przez model. Pozwala ona na szczegdétowg ana-
lize bteddw klasyfikacji. Strukture macierzy pomylek przedstawia tabela 3.1.



Tabela 3.1. Struktura macierzy pomytek

Predykcja negatywna Predykcja pozytywna

Stan rzeczywisty przypadki EN Fp
negatywne
Stan rzeczywisty przypadki ™ P
pozytywne

W przypadku klasyfikacji binarnej macierz pomytek sktada sie z czterech
podstawowych elementow:
= TP (True Positives) — prawdziwie pozytywne klasyfikacje, przypadki
poprawnie zidentyfikowane jako pozytywne;
= TN (True Negatives) — prawdziwie negatywne klasyfikacje, przypadki
poprawnie zidentyfikowane jako negatywne;

=  FP (False Positives) — falszywie pozytywne klasyfikacje, przypadki btednie
zidentyfikowane jako pozytywne;

= FN (False Negatives) — falszywie negatywne klasyfikacje, przypadki
btednie zidentyfikowane jako negatywne.

Macierz pomylek dostarcza petnego obrazu dziatania modelu klasyfikacji,
pokazujac, ile przypadkéw kazdej klasy zostato poprawnie i btednie sklasyfiko-
wanych. Pozwala to na identyfikacje specyficznych probleméw modelu, takich
jak tendencja do fatszywie pozytywnych lub fatszywie negatywnych klasyfika-
cji. Analizujac macierz pomylek, mozna wyciagna¢ wnioski na temat koniecz-
nych usprawnienri modelu [139,140]. W obszarze produkcji macierz pomytek
moze pomoc zidentyfikowac, ktore rodzaje wad sa najczesciej btednie klasy-
fikowane. Na przyktad jezeli system kontroli jakosci w fabryce ma tendencje
do btednej klasyfikacji pewnych typéw wad, macierz pomylek pomoze ziden-
tyfikowac te problemy i skierowa¢ wysitki na ich poprawe.

Macierz pomylek stanowi podstawe do obliczenia innych kluczowych
wskaznikow oceny, takich jak doktadno$¢, precyzja, czutos$¢ i Fl-score.
Doktadno$¢ to miara, ktora okresla procent poprawnych klasyfikacji sposréd
wszystkich prob, niezaleznie od klasy. Doktadno$¢ to intuicyjny i fatwy do zro-
zumienia wskaznik, szczeg6lnie uzyteczny w sytuacjach, gdy klasy sg zbalan-
sowane. W przeciwnych przypadkach (np. gdy jedna klasa znacznie przewyz-
sza liczebnie inna), doktadno$¢ moze by¢ mylaca. Na przyktad model, ktory
zawsze przewiduje dominujacg klase, moze mie¢ wysoka doktadno$¢, mimo
zZe nie rozpoznaje mniejszosciowych klas poprawnie [139,140]. W produkcyj-
nych przypadkach, gdzie jedna klasa moze by¢ znacznie liczniejsza, doktadnos¢
moze by¢ mylaca. Na przyktad w systemie monitorujacym jako$¢ produktow
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na linii produkcyjnej, jezeli wiekszo$¢ produktow jest bez wad, model prze-
widujacy, ze wszystkie produkty s dobre, moze osiaggna¢ wysoka doktadnosg,
pomimo ze nie wykrywa wadliwych produktéw.

Dokladnosé =
ORIAanose = b T TN+ FP+ FN

gdzie: oznaczenia jak powyzej.

Precyzja to miara doktadnosci przewidywan modelu, ktéra okresla pro-
cent prawdziwie pozytywnych klasyfikacji wérod wszystkich przypadkéow
sklasyfikowanych jako pozytywne. Precyzja ma kluczowe znaczenie w sytua-
cjach, gdy koszt fatlszywie pozytywnych klasyfikacji jest wysoki. Na przyktad
w systemach medycznych fatszywie pozytywne diagnozy moga prowadzi¢ do
niepotrzebnych i kosztownych badan oraz leczenia. W obszarze produkcji fat-
szywie pozytywne klasyfikacje moga oznacza¢, ze dobry produkt zostal bied-
nie oznaczony jako wadliwy, co prowadzi do niepotrzebnych kosztow zwigza-
nych z jego ponowng kontrolg lub odrzuceniem. Wysoka precyzja oznacza, ze
model rzadko przypisuje wade dobremu produktowi [139-141]:

TP (3.24)

Precyzja = T’P—|——F1_P

gdzie: oznaczenia jak powyzej.

Czulo$¢ to miara skuteczno$ci modelu w wykrywaniu wszystkich pozy-
tywnych przypadkéw. Wskaznik ten odgrywa istotng role w sytuacjach, gdy
priorytetem jest wykrycie wszystkich pozytywnych przypadkéw. W obszarze
produkcji wysoka czulo$¢ oznacza, ze model rzadko przeocza wadliwy pro-
dukt, co jest wazne dla utrzymania wysokiej jako$ci produkcji i minimalizacji
ryzyka dostarczenia wadliwych produktéw do klienta [139,140]:

TP (3.25)

losé — 2t
Czutosé TP L FN

gdzie: oznaczenia jak powyzej.

F1-score to harmoniczna $rednia precyzji i czulo$ci, zapewniajaca zba-
lansowang miare wydajno$ci modelu. F1-score uwzglednia zaréwno fatszywe
pozytywy, jak i falszywe negatywy, bedac wskaznikiem przydatnym, gdy istnieje
potrzeba réwnowazenia miedzy precyzja a czutoscig. W produkcji F1-score jest
szczegblnie wazny, gdy zarowno falszywie pozytywne, jak i falszywie nega-
tywne wyniki sg kosztowne. Na przyktad réwnowazenie miedzy wykrywaniem
wszystkich wadliwych produktéw (wysoka czuto$¢) a minimalizowaniem



liczby dobrych produktéw btednie oznaczonych jako wadliwe (wysoka precy-
zja) jest istotne dla efektywnego systemu kontroli jakos$ci [139,140]:

Precision x Sensitivity (3.26)

F1Score = 2
Precision + Sensitivity

gdzie: oznaczenia jak powyze;j.

Krzywa ROC (ang. receiver operating characteristic) to narzedzie uzywane
do oceny jakosci modeli klasyfikacyjnych, szczeg6lnie w kontekscie probleméw
z niezbalansowanymi danymi. Krzywa ROC przedstawia zalezno$¢ miedzy czu-
toscia (wskaznikiem prawdziwie pozytywnych wynikéw — TPR) a specyficz-
noscig (1 - wskaznikiem fatszywie pozytywnych wynikéw — FPR) dla r6znych
progéw decyzyjnych [142]. Wykres ten pozwala na oceng, jak dobrze model
radzi sobie z rozréznianiem miedzy klasami. Aby stworzy¢ krzywa ROC, dla
kazdego mozliwego progu decyzyjnego wylicza si¢ wskazniki czutosci i spe-
cyficznosci, a nastepnie przedstawia sie je na wykresie, gdzie:

*» 0§ x (pozioma) reprezentuje 1 - specyficzno$¢ (wskaznik fatszywie
pozytywnych wynikow);

* 0§y (pionowa) reprezentuje czuto$¢ (wskaznik prawdziwie pozytywnych
wynikow).

Krzywa ROC mozna wykorzysta¢ réwniez jako miernik jakosci klasyfika-
tora, wyznaczajac pole powierzchni pod krzywa (AUC - ang. area under the
curve). Warto$¢ AUC miesci sie w przedziale od 0 do 1, gdzie warto$¢ 1 ozna-
cza model doskonaly, a warto$¢ 0,5 model losowy. Im wyzsza warto$¢ AUC,
tym lepsza jest zdolno$¢ modelu do rozrézniania miedzy klasami. Krzywa
ROC moze by¢ szczegolnie przydatna do oceny, jak zmieniajg sie wyniki kla-
syfikacji wraz ze zmiang progu decyzyjnego [143]. Na przyktad w systemach
kontroli jako$ci mozna by¢ bardziej zainteresowanym minimalizowaniem fat-
szywych negatywow (przegapionych wadliwych produktéw) kosztem wigk-
szej liczby fatszywie pozytywnych klasyfikacji (btedne oznaczenie dobrego
produktu jako wadliwy). Analiza krzywej ROC pozwala na znalezienie opty-
malnego punktu pracy, ktory najlepiej odpowiada specyficznym wymaganiom
danego procesu produkcyjnego. Krzywa ROC oraz AUC stanowig narzedzie
uzupetniajace inne miary jakos$ci klasyfikacji, takie jak doktadnos¢, precyzja,
czulo$¢ i F1-score [144,145].

Ocenianie jako$ci modeli klasyfikacyjnych jest kluczowym elementem
procesu budowy i wdrazania sieci neuronowych. W kontekscie problemow kla-
syfikacyjnych odpowiednie wskazniki pozwalajg na zrozumienie, jak dobrze
model radzi sobie z przypisywaniem obserwacji do odpowiednich kategorii.
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Dobdr wtasciwych miar oceny jest istotny zardwno dla samego procesu tre-
nowania modelu, jak i dla pdZniejszej oceny jego wydajnosci w §rodowisku
produkcyjnym. Dzigki temu mozna nie tylko okresli¢, ktory model najlepiej
spetnia okreslone wymagania, ale takze zidentyfikowa¢ potencjalne obszary

do poprawy.



4. Optymalizacja parametrow
obrobki skrawaniem

Optymalizacja parametréw obrobki skrawaniem z wykorzystaniem sztucznych
sieci neuronowych stanowi jedno z najnowoczes$niejszych podejs¢ w inzynie-
rii produkgcji, ktdére integruje zaawansowane techniki modelowania i analizy
z praktyka przemystowa. Wspolczesne procesy produkcyjne charakteryzujace
sie rosnagcymi wymaganiami dotyczacymi precyzji, efektywnosci oraz jakosci
produktéw, stawiaja przed inzynierami wyzwania, ktérym tradycyjne metody
optymalizacji nie zawsze s3 w stanie sprosta¢. W tym kontekscie zastosowanie
ANN pozwala na znaczacy postep w dziedzinie optymalizacji proces6w obrdb-
kowych, umozliwiajac nie tylko precyzyjne dostosowanie parametréw obrobki,
ale rowniez dynamiczne reagowanie na zmieniajace sie¢ warunki produkcyjne.

Wprowadzenie sztucznych sieci neuronowych do optymalizacji proce-
sow obrobki wynika z ich zdolnos$ci do modelowania nieliniowych, ztozonych
relacji migdzy wieloma zmiennymi. Tradycyjne metody, oparte na analizach
statystycznych lub metodach prob i btedéw, czesto okazuja sie niewystarcza-
jace, zwlaszcza w przypadku obrdbki materiatow o trudnych wiasciwosciach
fizykochemicznych, takich jak stopy magnezu. Stopy te, ze wzgledu na swoja
niska gestos$¢, wysoka wytrzymatos¢é w stosunku do masy oraz doskonate wtas-
ciwosci thumienia drgan, znajduja szerokie zastosowanie w zaawansowanych
branzach przemystowych, takich jak lotnictwo, motoryzacja czy elektronika.
Jednak ich obrobka stawia specyficzne wyzwania technologiczne, zwigzane
z wysoka reaktywnoscig chemiczng i niskg temperaturg zaptonu, co zwigksza
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ryzyko wystapienia niebezpiecznych sytuacji, takich jak samozapton podczas
procesu skrawania.

Zastosowanie ANN w optymalizacji parametréw obrobki pozwala na pre-
cyzyjne modelowanie tych ryzyk oraz na identyfikacje optymalnych warunkéw
pracy, ktore minimalizujg mozliwo$¢ wystapienia niepozadanych zdarzen.
Dzigki zdolnosci do uczenia si¢ na podstawie danych do§wiadczalnych sieci
neuronowe sg w stanie przewidywac wplyw zmian parametréw obrobki, takich
jak predkosc¢ skrawania, posuw czy glteboko$¢ skrawania, na koricowe wtasci-
wosci powierzchni, zuzycie narzedzi oraz bezpieczeristwo procesu. Co wiecej,
ANN moga by¢ wykorzystane do dynamicznej optymalizacji procesu w czasie
rzeczywistym, co ma szczegolnie znaczenie w produkcji seryjnej, gdzie mini-
malizacja odchytek od zatozonych parametrow jest istotna dla utrzymania
wysokiej jako$ci produktow.

W niniejszym rozdziale om6éwione zostang: metodyka identyfikacji pro-
cesu na podstawie modelu doswiadczalnego oraz zaawansowanych technik
modelowania parametréw chropowato$ci powierzchni, ktore stanowia miare
jakosci wyrobu koncowego. Wspotczesne wymagania przemystowe dotyczace
jakos$ci powierzchni sg coraz bardziej rygorystyczne, co wymusza konieczno$¢
precyzyjnej kontroli parametréw obrobki. ANN, dzieki swojej zdolno$ci do
doktadnego modelowania relacji miedzy parametrami procesu a wtasciwos-
ciami powierzchni, pozwalaja na optymalizacje tych parametrow w celu uzy-
skania pozadanej chropowatosci, co bezposrednio przektada sie na funkcjo-
nalno$¢ i trwatos¢ produktow.

Rozdzial ten koniczy szczegotowa analiza optymalizaciji parametréw obrobki
z uwzglednieniem ograniczen sitowych, co stanowi kolejny istotny element efek-
tywnego zarzadzania procesami produkcyjnymi. Sity skrawania majg bezpo$redni
wplyw na jakos$¢ powierzchni oraz na trwalo$¢ narzedzi, a ich optymalizacja jest
niezbedna do zapewnienia stabilnosci procesu oraz do minimalizacji kosztow
produkcji. ANN, poprzez modelowanie sit skrawania, umozliwiajg identyfikacje
takich kombinacji parametréw, ktére minimalizuja negatywne efekty sity skra-
wania, jednocze$nie maksymalizujac wydajnosc¢ procesu. Dzieki temu mozliwe
jest nie tylko zapewnienie wysokiej jakosci produktow, ale rowniez zwigkszenie
efektywnosci energetycznej proceséw produkcyjnych, co ma istotne znaczenie
w obliczu globalnych trenddw zmierzajacych do zréwnowazonego rozwoju
i redukcji emisji gazéw cieplarnianych.

Optymalizacja parametrow obrdbki skrawaniem z wykorzystaniem ANN
to zaawansowane narzedzie, ktére moze umozliwi¢ inzynierom nie tylko
zwiekszenie efektywnosci proceséw produkcyjnych, ale rowniez zapewnienie



najwyzszych standardow jakosci i bezpieczenstwa. Rozdziat ten dostarczy kom-
pleksowego wgladu w te zagadnienia, przedstawione zostang zar6wno teore-
tyczne podstawy, jak i praktyczne zastosowania ANN w optymalizacji proce-
s6w obrobki materialéw, z uwzglednieniem specyficznych wyzwan zwiazanych
z obrobka trudnych materiatow, takich jak stopy magnezu.

4.1. Proces frezowania stopoéw magnezu

Frezowanie stanowi proces obrdbki skrawaniem, ktory znajduje szerokie zasto-
sowanie w produkcji komponentdw z réznych materiatow, w tym szczegdlnie
stopéw magnezu. Stopy magnezu ze wzgledu na swoje unikalne wtasciwosci
fizykochemiczne, takie jak niska gestos¢, wysoka wytrzymatos¢ w stosunku
do masy oraz doskonata zdolno$¢ ttumienia drgan, zyskujg coraz wicksza
popularno$¢ w zaawansowanych zastosowaniach inzynieryjnych [146]. Niska
gestos$¢ stopOw magnezu sprawia, ze s one wyjatkowo atrakcyjne w przemy-
$le lotniczym, motoryzacyjnym oraz elektronicznym [147].

Dzigki wysokiej wytrzymato$ci mechanicznej w stosunku do masy stopy mag-
nezu pozwalajg na projektowanie lekkich, a zarazem wytrzymatych konstrukcji,
co jest szczegolnie istotne w aplikacjach lotniczych, gdzie kazda redukcja masy
przeklada si¢ na znaczne oszczednosci paliwa i zwigkszenie zasiggu lotu [148].
W motoryzacji zastosowanie stopdw magnezu prowadzi do zmniejszenia masy
pojazdow, co w konsekwencji redukuje zuzycie paliwa oraz emisje spalin, a tym
samym przyczynia si¢ do ochrony §rodowiska [149]. Stopy magnezu ponadto cha-
rakteryzuja sie doskonatymi wlasciwosciami thumienia drgan, co jest szczegdlnie
korzystne w przemysle elektronicznym, gdzie minimalizacja wibracji jest kluczowa
dla poprawy wydajnosci i trwatosci urzadzen elektronicznych [150].

Wykorzystanie stopéw magnezu w zaawansowanych aplikacjach inzynie-
ryjnych pozwala na znaczng redukcje masy komponentow, co jest niezwykle
istotne w obliczu globalnych trendéw zmierzajacych do poprawy efektywnosci
energetycznej oraz redukcji emisji gazow cieplarnianych [151].

Jednakze frezowanie stopéw magnezu wiaze sie z pewnymi istotnymi
wyzwaniami technologicznymi, wynikajacymi z unikalnych wtasciwosci
fizykochemicznych tych materiatéw. Magnez i jego stopy charakteryzujq sie
wysoka reaktywno$cia chemiczng oraz niska temperaturg zaptonu, co czyni je
szczegoblnie podatnymi na samozapton podczas proceséw obrobki skrawaniem.
W wyniku oddziatywania sit skrawajacych oraz tarcia generowane sg wysokie
temperatury, ktore moga przekracza¢ prog zaptonu magnezu, prowadzac do
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egzotermicznych reakcji spalania, trudnych do opanowania i stwarzajacych
powazne zagrozenie dla bezpieczenstwa pracy [151].

Drobne widry, pyt czy cienkie elementy magnezu powstajace podczas
frezowania sg szczegolnie niebezpieczne, gdyz ich stosunek powierzchni do
objetosci jest wysoki, co sprzyja szybkiemu nagrzewaniu i zaptonowi. W celu
minimalizacji ryzyka samozaplonu istotne jest przestrzeganie $cisle okre-
$lonych parametréw obrobki. Optymalna predkos¢ skrawania powinna by¢
dostosowana do wtasciwos$ci obrabianego stopu magnezu, aby zredukowac
generowanie nadmiernego ciepta. Dodatkowo skuteczne chtodzenie narzedzi
skrawajacych oraz powierzchni obrabianych jest niezbedne, aby efektywnie
odprowadzac ciepto i zapobiec osiggnieciu temperatury zaptonu [151].

Wiasciwe zarzadzanie procesem frezowania stopéw magnezu ma duze
znaczenie nie tylko z powodéw ekonomicznych, ale przede wszystkim z punktu
widzenia bezpieczenstwa i efektywnosci produkcji. Zarzadzanie tym procesem
wymaga Scistej kontroli parametréw obrdbki oraz zastosowania zaawansowa-
nych technologii, ktére pozwalaja na optymalizacje procesu pod katem jakosci
otrzymanych wyrobdow, kosztéw oraz bezpieczenstwa. Zaawansowane strategie
obrobki, takie jak frezowanie trochoidalne, moga znacznie zwigkszy¢ stabil-
nos$¢ procesu poprzez zmniejszenie sit skrawania i drgan, ktére majg znacze-
nie dla zachowania doktadno$ci i jako$ci wytwarzanych elementow [152,153].

Modelowanie procesu frezowania stopé6w magnezu stanowi istotny krok
w kierunku zwiekszenia efektywnosci i bezpieczenistwa obrébki tych materia-
16w. Modelowanie komputerowe pozwala na symulacje réznych scenariuszy
obrobki, co umozliwia identyfikacje optymalnych parametréw procesu bez
koniecznosci przeprowadzania kosztownych i czasochtonnych eksperymen-
tow. Dzieki modelowaniu mozna przewidzie¢ zachowanie materialu w réz-
nych warunkach obroébki, co pozwala na lepsze zrozumienie mechanizméow
skrawania oraz minimalizacje ryzyka zaptonu.

Komputerowe modelowanie procesu frezowania stop6w magnezu umoz-
liwia symulacje réznych kombinacji predkosci skrawania, posuwu oraz glebo-
ko$ci skrawania, co pozwala na okres$lenie najbardziej efektywnych ustawieni
zapewniajacych wysoka jako$¢ powierzchni oraz minimalne zuzycie narze-
dzi. Na przyktad badania przeprowadzone przez Ritti i Bhat (2021) wykazaly,
ze odpowiednie modelowanie narzedzi do procesow, takich jak friction stir
processing (obrobka metoda zgrzewania tarciowego), pozwala na projekto-
wanie narzedzi o minimalnej deformacji, niskim naprezeniu oraz wysokiej
trwato$ci zmeczeniowej, co jest istotne dla skutecznego przetwarzania sto-
poéw magnezu [154].



Modelowanie proceséw pozwala na redukcje liczby niezbednych préb
eksperymentalnych, co przektada si¢ na znaczne oszczednosci finansowe,
gdyz pozwala na identyfikacje problemow przed rozpoczeciem rzeczywistej
obrdbki, minimalizujac straty materiatowe i czasowe. Ponadto dzieki mozli-
wosci symulacji réznych scenariuszy mozna lepiej przewidzie¢ potencjalne
zagrozenia, takie jak zapton materiatu, i wdrozy¢ odpowiednie $rodki zapo-
biegawcze, co zwigksza bezpieczenstwo procesu. Modelowanie umozliwia
rowniez szybkie testowanie innowacyjnych rozwigzan i technologii obréb-
czych, co przyspiesza wdrazanie nowych metod produkcji.

Modelowanie procesu frezowania stopéw magnezu jest niezwykle ztozo-
nym zadaniem, wymagajacym precyzyjnej identyfikacji wszystkich kluczowych
parametrow i zalezno$ci. Wlasciwe zrozumienie i opisanie mechanizmow
zachodzacych podczas frezowania jest podstawa do stworzenia wiarygodnego
modelu, ktéry moze stuzy¢ do optymalizacji proceséw produkcyjnych. Aby
osiagna¢ taki poziom precyzji i doktadnosci w modelowaniu, niezbedne jest
przeprowadzenie doktadnej identyfikacji procesu obrébki.

4.2. Identyfikacja procesu na podstawie modelu
doswiadczalnego

Identyfikacja proces6w ma charakter iteracyjny i polega na poréwnywaniu
modeli o réznych strukturach danych. Model jest uproszczonym przedsta-
wieniem rzeczywistosci, skonstruowanym w konkretnym celu, eliminujacym
szczegOty nieistotne dla jego osiggniecia. Modele umozliwiajg lepsze zrozu-
mienie badanych zjawisk, co jest niezbedne w badaniach naukowych. Model
doswiadczalny odwzorowuje przebieg procesu oraz jego cechy, co jest klu-
czowe w rozwigzywaniu problemow praktycznych, zwlaszcza gdy matema-
tyczne opisanie procesu bywa skomplikowane [155-157].

Proces identyfikacji rozpoczyna si¢ od oszacowania parametréw pro-
stych modeli strukturalnych. Jezeli model nie spelnia wymagan dotyczacych
doktadnosci, stopniowo zwigksza si¢ jego ztlozono$¢. Ostatecznie wybiera si¢
najprostszy model, ktory najlepiej opisuje dynamike systemu. Wazne jest, aby
rozpocza¢ od modeli prostych, poniewaz bardziej ztozone modele nie zawsze s3
doktadniejsze. Ponadto, przy zwiekszeniu zlozonosci modelu wzrasta niepew-
no$¢ oszacowan parametréw i wymagana jest wieksza ilo§¢ danych [158,159].

Identyfikacja procesu obrobki polega na szczegétowym badaniu i anali-
zie wszystkich czynnikéw wplywajacych na przebieg frezowania, takich jak
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predkos¢ skrawania, posuw, gteboko$¢ skrawania, rodzaj narzedzia, warunki
chlodzenia czy wlasciwo$ci materiatu. Kazdy z tych parametréw ma bezpo-
Sredni wptyw na efektywnos¢ obrébki, jako$¢ powierzchni, zuzycie narzedzi
oraz bezpieczenstwo procesu. Na przyktad predko$¢ skrawania i posuw deter-
minujg ilo$¢ ciepla generowanego podczas obrobki, co jest istotne dla mini-
malizowania ryzyka zaptonu tatwopalnych stopéw magnezu.

Rzetelna identyfikacja procesu umozliwia zrozumienie wzajemnych zalez-
nosci miedzy parametrami obrobki a wynikowymi wtasciwosciami produktu.
Pozwala to na przewidywanie, w jaki sposob zmiany w jednym parametrze
wplyna na inne aspekty procesu, co jest niezbedne do optymalizacji parame-
tréw obrdbki w celu osiggniecia najlepszych wynikow. Bez tej wiedzy proby
optymalizacji moglyby prowadzi¢ do nieprzewidywalnych rezultatéw, zwiek-
szajac ryzyko nieefektywnej produkcji lub niebezpiecznych sytuacji.

Znajomo$¢ dynamicznych wlasciwosci procesu frezowania umozliwitaby
przewidywanie istotnych parametréw wyj$ciowych, takich jak chropowa-
to$¢ powierzchni czy sita skrawania. Modelowanie zjawisk zachodzacych
w strefie skrawania jest jednak zlozone i nieliniowe. Wynika to z dynamicz-
nych interakcji sitowych miedzy narzedziem a przedmiotem obrabianym
oraz z niestacjonarnos$ci procesu, jak w przypadku frezowania. Frez kontak-
tuje sie z materiatem w zmieniajacych sie warunkach, co powoduje zmiany
w sztywnosci i warunkach skrawania. Aby przewidzie¢ te zmiany, nalezy
traktowac proces frezowania jako system sterowania i przeprowadzi¢ jego
identyfikacje, okre$lajac wejscia i wyjscia modelu. Model ,,czarnej skrzynki”
jest tutaj szczegolnie uzyteczny, poniewaz dopasowuje dane wejSciowe i wyj-
Sciowe uzyskane z systemu.

Jako sterowalne i dostgpne dane wejsciowe do modelu nalezy uznac para-
metry obrébki (np. predkos¢ skrawania (v,), posuw na ostrze (f) oraz gltebokosc¢
skrawania (a p)), majac jednak §wiadomos¢, ze powstate sity skrawania oraz
drgania mogg zmieniac sie ze wzgledu na lokalne warunki procesu w r6znych
punktach toru narzedzia skrawajacego. Waznym krokiem w procesie identyfi-
kacji jest rowniez zbieranie danych eksperymentalnych. Pomiar sit skrawania
czy analiza jakoS$ci powierzchni obrabianego materiatu pozwalajg na stwo-
rzenie doktadnych baz danych, ktére sg niezbedne do kalibracji i weryfikacji
opracowywanego modelu. Dane te moga pochodzi¢ z rzeczywistych prob fre-
zowania lub z zaawansowanych eksperymentéw laboratoryjnych.

Po zebraniu danych i ich analizie mozliwe jest stworzenie modelu, ktory
odzwierciedla rzeczywiste zaleznosci zachodzace podczas procesu frezowania.
Model taki moze by¢ nastgpnie wykorzystany do symulacji r6znych scenariuszy



obrdbki. Wiasciwa identyfikacja procesu frezowania stopéw magnezu jest istot-
nym elementem skutecznego modelowania. Pozwala na doktadne zrozumienie
mechanizmoéw skrawania oraz zaleznos$ci migdzy parametrami procesu a wyni-
kami obrébki. Dzieki temu mozliwe jest stworzenie wiarygodnego modelu
doswiadczalnego, ktéry przyczynia si¢ do optymalizacji procesu, zwigkszenia
jego efektywnosci oraz zapewnienia bezpieczenstwa produkcji.

4.3. Metodyka prowadzonych badan eksperymentalnych

Badania eksperymentalne dotyczace obrébki frezowaniem przeprowadzono
w Katedrze Podstaw Inzynierii Produkcji Wydzialu Mechanicznego Politechniki
Lubelskiej. Badania wykonano dla stopu AZ91D. Jego sktad chemiczny przed-
stawia tabela 4.1. Eksperyment przeprowadzono na pionowym centrum Avia
VMC 800HS z systemem sterowania Heidenhain iTNC 530 z maksymalna
predkos$cig obrotowa wrzeciona 24 000 obr/min i maksymalng predko$cia
posuwu 40 m/min (ryc. 4.1).

Tabela 4.1. Sktad chemiczny stopu magnezu AZ91D [160]
Sktad Al Zn Mn Cu Be Mg

i[9 0y )
chemiczny (%] [%] [%] P o  Fel%l NiDRl o0 e

AZ91D 891 | 066 |022 |0016 |0,002 |0,002 |0,001 |0,001 |pozostate

Ryc. 4.1. Centrum Avia VMC 800HS
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W badaniach dotyczacych chropowato$ci powierzchni wykorzystano frez
o $rednicy ©16 mm z wymiennymi ostrzami z polikrystalicznego diamentu
(PCD) firmy Guhring z katem pochylenia A_ = 0°. Dla poprawy stabilnosci
obrobki frez zamocowano w uchwycie narzedziowym Shrinkfit SFD z adap-
terem HSK-A63 firmy Seco. Uklad narzedzie-uchwyt zostat dynamicznie
wywazony zgodnie z norma ISO 21940-11: 2016 [160]. W przypadku badan
sktadowych sit skrawania wykorzystano rowniez frez o Srednicy @16 mm,
jednak z innym kgtem pochylenia - 1, = 20° [161].

Proces frezowania przeprowadzono przy nastepujacych parame-
trach obrobki: szeroko$¢ skrawania a, = 15 [mm], predkos$¢ skrawania
v, = 400+1200 [m/min], posuw na ostrze f, = 0,05+0,3 [mm/ostrze] oraz gtebo-
kos¢ skrawania a , = 0,5+6 [mm]. Schemat obiektu badan przedstawia ryc. 4.2.

Ryc. 4.2. Schemat obiektu badan

Parametry chropowato$ci 2D zostaly zmierzone za pomocg profilome-
tru Hommel Roughness Tester T1000 od Hommel Etamic (ryc. 4.3), z wyko-
rzystaniem cyfrowego filtra Gaussa (M1), zgodnie z miedzynarodowa norma
ISO 11562. Szczegdlowe parametry pomiaru obejmowaly: dtugos¢ przejazdu
It = 4,8 [mm] oraz dtugos¢ odcinka pomiarowego In = 0,8 [mm], predkos¢
skanowania vt = 0,5 [mm/s], a takze zakresy pomiarowe i rozdzielczo$¢
M = +320 [um]/0,04 [um]. Kazdy pomiar byt wykonywany pigciokrotnie na
powierzchni, aby zapewni¢ wystarczajacg ilo§¢ danych do obliczenia warto-
$ci $rednich i odchylenia standardowego wynikow.

Do pomiaru sktadowych sity skrawania zastosowano sitomierz piezoelek-
tryczny Kistler 9257B (ryc. 4.4) wykonujacy pomiar w zakresie -5 [KN] + 5 [kN]
wraz ze wzmacniaczem 5017B oraz analizator LMS SCADAS Mobile SCMO5.

Wyniki badan eksperymentalnych: wybranych parametréw chropowato-
$ci (Ra, Rz, RSm) [160] oraz sktadowych sily skrawania (F,, F, ¥ F) [161] zostaly
wykorzystane do przygotowania modeli wykorzystywanych do optymalizacji
parametréw obrébki.



Ryc. 4.3. Profilometr Hommel Roughness Tester T1000

Ryc. 4.4. Sitomierz piezoelektryczny Kistler 9257B
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4.4, Optymalizacja parametrow obrébki frezowaniem
w celu uzyskania zadanych wartosci chropowatosci
powierzchni

Optymalizacja parametréw obrobki frezowaniem w celu uzyskania zadanych
warto$ci chropowatosci powierzchni jest kluczowym aspektem w procesie pro-
dukcji elementéw wykonanych z réznych materiatéw, w tym ze stopdw mag-
nezu. Chropowato$¢ powierzchni, bedgca miarg mikrogeometrii powierzchni,
odgrywa istotng role w okres$leniu jakosci produktu koricowego. Wiasciwie zop-
tymalizowane parametry obrobki wplywaja nie tylko na wyglad i funkcjonalnos¢
komponentdw, ale rGwniez na ich trwatos$¢ i wydajnos$¢ w eksploatacji.

Z punktu widzenia jakos$ci produkcji kontrola chropowato$ci powierzchni
jest niezbedna do spetnienia specyfikacji technicznych oraz wymagan klientow.
Elementy o zbyt wysokiej chropowato$ci moga prowadzi¢ do zwigkszonego tar-
cia, szybszego zuzycia i obnizenia wydajno$ci operacyjnej. Z kolei powierzch-
nie o zbyt niskiej chropowato$ci moga by¢ wynikiem nadmiernej obrobki, co
niepotrzebnie zwigksza koszty produkcji i zuzycie narzedzi. Dlatego precyzyjne
ustalenie i utrzymanie optymalnej chropowato$ci jest wazne dla zapewnienia
wysokiej jakosci produktow przy minimalnych kosztach produkc;ji.

Zarzadzanie produkcjg wymaga zatem ciaglej optymalizacji parametrow
obrobki, takich jak: predkos¢ skrawania, posuw, gleboko$¢ skrawania oraz
warunki chtodzenia. Poprzez dokladne dostosowanie tych parametréw mozna
uzyskac¢ pozadane warto$ci chropowatosci, co bezposrednio przeklada sie na
poprawe wydajnosci proceséw produkcyjnych. Optymalizacja parametrow
obrobki prowadzi do redukcji czasu cyklu produkcyjnego, zmniejszenia zuzy-
cia narzedzi oraz ograniczenia liczby wadliwych produktéw, co z kolei zwigk-
sza ogolng efektywnos$¢ produkcji [162-164].

W kontekscie stopow magnezu optymalizacja parametréw obrobki jest
szczegoblnie istotna ze wzgledu na specyficzne wlasciwos$ci tego materiatu,
takie jak niska gestos¢ i wysoka wytrzymatos$é. Wiasciwa obrobka magnezu
wymaga precyzyjnego zarzadzania procesem, aby unikna¢ problemow zwia-
zanych z jego tatwopalnoscig oraz zapewni¢ wymagane parametry powierzch-
niowe. Badania pokazuja, Ze zastosowanie odpowiednich parametrow skra-
wania, takich jak odpowiednia predko$é¢, posuw i glebokos$¢ skrawania, ma
znaczenie dla osiggniecia optymalnej chropowato$ci powierzchni i minima-
lizacji zuzycia narzedzi [165].



4.4.1. Metodyka modelowania parametréw chropowatosci

Wspolczesna technologia produkcji charakteryzuje sie coraz wiekszymi wyma-
ganiami dotyczacymi jakoSci powierzchni. Kontrola chropowatosci powierzchni
jest elementem, ktéry wptywa na funkcjonalnos$¢ i trwato$¢ wytworzonych ele-
mentow. Parametry chropowatosci, takie jak Ra, Rz, i RSm, s3 powszechnie
stosowane w celu oceny jako$ci powierzchni w réznych gateziach przemystu,
od automatyki po zaawansowane technologie biomedyczne. Ra ($rednia aryt-
metyczna bezwzglednych rzednych profilu chropowatosci) [166] jest jednym
z najczesciej uzywanych parametrow chropowatosci, stuzacym do okreslania
ogolnej tekstury powierzchni poprzez Srednig wartos¢ bezwzglednych odchy-
tek profilu od linii sSrodkowej. Ra dostarcza podstawowych informacji o stanie
powierzchni i jest uznawany za wskaznik ogdlnego stopnia wygtadzenia. Jest
szeroko stosowany, mimo ze nie umozliwia wnioskowania o wielu istotnych
cechach profilu chropowatosci, dlatego zaleca sie jego stosowanie do monito-
rowania ustabilizowanych proceséw [167,168].

1 l
Ro =7 [ lata)de (1)

gdzie:

I - dtugos$¢ odcinka elementarnego;

Z(x) — wartosci rzednych wewnatrz odcinka elementarnego.

Rz (najwieksza wysokos¢ profilu chropowatosci) [166] jest parametrem,
ktéry daje bardziej szczegdtowy obraz topografii powierzchni. Rz jest defi-
niowany jako suma wysoko$ci najwyzszego wzniesienia profilu oraz gtebo-
ko$ci najnizszego wgtebienia profilu wewnatrz odcinka elementarnego. Rz
jest uzyteczny w aplikacjach, gdzie szczyty i doliny na powierzchni maja
bezposredni wptyw na dziatanie i Zzywotnos$¢ produktu, np. w elementach
stykowych maszyn, gdzie moga wplywac na tarcie i zuzycie.

RSm ($rednia szerokos$¢ rowkéw elementow profilu chropowatosci) to
parametr okreslajacy Srednig szeroko$¢ elementow profilu wewnatrz odcinka
elementarnego [166,167]. RSm jest przydatny w ocenie regularnosci i rozktadu
cech tekstury powierzchni, co ma istotne znaczenie w przypadku materiatow,
ktére musza spetnia¢ okreslone kryteria funkcjonalne dotyczace przyczepno-
$ci, smarowania czy przepltywu ptynéw po powierzchni [169].
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R (4.2)
RSm = — zl:Xsl

gdzie:

Xs; — szeroko$¢ i-tego elementu profilu;

m - liczba elementéw profilu.

Wyb6r tych trzech parametréw dla modelowania chropowato$ci 2D jest
uzasadniony ich zdolnoS$cig do zapewnienia kompleksowej charakterystyki
powierzchni, co ma znaczenie w wielu zastosowaniach technicznych i przemy-
stowych. Ra, Rz i RSm wspdlnie dostarczaja pelnego obrazu réznych aspektow
chropowato$ci, umozliwiajac lepsze zrozumienie wplywu obrobki powierzch-
niowej na wlasciwosci uzytkowe i funkcjonalne produktéw. Ponadto analiza
tych parametréw pozwala na optymalizacje proceséw produkcyjnych i poprawe
jakosci konnicowych produktéw, co jest decydujace w utrzymaniu konkuren-
cyjnosci na rynku.

W warstwie wejsciowej zdefiniowano trzy neurony wejsciowe, tj. zmienne
parametry obrobkiv, f, i a,. W warstwie wyjsciowej zdefiniowano jeden neu-
ron - modelowany parametr. Zestaw danych eksperymentalnych sktadajacy sie
z 46 obserwacji ustalono w proporcji 75% : 25%, gdzie pierwsza warto$¢ ozna-
cza udziat danych uczacych, a druga — danych walidacyjnych. Podziat ten byt
ustalony przed rozpoczeciem procesu trenowania i nie zmieniat si¢ w kolej-
nych epokach. Ze wzgledu na malg ilo§¢ danych pominigto dane testowe. Taki
podzial pozwala na efektywniejsze wykorzystanie ograniczonej ilosci danych
do trenowania modelu, umozliwiajac jednoczesnie walidacje i dostosowanie
hiperparametréw. Walidacja jest niezbedna do monitorowania nadmiernego
dopasowania i regulacji modelu w trakcie uczenia [58].

Modelowanie przeprowadzono za pomocg sieci neuronowych MLP w opro-
gramowaniu Matlab 2023a. Wybor architektury sieci neuronowej MLP w niniej-
szym badaniu zostal podyktowany specyficznymi wymaganiami wynikajacymi
z bardzo matego zestawu danych. Mata liczba prébek (46 obserwacji) wyma-
gata zastosowania modelu, ktdry z jednej strony jest wystarczajaco zlozony, aby
uchwyci¢ istotne zalezno$ci w danych, a z drugiej na tyle prosty, aby unikna¢
probleméw zwigzanych z nadmiernym dopasowaniem. Ztozone architektury,
takie jak glebokie sieci neuronowe, mogtyby prowadzi¢ do przeuczenia modelu,
co znacznie obnizyltoby jego zdolnos$¢ do generalizacji na nowych, nieznanych
danych. W zwiazku z tym zdecydowano si¢ na uzycie MLP z jedna warstwa
ukryta, ktorej liczba neurondéw od 2 do 12 byla iteracyjnie dostosowywana w celu
znalezienia optymalnej konfiguracji. Dodatkowo, przy tak matej ilosci danych



zalecane jest, aby liczba neuronéw w warstwie ukrytej nie przekraczata liczby
obserwacji w zbiorze danych. Zalecenie to wynika z do§wiadczen, ktore poka-
zuja, ze przekroczenie tej liczby moze prowadzi¢ do sytuacji, w ktorej model zbyt
doktadnie zapamigtuje dane uczace, zamiast uczy¢ si¢ ogélnych wzorcéw - co
z kolei skutkuje nadmiernym dopasowaniem. W kontekscie matych zbioréw
danych mniejsza liczba neurondw pomaga w zachowaniu zdolnosci modelu
do generalizacji, co umozliwia lepsze radzenie sobie z danymi, ktére nie byly
widziane podczas treningu. Taka konfiguracja wspomaga réwniez stabilno$¢
modelu i redukuje ryzyko wystgpienia probleméw zwigzanych z przeuczeniem,
co jest kluczowe przy pracy z ograniczonymi zestawami danych.

Podczas doboru parametréw uczenia sieci zastosowano domys$lng metode
inicjalizacji wag, ktora zapewnia stabilne warunki poczatkowe dla procesu ucze-
nia. Odpowiednia inicjalizacja wag pozwala modelowi na skuteczne rozpoczecie
procesu optymalizacji, co jest szczegdlnie wazne przy ograniczonej ilosci danych.

W warstwie ukrytej sieci zastosowano funkcje aktywacji typu sigmoidal-
nego, ktora jest szeroko stosowana w modelowaniu nieliniowych zaleznosci
miedzy zmiennymi wejSciowymi a wyjSciowymi. Funkcja ta umozliwia mode-
lowi uchwycenie skomplikowanych wzorcéw w danych wejsciowych, co jest
niezbedne dla osiggniecia wysokiej doktadnosci predykcji. Do oceny jako$ci
modelu zastosowano funkcje kosztu MSE, ktora jest powszechnie uzywana
w problemach regres;ji.

Proces trenowania sieci neuronowej zostal przeprowadzony z wykorzy-
staniem kilku metod optymalizacyjnych: algorytmu Levenberga—Marquardta
(LM), regularyzacji Bayesowskiej (BR) oraz gradientu skalowanego sprzgzo-
nego (SCG). W procesie projektowania sieci neuronowych istotne jest okre-
$lenie optymalnej liczby neuronéw, ktora pozwoli uzyska¢ najlepsza jakos¢
modelu. Poczatkowym etapem bylo zatem zastosowanie algorytmu LM, szeroko
stosowanego ze wzgledu na swoje efektywne wtasciwosci szybkiej zbieznosci,
szczegblnie w problemach, gdzie stosunkowo mniejsza ilos¢ danych moze sta-
nowi¢ wyzwanie. Dzieki temu podej$ciu udato sie¢ wytoni¢ konfiguracje sieci,
ktora zapewnila najwyzsza jako$¢ przetwarzania danych. Nastepnie, wykorzy-
stujac ustalong liczbe neuron6w, przystapiono do trenowania pozostatych sieci
z wykorzystaniem innych algorytmoéw: SCG oraz BR. To podejscie pozwolito na
bezposrednie poréwnanie efektywnosci poszczegdlnych algorytméw optyma-
lizacyjnych przy identycznej architekturze sieci, co umozliwito rzetelng ocene
ich wydajnosci i efektywnosci w réznych scenariuszach.

W celu unikniecia przeuczenia sieci zostal zastosowany mechanizm
wczesnego zatrzymania, ktory ustawiono na poziomie 6, co 0znacza, ze proces
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trenowania modelu zostanie zatrzymany, gdy przez 6 kolejnych epok nie nastapi
poprawa wynikow na zbiorze walidacyjnym.

Ocena wydajnosci i jako$ci sieci zostata przeprowadzona przy uzyciu
wskaznikéw jakosciowych, takich jak: R, MSE, RMSE, RIE, MAPE i MAE,
ktore zostaty szczegdlowo opisane we wczesniejszych podrozdziatach.

Dodatkowo, aby pordwnac¢ skutecznos¢ sieci neuronowych, wykonano
modelowanie z wykorzystaniem gradient boosting machines (GBM). GBM
opiera si¢ na idei potaczenia wielu stabych modeli, zazwyczaj drzew decy-
zyjnych, w celu stworzenia jednego, silnego predyktora. Iteracyjnie buduje
on model, dodajac w kazdej iteracji nowy slaby model, ktéry redukuje biedy
poprzednich modeli. Kazdy nowy model stara sie poprawi¢ wynik poprzez
minimalizacje funkcji kosztu (np. bledu kwadratowego w przypadku regresji).
Na poczatku ustawia si¢ poczatkowg wartos¢ predykcji F, ktora jest zazwyczaj
Srednia wartoscia zmiennej celu w przypadku regresji.

Fy(z) =arg min Y L(yi,7) “3
i=1

gdzie:

L - funkcja kosztu (np. $redni btad kwadratowy);

y; — rzeczywista warto$¢ zmiennej celu;

7 — warto$¢ poczatkowej predykcji.

W kazdej iteracji m GBM dodaje nowy staby model h,, (z), ktory jest tre-
nowany na resztach (btedach) dotychczasowego zespotu modeli.

E,(z) = Fp_1(z) + vhy(z) (4.4)

gdzie:

F,,(x) - predykcja zespotu modeli po m-tej iteracj;

v — wspoétczynnik uczenia;

h.m(x) - staby model trenowany w m-tej iteracji.

Dane podczas modelowania GBM zostaly podzielone na zestaw uczacy
oraz testowy przy uzyciu walidacji krzyzowej z 25% préba testowa. Modele
GBM trenowano przy uzyciu réznej liczby drzew, od 50 do 1000 z krokiem
co 50, tak aby znalez¢ najlepszy model na podstawie minimalnego btedu
MSE. Najlepszy model byl wybierany i oceniany na podstawie zestawu testo-
wego, a wyniki zostaty wykorzystane do oceny jako$ci modelu w poréwna-
niu z ANN.



4.4.2. Wyniki modelowania wybranych parametrow
chropowatosci 2D

Pierwszym modelowanym parametrem chropowato$ci byt parametr Ra.
Wykorzystujac algorytm LM do uczenia, najlepsze parametry jako$ciowe otrzy-
mano dla sieci MLP z warstwa ukryta zawierajaca sze$¢ neuronow, co udato
si¢ osiagna¢ w ciagu 7 epok. Nastepnie dla sze$ciu neuronéw w warstwie ukry-
tej trenowano sieci, wykorzystujac dwa pozostate algorytmy: SCG oraz BR.
Tabela 4.2 przedstawia wskazniki wydajnosci trzech modeli sieci neuronowych
wytrenowanych przy uzyciu réznych algorytmoéw: LM, SCG i BR. Wydajno$¢
kazdego modelu jest oceniana na podstawie wskaznikow jakosci, w tym R,
MSE, RMSE, RIE, MAPE i MAE.

Tabela 4.2. Wskazniki jakosci dla ré6znych algorytméw uczenia sieci MLP dla parametru Ra
Algorytm uczenia sieci MLP LM SCG BR
Epoka 9 12 89

R (caty zbiér danych) 0,9869 0,9749 0,9723

MSE 0,00008 0,00012 0,00011

RMSE 0,009 0,0114 0,0106

RIE 0,0232 0,0292 0,0274

MAPE 0,0166 0,0261 0,0199

MAE 0,0062 0,0101 0,0085

W wyniku przeprowadzenia analizy por6wnawczej mozna stwierdzic,
ze w odniesieniu do wskaznikéw jakosci sieci, R, ktory odnosi si¢ do korela-
cji miedzy warto$ciami przewidywanymi a rzeczywistymi na catym zbiorze
danych, wszystkie trzy algorytmy osiagnety podobne wyniki, uzyskujac nieco
wyzsza warto$¢ z LM (0,9869) w poréwnaniu z SCG (0,9749) i BR (0,9723). To
wskazuje, ze LM moze by¢ nieco lepszy w dopasowaniu danych.

Analiza MSE oraz RMSE réwniez pokazuje réznice migdzy algorytmami.
Najnizszy MSE (0,00008) oraz RMSE (0,009) osiagnat LM, co sugeruje, ze ten
algorytm byt najdoktadniejszy. SCG i BR miaty podobne, ale wyzsze warto-
$ci MSE i RMSE, co moze wskazywac¢ na nieco gorsza doktadnos¢ tych metod
w porownaniu z LM. Dalsze wskazniki, takie jak RIE, MAPE, i MAE, ktore
odnoszg sie¢ do réznych aspektow bledoéw przewidywania, takze ukazuja lep-
sze wyniki dla LM. SCG i BR osiaggnety podobne, ale ogélnie gorsze warto$ci
dla tych wskaznikow.
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Ryc. 4.5 ilustruje najlepsza wydajno$¢ modeli z ré6znymi algorytmami
optymalizacyjnymi: a) LM, b) SCG, c) BR. Wykresy te dostarczaja informacji
o dynamice uczenia si¢ modeli. Kazdy z algorytméw prezentuje rézne cha-
rakterystyki zbieznosci i wydajnosci, co moze by¢ uzyteczne przy wyborze
odpowiedniego modelu do konkretnego rodzaju danych i problemu, ktéry
ma zostaé rozwigzany. Algorytm LM osigga najlepsza wydajnos$¢ walida-
cyjna juz w 3. epoce. Wydajnos¢ na danych uczacych i walidacyjnych dla
algorytmu SCG wykazuje duza stabilno$¢ po osiagnieciu minimum, co
sugeruje dobre dopasowanie modelu do danych. Wykres c) ilustruje dzia-
fanie algorytmu BR, ktéry stopniowo poprawia swoja wydajnosé, osiaga-
jac najlepszy wynik w 54. epoce. Mimo wiekszej liczby epok potrzebnych
do osiggnigcia tego wyniku, wydaje sig, ze ten algorytm zapewnia bardzo
stabilng poprawe wydajnosci modelu w czasie.



Ryc. 4.5. Najlepsza wydajnos$¢ modelu Ra dla sieci MLP z algorytmem uczenia:
a) LM, b) SCG, c) BR

Ryc. 4.6. Wykresy korelacji dla modelu Ra dla sieci MLP z algorytmem uczenia:
a) LM, b) SCG, c) BR
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Na ryc. 4.6 przedstawiono wykresy korelacji dla zestawéw danych ucza-
cych, walidacyjnych i catych zestaw6w danych dla modeli z r6znymi algoryt-
mami uczenia: a) LM, b) SCG, c¢) BR.

Podsumowujac, analiza poréwnawcza wynikéw dla modelowania parame-
tru chropowatosci Ra wskazuje, ze algorytm Levenberga—Marquardta wydaje
sie najbardziej efektywny pod wzgledem szybkosci uczenia, doktadnosci oraz
ogolnej jakosci wynikéw w porownaniu z SCG oraz BR.

Na ryc. 4.7 przedstawiono dane dotyczace chropowatos$ci powierzchni
uzyskane z modelu MLP z wykorzystaniem algorytmu LM. Ze wzgledu na
fakt, ze w badaniu uwzgledniono trzy parametry wejsciowe, zmiany wartosci
parametru chropowato$ci Ra przedstawiono dwukrotnie pod wptywem pary
parametrow skrawania: v /f if /a o Symulacje zostaly uruchomione po wpro-
wadzeniu danych wejSciowych (tj. parametréw frezowania v, a, f,) do opro-
gramowania Matlab i otrzymano wyj$cie z modelu w postaci parametru Ra.

Ryc. 4.7. Parametr chropowatosci Ra uzyskany z modelu dla sieci MLP w zaleznosci od v /f, i fZ/ap

W przypadku kolejnego modelowanego parametru chropowatosci Rz naj-
lepsza wydajnos¢ i jako$¢ sieci MLP z wykorzystaniem algorytmu LM otrzy-
mano dla dziewigciu neurondw w warstwie ukrytej. Model ten otrzymano
w 22 epokach. Nastgpnie dla takiej samej liczby neuron6w w warstwie ukry-
tej trenowano sieci, wykorzystujac dwa pozostate algorytmy: SCG oraz BR.
Wskazniki jako$ciowe najlepszych sieci otrzymanych podczas trenowania
z réznymi algorytmami uczenia przedstawia tabela 4.3.



Tabela 4.3. Wskazniki jakosci dla réznych algorytméw uczenia sieci MLP dla parametru Rz

Algorytm uczenia sieci MLP LM SCG BR

Epoka 22 13 1000
R (caly zbior danych) 0,9894 0,9353 0,9119
MSE 0,0017 0,0089 0,0153
RMSE 0,0418 0,0946 0,1237
RIE 0,0165 0,0373 0,0487
MAPE 0,0090 0,0324 0,0404
MAE 0,0235 0,0792 0,0950

W wyniku przeprowadzenia analizy por6wnawczej mozna stwierdzic,
ze algorytm LM potrzebowal zaledwie 22 epok, aby osiagna¢ wysoka warto$¢
wspotczynnika korelacji na poziomie 0,9894, co sugeruje bardzo dobra zdolno$¢
modelu do wyjasniania zmiennosci danych. Dodatkowo najnizsze wartosci bte-
déw MSE, RMSE, MAPE oraz MAE $wiadcza o wysokiej doktadnosci predykeji
tego modelu. Wyniki te wskazuja na efektywno$¢ algorytmu LM w szybkim osia-
ganiu wiarygodnych wynikéw z minimalna liczba obliczen. Algorytm SCG, cho¢
potrzebowal mniej epok (13), wykazuje nieco gorsze wskazniki jako$ci w poréw-
naniu z LM. Warto$¢ R wynosi 0,9353, co jest nadal dobrym wynikiem, ale wska-
zuje na mniejsza zdolno$¢ do adekwatnego modelowania danych w poréwnaniu
z LM. WartoSci bledow sa wyzsze niz w przypadku LM, co potwierdza mniejsza
precyzje tego algorytmu w modelowaniu danych. Ostatni algorytm BR wymagat
znacznie wiecej epok (1000), co moze wskazywac na trudnosci w osiagnieciu
optymalnej zbieznosci. Jego warto$¢ R to 0,9119, co jest najnizszym wynikiem
wsréd omawianych modeli, a wysokie wartosci bleddw wskazujg na znacznie
gorsza doktadnos$¢ predykcji w poréwnaniu z pozostatymi algorytmami.
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Ryc. 4.8. Najlepsza wydajnos¢ modelu Rz dla sieci MLP z algorytmem uczenia: a) LM, b) SCG, c) BR

Na ryc. 4.8 mozna zauwazy¢ trzy wykresy, ktore przedstawiaja proces
uczenia sieci neuronowych za pomocga analizowanych algorytmow: LM,
SCG i BR. Kazdy wykres ilustruje zmiany w wartos$ci btedu sredniokwadra-
towego (MSE) na przestrzeni kolejnych epok dla zestawow danych uczacych
i walidacyjnych, a takze wskazuje najlepsze wyniki uzyskane w procesie



walidacji. Dla algorytmu LM szybkie zmniejszenie warto$ci MSE w poczatko-
wej fazie uczenia sugeruje efektywna zbiezno$¢ algorytmu. Najlepsza wydaj-
no$¢ modelu na danych walidacyjnych, z warto$cig MSE réwng 0,006, zostata
osiggnieta w 16. epoce, co pokazuje, ze model szybko osiggnat optymalne
dopasowanie. Algorytm SCG wykazuje bardzo dobra wydajnos¢, z niskim
bledem MSE na poziomie 0,0026, ktéry osiggniety zostat juz w 7. epoce.
Stabilno$¢ wartosci MSE na niskim poziomie przez reszte procesu ucze-
nia wskazuje na skutecznos$¢ tego algorytmu w kontekscie dopasowania
i generalizacji modelu. Z kolei proces uczenia przy uzyciu algorytmu BR
jest znacznie dtuzszy, rozciaga si¢ az do 1000 epok, z najlepszym wynikiem
MSE osiggnietym na poziomie 0,0064. Dtugi czas potrzebny do osiggniecia
optymalnej warto$ci MSE wskazuje na wolniejszg zbieznos¢ tego algorytmu
w poréwnaniu z pozostatymi.

Ryc. 4.9. Wykresy korelacji dla modelu Rz dla sieci MLP z algorytmem uczenia: a) LM, b) SCG, c) BR
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Ryc. 4.9 ilustruje wykresy korelacyjne dla réznych zestawdéw danych -
uczacych, walidacyjnych oraz catego zestawu danych - stosowanych w mode-
lach z uzyciem réznych algorytmow uczenia: a) LM, b) SCG, c¢) BR.

Podsumowujac, algorytm LM okazat si¢ najbardziej efektywny zar6wno
pod wzgledem szybkos$ci osiggania zbieznosci, jak i doktadno$ci modelowania.
Algorytm SCG rowniez prezentuje dobre wyniki, lecz nie doréwnuje algoryt-
mowi LM. BR, mimo Ze jest w stanie osiagna¢ zbiezno$¢, wymaga znacznie wigk-
szego naktadu obliczeniowego i czasowego, a jego wyniki s3 mniej precyzyjne.

Na ryc. 4.10 przedstawiono wyniki dotyczace parametru chropowato-
Sci powierzchni Rz uzyskane z modelu MLP korzystajacego z algorytmu
LM. W analizie uwzgledniono trzy zmienne wej$ciowe, a zmiany w war-
tosciach parametru chropowato$ci Rz zaprezentowano w kontek$cie dwoch
kombinacji parametréw skrawania: v /f, i f,/ a, Symulacje przeprowadzono
po wprowadzeniu danych wejSciowych - parametrow frezowania v, a . L
- do oprogramowania Matlab, skad uzyskano wyniki w postaci wartosci
parametru Rz.

Ryc. 4.10. Parametr chropowatosci Rz uzyskany z modelu dla sieci MLP w zaleznosci od v /f, i fZ/a'D

W przypadku modelowania ostatniego z wybranych parametréw chropo-
watosci RSm najwyzsza skuteczno$¢ oraz jakos¢ sieci MLP uzyskano przy uzy-
ciu algorytmu LM, stosujac dziesie¢ neuronéw w warstwie ukrytej. Optymalny
model wygenerowano po zaledwie 10 epokach. Ustalajac te sama liczbe neu-
ronéw, kontynuowano nastepnie uczenie sieci za pomocg dwoch pozostatych
algorytmoéw: SCG oraz BR.



Wyniki jako$ci najlepszych modeli, ktére uzyskano w wyniku tych pro-
cesOw uczenia, prezentuje tabela 4.4. Por6wnujac otrzymane wyniki, mozna
zauwazy¢ istotne r6znice w wydajnosci kazdego z algorytméw. Algorytm
LM, ktéry osiagnat optymalizacje modelu juz po 10 epokach, wykazuje bar-
dzo dobre wyniki, z warto$cig wspotczynnika korelacji wynoszaca 0,911, co
wskazuje na wysoka zdolno$¢ modelu do wyjasniania zmiennosci danych.
Dodatkowo warto$¢ MSE oraz pozostatych btedéw jest najnizsza sposrod
poréwnywanych algorytmdw, co $wiadczy o bardzo doktadnym dopasowa-
niu modelu do danych. Algorytm SCG, ktéry potrzebowat 12 epok do osiag-
nigcia optymalizacji, wykazuje nizsze wartosci R na poziomie 0,752. Jest to
znacznie stabsza zdolno$¢ do modelowania danych w poréwnaniu z LM, co
sugeruje, ze moze nie by¢ on tak efektywny w przypadku tego konkretnego
zestawu danych. W przypadku algorytmu BR, ktéry wymagal najwiekszej
liczby epok (55), do osiagnigcia najlepszego dopasowania, wartosci R sg niz-
sze niz dla LM, wynoszace 0,7743. Wskazuje to na umiarkowang zdolno$¢
modelu do przewidywania zmienno$ci danych.

Tabela 4.4. Wskazniki jakosci dla réznych algorytméw uczenia sieci MLP dla parametru RSm

Algorytm uczenia sieci MLP LM SCG BR

Epoka 10 12 55

R (caly zbiér danych) 0,911 0,752 0,7743

MSE 0,000004 0,000009 0,000014

RMSE 0,0019 0,0030 0,0038

RIE 0,0493 0,0780 0,0971

MAPE 0,0256 0,0673 0,0492

MAE 0,0010 0,0025 0,0017

Na ryc. 4.11 przedstawiono trzy wykresy zmian warto$ci MSE podczas
procesu uczenia sieci neuronowych z wykorzystaniem trzech algorytmoéw:
a) LM, b) SCG, c) BR, w kontekscie modelowania parametru chropowato$ci
RSm. Na wykresie a) dla algorytmu LM mozna zaobserwowac szybki spadek
wartosci MSE, ktéry osigga swoje minimum juz w 10. epoce. MSE na danych
uczacych kontynuuje delikatne obnizanie si¢, co wskazuje na efektywno$¢ i sta-
bilnos$¢ tego algorytmu w szybkim osigganiu optymalnych wynikéw. Wykres
b) ilustrujacy algorytm SCG pokazuje, Ze najlepszy wynik walidacji zostaje
osiggniety w 6. epoce. Wartosci MSE stabilizujg si¢ na stosunkowo niskim
poziomie zaréwno dla danych uczacych, jak i walidacyjnych, co §wiadczy
o dobrej generalizacji modelu, chociaz nie osigga on tak niskich wartosci MSE,
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jak algorytm LM. Na wykresie c), gdzie zastosowano algorytm BR, zaobserwo-
wac¢ mozna dluzszy proces uczenia, ktéry trwa do 55 epok. Najlepszy wynik
uczenia sieci osiggniety zostaje pod koniec tego okresu.

Ryc. 4.11. Najlepsza wydajno$¢ modelu RSm dla sieci MLP z algorytmem uczenia:
a) LM, b) SCG, c) BR



Ryc. 4.12. Wykresy korelacji dla modelu RSm dla sieci MLP z algorytmem uczenia:
a) LM, b) SCG, c) BR

Na ryc. 4.12 przedstawiono wykresy korelacyjne dla modelu RSm wyko-
rzystujace trzy rézne algorytmy uczenia: a) LM, b) SCG, c) BR. Wykresy te ilu-
struja zalezno$¢ miedzy rzeczywistymi warto§ciami danych (oznaczone jako
»,Data”) a warto$ciami przewidzianymi przez model (oznaczone jako ,,Fit”),
a takze pokazuja wspotczynniki korelacji R dla r6znych zbioréw danych: ucza-
cych, walidacyjnych oraz catego zestawu danych. Dla algorytmu LM warto$ci
przewidziane sg bardzo zblizone do rzeczywistych. Wysokie wspoétczynniki
korelacji dla danych uczacych (0,922) i walidacyjnych (0,897), a takze dla catego
zbioru danych (0,911) wskazuja na dobra zdolnos¢ modelu do przewidywania
i generalizacji. Algorytm SCG prezentuje sie nieco inaczej. Mimo ze wspot-
czynniki dla danych uczacych (0,721) i walidacyjnych (0,819) sg nizsze niz
w LM, model utrzymuje umiarkowang zdolno$¢ do generalizacji, jak to wida¢
w wyniku R=0,752 dla catego zbioru danych. Algorytm BR prezentuje stabsze
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wyniki od pozostatych modeli. Mimo Ze wspoiczynnik korelacji R dla danych
uczacych osigga wysoka warto$¢ 0,9988, co wskazuje na doskonate dopasowa-
nie modelu do danych uczacych, to jednak warto$¢ dla danych walidacyjnych
jest duzo nizsza (0,8765). Moze to sugerowac, ze model jest nieco przeuczony
w stosunku do danych uczacych, co wplywa na jego generalizacje na danych
walidacyjnych z wynikiem 0,7743 dla catego zbioru danych. Podsumowujac,
algorytm LM okazat sie najbardziej efektywny zaréwno pod wzgledem szyb-
kosci osiggania zbieznosci, jak i doktadnosci modelowania.

Na ryc. 4.13 zaprezentowano wyniki dotyczgce parametru chropowato-
Sci powierzchni RSm, ktére zostaly uzyskane za pomoca modelu wykorzystu-
jacego algorytm LM. Analiza opierala sie na trzech zmiennych wej$ciowych,
a wynikowe zmiany warto$ci parametru chropowatosci RSm zostaly przedsta-
wione w odniesieniu do dwoch kombinacji parametrow skrawania: v /f, if,/ a,

Ryc. 4.13. Parametr chropowatosci RSm uzyskany z modelu dla sieci MLP

w zaleznosci od v /f, i fz/ap.

Podsumowujac, analiza poréwnawcza réznych algorytmow uczenia sieci
neuronowych wykazala, ze algorytm LM osiaga najlepsze wyniki pod wzgledem
szybkosci uczenia, doktadnosci przewidywan oraz ogolnej jakosci modeli dla
wszystkich analizowanych parametréw chropowatosci Ra, Rz i RSm. Algorytmy
SCG i BR, mimo pewnych zalet, nie doréwnuja efektywnoscig algorytmowi LM,
co czyni go najskuteczniejszym narzedziem do modelowania chropowatos$ci
powierzchni w przedstawionych badaniach.

Nastepnie przeprowadzono modelowanie parametrow chropowato$ci Ra,
Rz i RSm z wykorzystaniem GBM. Dla kazdego z parametréw przetestowano
liczbe drzew od 50 do 1000. Otrzymane wyniki przedstawia tabela 4.5.



Tabela 4.5. Wskazniki jakosci dla modelowania parametréw chropowatosci Ra, Rz i RSm
z wykorzystaniem GBM

Parametr chropowatosci Ra Rz RSm

Liczba drzew 500 50 500
MSE 0,0019 0,0266 0,000031
RMSE 0,0445 0,1633 0,0055
RIE 0,1098 0,0648 0,1352
MAPE 0,0497 0,0502 0,1323
MAE 0,0231 0,125 0,0054

W przypadku modelowania parametréw chropowatosci z wykorzystaniem
GBM najlepsze wyniki uzyskano przy liczbie drzew odpowiednio 500 dla Ra,
50 dla Rz oraz 500 dla RSm. Modele GBM rowniez wykazaty wysoka doktad-
nos¢ predykcji, jednakze ich jako$¢ jest nieco gorsza w poréwnaniu z najlep-
szymi wynikami uzyskanymi przez MLP z algorytmem LM. Warto$ci MSE,
RMSE, MAPE i MAE s3 wyzsze dla GBM niz dla LM.

Podsumowujac, algorytm LM w sieciach neuronowych MLP okazat si¢
najskuteczniejszym narzedziem do modelowania parametréw chropowatosci
powierzchni 2D, oferujac najlepsza kombinacje szybkosci uczenia, doktadno-
Sci oraz ogoélnej jakosci modeli. GBM, cho¢ réwniez efektywny, nie osiagnat
tak wysokiej doktadnosci, jak LM, co sugeruje, ze MLP z algorytmem LM jest
bardziej odpowiednie do modelowania tego typu danych. W zwigzku z powyz-
szym modele otrzymane z wykorzystaniem algorytmu LM zostang wykorzy-
stane w dalszej analizie optymalizacyjne;.

4.4.3. Optymalizacja parametrow obrobki

Kolejnym etapem prowadzonych badan byt proces optymalizacji parametrow
obrébkiv, f,ia » majacy na celu uzyskanie okreslonych wartosci parametrow
chropowatosci powierzchni: Ra, Rz oraz RSm. Optymalizacja zostata przepro-
wadzona przy uzyciu najlepszych modeli sieci neuronowych opracowanych
na wczesniejszym etapie badan dla kazdego z tych parametréw, ktore zostaly
zaprezentowane w podrozdziale 4.4.2.

Aby zoptymalizowac parametry obrébki, najpierw okreslono zakresy oraz
kroki zmian dla trzech gtéwnych parametréw wejsciowych: predko$ci skrawa-
nia (v ), posuwu na ostrze (f,) oraz gtebokosci skrawania (ap). Zakresy te zostaly
dobrane na podstawie praktycznych wartosci stosowanych w procesie obrobki,
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czyli w zakresach takich jak podczas prowadzenia badai dos§wiadczalnych
(v, = 400+1200 [m/min], f, = 0,05+0,3 [mm/ostrze] oraz a,=0,5+6 [mm)]).
Zatozono, ze predkos$¢ skrawania moze si¢ zmienia¢ co 50 [m/min], posuw na
ostrze co 0,05 [mm/ostrze], za$ glebokos¢ skrawania co 0,5 [mm)].

Nastepnie zdefiniowano zakresy docelowe dla parametréw wyj$ciowych,
ktore zatozono do uzyskania w wyniku optymalizacji. Zakresy te odpowiadaja
minimalnym i maksymalnym warto$ciom Ra, Rz oraz RSm, ktore sg akcepto-
walne pod wzgledem jakos$ci powierzchni po obrébce.

W procesie optymalizacji przestrzen parametréw zostala przeszukana
w celu znalezienia takich wartosciv, f, i a - ktére minimalizujg btad w sto-
sunku do zadanych zakres6w Ra, Rz i RSm. Dla kazdego parametru chropo-
watosci zdefiniowano funkcje btedu w stosunku do zakresu docelowego:

RaTarget(1) — netRa(ve, f.,ap) jezelinetRa(ve, f.,a,) < RaTarget(1)
ERra(ve, f2,ap) = < netRa(ve, f2,a,) — RaTarget(2) jezelinetRa(vc, f.,a,) > RaTarget(2)
0 w innym przypadku

RzTarget(1) — netRz(v., [, ay), jezelinet Rz(v., [, a,) < RzTarget(1)

Er.(ve, f2,ap) = § netRz(ve, ., ap) — RzTarget(2), jezelinetRz(v., f», ap) > RzTarget(2) (4 5)
0, w innym przypadku

RSmTarget(1) — netRSm(ve, f-, ap), jezelinet RSm(v., £, ap) < RSmTarget(1)
Ersm(ve, 2, ap) = { netRSm(ve, f.,ap) — RSmTarget(2), jezelinetRSm(ve, f.,ap) > RSmTarget(2)
0, w innym przypadku

gdzie:

Era(ve, f2y0p), Er:(ve, f2ap), Ersm(ve, fz,ap) - funkcje btedu dla
poszczegblnych parametréw chropowatosci Ra, Rz i RSm;

RaTarget(1), RzTarget(1), RSmTarget(1) - dolne granice zakresow
docelowych parametréw chropowato$ci Ra, Rz i RSm;

RaTarget(2), RzTarget(2), RSmTarget(2)- gorne granice zakresow
docelowych parametréw chropowato$ci Ra, Rz i RSm;

netRa(ve, f,ap) , netRz(v,, f,ap), netRSm(v,, f,,a,) — wyliczona
warto$¢ parametréw chropowatosci przez sie¢ neuronowg dla zadanych war-
tosci v, f», a, odpowiednio dla parametru Ra, Rz i RSm.

Laczny btad Esyme(ve, f2, ap) jest suma poszczegolnych btedow:

Euma (Uca fz7 ap) = Epg, (Uca fz7 ap)+ERz(Uca fz> ap)"’ERSm (Uca fz7 ap) . (4‘6)
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Funkcja optymalizacyjna moze by¢ zapisana jako:

<vc*,fz*,ap*> —=arg min FEg, (vc,fz,ap) 4.7)

Ucafuap

Opracowany algorytm 4.1 przeszukiwal wszystkie kombinacje zadanych
wartosci wejsciowych, a nastepnie obliczal warto$¢ wyjsciowa przy uzyciu

wczes$niej wytrenowanych sieci neuronowych.

Algorytm 4.1. Optymalizacja parametréw obrébki

% Inicjalizacja zmiennych do przechowywania najlepszych wynikow

bestParams = [];

bestError = inf;

% Przeszukiwanie przestrzeni parametroéw

for vc = vcValues

for fz = fzValues
for ap = apValues
% Aktualne wartosci parametrdéw wejsSciowych
params = [vc, fz, ap];
% Wyznaczanie wartosci wyjsciowych z sieci
Ra = netRa(params');
Rz = netRz(params');
RSm = netRSm(params');
% Obliczanie bedu
RaError = calculateError(Ra, RaTarget);
RzError = calculateError(Rz, RzTarget);
RSmError = calculateError(RSm, RSmTarget);
totalError = RaError + RzError + RSmError;
% Aktualizacja najlepszych wynikow
if totalError < bestError
bestError = totalError;
bestParams = params;

bestRa = Ra;
bestRz = Rz;
bestRSm = RSm;
end
end
end
end

neuronowych
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Algorytm 4.1. Optymalizacja parametréw obrébki, cd.

% Tworzenie komunikatu wynikoéw
resultMessage = sprintf(,Optymalne parametry:\nvc = %.2f\nfz = %.2f\
nap = %.2f\nOdchylenie od zalozonego zakresu = %.4f\n\nOtrzymane
wartosci:\nRa = %.4f\nRz = %.4f\nRSm = %.4f\n',
bestParams(1), bestParams(2), bestParams(3), bestError, bestRa,
bestRz, bestRSm);
% WysSwietlanie wynikéw w osobnym oknie dialogowym
msgbox(resultMessage, 'Wyniki optymalizacji');
% Definicja funkcji do obliczania btedu
function error = calculateError(value, targetRange)
if value < targetRange(1)
error = targetRange(1l) - value;
elseif value > targetRange(2)
error = value - targetRange(2);
else
error = 0; % Wartos¢ jest w zakresie docelowym
end
end

Aby korzystanie z algorytmu optymalizacyjnego byto bardziej przyjazne
i intuicyjne dla uzytkownika, stworzono interfejs graficzny, ktory pozwala na
fatwe wprowadzanie danych wej$ciowych oraz szybkie uzyskiwanie wynikow
optymalizacji. Dzigki temu uzytkownicy moga skupic sie na analizie wynikow
bez konieczno$ci zaglebiania si¢ w szczegoty kodu Zrodlowego.

Interfejs graficzny zostat zaprojektowany tak, aby byl prosty i intui-
cyjny w obstudze (ryc. 4.20). W gdrnej czesci interfejsu znajduje si¢ naglo-
wek ,,Optymalizacja parametrow chropowatosci”, ktory jasno informuje uzyt-
kownika o celu aplikacji. Centralng cze$¢ stanowig pola tekstowe, w ktérych
uzytkownik moze wprowadzi¢ zakresy docelowe dla trzech parametréw chro-
powatosci: Ra [um], Rz [um] oraz RSm [mm]. Kazdy z tych parametréw ma
osobne pole tekstowe umozliwiajgce wprowadzenie wartosci minimalnych
i maksymalnych.

Pod polami wprowadzania znajduje sie przycisk ,,Optymalizuj”. Po jego
kliknieciu uruchamiany jest algorytm optymalizacyjny, ktéry przeszukuje prze-
strzen parametréw, aby znalez¢ optymalne warto$ci. W dolnej czesci interfejsu
wys$wietlane bedg wyniki przeprowadzonej optymalizacji. W tej sekcji uzytkow-
nik moze zobaczy¢ optymalne parametry, czyli najlepsze wartosci predkosci
skrawania (v,), posuwu na ostrze (f,) oraz giebokosci skrawania (a,) uzyskane



w wyniku optymalizacji. Dodatkowo wy$wietlana bedzie wartos$¢ btedu, infor-
mujaca o tym, jak dobrze uzyskane wyniki mieszczg si¢ w zadanych zakresach
docelowych. Ostatecznie prezentowane bedg réwniez przewidywane warto$ci
parametréw Ra, Rz i RSm, ktore zostaly obliczone na podstawie optymalnych
parametréw wejsciowych.

Ryc. 4.14. Interfejs uzytkownika aplikacji do optymalizacji parametréw chropowatosci

Przedstawiony ponizej kod ilustruje spos6b implementacji opisanego
interfejsu graficznego (algorytm 4.2).

Algorytm 4.2. Implementacja interfejsu graficznego do optymalizacji parametréw chropowatosci

function Optymalizacja_Chropowatosci()

% tadowanie wytrenowanych sieci

load('netRa.mat', 'netRa'); % Siec Ra

load( 'netRz.mat', 'netRz'); % Siec¢ Rz

load( 'netRSm.mat', 'netRSm'); % Siec RSm

% Tworzenie interfejsu graficznego

fig = figure('Position’, [100, 100, 600, 600], 'Name',
'Optymalizacja Parametrow Chropowatos$ci', 'Color', [1, ©.85, 0.8]);

% Nagiowek

uicontrol('Style', 'text', 'Position', [1@00, 550, 450, 40],
'String', 'Optymalizacja parametréw chropowatosci', 'FontSize',
16, 'FontWeight', 'bold', 'BackgroundColor', [1, ©.85, 0.8],
'HorizontalAlignment', ‘'center');
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Algorytm 4.2. Implementacja interfejsu graficznego do optymalizacji parametréw
chropowatosci, cd.

% Ramka wokét p6l wprowadzania danych
uicontrol('Style', 'frame', 'Position’, [25, 320, 550, 220],
'BackgroundColor', [0.9, 0.9, 0.9]);
% Pola wprowadzania zakreséw docelowych
uicontrol('Style', 'text', 'Position', [50, 500, 200, 20],
'String', 'Ra [pm] (min-max)', 'BackgroundColor', [0.9, 6.9, 0.9],
'"FontSize', 13, 'HorizontalAlignment', 'left');
raMinInput = uicontrol('Style', 'edit', 'Position', [300, 500, 80,
20], 'FontSize', 12);
raMaxInput = uicontrol('Style', 'edit', 'Position', [400, 500, 80,
20], 'FontSize', 12);
uicontrol('Style', 'text', 'Position', [50, 450, 200, 20],
'String', 'Rz [pm] (min-max)', 'BackgroundColor', [0.9, 0.9, 0.9],
'"FontSize', 13, 'HorizontalAlignment', 'left');
rzMinInput = uicontrol('Style’, ‘edit', 'Position', [300, 450, 80,
20], 'FontSize', 12);
rzMaxInput = uicontrol('Style', 'edit', 'Position', [400, 450, 80,
20], 'FontSize', 12);
uicontrol('Style', 'text', 'Position', [50, 400, 200, 20],
'String', 'RSm [mm] (min-max)', 'BackgroundColor', [6.9, 0.9, 0.9],
'FontSize', 13, 'HorizontalAlignment', 'left');
rsmMinInput = uicontrol('Style', 'edit', 'Position', [300, 400,
80, 20], 'FontSize', 12);
rsmMaxInput = uicontrol('Style', 'edit', 'Position', [400, 400,
80, 20], 'FontSize', 12);
% Przycisk do optymalizacji
optimizeButton = uicontrol('Style', 'pushbutton', 'Position’,
[250, 330, 100, 40], 'String', 'Optymalizuj', 'BackgroundColor',
[0.2, 0.6, ©.8], 'ForegroundColor', 'white', 'FontWeight', 'bold',
'FontSize', 12, 'Callback', @optimizeCallback);
% Pole do wyswietlania wynikow
resultText = uicontrol('Style', 'text', 'Position', [50, 50, 500,
250], 'String', '', 'FontSize', 14, 'BackgroundColor', [1, ©.85,
0.8], 'HorizontalAlignment', 'left');
% Callback do przycisku optymalizacji
function optimizeCallback(~, ~)
% Pobieranie danych wejsSciowych
RaTarget = [str2double(get(raMinInput, 'String')),
str2double(get(raMaxInput, 'String'))];
RzTarget = [str2double(get(rzMinInput, 'String')),
str2double(get(rzMaxInput, 'String'))];



Algorytm 4.2. Implementacja interfejsu graficznego do optymalizacji parametréw
chropowatosci, cd.

RSmTarget = [str2double(get(rsmMinInput, 'String')),
str2double(get(rsmMaxInput, 'String'))];
% Sprawdzenie poprawnosci danych wejsciowych
if any(isnan([RaTarget, RzTarget, RSmTarget]))
set(resultText, 'String', 'Biad: Prosze wprowadzic¢ poprawne
dane wejsciowe."');
return;
end
% Definicja zakreséw przeszukiwania
vcValues = 400:50:1200;
fzValues 0.05:0.05:0.3;
apValues = 0.5:0.5:6;
% Inicjalizacja zmiennych do przechowywania najlepszych wynikow
bestParams = [];
bestError = inf;
bestRa = NaN;
bestRz = NaN;
bestRSm = NaN;
% Przeszukiwanie przestrzeni parametrow
for vc = vcValues
for fz = fzValues
for ap = apValues

% Aktualne wartosci parametréw wejsciowych
params = [vc, fz, ap];
% Wyznaczanie wartosci wyjsciowych z sieci neuronowych
Ra = netRa(params');
Rz = netRz(params');
RSm = netRSm(params');

% Obliczanie bedu
RaError = calculateError(Ra, RaTarget);
RzError = calculateError(Rz, RzTarget);
RSmError = calculateError(RSm, RSmTarget);
totalError = RaError + RzError + RSmError;
% Aktualizacja najlepszych wynikéw
if totalError < bestError

bestError = totalError;

bestParams = params;

bestRa = Ra;

bestRz = Rz;

bestRSm = RSm;



96

Algorytm 4.2. Implementacja interfejsu graficznego do optymalizacji parametréw
chropowatosci, cd.
end
end
end

end

% Tworzenie komunikatu wynikdw

resultMessage = sprintf('Optymalne parametry:\nvc = %.2f m/
min\nfz = %.2f mm/ostrze\nap = %.2f mm\nOdchylenie od zatozonego
zakresu = %.4f\n\nOtrzymane wartosci:\nRa = %.4f pm\nRz = %.4f pm\
nRSm = %.4f mm\n',
bestParams(1), bestParams(2), bestParams(3), bestError, bestRa,
bestRz, bestRSm);

% Wyswietlanie wynikéw w interfejsie
set(resultText, 'String', resultMessage);
end
% Definicja funkcji do obliczania biedu
function error = calculateError(value, targetRange)
if value < targetRange(1)
error = targetRange(1l) - value;
elseif value > targetRange(2)
error = value - targetRange(2);
else
error = 0; % Wartos¢ jest w zakresie docelowym
end
end
end

Interfejs zostat zaprojektowany z mysla o zapewnieniu przejrzystosci
oraz tatwosci obstugi, co umozliwia szybkie uzyskanie rezultatow i analizg ich
zgodnosci z zatozonymi wymaganiami. Dzieki graficznemu przedstawieniu
procesu optymalizacji uzytkownik moze w tatwy spos6b monitorowa¢ wyniki

i dokonywac¢ potrzebnych zmian w parametrach wejsciowych.

Przyklad 1. dziatania algorytmu dla zatozonych parametréw obrébki: Ra
w zakresie 0,35+0,39 [um], Rz w zakresie 2,3+2,5 [um]| oraz RSm w zakresie
0,04+0,05 [mm] przedstawia ryc. 4.15. Po weryfikacji otrzymanych wartosci
parametréw chropowato$ci mozna stwierdzi¢, ze zawierajg sie w zatozonych

granicach.



Ryc. 4.15. Przykfad 1. dziatania algorytmu optymalizujacego

Przyktad 2. dziatania algorytmu dla zalozonych parametréw obrobki w naste-
pujacych zakresach: Ra 0,39+0,42 [um], Rz 2,7+2,8 [um| oraz RSm 0,035+0,04 [mm]
przedstawia ryc. 4.16. Po weryfikacji otrzymanych warto$ci parametréw chropo-
wato$ci mozna stwierdzi¢, ze mieszcza si¢ w zatozonych granicach, podobnie jak
miato to miejsce w poprzednim przypadku.

Na podstawie przeprowadzonych badan oraz optymalizacji parametrow
obrobki mozna stwierdzié, ze zaproponowany algorytm skutecznie znaj-
duje optymalne wartosci parametréw wejsciowych (v,, f,, a p), ktdre prowadza
do uzyskania zalozonych warto$ci parametréw chropowatosci powierzchni
(Ra, Rz, RSm). Wyniki pokazuja, Zze zarwno w pierwszym, jak i drugim przy-
ktadzie otrzymane wartos$ci parametréw chropowato$ci mieszczg sie w zakta-
danych granicach, potwierdzajac efektywno$¢ zastosowanego podejscia.
Optymalizacja parametrow obrobki przy uzyciu sieci neuronowych pozwala
na precyzyjne dostosowanie procesu do wymagan jako$ciowych powierzchni.
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Ryc. 4.16. Przykfad 2. dziatania algorytmu optymalizujacego

4.,5. Optymalizacja parametrow obrobki
przy ograniczeniach sitowych

Modelowanie sit skrawania odgrywa wazna role w procesie wytwarzania ele-
mentow maszyn i urzadzen, zwlaszcza przy uzyciu nowoczesnych materia-
16w, takich jak stopy magnezu. W przemys$le lotniczym, gdzie dazy sie do
zmniejszenia masy elementéw konstrukcyjnych, coraz czeg$ciej obrabia sie
czesci cienkoscienne technologia frezowania, w tym frezowania HSM (High-
Speed Machining). Sity skrawania, bedace jednym z gtéwnych wskaznikow
skrawalnosci, majg istotny wptyw na odksztatcenia elementéw obrabianych,
a ich nadmierna warto$¢ moze prowadzi¢ do pogorszenia jakosci powierzchni
oraz zwiekszenia drgan w systemie OUPN (Obrabiarka-Uchwyt-Przedmiot-
Narzedzie) [170,171].

Modelowanie tych sit jest wiec istotne dla optymalizacji procesu obrébki,
pozwala na okre$lenie parametréow skrawania, ktére minimalizuja nega-
tywne skutki, takie jak nadmierne odksztalcenia czy pogorszenie jako-
$ci powierzchni. Tradycyjne metody analityczne czgsto zawodzg z powodu



ztozonosci i nieliniowo$ci procesow obrobkowych. Stad zastosowanie sztucz-
nych sieci neuronowych skutkuje stworzeniem doktadniejszych modeli przy-
czynowo-skutkowych miedzy parametrami skrawania a sitami skrawania.

Jednak samo zamodelowanie sktadowej czy sktadowych sity skrawa-
nia nie przeklada sie na wskazanie dla technologa konkretnych parame-
trow obrobki, otrzymanego modelu nie mozna bezposrednio wykorzystac¢ do
doboru optymalnych parametréw obrobki. Zaktadajac, ze proces produkcji
bedzie przebiegal w warunkach odpowiadajacych tym, w ktérych stworzono
model, konieczne jest wyselekcjonowanie z wielowymiarowej przestrzeni
parametrow kontrolnych takiego zestawu, ktéry zapewni osiaggniecie wyma-
gan zapisanych w dokumentacji technicznej produktu. Ponadto nie moze to
by¢ dowolny zestaw speiniajacy te wymagania (nieprzekroczenie wartosci
sity), ale taki, ktéry gwarantuje maksymalna wydajnos$¢ procesu. W takich
przypadkach wykorzystuje si¢ tzw. inzynieri¢ odwrotng, ktorej celem jest
znalezienie optymalnej przestrzeni parametréow wejSciowych prowadzacych
do osiaggniecia zamierzonego parametru wyjsciowego. Proces ten polega na
selekcji zestawu parametrow, ktory spetnia okres§lone kryteria, takie jak np.
wydajnos$¢ procesu.

Taki model sily skrawania moze jednak zosta¢ wykorzystany do stworzenia
algorytmu optymalizujacego parametry obrébki, ktérego celem bedzie wyzna-
czenie jednego rozwigzania spetniajacego maksymalng wydajno$c¢ obrobki.

4.5.1. Metodyka modelowania sity skrawania

W ramach badan nad modelowaniem sit skrawania, ze wzgledu na domi-
nujacy wpltyw sktadowej sily F, na odksztalcenia przedmiotu obrabianego,
przyjeto ten parametr jako wielko$¢ wyjsciowa w budowanym modelu i tylko
ta sktadowa modelowano. Proces modelowania przeprowadzono za pomoca
sieci neuronowych MLP w oprogramowaniu Matlab 2023a. W ramach badan
nad modelowaniem sit skrawania zdecydowano si¢ na zastosowanie sieci
neuronowej MLP ze wzgledu na specyficzne wymagania wynikajace z bardzo
matego zestawu danych. Liczba prébek (46 obserwacji) wymagata wyboru
modelu, ktory jest wystarczajaco ztozony, aby uchwycic¢ istotne zaleznosci
w danych, ale jednocze$nie na tyle prosty, aby uniknaé¢ problemow zwig-
zanych z nadmiernym dopasowaniem. Z tego powodu zastosowano MLP
z jedng warstwa ukryta, ktorej liczba neuronéw byla iteracyjnie dostoso-
wywana w celu znalezienia optymalnej konfiguracji, w zakresie od 2 do 12
neuronow.
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Warstwa wejsciowa modelu sktadata sie z trzech neuronow wejsciowych,
reprezentujgcych zmienne parametry obrobki: predkos¢ skrawania (v,), posuw
na ostrze (f,) i gtgbokos¢ skrawania (ap). Warstwa wyjsciowa sktadata sie z jed-
nego neuronu, ktéry modelowat sktadowa F, sily skrawania.

W badaniu zastosowano domy$lng metode inicjalizacji wag, ktora zapew-
nia stabilne warunki poczatkowe dla procesu uczenia. W warstwie ukrytej sieci
zastosowano funkcje aktywacji typu sigmoidalnego. W procesie oceny jakosci
modelu zastosowano funkcje kosztu typu MSE. W badaniu analizowano trzy
algorytmy uczenia: LM, BR oraz SCG. Celem byto okreslenie optymalnej liczby
neuron6w w warstwie ukrytej, ktéra zapewni najlepsza jakos¢ modelu. Proces
rozpoczeto od zastosowania algorytmu LM ze wzgledu na jego efektywne wtas-
ciwosci szybkiej zbieznosci, szczegdlnie w problemach z ograniczong ilo$cig
danych. Iteracyjnie testowano rézne konfiguracje liczby neuronéw w warstwie
ukrytej (od 2 do 12), uzywajac algorytmu LM. W wyniku tego podejs$cia udato
sie wyloni¢ konfiguracje sieci, ktéra zapewnila najwyzsza jako$¢ przetwarzania
danych. Nastepnie, wykorzystujac ustalong liczbe neuronéw, przystapiono do
trenowania sieci za pomocg pozostatych algorytmoéw: SCG oraz BR. Procedura
zostata przeprowadzona analogicznie, jak w przypadku modelowania parame-
tréw chropowatosci. Dzieki identycznej architekturze sieci mozliwe bylo bez-
posrednie poréwnanie efektywnosci poszczeg6lnych algorytmow.

Zestaw danych eksperymentalnych sktadat sie z 46 obserwacji, podzielonych
W proporcji 75% : 25%, gdzie pierwsza warto$¢ oznaczata udziat danych uczacych,
a druga — danych walidacyjnych. Ze wzgledu na malg ilo$¢ danych pominieto dane
testowe. Aby unikng¢ przeuczenia sieci, zastosowano mechanizm wczesnego
zatrzymania, ustawiony na poziomie 6. Wydajnos¢ i jako$¢ sieci oceniano przy
uzyciu wskaznikéw jakosciowych, takich jak: R, MSE, RMSE, RIE, MAPE i MAE.

4.5.2. Wyniki modelowania sity skrawania

Sktadowa sity skrawania, ktéra zostata zamodelowana z wykorzystaniem sieci
neuronowych MLP, byta sktadowa F,. W procesie uczenia, wykorzystujac algo-
rytm LM, uzyskano najlepsze parametry jakosciowe dla sieci neuronowe;j z sied-
mioma neuronami w warstwie ukrytej. Osiagnieto to po 9 epokach uczenia.
Nastepnie dla warstwy ukrytej zawierajacej siedem neuronéw trenowano sieci
neuronowe MLP z wykorzystaniem dwoch pozostalych algorytméw: SCG oraz
BR. Tabela 4.6 przedstawia wskazniki jakoS$ci trzech modeli sieci neuronowych.
Algorytm LM wymagatl 9 epok do osiggniecia najlepszych wynikow, podczas gdy
SCG i BR wymagaty odpowiednio 19 i 83 epok. Wspotczynnik korelacji R dla



LM wyni6st 0,999, co wskazuje na najwyzsza doktadno$¢ w poréwnaniu z SCG
i BR. Pod wzgledem MSE algorytm LM osiggnatl wartos¢ 160,59, co jest znacz-
nie nizsze niz dla SCG i BR. Podobnie przedstawiaja si¢ wartosci dla wszystkich
pozostatych analizowanych btedow. Na podstawie tych wskaznikdw mozna
stwierdzi¢, Ze algorytm LM zapewnia najlepsza jako$¢ modelowania sktadowej

F, w poréwnaniu z algorytmami SCG i BR.

Tabela 4.6. Wskazniki jakosci dla réznych algorytméw uczenia sieci MLP dla skladowej Fx

Algorytm uczenia sieci MLP LM SCG BR
Epoka 9 19 83
R (caty zbiér danych) 0,999 0,989 0,993
MSE 160,59 1657,24 1120,38
RMSE 12,67 40,71 33,47
RIE 0,0168 0,0542 0,0446
MAPE 0,0193 0,0439 0,0317
MAE 10,56 29,67 20,75
@ |
b |
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Ryc. 4.17. Najlepsza wydajnos¢ modelu Fy dla sieci MLP z algorytmem uczenia: a) LM, b) SCG, ¢) BR

Ryc. 4.17 ilustruje wykresy z najlepsza wydajno$ciag modelu F, dla sieci
z trzema roznymi algorytmami uczenia: LM, SCG i BR. Analiza wykresow
wskazuje na réznice w efektywnosci i zbieznosci trzech algorytmow ucze-
nia sieci neuronowych dla modelu F,. Algorytm LM wykazat si¢ najnizszym
MSE podczas walidacji, co sugeruje jego najwyzsza precyzje w modelowa-
niu sktadowej F,. Zbiezno$¢ algorytmu LM jest rowniez szybsza, osiaga naj-
lepsze wyniki juz po 16 epokach. Algorytm SCG, cho¢ wymagal mniej epok
do osiagniecia najlepszej wydajnosci walidacji w porownaniu z BR, charak-
teryzowal sie znacznie wyzszym MSE, co wskazuje na jego nizszg doktad-
nos$¢. Algorytm BR, mimo wigkszej liczby epok, osiggnat lepsze wyniki niz
SCG, ale nie doréwnat precyzji LM. Wnioski te sugeruja, ze dla modelowa-
nia sktadowej F, w analizowanym konteks$cie algorytm LM jest najbardziej
efektywny i precyzyjny.

Na ryc. 4.18 przedstawiono wykresy korelacji dla zestawoéw danych ucza-
cych, walidacyjnych i catych zestawdéw danych dla modeli MLP z r6znymi algo-
rytmami uczenia: a) LM, b) SCG, c) BR.



Ryc. 4.18. Wykresy korelacji dla modelu Fy z algorytmem uczenia: a) LM, b) SCG, c) BR

Podsumowujac, analiza por6wnawcza wynikdw dla modelowania skta-
dowej sity skrawania F, wskazuje, Ze algorytm LM wydaje sie najbardziej
efektywny pod wzgledem szybkosci uczenia, doktadnosci oraz ogélnej jakosci
wynikéw w poréwnaniu z dwoma pozostatymi.

Na ryc. 4.19 zilustrowano wielko$¢ sktadowej F, sity skrawania uzyskana
z modelu MLP z wykorzystaniem algorytmu LM. W badaniu uwzgledniono
trzy parametry wejsciowe, dlatego zmiany warto$ci sktadowej F, zostaty zilu-
strowane w kontekscie par parametrow skrawania: v /f, i f,/ a, Symulacje prze-
prowadzono, wprowadzajac dane wejsciowe (tj. parametry frezowania v, a - f)
do oprogramowania Matlab, a nastepnie uzyskano wynik z modelu w postaci
sktadowej Fy sity skrawania.
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Ryc. 4.19. Sktadowa F sity skrawania uzyskana z modelu MLP z algorytmem uczenia LM

w zaleznosci od v /f, i fz/ap

4.5.3. Optymalizacja parametrow obrobki

W procesie optymalizacji parametréw obrobki celem jest znalezienie optymal-
nych wartosci predkosci skrawania (v,), posuwu na ostrze (f,) oraz gteboko-
$ci skrawania (ap), ktére minimalizujg site skrawania F, przy jednoczesnym
zachowaniu wysokiej wydajnos$ci procesu (maksymalizowaniu wydajnosci
objeto$ciowej frezowania). Optymalizacja zostata przeprowadzona przy uzy-
ciu modelu sieci neuronowej MLP, ktory zostat wczesniej wytrenowany na
danych eksperymentalnych. Model ten przewiduje warto$¢ sktadowej F, sily
skrawania na podstawie wartosci parametrow obrobkiv,, f, ia -

Zakresy oraz kroki zmian dla trzech gtéwnych parametréw wejsciowych
zostaly okreslone na podstawie praktycznych wartos$ci stosowanych w proce-
sie obrobki frezowaniem:

*  predkos¢ skrawania (v,): 400+1200 [m/min] (krok: 10 [m/min]);
* posuw na ostrze (f): 0,05+0,3 [mm/ostrze] (krok: 0,01 [mm/ostrze]);
s glebokos$¢ skrawania (a p): 0,5+6 [mm] (krok: 0,1 [mm)]).

Zakresy docelowe dla parametru F, zostaly zdefiniowane na podstawie
dopuszczalnych warto$ci sit skrawania, ktore nie powodujg nadmiernych
odksztalcen obrabianego przedmiotu.

Funkcja celu w optymalizacji parametréw obrdbki jest zdefiniowana jako
negatywna wydajno$¢ objetosciowa frezowania. Negatywng warto$¢ stosuje
sie, aby optymalizacja polegata na maksymalizowaniu wydajnos$ci poprzez
minimalizacje negatywnej wartosci.

Wydajno$¢ objetosciowa frezowania jest obliczana na podstawie predko-
$ci obrotowej wrzeciona, predko$ci posuwowej oraz szerokosci i gtebokosci
frezowania.



»  Predko$¢ obrotowa wrzeciona [172]:

v, * 1000 (4.8)
Dxm

gdzie:
n — predko$¢ obrotowa wrzeciona [min];
V.- predko$¢ skrawania [m/min];
D - $rednica narzedzia [mm].
»  Predko$¢ posuwowa [172]:

vp=foxzxn (4.9)

gdzie:
vy — predkos$¢ posuwowa [mm/min];
fz— posuw na ostrze [mm/ostrze];
z — liczba ostrzy frezu.
*  Wydajnos¢ objeto$ciowa frezowania[173]:

Qe * Ay * Vf

4.10
1000 (4.10)

Q=
gdzie:
Q - wydajnosc¢ objetosciowa frezowania [cm?/min];
a.— szeroko$¢ frezowania [mm];
a, - gtebokos¢ skrawania [mm].
Matematycznie funkcja celu jest zdefiniowana jako:

Wydajnosé = -Q (4.10)

W kodzie Matlab funkcja celu jest zdefiniowana jako algorytm 4.3.

Algorytm 4.3. Definicja funkgji celu

% Definicja funkcji celu (wydajno$c¢ objetosciowa frezowania)

function Q = calculateVolumeEfficiency(vc, fz, ap)

n = (vc * 1000) / (D * pi); % Predkos¢ obrotowa wrzeciona [min~-1]

vf = fz * z * n; % Predkos¢ posuwowa [mm/min]

Q = (ae * ap * vf) / 1000; % Wydajnos¢ objetosciowa [cm”3/min]
end
% Definicja funkcji celu (negatywna wydajnos¢ objetosciowa)
objectiveFunction = @(x) -calculateVolumeEfficiency(x(1),

x(2), x(3));
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Dla sktadowej sily F, zdefiniowano funkcje btedu w stosunku do zakresu
docelowego, aby okresli¢, czy wyliczone wartosci sity mieszczg si¢ w zada-
nych granicach:

Fzmax — netF :17(’00’ fz, ap)vjezeli netF II?(’UC, f27 ap) < meax
EFac('Uw fza ap) = { netF IL‘(’UC, fza ap) - Fzmaxajezeli netF CL‘(’UC, fz: ap) > Fimax (412)
0, w innym przypadku

gdzie:

Ep (v, F,, ap) - funkcja btedu dla sktadowej sity F;

Fymax — maksymalna dopuszczalna warto$c¢ sity Finays

netFz (v, f.,a,) - wyliczona warto$¢ sktadowej sity F, przez sie¢ neu-
ronowa dla zadanych wartosci v, f-, a,.

Procedura optymalizacji polega na przeszukiwaniu przestrzeni parame-
trow v,, f, i a, w zadanych zakresach i krokach zmian, aby znalez¢ kombina-
cje parametrow, ktora minimalizuje funkcje celu i jednocze$nie spetnia ogra-
niczenia. Przeszukiwanie przestrzeni parametréw realizowane jest w wyniku
dziatania kodu przedstawionego jako algorytm 4.4.

Algorytm 4.4. Przeszukiwanie przestrzeni parametréw

% Przeszukiwanie przestrzeni parametrow
for vc = vc_values
for fz = fz_values
for ap = ap_values
% Aktualne warto$ci parametréw wejsciowych
params = [vc, fz, ap];

% Wyznaczanie wartosci wyjsciowych z sieci neuronowej
Fx = net(params’);

% Obliczanie b%edu
if Fx < Fx_max
error = Fx_max - Fx;
else
error = Fx - Fx_max;
end
% Aktualizacja najlepszych wynikdw
if error < bestError
bestError = error;
bestParams = params;



Algorytm 4.4. Przeszukiwanie przestrzeni parametréw, cd.

bestFx = Fx;
end
end
end
end

Kolejny etap to zaokraglenie wynikdw otrzymanych po optymalizacji para-
metrow wejsciowych: v, do najblizszej wielokrotnosci 10 [m/min], f, do dwoch
miejsc po przecinku (0,01 [mm]), a a, do jednego miejsca po przecinku (0,1
[mm]). Dalej nastepuje wyliczenie wartosci sktadowej F, dla zaokraglonych para-
metréw wejsciowych oraz wyswietlenie wynikow. W celu fatwiejszego korzysta-
nia z przygotowanego algorytmu zaproponowano prosty interfejs uzytkownika.
Zostal przedstawiony na ryc. 4.20.

Ryc. 4.20. Interfejs uzytkownika aplikacji doboru optymalnych parametréw obrébki

Interfejs graficzny sktada sie z trzech gtéwnych paneli: ,,Warto$¢ Graniczna”,
»Parametry Wejsciowe” oraz ,,Wyniki Optymalizacji”. Panel ,,Warto$¢ Graniczna”
zawiera pole edycyjne stuzace do wprowadzania wartosci granicznej sity F,.
Uzytkownik wprowadza tutaj maksymalng dopuszczalng warto$¢ sity skrawania.
Pole edycyjne do wprowadzenia wartosci granicznej sity F,, ma domyslng warto$¢
ustawiong na 500. Panel ,,Parametry WejSciowe” zawiera pola edycyjne stuzace do
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wprowadzania zakresu przestrzeni parametréw wejsciowych, w ktérych poszu-

kuje si¢ optymalnych warto$ci. Uzytkownik moze tutaj okre$li¢ minimalne i mak-

symalne wartosci predkosci skrawania (v,), posuwu na ostrze (f,) oraz gtebokosci

skrawania (a p). Panel ,,Wyniki Optymalizacji” wyswietla wyniki procesu opty-

malizacji, w tym optymalne wartosci parametréw obrobki oraz obliczong maksy-

malng wydajno$¢ i przewidywang warto$¢ Fy. Pola tekstowe w panelu obejmuja:

* Optymalne v,: WySwietla optymalng warto$¢ predkosci skrawania;

* Optymalny f: Wyswietla optymalng warto$¢ posuwu na ostrze;

=  Optymalny a, Wyswietla optymalng wartos$¢ glebokosci skrawania;

=  Maksymalna wydajno$¢: Wyswietla maksymalng wydajnos¢ objetosciowa
frezowania;

*  Wyliczone F,: Wyswietla przewidywang warto$¢ sity skrawania F, na
podstawie optymalnych parametrow.

Przycisk ,,Optymalizuj” uruchamia proces optymalizacji na podstawie
wprowadzonych danych. Po jego naci$nieciu funkcja callback (opisana w algo-
rytmie 4.5) przeprowadza optymalizacje parametréw skrawania (urucha-
mia odpowiedni fragment kodu), wyznaczajac optymalne wartosci v, f, i a,
ktére minimalizujg site skrawania F, przy jednoczesnym maksymalizowaniu
wydajnosci objetosciowej frezowania. Interfejs graficzny zostal zaprojekto-
wany w sposob intuicyjny, umozliwiajac uzytkownikowi tatwe wprowadzenie
niezbednych danych wejsciowych, uruchomienie procesu optymalizacji oraz
przegladanie wynikéw. Budowa pelnego algorytmu optymalizacyjnego tacz-
nie z interfejsem zostala przedstawiona jako algorytm 4.5.

Algorytm 4.5. Algorytm optymalizacyjny parametréw obrébki przy ograniczeniach sitowych

function skrawanie_optimalizer

% Wczytaj lub zdefiniuj tutaj swoja siec neuronowg 'net'

load('net.mat', 'net'); % Przykiad wczytania sieci z pliku%
Tworzenie gtéwnego okna GUI

f = figure('Position', [300, 300, 500, 650], 'Name',
'Optymalizacja Parametréw Skrawania', 'NumberTitle', 'off');

% Panel do wprowadzenia wartosci granicznej Fx

pl = uipanel('Title', 'Warto$¢ Graniczna', 'FontSize', 12,
'Position', [0.05 ©.85 0.9 0.1]);

uicontrol('Parent', pl, 'Style', 'text', 'Position', [20, 20,
140, 20], 'String', 'Graniczna wartos$¢ Fx:', 'HorizontalAlignment',
"left');

fxEdit = uicontrol('Parent', pl, 'Style', ‘'edit', 'Position’,
[1808, 20, 100, 20], 'String', '500');

% Panel do wprowadzenia parametroéw wejsciowych



Algorytm 4.5. Algorytm optymalizacyjny parametréw obrébki przy ograniczeniach sitowych, cd.

p2 = uipanel('Title', 'Parametry WejsSciowe', 'FontSize', 12,
'Position', [0.05 0.45 0.9 0.4]);

uicontrol('Parent', p2, 'Style', 'text', 'Position', [20, 180,
140, 20], 'String', 'Minimalna predkos$¢ vc:', 'HorizontalAlignment',
"left');

vcMinEdit = uicontrol('Parent', p2, 'Style', 'edit', 'Position’,
[180, 180, 100, 20], 'String', '400');

uicontrol('Parent', p2, 'Style', 'text', 'Position', [20, 150, 140,
20], 'String', 'Minimalny posuw fz:', 'HorizontalAlignment', 'left');

fzMinEdit = uicontrol('Parent', p2, 'Style', 'edit', 'Position’,
[180, 150, 100, 20], 'String', '0.05');

uicontrol('Parent', p2, 'Style', 'text', 'Position’', [20, 120,
140, 20], 'String', ‘'Minimalna giebokos$¢ ap:', 'HorizontalAlignment',
‘left');

apMinEdit = uicontrol('Parent', p2, 'Style', ‘'edit', 'Position’,
[180, 120, 100, 20], 'String', '0.5');

uicontrol('Parent', p2, 'Style', 'text', 'Position’, [20, 90, 140,
20], 'String', 'Maksymalna predkos¢ vc:', 'HorizontalAlignment',
"left');

vcMaxEdit = uicontrol('Parent', p2, 'Style', 'edit', 'Position’,
[180, 90, 100, 20], 'String', '1200');

uicontrol('Parent', p2, 'Style’, 'text', 'Position', [20, 60, 140,
20], 'String', 'Maksymalny posuw fz:', 'HorizontalAlignment', 'left');

fzMaxEdit = uicontrol('Parent’', p2, 'Style', 'edit', 'Position’,
[180, 60, 100, 20], 'String’', '0.3");

uicontrol('Parent', p2, 'Style', 'text', 'Position’, [20, 30, 140,
20], 'String', 'Maksymalna gtebokos$¢ ap:', 'HorizontalAlignment',
"left');

apMaxEdit = uicontrol('Parent', p2, 'Style', ‘'edit', 'Position’,
[180, 30, 100, 20], 'String', '6');

% Przycisk do wywotania optymalizacji

uicontrol('Style', 'pushbutton', 'Position', [190, 260, 120, 30],
‘String', 'Optymalizuj', 'Callback', @(~,~) optimizeCallback(net));

% Panel do wyswietlania wynikow

p3 = uipanel('Title', 'Wyniki Optymalizacji', 'FontSize', 12,
'Position', [0.05 0.05 0.9 0.35]);

uicontrol('Parent', p3, 'Style', 'text', 'Position', [20, 130, 140,
20], 'String', 'Optymalne vc:', 'HorizontalAlignment', 'left');

vcOptText = uicontrol('Parent', p3, 'Style', 'text', 'Position’,
[180, 130, 100, 20], 'String', '', 'BackgroundColor', 'white');

uicontrol('Parent', p3, 'Style', 'text', 'Position', [20, 100,
140, 20], 'String', 'Optymalny fz:', 'HorizontalAlignment', 'left');
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Algorytm 4.5. Algorytm optymalizacyjny parametréw obrébki przy ograniczeniach sitowych, cd.

fzOptText = uicontrol( ‘Parent’, p3, ‘Style’, ‘text’, ‘Position’,
[180, 100, 100, 20], ‘String’, ¢’, f‘BackgroundColor’, ‘white’);
uicontrol( ‘Parent’, p3, ‘Style’, ‘text’, ‘Position’, [20, 70, 140,
20], ‘String’, ‘Optymalny ap:’, ‘HorizontalAlignment’, €‘left’);
apOptText = uicontrol('Parent', p3, 'Style', 'text', 'Position’,
[180, 70, 100, 20], 'String', '', 'BackgroundColor', 'white');
uicontrol( 'Parent', p3, 'Style', 'text', 'Position', [20, 40, 140,
20], 'String', 'Maksymalna wydajnosc¢:', 'HorizontalAlignment', 'left');
maxEffText = uicontrol('Parent', p3, 'Style', 'text', 'Position’,
[180, 40, 100, 20], 'String', '', 'BackgroundColor', 'white');
uicontrol( 'Parent', p3, 'Style', 'text', 'Position', [20, 10, 140, 20],
'String', 'Wyliczone Fx:', 'HorizontalAlignment', 'left');
fxCalcText = uicontrol('Parent', p3, 'Style', 'text', 'Position’,
[180, 10, 100, 20], 'String', '', 'BackgroundColor', ‘'white');
% Funkcja callback dla przycisku optymalizacji
function optimizeCallback(net)
% Pobieranie wartosci z pdél edycyjnych
Fx_max = str2double(get(fxEdit, ‘String’));
vc_min = str2double(get(vcMinEdit, ‘String’));
fz_min = str2double(get(fzMinEdit, ‘String’));
ap_min = str2double(get(apMinEdit, ‘String’));
vc_max = str2double(get(vcMaxEdit, ‘String’));
fz_max = str2double(get(fzMaxEdit, ‘String’));
ap_max = str2double(get(apMaxEdit, ‘String’));
D
z = 2; % Liczba ostrzy frezu

16; % Srednica narzedzia [mm]

ae = 15; % Szerokos¢ frezowania [mm]

% Zakresy i kroki zmian parametrow wejsciowych

vc_values = vc_min:1@:vc_max;

fz_values = fz_min:0.01:fz_max;

ap_values = ap_min:0.1:ap_max;

% Definicja funkcji celu (wydajno$¢ objetosSciowa frezowania)

function Q = calculateVolumeEfficiency(vc, fz, ap)
n = (vc * 1000) / (D * pi); % Predkosc¢ obrotowa
wrzeciona [min”-1]
vf = fz * z * n; % Predkos¢ posuwowa [mm/min]
Q = (ae * ap * vf) / 1000; % Wydajnosc
objetosciowa [cm”3/min]
end
% Definicja funkcji celu (negatywna wydajnos¢ objetosciowa)
objectiveFunction = @(x) -calculateVolumeEfficiency(x(1), x(2), x(3));



Algorytm 4.5. Algorytm optymalizacyjny parametréw obrébki przy ograniczeniach sitowych, cd.

% Definicja funkcji ograniczen
function [c, ceq] = constraints(x, net, Fx_max)
% Wejscia do sieci neuronowej
inputs = [x(1); x(2); x(3)];
% Przewidywana wartosc¢ Fx z sieci neuronowej
Fx_pred = net(inputs);
% Ograniczenia nierdéwnosciowe (Fx <= Fx_max)
c = Fx_pred - Fx_max;
% Brak ograniczen réwnosciowych
ceq = [1;
end
% Inicjalizacja zmiennych do przechowywania najlepszych wynikdéw
bestParams = [];
bestError = inf;
% Przeszukiwanie przestrzeni parametroéw
for vc = vc_values
for fz = fz_values
for ap = ap_values
% Aktualne wartosci parametréw wejsciowych

params = [vc, fz, ap];
% Wyznaczanie wartosci wyjsciowych z sieci neuronowej
Fx = net(params’);
% Obliczanie biedu
if Fx < Fx_max
error = Fx_max - FXx;
else

error Fx - Fx_max;
end
% Aktualizacja najlepszych wynikow
if error < bestError
bestError = error;
bestParams = params;
bestFx = Fx;
end
end
end
end
% Zaokraglenie wynikow
vc_opt_rounded = round(bestParams(1l) / 10) * 10;
fz_opt_rounded = round(bestParams(2) * 100) / 100;
ap_opt_rounded = round(bestParams(3) * 10) / 10;
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Algorytm 4.5. Algorytm optymalizacyjny parametréw obrébki przy ograniczeniach sitowych, cd.

% Wyznaczanie wartosci wyjsciowych z sieci neuronowej dla
zaokraglonych wynikoéw
inputs_opt_rounded = [vc_opt_rounded; fz_opt_rounded;
ap_opt_rounded];
Fx_pred_opt_rounded = net(inputs_opt rounded);
maxEfficiency = calculateVolumeEfficiency(vc_opt_rounded, fz_
opt_rounded, ap_opt_rounded);
% Wyswietlenie wynikéw w GUI
set(vcOptText, 'String', num2str(vc_opt_rounded, '%.2f'));
set(fzOptText, 'String', num2str(fz_opt_rounded, '%.2f"));
set(apOptText, 'String', num2str(ap_opt_rounded, '%.2f"));
set(maxEffText, 'String', num2str(maxEfficiency, '%.2f'));
set(fxCalcText, 'String', num2str(Fx_pred_opt_rounded,
'%.2f'));
end
end

Przyktad 1. dziatania algorytmu dla zalozonej warto$ci granicznej
F, = 500 [N], przedstawia ryc. 4.21, za$ przyktad 2. dla zatozonej wartosci
granicznej Fy = 600 [N] - ryc. 4.22. Po weryfikacji otrzymanych wartosci para-
metréw mozna stwierdzi¢, ze zawierajq sie one w zatozonych granicach.

W ramach przeprowadzonych analiz opracowano algorytm optymaliza-
cyjny parametrow obrobki, majacy na celu znalezienie optymalnych warto$ci
predkosci skrawania (v,), posuwu na ostrze (f,) oraz glebokosci skrawania (a p),
ktére minimalizujg sktadowsg sily skrawania F,, przy jednoczesnym maksy-
malizowaniu wydajno$ci objeto$ciowej frezowania. Optymalizacja zostata
przeprowadzona przy uzyciu modelu sieci neuronowej wytrenowanego na
danych eksperymentalnych, przewidujacego wartos¢ sktadowej Fy sily skra-
wania na podstawie parametréw obrobki. Przyktady dziatania algorytmu dla
roznych wartos$ci granicznych F, potwierdzily, Ze otrzymane parametry miesz-
czg sie w zalozonych granicach, co §wiadczy o skutecznosci zaproponowa-
nego podejscia.



Ryc. 4.21. Przykiad 1. dziatania algorytmu optymalizacyjnego dla zatozonej wartosci
granicznej Fx =500 [N]

Ryc. 4.22. Przykiad 2. dziatania algorytmu optymalizacyjnego dla zatozonej wartosci
granicznej Fx = 600 [N]
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5. Ocena jakosci wyrobow
gotowych

Ocena jakosci wyrobdw gotowych z wykorzystaniem sztucznych sieci neuro-
nowych w procesach produkcyjnych jest zagadnieniem, ktére w duzym stop-
niu determinuje efektywnos¢ i konkurencyjnos$¢ wspotczesnych zaktadéw pro-
dukcyjnych. W zaleznosci od podejscia do problemu jakosci analiza ta moze
przyjmowac charakter zaréwno klasyfikacyjny, jak i regresyjny, co ma znacze-
nie dla doboru odpowiednich metod i narzedzi analizy. ANN, dzieki swojej
elastycznosci i zdolnosci do modelowania ztozonych zaleznosci, oferuja sze-
rokie spektrum mozliwosci w tym zakresie, jednakze wybor odpowiedniego
modelu zalezy od specyfiki zadania i rodzaju analizowanych danych.

Klasyfikacja i regresja jako dwa podstawowe podej$cia w ocenie jakosci
ro6znia sie¢ zasadniczo pod wzgledem celu analizy. Problemy klasyfikacyjne
koncentruja sie na przypisaniu badanego obiektu do jednej z okreslonych
klas, co ma szczeg6lne znaczenie w przypadkach, gdzie konieczne jest jedno-
znaczne okreslenie, czy dany wyrob spetnia okres§lone standardy jakosci, czy
tez nie. Przyktadem moze by¢ wykrywanie wad odlewniczych, gdzie klasy-
fikacja obrazu jako ,bez wad” lub ,,z wadami” decyduje o dalszym losie pro-
duktu w procesie produkcyjnym. Z kolei regresj¢ stosuje si¢ w przypadkach,
gdzie istotne jest przewidywanie cigglych wartosci zwigzanych z jakoscia,
takich jak grubos$¢ powtoki, chropowato$¢ powierzchni czy inne parametry
fizyczne, ktore wymagaja dokladnej kwantyfikacji, a nie tylko binarnego
podziatu na klasy.
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W niniejszym rozdziale, w kolejnych podrozdziatach oméwione zostang
oba podej$cia z uwzglednieniem specyficznych przypadkow zastosowarn ANN
w procesach produkcyjnych. W pierwszej kolejnosci przedstawiony zostanie
problem klasyfikacyjny zwigzany z wykrywaniem wad w odlewach. W ramach
tych badan zastosowano technike transfer learning, ktéra umozliwia adapta-
cje wezesniej wytrenowanych modeli do specyficznych zadan przemystowych.
Takie podejscie pozwala na skrdocenie czasu potrzebnego na uczenie sieci oraz
na znaczng poprawe efektywnosci kontroli jakosci. Drugi przypadek klasy-
fikacyjny dotyczy problemu wykrywania btedow ksztaltu na dynamicznych
liniach produkcyjnych, gdzie obrazy obiektdw sa rozmyte z powodu ich ruchu
na ta§mociagu. Tutaj réwniez zastosowanie znajduja techniki klasyfikacyjne,
ktore pozwalajg na precyzyjna identyfikacje i lokalizacje obiektéw o niepoza-
danych ksztattach, co jest istotne dla np. automatyzacji kontroli jako$ci w cza-
sie rzeczywistym.

W rozdziale zostanie rowniez omowiony problem regresyjny, gdzie ANN
wykorzystywane sg do przewidywania twardo$ci wyrobdw gotowych po pro-
cesie odpuszczania, co jest waznym aspektem w ocenie jako$ci materialéw
metalowych. Odpuszczanie jako proces cieplny stosowany w przemysle meta-
lurgicznym ma na celu poprawe wtasciwosci mechanicznych materiatu, takich
jak twardos¢, wytrzymatosc i plastyczno$é. Precyzyjne okreslenie twardosci po
odpuszczaniu jest niezbedne, aby zapewnic, ze wyréb konicowy spelnia wyma-
gania techniczne oraz normy jako$ciowe.

Kolejnym istotnym aspektem, ktéry zostanie omdowiony, jest roznica w ana-
lizie danych w zaleznosci od tego, czy rejestrujemy pojedynczy obiekt, czy obraz
z linii produkcyjnej, na ktérym znajduje sie wiele obiektéw jednocze$nie. Analiza
pojedynczych obiektéw, jak na przyktad detekcja defektéow w indywidualnych
odlewach, jest relatywnie prostsza, poniewaz model koncentruje sie na jednym,
dobrze zdefiniowanym elemencie. W takich przypadkach istotny jest wybor sieci
neuronowej o odpowiedniej gtebokosci i zdolnosci do rozpoznawania wzorcow
na poziomie detalu, co pozwala na doktadng klasyfikacje lub regresje.

Z kolei w przypadku analizy obrazéw z linii produkcyjnej, gdzie na jed-
nym obrazie znajduje si¢ wiele obiektdw, pojawia si¢ dodatkowe wyzwanie
zwigzane z konieczno$cig lokalizacji, segmentacji oraz klasyfikacji wielu ele-
mentow jednocze$nie. W takich przypadkach wybdr odpowiedniej architektury
sieci neuronowej, jak rowniez parametréw modelu, zalezy od specyfiki zadania.
CNN w takich przypadkach moga by¢ bardziej efektywne ze wzgledu na ich
zdolno$¢ do analizowania skomplikowanych uktadéw obiektéw oraz wykrywa-
nia subtelnych réznic migedzy nimi. Dodatkowo w takich scenariuszach czesto



stosuje sie techniki augmentacji danych oraz transfer learning, aby poprawié
zdolno$¢ modelu do generalizacji na nowych danych produkcyjnych.

Wybor odpowiedniego podejs$cia do oceny jako$ci wyrobow gotowych za
pomocg ANN zalezy od wielu czynnikéw, w tym od charakterystyki analizowa-
nych danych oraz specyficznych wymagan procesu produkcyjnego. W dalszych
cze$ciach rozdzialu omdéwione zostang szczegdtowo przyktady zastosowan
zarowno klasyfikacyjnych, jak i regresyjnych modeli ANN, z uwzglednieniem
roznic w analizie obrazéw pojedynczych obiektéw oraz tych pochodzacych
z linii produkcyjnych. Rozdzial ten dostarczy wszechstronnego wgladu w moz-
liwosci, jakie oferuja sztuczne sieci neuronowe w kontekscie oceny jakosci
wyrobdw gotowych, oraz przedstawi perspektywy ich zastosowania w réznych
procesach produkcyjnych.

5.1. Wykrywanie wad w odlewanych wyrobach gotowych -
problem klasyfikacyjny

Wykrywanie wad w odlewanych wyrobach gotowych stanowi jedno z wyzwan wspot-
czesnej produkcji przemystowej, szczegdlnie w branzy metalurgicznej. Odlewanie jest
zaawansowanym procesem produkcyjnym, polegajacym na wlewaniu ciektego mate-
riatu, najczesciej metalu, do formy zawierajacej wneke o precyzyjnie zaprojektowanym
ksztalcie, ktory odpowiada wymiarom gotowego wyrobu. Po wypetieniu formy mate-
riat jest pozostawiany do stwardnienia, co pozwala na uzyskanie pozadanego ksztattu
istruktury odlewu. Proces ten, cho¢ powszechnie stosowany, wigze si¢ z ryzykiem powsta-
wania roznorodnych wad, ktére moga znaczaco obnizy¢ jakos¢ wyrobéw finalnych.
Do najczgsciej wystepujacych wad odlewniczych nalezg pecherze gazowe, mikropory,
zadziory, wady skurczowe, wady materiatu formy, wady wlewanego metalu oraz wady
metalurgiczne. Kazda z tych nieregularno$ci moze prowadzi¢ do istotnych probleméw
funkcjonalnych lub estetycznych wyrobu, co w konsekwencji wptywa na jego wartos¢
rynkowa i trwato$c.

Wady odlewnicze sg szczegélnie niepozadane w przemysle, poniewaz
mogg prowadzi¢ do znacznych strat finansowych. W przypadku ich wykrycia
cala partia produkcyjna moze zosta¢ odrzucona, co nie tylko generuje bez-
posrednie koszty zwigzane z utratg surowcow i energii, ale takze wptywa na
reputacje producenta oraz opdznia realizacje zamdwien. Dlatego czesto firma
zaangazowana w procesy odlewnicze posiada dedykowany dziat kontroli jako-
Sci, ktorego zadaniem jest identyfikacja wadliwych produktow przed ich wpro-
wadzeniem na rynek.
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Gléwnym problemem tradycyjnych metod kontroli jakosci jest ich manu-
alny charakter. Mimo Ze proces prowadzony jest przez wykwalifikowanych
specjalistéw, wymaga duzo czasu i podatny na btedy ludzkie. Reczne inspek-
cje nie s3 w petni doktadne, a ich efektywno$¢ zalezy od wielu czynnikoéw,
takich jak zmeczenie inspektorow, ztozono$¢ kontrolowanych wyrobdéw oraz
warunki o§wietleniowe. W rezultacie nawet niewielkie defekty moga zosta¢
przeoczone, co prowadzi do dalszych komplikacji w procesie produkcyjnym.

W obliczu tych wyzwan automatyzacja procesu wykrywania wad staje
sie nie tylko pozadana, ale wrecz niezbedna. Rozwdj technologii gtebokiego
uczenia, w szczego6lno$ci wstepnie wytrenowanych CNN, otwiera nowe moz-
liwosci w dziedzinie automatycznej kontroli jakosci. Wykorzystanie tech-
nik transfer learning umozliwia adaptacje sieci neuronowych, ktére zostaty
wczesniej wytrenowane na duzych zbiorach danych obrazowych, do specyficz-
nych zadan zwiazanych z wykrywaniem defektéw w odlewach [98,174,175].
Dzieki modyfikacji warstw koricowych takich sieci, jak ResNet50, ResNet101
czy Darknet53, oraz ich ponownemu trenowaniu na mniejszych, specyficznych
zbiorach danych, mozliwe jest osiggniecie wysokiej skuteczno$ci w identyfi-
kacji wadliwych wyrobdw.

Zastosowanie wstepnie wytrenowanych sieci CNN w przemysle odlewni-
czym ma zatem ogromny potencjal. Nie tylko redukuje czas i zasoby potrzebne
do trenowania nowych modeli, ale takze podnosi jako$¢ i doktadnos¢ pro-
cesu kontroli, minimalizujac ryzyko zwigzane z btedami ludzkimi. W efekcie
automatyzacja procesu wykrywania wad z wykorzystaniem zaawansowanych
technik gltebokiego uczenia moze przyczynic si¢ do znacznego zwigkszenia
efektywnosci produkcji, redukcji strat oraz poprawy konkurencyjnosci przed-
sigbiorstw na rynku. W kontek$cie dynamicznie rozwijajacej sie technologii
i rosngcych wymagan jako$ciowych wprowadzenie takich innowacyjnych
rozwigzan staje si¢ elementem strategii rozwoju nowoczesnych zakladow
produkcyjnych.

5.1.1. Metodyka prowadzonych badan

Celem prowadzonych w tej czesci badan jest ocena skutecznos$ci réznych
sieci CNN w klasyfikacji obrazéw na dwie kategorie: odlew bez wad (OK)
oraz odlew z wadami (defektami). Algorytmy klasyfikacyjne byly testowane
przy uzyciu publicznie dostepnego zestawu obrazéw pod nazwa ,,casting pro-
duct image data for quality inspection”, ktory zostat udostepniony w licencji
CC BY-NC-ND 4.0 [176].



Baza danych dotyczy produktéw wytwarzanych w procesie odlewania,
zawiera zdjecia wykonane z gory produktu, jakim jest wirnik pompy gtebino-
wej. Lacznie w bazie znajduje sie¢ 7348 zdje¢ w rozdzielczosci 300 X 300 pikseli
w skali szarosci, na ktérych zastosowano augmentacje. W bazie wystepuje 3137
zdje¢ bez wad oraz 4167 zdje¢ z wadami odlewdéw. Na ryc. 5.1 przedstawiono
przyktadowe obrazy z obu kategorii, zaréwno te z peknigciami, jak i bez pekniec¢.

Ryc. 5.1. Przyktadowe zdjecia z bazy danych: a, b) bez wad; ¢, d) z wadami
Zrédto: Baza danych ,casting product image data for quality inspection” [176]

Wybdr architektury sieci neuronowej w badaniach dotyczacych klasyfika-
cji obrazéw odlewdw zostat podyktowany specyficznymi wymaganiami zada-
nia, a mianowicie koniecznoscia doktadnego rozréznienia miedzy odlewami
bez wad a odlewami z defektami. Zdecydowano si¢ na zastosowanie CNN
ze wzgledu na ich wyjatkowa skuteczno$¢ w analizie i klasyfikacji obrazéw.
Architektura CNN jest szczeg6lnie dobrze przystosowana do przetwarzania
danych wizualnych, poniewaz potrafi automatycznie rozpoznac i wyodreb-
ni¢ istotne cechy z obrazéw, co jest wazne przy zadaniach, takich jak wykry-
wanie defektéw w odlewach. Dodatkowo w celu maksymalizacji efektywno-
$ci klasyfikacji zastosowano metodologie transfer learning. Transfer learning
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szczegOlnie dobrze sprawdza sie w wykrywaniu defektéw, poniewaz pozwala
na skorzystanie z gotowych, wytrenowanych modeli, ktére maja juz zdolnos¢
rozpoznawania ztozonych wzorcow wizualnych To sprawia, Ze proces uczenia
przebiega znacznie szybciej, a doktadno$¢ klasyfikacji wzrasta. Dzigki temu
podejsciu mozliwe jest uzyskanie wysokiej jakosci wynikow nawet przy ogra-
niczonej ilosci danych specyficznych dla danego zadania, jak to ma miejsce
w przypadku klasyfikacji obrazow odlewow.

Tego rodzaju podejscie nie jest nowe w literaturze naukowej, a jego skutecz-
nos¢ zostata juz weze$niej potwierdzona przez réznych badaczy. Przyktadowo
Guptaiin. przeprowadzili szczegbtowa analize¢ wydajnosci kilku modeli, w tym
EfficientNetB3, ResNet18, VGG16 oraz ResNet50, ostatecznie wybierajac model
ResNet50 jako najefektywniejszy w zadaniu wykrywania wad odlewniczych.
Ich badania pokazaly, ze ResNet50, jako model o odpowiedniej gtebokosci i zdol-
nosci do generalizacji, jest wyjatkowo skuteczny w identyfikacji réznorodnych
defektow [175]. Z kolei Prasad i in. zastosowali w swoim badaniu sie¢ ShuffleNet
V2, ktéra, cho¢ jest mniej ztozona i nie posiada tak duzej gtebokosci jak inne
sieci, oferuje znacznie mniejsze zapotrzebowanie na moc obliczeniowsg. Dzieki
temu model ten jest szczegdlnie uzyteczny w §rodowiskach, gdzie zasoby sprze-
towe sg ograniczone, cho¢ moze to odbywac sie kosztem nieco nizszej doktad-
no$ci w poréwnaniu z glebszymi sieciami neuronowymi [174].

W prowadzonych badaniach zastosowano podejscie, ktore cze$ciowo
rozni si¢ od dotychczasowych badan, wykorzystujac nie tylko sieci neuro-
nowe stosowane przez innych badaczy, ale takze te same modele, aby moc
je bezposrednio poréwnaé. W szczegolnosci, podobnie jak Gupta i in. [175],
uwzgledniono model ResNet50, ktory stuzyl jako punkt odniesienia dla oceny
skutecznosci innych sieci. Dodatkowo w badaniach zastosowano sieci, takie
jak ResNet101, Darknet53, Xception, InceptionResNet-v2 oraz Densenet201,
ktdre roznig sie strukturg i ztozonos$cig obliczeniowa. Dzigki temu mozliwa
byta doktadna analiza, jak te bardziej ztozone modele radzg sobie w poréw-
naniu z ResNet50 w zadaniu identyfikacji defektéw w odlewach. Modele te
zostaly uporzadkowane wedtug rosnacej ztozonosci struktury oraz czasu obli-
czen, co pozwolito na doktadng oceng ich efektywnosci i zdolnosci do identy-
fikacji defektow w odlewach.

Takie podejscie jest uzasadnione z kilku powodéw. Po pierwsze, zastoso-
wanie modeli o roznej ztozonosci struktury umozliwia poréwnanie ich wydaj-
nosci i znalezienie optymalnego balansu pomiedzy doktadnoscig klasyfikacji
a wymaganiami obliczeniowymi. Modele, takie jak ResNet50 i ResNet101,
cho¢ bardziej ztoZzone, oferujg wysoka doktadnos¢, podczas gdy sieci, takie



jak Darknet53 czy Xception mogg dostarczy¢ lepszy kompromis pomiedzy
doktadnoscia a szybkoscia przetwarzania. Po drugie, wybor glebokich sieci,
takich jak Densenet201 i InceptionResNet-v2, pozwala na wykorzystanie ich
zdolnosci do uchwycenia bardziej ztozonych wzorcéw, co moze by¢ wazne
w przypadku trudnych do wykrycia defektow. Zastosowanie tej zréznicowa-
nej puli modeli umozliwia uzyskanie wszechstronnych i solidnych wynikow
w zadaniu wykrywania wad w odlewach, co ma istotne znaczenie w kontek-
Scie przemystowej kontroli jakoSci.

W przypadku sieci konwolucyjnych, takich jak Inception-ResNet-v2,
ResNet50, ResNet101, Darknet53 oraz Xception, proces ten jest znacznie szyb-
szy i mniej zasobochtonny w poréwnaniu z trenowaniem sieci od podstaw.
Na przyklad sie¢ Inception-ResNet-v2, wytrenowana na ponad milionie obra-
z6w z bazy ImageNet, posiada zdolno$¢ klasyfikacji obrazéw do 1000 kategorii.
Przez zamiane warstwy koricowej na warstwe binarng (dwuklasowa) i ponowne
trenowanie na nowych danych, mozliwe jest przystosowanie tej sieci do wykry-
wania konkretnych defektéw w obiektach.

ResNet50 to 50-warstwowa sie¢ konwolucyjna, ktora jest czedcia rodziny
ResNet (Residual Networks) opracowanej przez zespét badawczy He [177].
Sie¢ ta wykorzystuje technike residual learning, ktéra polega na wprowadzeniu
potaczen przeskakujacych umozliwiajacych propagacje sygnatu z pominigciem
jednej lub wiecej warstw. Dzigki temu sie¢ moze efektywnie trenowac gleb-
sze modele bez problemu znikajacego gradientu. ResNet50 jest powszechnie
uzywana w roznych zastosowaniach zwigzanych z rozpoznawaniem obrazow
i klasyfikacja ze wzgledu na swoja wysoka doktadnos¢ i efektywnos$¢ oblicze-
niowg. Liste warstw tej sieci przedstawia tabela 5.1, gdzie przedstawiono dane
dotyczace 22 warstw. Zgrupowano w niej gldwne typy warstw i bloki reszt-
kowe jako pojedyncze pozycje. W rzeczywistosci sie¢ ResNet50 sktada sie z 50
warstw, ktére obejmuja wszystkie warstwy konwolucyjne, normalizacyjne,
aktywacyjne oraz dodatkowe warstwy w powtarzajacych sie blokach resztko-
wych. Kazdy blok resztkowy sktada si¢ z kilku warstw, co w sumie daje peine
50 warstw w architekturze ResNet50.

121



122

Tabela 5.1. Lista warstw sieci ResNET50

Lp. Typ warstwy Opis

1| Conv2D 64 filtry, 7 x 7, krok 2

2 | Batch Normalization Normalizacja

3| ReLU Warstwa aktywacji z funkcjg ReLU

4 | MaxPooling2D 3 x 3, krok 2

5| Conv2D 64 filtry, 1 x 1, krok 1

6 | Batch Normalization Normalizacja

7 | ReLU Warstwa aktywacji z funkcjg ReLU

8 | Conv2D 64 filtry, 3 x 3, krok 1

9 | Batch Normalization Normalizacja
10 | ReLU Warstwa aktywacji z funkcjg ReLU
11 | Conv2D 256 filtry, 1 x 1, krok 1
12 | Batch Normalization Normalizacja
13 | Conv2D 256 filtry, 1 x 1, krok 2 (sciezka skrétu)
14 | Batch Normalization Normalizacja (Sciezka skrotu)
15 | Add Dodanie wynikéw ze $ciezki gtéwnej i sciezki skrotu
16 | ReLU Warstwa aktywacji z funkcjg ReLU
17 | Blok resztkowy x3 Powtorzenie blokéw: 64 filtry, 64 filtry, 256 filtry
18 | Blok resztkowy x4 Powtorzenie blokéw: 128 filtry, 128 filtry, 512 filtry
19 | Blok resztkowy x6 Powtorzenie blokéw: 256 filtry, 256 filtry, 1024 filtry
20 | Blok resztkowy x3 Powtérzenie blokow: 512 filtry, 512 filtry, 2048 filtry
21 | AveragePooling2D 7x7
22 | Fully Connected 1000 neuronéw (dla klasyfikacji ImageNet)

ResNet101 to rozszerzona wersja sieci ResNet50, sktadajgca sie ze 101
warstw [177]. Podobnie jak ResNet50, wykorzystuje technike residual learning,
co pozwala na trenowanie jeszcze gtebszych modeli. ResNet101 oferuje wyz-
sz dokladnos¢ klasyfikacji w poréwnaniu z ResNet50, jednak kosztem zwiek-
szonego czasu obliczen. Siec ta jest rowniez szeroko stosowana w badaniach
i aplikacjach przemystowych ze wzgledu na swoja zdolnos$¢ do skutecznego
rozpoznawania wzorcow w skomplikowanych zbiorach danych. Liste warstw
tej sieci przedstawia tabela 5.2, gdzie znajduja sie dane dotyczace 22 warstw.
Zgrupowano w niej gléwne typy warstw i bloki resztkowe jako pojedyncze
pozycje, analogicznie jak to zostato przedstawione dla sieci ResNet50 powyzej.



Tabela 5.2. Lista warstw sieci ResNET101

Lp. Typ warstwy Opis

1 | Conv2D 64 filtry, 7 x 7, krok 2

2 | Batch Normalization Normalizacja

3 | ReLU Warstwa aktywacji z funkcjg ReLU

4 | MaxPooling2D 3% 3, krok 2

5| Conv2D 64 filtry, 1 x 1, krok 1

6 | Batch Normalization Normalizacja

7 | ReLU Warstwa aktywacji z funkcjg ReLU

8 | Conv2D 64 filtry, 3 x 3, krok 1

9 | Batch Normalization Normalizacja
10 | ReLU Warstwa aktywacji z funkcjg ReLU
11 | Conv2D 256 filtry, 1 x 1, krok 1
12 | Batch Normalization Normalizacja
13 | Conv2D 256 filtry, 1 x 1, krok 2 (sciezka skrétu)
14 | Batch Normalization Normalizacja (Sciezka skrotu)
15 | Add Dodanie wynikéw ze $ciezki gtéwnej i sciezki skrotu
16 | ReLU Warstwa aktywacji z funkcjg ReLU
17 | Blok resztkowy x3 Powtorzenie blokéw: 64 filtry, 64 filtry, 256 filtry
18 | Blok resztkowy x4 Powtorzenie blokéw: 128 filtry, 128 filtry, 512 filtry
19 | Blok resztkowy x23 Powtorzenie blokéw: 256 filtry, 256 filtry, 1024 filtry
20 | Blok resztkowy x3 Powtérzenie blokow: 512 filtry, 512 filtry, 2048 filtry
21 | AveragePooling2D 7x7
22 | Fully Connected 1000 neuronéw (dla klasyfikacji ImageNet)

Darknet53 to 71-warstwowa sie¢ konwolucyjna, ktora jest czescig platformy
programistycznej Darknet uzywanej w systemie YOLO do detekcji obiektow w cza-
sie rzeczywistym. Darknet53 charakteryzuje si¢ wysoka doktadnoscia klasyfikacji
ijest zoptymalizowana pod katem szybkich obliczen, co czyni ja idealng do zastoso-
warn wymagajacych przetwarzania obrazu w czasie rzeczywistym. Tabela 5.3 przed-
stawia strukture tej sieci, ktora sktada sie z 23 warstw. Liczba warstw wynika z cha-
rakterystycznej architektury tej sieci, w ktérej wystepuja powtarzajace sie bloki
resztkowe, majace na celu glebsze przetwarzanie danych wej$ciowych. W przeci-
wienstwie do sieci ResNet50 czy ResNet101 ostatnia warstwa Darknet53 nie jest
warstwa klasyfikacyjna. Wynika to z faktu, ze Darknet53 stosuje sie gtéwnie jako
cze$¢ wiekszych systemodw, takich jak YOLO do detekcji obiektow, gdzie dalsze
warstwy sg odpowiedzialne za lokalizacje i klasyfikacje obiektéw w obrazie, a nie
za klasyfikacje calego obrazu do jednej z okreslonych klas.
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Tabela 5.3. Lista warstw sieci Darknet53

Lp. Typ warstwy Opis

1| Conv2D 32filtry, 3 x 3, krok 1
2 | Batch Normalization Normalizacja
3 | Leaky RelLU Warstwa aktywacji z funkcjg Leaky ReLU
4 | Conv2D 64 filtry, 3 x 3, krok 2
5 | Batch Normalization Normalizacja
6 | Leaky RelLU Warstwa aktywacji z funkcja Leaky ReLU
7 | Blok resztkowy x1 Powtdrzenie blokéw: 32 filtry, 32 filtry
8 | Conv2D 128 filtry, 3 x 3, krok 2
9 | Batch Normalization Normalizacja
10 | Leaky ReLU Warstwa aktywacji z funkcja Leaky ReLU
11 | Blok resztkowy x2 Powtorzenie blokéw: 64 filtry, 64 filtry
12 | Conv2D 256 filtry, 3 x 3, krok 2
13 | Batch Normalization Normalizacja
14 | Leaky ReLU Warstwa aktywacji z funkcjg Leaky ReLU
15 | Blok resztkowy x8 Powtorzenie blokéw: 128 filtry, 128 filtry
16 | Conv2D 512 filtry, 3 x 3, krok 2
17 | Batch Normalization Normalizacja
18 | Leaky ReLU Warstwa aktywacji z funkcjg Leaky ReLU
19 | Blok resztkowy x8 Powtorzenie blokéw: 256 filtry, 256 filtry
20 | Conv2D 1024 filtry, 3 x 3, krok 2
21 | Batch Normalization Normalizacja
22 | Leaky ReLU Warstwa aktywacji z funkcjg Leaky ReLU
23 | Blok resztkowy x4 Powtorzenie blokéw: 512 filtry, 512 filtry

Xception to 53-warstwowa sie¢ konwolucyjna zaprojektowana przez
Francois Chollet [178]. Sie¢ ta opiera si¢ na architekturze Inception, ale
wprowadza gtebokie separowalne sploty, co pozwala na bardziej efektywna
ekstrakcje cech z obrazow. Xception oferuje wysoka doktadnos¢ klasyfika-
cji przy stosunkowo niskim obcigzeniu obliczeniowym, co sprawia, ze jest
atrakcyjna dla r6znych zastosowan zwiazanych z analiza obrazéw. Tabela 5.4
przedstawiajaca liste warstw dla sieci Xception zawiera 43 warstwy, ponie-
waz jest ona zbudowana z podstawowych blokéw zawierajacych konwolucje
rozdzielne gtebokie (SeparableConv2D), warstwy normalizacji partii (Batch
Normalization) oraz funkcje aktywacji ReLU. Struktura sieci obejmuje row-
niez warstwy konwolucyjne (Conv2D) na poczatku, warstwy MaxPooling2D
do redukcji wymiaréw oraz globalne $rednie probkowanie (Global Average



Pooling2D) na konicu, przed warstwg w petni potaczong (Fully Connected)

stuzaca do klasyfikacji.

Tabela 5.4. Lista warstw sieci Xception

Lp. Typ warstwy Opis

1 | Conv2D 32 filtry, 3 x 3, krok 2
2 | Batch Normalization Normalizacja
3 | RelU Warstwa aktywacji z funkcja ReLU
4 | Conv2D 64 filtry, 3 x 3, krok 1
5 | Batch Normalization Normalizacja
6 | ReLU Warstwa aktywacji z funkcjg ReLU
7 | SeparableConv2D 128 filtry, 3 x 3, krok 1
8 | Batch Normalization Normalizacja
9 | ReLU Warstwa aktywacji z funkcja ReLU
10 | SeparableConv2D 128 filtry, 3 x 3, krok 1
11 | Batch Normalization Normalizacja
12 | MaxPooling2D 3 x 3, krok 2
13 | Conv2D 256 filtry, 1 x 1, krok 2 (Sciezka skrotu)
14 | Batch Normalization Normalizacja ($ciezka skroétu)
15 | SeparableConv2D 256 filtry, 3 x 3, krok 1
16 | Batch Normalization Normalizacja
17 | ReLU Warstwa aktywacji z funkcjg ReLU
18 | SeparableConv2D 256 filtry, 3 x 3, krok 1
19 | Batch Normalization Normalizacja
20 | MaxPooling2D 3% 3, krok 2
21 | Conv2D 728 filtry, 1 x 1, krok 2 (Sciezka skrétu)
22 | Batch Normalization Normalizacja (Sciezka skrétu)
23 | SeparableConv2D 728 filtry, 3 x 3, krok 1
24 | Batch Normalization Normalizacja
25 | RelU Warstwa aktywacji z funkcjg ReLU
26 | SeparableConv2D 728 filtry, 3 x 3, krok 1
27 | Batch Normalization Normalizacja
28 | MaxPooling2D 3 x 3, krok 2
29 | Blok resztkowy x8 Powtdrzenie blokow: 728 filtry, 728 filtry
30 | SeparableConv2D 1024 filtry, 3 x 3, krok 1
31 | Batch Normalization Normalizacja
32 | RelU Warstwa aktywacji z funkcjg ReLU
33 | SeparableConv2D 1024 filtry, 3 x 3, krok 1
34 | Batch Normalization Normalizacja
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Tabela 5.4. Lista warstw sieci Xception, cd.

35 | MaxPooling2D 3% 3, krok 2

36 | SeparableConv2D 1536 filtry, 3 x 3, krok 1
37 | Batch Normalization Normalizacja

38 | ReLU

39 | SeparableConv2D

40 | Batch Normalization

41 | ReLU

42 | Global Average Pooling2D
43 | Fully Connected

Warstwa aktywacji z funkcjg ReLU
2048 filtry, 3 x 3, krok 1

Normalizacja

Warstwa aktywacji z funkcjg ReLU

Globalne srednie prébkowanie 2D

1000 neurondw (dla klasyfikacji ImageNet)

InceptionResNet-v2 to kombinacja architektury Inception i ResNet sktada-
jaca sie ze 164 warstw [179]. Sie¢ ta taczy zalety obu podejs¢, oferujac zaawan-
sowane mozliwosci ekstrakcji cech oraz stabilno$¢ uczenia glebokich sieci.
InceptionResNet-v2 stuzy do klasyfikacji obrazéw i charakteryzuje sie zdol-
noscig klasyfikacji do 1000 kategorii. W badaniach nad wykrywaniem defek-
tow InceptionResNet-v2 wykazata wysoka efektywnos$¢ dzieki zaawansowanej
architekturze. Liste warstw tej sieci przedstawia tabela 5.5. W tabeli dla sieci
InceptionResNet-v2 znajduje si¢ 26 pozycji, ktére odpowiadaja roznym war-
stwom sieci, analogicznie do poprzednich.

Tabela 5.5. Lista warstw sieci InceptionResNet-v2

Lp. Typ warstwy Opis

1 | Conv2D 32 filtry, 3 x 3, krok 2
2 | Batch Normalization Normalizacja
3 | ReLU Warstwa aktywacji z funkcja ReLU
4 | Conv2D 32 filtry, 3 x 3, krok 1
5 | Batch Normalization Normalizacja
6 | RelLU Warstwa aktywacji z funkcjg ReLU
7 | Conv2D 64 filtry, 3 x 3, krok 1
8 | Batch Normalization Normalizacja
9 | ReLU Warstwa aktywacji z funkcja ReLU
10 | MaxPooling2D 3 x 3, krok 2
11 | Conv2D 80 filtry, 1 x 1, krok 1
12 | Batch Normalization Normalizacja
13 | ReLU Warstwa aktywacji z funkcjg ReLU
14 | Conv2D 192 filtry, 3 x 3, krok 1




Tabela 5.5. Lista warstw sieci InceptionResNet-v2, cd.

Lp. Typ warstwy Opis

15 | Batch Normalization Normalizacja

16 | ReLU Warstwa aktywacji z funkcja ReLU

17 | MaxPooling2D 3 x 3, krok 2

18 | Inception-A blok x5 Powtorzenie blokéw: rézne konfiguracje filtrow
19 | Reduction-A ng:ngu\g?/miaréw za pomocg max poolingu
20 | Inception-ResNet-B blok x10 Powtérzenie blokéw: rézne konfiguracje filtrow
21 | Reduction-B :ng:ngug?/miaréw za pomocg max poolingu
22 | Inception-ResNet-C blok x5 Powtérzenie blokow: rézne konfiguracje filtrow
23 | Global Average Pooling2D Globalne $rednie prébkowanie 2D

24 | Dropout 50% deaktywowanych neuronéw

25 | Fully Connected 1000 neurondw (dla klasyfikacji ImageNet)

26 | Softmax Warstwa aktywacji z funkcjg Softmax

DenseNet201 to sie¢ konwolucyjna sktadajaca si¢ z 201 warstw, bedaca
czescia rodziny DenseNet (densely connected convolutional networks) opraco-
wanej przez Huang i jego wspotpracownikéw [180]. Sie¢ ta charakteryzuje si¢
gestymi potaczeniami, gdzie kazda warstwa jest potaczona z kazdg poprzednia.
Dzigki temu sygnaly sa efektywnie propagowane przez sie¢, co pozwala na lep-
sze wykorzystanie informacji i bardziej skuteczne trenowanie. DenseNet201
minimalizuje problem znikajacego gradientu i umozliwia trenowanie bardzo
glebokich sieci bez utraty doktadnosci. Jest szeroko stosowana w zadaniach
zwiazanych z klasyfikacja obrazéw i analiza danych medycznych. Liste warstw
sieci DenseNet201 przedstawia tabela 5.6, ktéra zawiera 16 pozycji, poniewaz
uwzglednia wszystkie gtéwne etapy przetwarzania danych, analogicznie jak
w poprzednich sieciach. Zawiera warstwy konwolucyjne, normalizacyjne, akty-
wacyjne, poolingowe, bloki geste, warstwy przejsciowe oraz konicowe warstwy
klasyfikacyjne, co zapewnia kompletng strukture modelu od wejscia do wyjscia.

Tabela 5.6. Lista warstw sieci DenseNet201

Lp. Typ warstwy Opis

1 | Conv2D 64 filtry, 7 x 7, krok 2

2 | Batch Normalization Normalizacja

3 | RelU Warstwa aktywacji z funkcjg ReLU

4 | MaxPooling2D 3% 3, krok 2

5 | Blok gesty x6 Powtdrzenie blokéw: rézne konfiguracje filtrow
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Tabela 5.6. Lista warstw sieci DenseNet201, cd.

Lp. Typ warstwy (o] 11

6 | Transition Layer gc:(n;/IZkDr:oLZZS filtry, 1 x 1, krok 1, AveragePooling2D:
7 | Blok gesty x12 Powtorzenie blokéw: rézne konfiguracje filtréw
8 | Transition Layer gc;n;/IZkDr:()lZ(S; filtry, 1 x 1, krok 1, AveragePooling2D:
9 | Blok gesty x48 Powtorzenie blokéw: rézne konfiguracje filtréw

10 | Transition Layer E%T(VZZD: 512 filtry, 1x1, krok 1, AveragePooling2D: 2 X 2,

11 | Blok gesty x32 Powtdrzenie blokéw: rézne konfiguracje filtrow

12 | Batch Normalization Normalizacja

13 | ReLU Warstwa aktywacji z funkcjg ReLU

14 | Global Average Pooling2D | Globalne $rednie prébkowanie 2D

15 | Fully Connected 1000 neuronéw (dla klasyfikacji ImageNet)

16 | Softmax Warstwa aktywacji z funkcjg Softmax

Kazda z wymienionych sieci zostata dostosowana do klasyfikacji dwukla-
sowej poprzez zastapienie oryginalnej w petni polaczonej warstwy (ang. fully
connected layer) nowa z dwoma neuronami wyjsciowymi oraz dodanie warstwy
softmax w celu uzyskania prawdopodobienstw dla kazdej z dwéch kategorii.

W analizie wykorzystano SVM (ang. support vector machine — maszyne
wektoréw nosnych) — algorytm uczenia maszynowego, ktory jest szeroko
stosowany w zadaniach klasyfikacji i regresji. SVM nalezy do rodziny tzw.
algorytmoéw nadzorowanych, co oznacza, ze do jego trenowania potrzebny
jest zestaw danych uczacych z przypisanymi etykietami.

Celem algorytmu SVM jest znalezienie hiperpowierzchni, ktéra w jak
najlepszy sposob oddziela punkty danych jednej klasy od punktéw danych
innej klasy. ,,Najlepszy” oznacza hiperpowierzchnig¢ z najwigkszym margine-
sem miedzy dwiema klasami. Margines to maksymalna szeroko$¢ pasa réw-
nolegtego do hiperpowierzchni, ktory nie zawiera zadnych punktéw danych
wewnatrz. Hiperpowierzchnia to granica decyzyjna oddzielajaca rézne klasy,
a wektory nosne to podzbior obserwacji uczacych, ktére okreslaja polozenie
hiperpowierzchni. Margines to kryterium, ktore SVM optymalizuje, maksy-
malizujac odlegto$¢ miedzy klasami.

W praktyce wiele problemdw nie jest liniowo separowalnych. W takich
przypadkach SVM uzywa funkcji jadra, aby przeksztatci¢ dane wejsciowe do
przestrzeni o wyzszym wymiarze, co utatwia ich separacje. Matlab obstuguje
kilka typow funkcji jadra.



Funkcja jadra liniowego jest uzywana do klasyfikacji dwuklasowej i mozna
ja przedstawic¢ za pomocg wzoru:

K(a,b) = a”b (5.1)
gdzie: a, b - wektory danych.
= Funkcja jadra wielomianowego to:

K(a,b) = (aTb+1)° (5.2)
gdzie: ¢ - stopiert wielomianu.
»  Funkcja RBF (Radial Basis Function) jest zdefiniowana jako:

K(a,b) = exp (—~y||a - b||2) (5.3)

gdzie: v - parametr skalujacy.
=  Funkcja sigmoidalna opisana jest wzorem:

K(a,b) = tanh(Boa™b + B1) (5.4)

i jest jadrem Mercera dla pewnych wartosci 5o i 5.

Trenowanie maszyny wektoréw no$nych polega na rozwigzaniu prob-
lemu optymalizacji kwadratowej, aby dopasowac hiperpowierzchni¢ minima-
lizujaca miekki margines miedzy klasami. Liczba przeksztalconych cech jest
okres$lana przez liczbe wektoréw nosnych.

W prowadzonych badaniach wykorzystano liniowy SVM, ktory zostat
wytrenowany z uzyciem cech wyekstrahowanych przez sieci CNN. Proces obej-
mowat ekstrakcje cech z jednej z warstw sieci CNN dla kazdej probki obrazu,
a nastepnie uzycie tych cech jako wejsciowych danych do trenowania klasyfi-
katora SVM. Dane zostaly podzielone na zestawy uczace i testowe w proporcji
30% : 70%, co zapewnito odpowiednie rozdzielenie danych na potrzeby uczenia
i testowania modelu. W celu zbalansowania zbioru danych dokonano redukcji
liczby obrazéw tak, aby kazda kategoria miata réwna liczbe obiektow (po 3137
zdjec), co zapewnilo, ze model nie byt uprzedzony na korzys¢ ktoérejkolwiek
z klas. Dane wejSciowe zostaly przetworzone, aby dopasowac je do rozmiaru
wejsciowego sieci. Proces ten obejmowal konwersje obrazow do skali szaro-
$ciiich augmentacje. W celu ekstrakcji cech z jednej z ostatnich warstw sieci
wykorzystano partie danych o wielkosci 32. Nastepnie cechy te postuzyly do
trenowania klasyfikatora SVM z uzyciem funkcji jadra liniowego.

W odniesieniu do transfer learningu z uzyciem wymienionych wczes-
niej modeli sie¢ byla inicjalizowana z wstepnie wytrenowanymi wagami,
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a nastepnie dostosowywana do specyficznego zadania klasyfikacji obra-
z6w odlewdw. Domyslna liczba epok zostata ustawiona na 30, co pozwala
na stopniowe dostosowywanie wag bez ryzyka przeuczenia modelu, ktore
mogltoby wystapi¢ przy zbyt duzej liczbie iteracji. Wspotczynnik uczenia,
domyslnie ustawiony na 0,01, zostat wykorzystany do kontrolowania tempa,
z jakim sie¢ modyfikuje swoje wagi podczas procesu trenowania. Dodatkowo
zostala zastosowana regularyzacja L2 z domy$lnym wspotczynnikiem 0,0001,
aby przeciwdziala¢ nadmiernemu dopasowaniu, zwlaszcza podczas pracy
z malymi zestawami danych.

Uczenie modeli odbywato si¢ w nastepujacych etapach: inicjalizacja sieci
CNN z wagami wytrenowanymi na zadanym zbiorze, zastapienie ostatniej
warstwy w pelni polagczonej nowa warstwa dwuklasows, trenowanie nowych
warstw sieci z uzyciem danych uczacych.

Modele byty oceniane przy uzyciu danych testowych (2196 obrazéw kaz-
dej kategorii). Ocena skuteczno$ci modeli obejmowata obliczenie miar jako-
$ci, takich jak doktadno$¢, precyzja, czuto$¢ oraz F1-score. Dodatkowo prze-
prowadzono analize krzywej ROC oraz AUC, aby oceni¢ zdolnosci modeli do
rozrozniania miedzy dwoma klasami. Wyniki réznych architektur sieci CNN
zostaly poréwnane w celu identyfikacji najskuteczniejszego modelu.

5.1.2. Wyniki dziatania klasyfikatorow

Poréwnanie algorytmoéw klasyfikacji opartych na transfer learning z glebo-
kimi sieciami neuronowymi (Resnet50, Resnet101, Darknet53, Xception,
Inceptionresnetv2 i Densenet201) zostato przeprowadzone na podstawie macie-
rzy pomytek, ktore przedstawia ryc. 5.2. Do testowania klasyfikatoréw wyko-
rzystano kolejne 2196 obrazéw z kazdej kategorii z analizowanego zbioru
danych (,,casting product image data for quality inspection” [176]), ktore nie
byty wcze$niej uzywane w procesie uczenia tych klasyfikatorow.



Ryc. 5.2. Macierze pomytek dla analizowanych modeli klasyfikacyjnych:
a) Resnet50, b) Resnet101, c) Darknet53, d) Xception, e) Inceptionresnetv2, f) Densenet201
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Tabela 5.7 przedstawia wyniki wskaznikow jakosciowych: doktadno$¢, pre-
cyzja, czutos¢ i F1-score dla poszczegolnych algorytméw klasyfikacji z wykorzy-
staniem CNN. Wyniki te réwniez przedstawiono w formie wykresu na ryc. 5.3.

Tabela 5.7. Ocena wydajnosci poszczegdlnych algorytmoéw klasyfikacji z wykorzystaniem CNN

Sie¢ CNN Doktadnosé (%) Precyzja (%) Czutosé (%) F1-score (%)
Resnet50 99,25 99,27 99,23 99,25
Resnet101 98,47 97,93 99,04 98,48
Darknet53 99,41 99,73 99,09 99,41
Xception 98,75 99,54 97,95 98,74
Inceptionresnetv2 | 99,18 99,72 98,63 99,18
Densenet201 99,61 99,95 99,27 99,61

Ryc. 5.3. Ocena wydajnosci poszczegdlnych algorytmdw klasyfikacji z wykorzystaniem CNN

Na podstawie przeprowadzonej analizy wynikéw dziatania r6znych sieci
CNN mozna stwierdzi¢, ze kazda z badanych architektur charakteryzuje sie
odmiennymi parametrami wydajnosci, ktére maja istotne znaczenie w kontek-
Scie efektywnosci klasyfikacji obrazéw. Sie¢ ResNet50 uzyskata bardzo wysoka
doktadno$¢ na poziomie 99,25%, przy jednoczes$nie zblizonych warto$ciach pre-
cyzji i czuto$ci wynoszacych odpowiednio 99,27% i 99,23%. Wskaznik F1-score
dla tej sieci wyniost 99,25%, co wskazuje na zrownowazong wydajnos¢ tej
architektury w przewidywaniu obu klas, co czyni ja wyjatkowo skuteczng
w tym zadaniu.

Z kolei sie¢ ResNet101, mimo ze osiggneta wysoka czuto$¢ na pozio-
mie 99,04%, charakteryzuje si¢ nizsza precyzja (97,93%) oraz doktadnoscia
(98,47%) w poréwnaniu z innymi modelami. MozZe to sugerowac, ze siec ta



lepiej identyfikuje pozytywne przypadki, jednak kosztem wiekszej liczby
falszywych pozytywow, co obniza jej ogélng efektywnosc.

Sie¢ Darknet53 uzyskata wysoka precyzje, osiagajac wynik 99,73%. Jej doktad-
no$¢ wyniosta 99,41%, a czuto$¢ 99,09%. Wysoki poziom precyzji wskazuje, ze sie¢
ta jest wyjatkowo skuteczna w minimalizowaniu liczby fatszywych klasyfikacji, co
czyni ja bardzo solidnym wyborem w konteks$cie redukcji btednych klasyfikacji.

Architektura Xception, pomimo wysokiej precyzji (99,54%), uzyskata nizsza
czutos¢ (97,95%), co moze sugerowac, Ze siec jest bardziej rygorystyczna w swo-
ich klasyfikacjach, prowadzac tym samym do pominiecia niektorych pozytyw-
nych przypadkoéw. Doktadno$¢ tej sieci wyniosta 98,75%, a F1-score 98,74%, co
wskazuje na ograniczong rownowage tego modelu w poréwnaniu do innych.

InceptionResNetV2 uzyskata bardziej stabilne wyniki, z precyzja wyno-
szaca 99,72% oraz czulodcia na poziomie 98,63%. Doktadno$¢ tej sieci wyniosta
99,18%, a F1-score 99,18%, co wskazuje na jej solidne parametry wydajnosci.
Niemniej jednak nieco nizsza czuto$¢ w poréwnaniu do modeli Densenet201
i ResNet50 moze by¢ pewng wadg tej architektury.

Najlepsze wyniki osiagneta sie¢ DenseNet201, ktora uzyskata najwyzsza
doktadnos$¢ (99,61%), precyzje (99,95%) oraz Fl-score (99,61%). Czutos¢ tej
sieci wyniosta 99,27%, co wskazuje na jej doskonala zréwnowazonos¢ i efek-
tywno$¢ w identyfikacji zar6wno pozytywnych, jak i negatywnych przypad-
kéw. W odniesieniu do przeprowadzonej analizy mozna stwierdzié, ze sie¢
DenseNet201 jest najbardziej wszechstronng i skuteczng spos$réd wszyst-
kich badanych modeli, co czyni ja najlepszym wyborem do zadan klasyfika-
cji obrazéw.

Warto zauwazy¢, ze w badaniach przeprowadzonych przez Gupta i in.
[175] model ResNet50 zostal uznany za najlepszy pod wzgledem identyfikacji
defektéw. W ramach niniejszej analizy ResNet50 rowniez zostat zastosowany
jako punkt odniesienia. Wyniki sugeruja jednak, ze bardziej ztozone modele,
takie jak DenseNet201, moga przewyzsza¢ ResNet50 pod wzgledem doktadno-
Sci, precyzji i ogolnej skutecznosci, co wskazuje na ich potencjalng przewage
w zadaniach wymagajacych wysokiej precyzji klasyfikacji.

5.1.3. Ocena jakosci wyrobow gotowych na podstawie
wykrywania wad w odlewach

W wyniku poréwnania réznych architektur sieci CNN, w tym ResNet50,
ResNet101, Darknet53, Xception, InceptionResNetV?2 oraz DenseNet201 naj-
lepsze wyniki osiggnieto dla sieci DenseNet201, ktéra okazala si¢ najbardziej
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skuteczna w wykrywaniu wad. W zwigzku z powyzszym do oceny jakos$ci wyro-
béw gotowych na podstawie wykrywania wad w odlewach przy uzyciu zaawan-
sowanych algorytmoéw klasyfikacji obrazéw wykorzystano sie¢ DenseNet201.

Wyniki dziatania algorytmu przedstawiono dla 12 losowo wybranych
przypadkow, co przedstawia ryc. 5.4. Dzialanie klasyfikatora zostato zapre-
zentowane w postaci podpisu pod rysunkiem, dla ktérego wykonano analizg.
Opracowany algorytm 5.1 przedstawia spos6b generowania obrazéw z wyko-
rzystaniem sieci DenseNet201. Dzialanie klasyfikatora jest poprawne, co mozna
zaobserwowac na przedstawionych ponizej przyktadach.

Przypadek nr 4188: Positive ‘ lPrzypadek nr 755: Negative| ‘ Przypadek nr 596: Negative

Przypadek nr 3941: Positive ‘ ‘ Przypadek nr 753: Negative| [ Przypadek nr 1637: Negative|

Ryc. 5.4. Wyniki dziatania algorytmu



Algorytm 5.1. Generowanie obrazéw i ich klasyfikacja

% Losowo wybierz 12 obrazéw testowych

numImages = 12;

randomIndices = randperm(Ntest, numImages);

% Przygotuj rysunek do wyswietlania wynikoéw

figure;

for i = 1:numImages
% Wczytaj obraz testowy i jego etykiete
testImage = readimage(testSet, randomIndices(i));
testLabel = testSet.Labels(randomIndices(i));
% WysSwietl obraz testowy
subplot(4, 3, i); % Rozmie$¢ obrazy w siatce 4x3
imshow(testImage);
% Utwérz augmentedImageDatastore, aby automatycznie zmieniac

rozmiar obrazu podczas wyodrebniania cech obrazu za pomoca aktywacji.

ds = augmentedImageDatastore(imageSize, testImage,
'ColorPreprocessing', 'gray2rgb');

% Wyodrebnij cechy obrazu za pomocg CNN densenet201 (net)

imageFeatures = activations(net, ds, featureLayer, 'OutputAs’,
‘columns');

% Wykonaj predykcje za pomocg klasyfikatora

predictedLabel = predict(classifier, imageFeatures,
'ObservationsIn', 'columns');

% Dodaj przewidywang etykiete jako tytut do podwykresu

titleStr = sprintf('Przypadek nr %d: %s', randomIndices(i),
char(predictedLabel));

% Dodaj tekst ponizej obrazu

xlabel(titleStr, 'FontSize', 10, ‘'FontWeight', 'bold’,
'BackgroundColor', 'white', 'EdgeColor', ‘'black', 'Interpreter’,
‘none');
end

Na podstawie prowadzonych analiz w tym podrozdziale oceniano sku-
teczno$¢ réznych sieci CNN w klasyfikacji obrazéw odlewow na dwie kate-
gorie: bez wad i z wadami. Wykorzystano metode transfer learning, adap-
tujac wczesniej wytrenowane modele CNN, takie jak ResNet50, Darknet53,
i DenseNet201. Najlepsze wyniki uzyskata sie¢ DenseNet201, ktora wykazata
sie najwyzsza doktadnoscig i precyzja w wykrywaniu defektow. Implementacja
modelu DenseNet201 w procesie kontroli jakosci moze znaczgco poprawié
jakos¢ i efektywnos$¢ produkcji poprzez automatyczne i szybkie wykrywanie

wadliwych odlewow.
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5.1.4. Koncepcja implementacji modelu do wykrywania wad
w odlewach w kontroli jakosci

Automatyczne wykrywanie wad w produktach na liniach produkcyjnych ma
istotne znaczenie dla poprawy jakosci i efektywnosci proceséw produkcyjnych.
W oparciu o wytrenowany klasyfikator DenseNet201, ktéry wykazal najwyzsza
doktadno$¢ (99,61%) w zadaniu wykrywania defektow, mozliwe jest stworze-
nie zaawansowanego systemu automatycznej kontroli jako$ci. Implementacja
takiego systemu wymaga skrupulatnego przygotowania danych, integracji
modelu z linig produkcyjng oraz monitorowania wynikdw w czasie rzeczywi-
stym. Schemat koncepcji implementacji modelu do wykrywania wad w pro-
duktach na linii produkcyjnej mozna przedstawi¢ w postaci gtéwnych eta-
pow, ktore obejmuja zbieranie i przetwarzanie danych, konfiguracje modelu,
przetwarzanie w czasie rzeczywistym oraz zarzadzanie wynikami (ryc. 5.5).

Ryc. 5.5. Schemat implementacji modelu do wykrywania wad w produktach
na linii produkcyjnej

Nalezy podkresli¢, Ze jest to ramowa koncepcja implementacji, ktéra moze
stanowic¢ podstawe do wdrozenia systemu w rzeczywistych warunkach produk-
cyjnych. Poszczegdlne elementy tego rozwigzania mogg zosta¢ dostosowane do
specyficznych wymagan i warunkéw danej linii produkcyjnej, co pozwoli na
optymalne wykorzystanie modelu do konkretnych potrzeb przedsigbiorstwa.
Warto rowniez zaznaczy¢, ze przedstawiona koncepcja nie zawiera wszystkich
szczegoldw technicznych, ktore moglyby by¢ potrzebne podczas petnej imple-
mentacji systemu w praktyce.

Pierwszy krok to zbieranie i przetwarzanie danych. Niezbedne jest zain-
stalowanie wysokiej jako$ci kamery przemystowej o wysokiej rozdzielczosci,



co najmniej 8 megapikseli. Kamera powinna by¢ zamontowana w strategicz-
nym miejscu linii produkcyjnej, aby umozliwi¢ rejestrowanie szczeg6étowych
obrazow kazdego produktu. Wazne jest, aby byta umieszczona pod odpowied-
nim katem, minimalizujac znieksztalcenia obrazu.

Roéwnie istotne jest zapewnienie stabilnych warunkow o$wietleniowych.
Wykorzystanie statych zrodet $wiatla, takich jak lampy LED, zapewni réwno-
mierne o$wietlenie bez migotania, co minimalizuje refleksy i cienie. Kamera
przemystowa powinna rejestrowac obrazy kazdego produktu przechodzacego
przez linie produkcyjng. Obrazy musza by¢ zapisywane w formacie zgodnym
z wymaganiami modelu.

Kolejnym krokiem jest przygotowanie danych do analizy, w tym zasto-
sowanie technik augmentacji, ktore moga zwiekszy¢ roznorodno$¢ danych
i poprawi¢ wydajno$¢ modelu. Techniki, takie jak losowe obracanie, przyci-
nanie, zmiana jasnosci, kontrastu i koloréw, zwigkszajg réznorodno$¢ danych
i poprawiajg wydajno$¢ modelu. Wykorzystanie bibliotek, takich jak Keras
ImageDataGenerator, umozliwia automatyczne augmentowanie obrazéw pod-
czas uczenia modelu. Przyktadowy zapis algorytmu pokazujacy augmentowa-
nie danych przedstawia algorytm 5.2.

Algorytm 5.2. Augmentacja obrazéw

# Instalacja TensorFlow i Keras

Ipip install tensorflow keras

# Importowanie potrzebnych modutoéw

import tensorflow as tf

from tensorflow.keras.preprocessing.image import
ImageDataGenerator

import matplotlib.pyplot as plt

# Definicja parametréw augmentacji

datagen = ImageDataGenerator(

rotation_range=40, # Losowe obracanie w zakresie 40 stopni

width_shift_range=0.2, # Przesuniecie w poziomie do 20%
szerokosci obrazu

height_shift_range=0.2, # Przesuniecie w pionie do 20%
wysokosci obrazu

shear_range=0.2, # Przeksztatcenie perspektywiczne do 20%
zoom_range=0.2, # Zoom do 20%
horizontal_ flip=True, # Losowe odbijanie w poziomie
fill mode='nearest’ # Tryb wypeitniania pustych pikseli po
przeksztatceniach
)
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Algorytm 5.2. Augmentacja obrazéw, cd.

# Wczytanie przyktadowego obrazu
img = tf.keras.preprocessing.image.load_img('path_to_image.jpg')
x = tf.keras.preprocessing.image.img_to_array(img)
X = X.reshape((1,) + x.shape) # Zmiana rozmiaru na (1, height,
width, channels)
# Generowanie augmentowanych obrazéw
i=20
for batch in datagen.flow(x, batch_size=1):

plt.figure(i)

imgplot = plt.imshow(tf.keras.preprocessing.image.
array_to_img(batch[@]))

i+=1

if i % 4 == 0: # Generowanie czterech obrazéw

break

plt.show()

Zebrane obrazy powinny by¢ przechowywane w dobrze zorganizowa-
nej bazie danych, umozliwiajacej szybki dostep i przetwarzanie. Kazdy obraz
powinien by¢ opatrzony metadanymi, takimi jak czas rejestracji, identyfikator
produktu i etykieta (z wada lub bez wad). Baza danych moze by¢ zrealizowana
za pomocg réznych technologii, takich jak SQL, NoSQL lub systemy plikow
z odpowiednig strukturg katalogéw.

W celu implementacji modelu sieci neuronowej nalezy zainstalowac
i skonfigurowa¢ platforme programistyczng (strukture aplikacyjna) do glebo-
kiego uczenia, taka jak np. TensorFlow lub PyTorch (to dwa najpopularniejsze
fremeworki do glebokiego uczenia). Nastepnie nalezy zaimportowac wytre-
nowany wcze$niej model DenseNet201, przygotowany do klasyfikacji dwoch
typow wyj$¢ - obraz z wadami oraz bez wad. Matlab umozliwia eksportowa-
nie wytrenowanych modeli do formatéw kompatybilnych z innymi jezykami
programowania, co ulatwia ich integracje.

Przetwarzanie w czasie rzeczywistym wymaga integracji kamery przemy-
stowej z systemem komputerowym, ktéry bedzie odpowiedzialny za odbiera-
nie strumienia wideo. Biblioteki takie jak OpenCV mogg by¢ uzyte do prze-
twarzania strumienia wideo na pojedyncze klatki, ktére beda analizowane
przez model DenseNet201. System powinien automatycznie wyodrebniac
klatki ze strumienia wideo w regularnych odstgpach czasu lub w odpowiedzi
na okre$lone zdarzenia, takie jak wykrycie produktu na linii produkcyjne;j.
Ponizej znajduje si¢ przyktad kodu w Pythonie (algorytm 5.3), ktory ilustruje,



jak moze to zosta¢ zrobione. W danym kodzie sesja MATLABa jest inicjalizo-
wana, a nastepnie obraz z kamery jest przetwarzany w czasie rzeczywistym.
Obrazy sa przeskalowywane, konwertowane do formatu RGB i normalizo-
wane. Nastepnie sg przekazywane do funkcji MATLABa predict_pckniecie,
ktora wykonuje klasyfikacje. Wynik klasyfikacji jest wyswietlany na obrazie.

Algorytm 5.3. Przetwarzanie obrazéw w jezyku Python

import cv2
import numpy as np
import matlab.engine
# Inicjalizacja sesji MATLABa
eng = matlab.engine.start_matlab()
# Inicjalizacja kamery
cap = cv2.VideoCapture(0)
while True:
ret, frame = cap.read()
if not ret:
break
# Przeskalowanie obrazu do 227x227 pikseli
resized frame = cv2.resize(frame, (227, 227))
# Konwersja do formatu RGB
rgb_frame = cv2.cvtColor(resized_frame, cv2.COLOR_BGR2RGB)
# Normalizacja pikseli
normalized_frame = rgb_frame / 255.0
# Konwersja obrazu do formatu odpowiedniego dla MATLABa
matlab_frame = matlab.double(normalized frame.tolist())
# Przewidywanie klasy obrazu za pomocg modelu w MATLABie
predictions = eng.predict_pckniecie(matlab_frame)
class_id = np.argmax(predictions)
# Wyswietlenie wyniku na obrazie
label = "Positive" if class_id == 1 else "Negative"
cv2.putText(frame, label, (10, 30), cv2.FONT_HERSHEY_SIMPLEX, 1,
(9, 255, 9), 2)
# WysSwietlenie obrazu
cv2.imshow( 'Detection’, frame)
# Zakonczenie petli po nacisnieciu klawisza 'q’
if cv2.waitKey(1l) & OxFF == ord(,q’):
break
cap.release()
cv2.destroyAllWindows ()
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System powinien by¢ wyposazony w mechanizmy alarmowe, ktére powia-
damiaja operatorow o wykryciu peknie¢. Powiadomienia mogga mie¢ forme
wizualng, na przyktad komunikatéw wyswietlanych na ekranie, lub dzwie-
kowa, taka jak alarm. Warto réwniez zintegrowac system wykrywania z mecha-
nizmami sortowania, ktére automatycznie usuwaja produkty z wykrytymi
defektami z linii produkcyjnej. Moze to obejmowac ramiona robotyczne lub
systemy ta§mowe, ktére przekierowuja wadliwe produkty.

Aby skutecznie monitorowa¢ wydajnos¢ systemu, wyniki klasyfikacji wraz
z obrazami powinny by¢ zapisywane do dziennika, umozliwiajacego pdzniej-
sz analize i ewaluacje. Ponizszy przyktad pokazuje, jak zapisa¢ wyniki do
pliku CSV (algorytm 5.4).

Algorytm 5.4. Zapisywanie danych do pliku CSV w jezyku Python

import csv
from datetime import datetime
# Inicjalizacja pliku CSV
with open('results.csv', mode='w') as file:
writer = csv.writer(file)
writer.writerow(['Timestamp', 'Product ID', 'Prediction'])
# Funkcja zapisywania wynikoéw
def save_result(product_id, prediction):
timestamp = datetime.now().strftime('%Y-%m-%d %H:%M:%S")
with open('results.csv', mode=’a’) as file:
writer = csv.writer(file)
writer.writerow([timestamp, product_id, prediction])
# Przyktad uzycia
save_result('12345', 'Positive')

System powinien regularnie generowac raporty dotyczace liczby wykry-
tych defektéw, wskaznikéw precyzji i czuto$ci oraz innych miar skuteczno-
sci. Tworzenie wykresow i tabel przedstawiajacych wyniki analizy umozli-
wia fatwe monitorowanie wydajnosci systemu i identyfikacje obszaréw do
poprawy. Mozna to osiggna¢ za pomoca narzedzi, takich jak pandas i matplot-
lib. Przyktadowy kod w Pythonie przedstawiono jako algorytm 5.5.



Algorytm 5.5. Tworzenie raportu w jezyku Python

import pandas as pd

import matplotlib.pyplot as plt

# Wczytanie wynikéw z pliku CSV

df = pd.read_csv(,results.csv’)

# Generowanie raportow

report = df.groupby('Prediction').size()
print(report)

# Tworzenie wykresu
report.plot(kind="bar")
plt.xlabel('Klasy')

plt.ylabel('Liczba wykryc¢")
plt.title('Raport wykrytych defektéw')
plt.show()

Ostatecznie, aby system byt skuteczny w dtuzszej perspektywie, konieczna
jestjego regularna optymalizacja i utrzymanie. Model powinien by¢ regularnie
aktualizowany na podstawie nowych danych z linii produkcyjnej, co mozna
osiggnac poprzez okresowe retrenowanie (ponowne trenowanie) modelu.
Gromadzenie informacji zwrotnej od operatoréw i inzynierow pozwala na
identyfikacje potencjalnych problemdéw i wprowadzenie usprawnien. Ponadto
regularna konserwacja kamer oraz systeméw komputerowych zapewnia nie-
przerwane dziatanie systemu w optymalnych warunkach. Cigglte monitoro-
wanie stanu technicznego sprzetu i natychmiastowe reagowanie na wszelkie
problemy pomaga unikna¢ przestojow i utraty danych.

Implementacja opisanego systemu wykrywania wad w odlewach w kon-
troli jako$ci, opartego na wczesniej wytrenowanym modelu DenseNet201,
stanowi istotng koncepcje, ktorg mozna dostosowac do specyficznych potrzeb
i warunkow produkcyjnych. Dzigki swojej elastyczno$ci model ten moze by¢
modyfikowany i optymalizowany w zalezno$ci od charakterystyki produkc;ji,
rodzaju wykrywanych wad, dostepnych zasobdéw technologicznych oraz spe-
cyficznych wymagan danego przedsiebiorstwa.

Zastosowanie takiego systemu niesie ze sobg szereg korzysci, ktore
moga znaczaco wplyna¢ na poprawe jakosci wyrobdw, zwiekszenie efek-
tywnosci produkcji oraz wzmocnienie konkurencyjnos$ci firmy na rynku.
Automatyzacja procesu wykrywania wad pozwala na szybkie i doktadne
identyfikowanie defektéw, co zmniejsza ryzyko przekazania wadliwych pro-
duktéw do klienta koricowego. Ponadto zintegrowanie systemu z linig pro-
dukcyjng umozliwia biezagce monitorowanie proceséw i natychmiastowe
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reagowanie na wszelkie nieprawidlowosci, co w efekcie redukuje koszty
zwiazane z odpadami i przerébkami.

Koncepcja ta oferuje réwniez mozliwo$¢ dostosowania do zmieniajacych
si¢ warunkow i wymagan produkcyjnych. W miare rozwoju technologii oraz
pojawiania sie nowych typéw defektow, system mozna aktualizowaé, wprowa-
dzajac nowe algorytmy i techniki przetwarzania danych, co zapewnia jego dtu-
gotrwalg skuteczno$¢. Dodatkowo, dzieki skalowalno$ci modelu, mozliwe jest
jego zastosowanie zar6wno w matych zaktadach produkeyjnych, jak i na duzych
liniach produkcyjnych, gdzie wymaga sie analizy duzych wolumendw danych.

Warto jednak zaznaczy¢, ze przedstawiona koncepcja jest ramowa i nie
zawiera wszystkich szczegdtow technicznych, ktore mogtyby by¢ potrzebne
podczas pelnej implementacji systemu. Ostateczna realizacja projektu wymaga
doktadnego planowania, szczegétowej analizy wymagan oraz wspétpracy mie-
dzy zespotem technicznym a personelem odpowiedzialnym za procesy produk-
cyjne. Niemniej jednak ta elastyczna koncepcja stanowi solidng podstawe do
wdrozenia zaawansowanego systemu kontroli jakosci, ktory moze przyczynic¢
sie do znaczacej poprawy wynikow produkcyjnych i jako$ciowych w nowo-
czesnych zaktadach produkcyjnych.

5.2. Wykrywanie btedow ksztattu na linii produkcyjnej -
problem klasyfikacyjny

Automatyzacja i optymalizacja kontroli jakosci na linii produkcyjnej ma bezpo-
$redni wplyw na efektywno$¢ produkcji oraz na zadowolenie klientow. Wykrywanie
btedow ksztattu w procesach produkcyjnych stanowi istotny element w zapew-
nieniu wysokiej jakosci wyrob6w gotowych. Problem ten nabiera szczegélnego
znaczenia w kontekscie dynamicznych linii produkcyjnych, gdzie elementy prze-
mieszczaja sie z duza predkoscig na ta§mociagach, co utrudnia precyzyjng inspek-
cje wizualng. Tradycyjne metody wykrywania wad czesto nie sg wystarczajaco
skuteczne w takich warunkach, co wymaga zastosowania zaawansowanych tech-
nologii, takich jak sztuczne sieci neuronowe.

W odniesieniu do dynamicznych linii produkcyjnych, gdzie czas reakcji
jest istotny, wykorzystanie ANN do analizy obrazéw pozwala na utrzymanie
wysokiego standardu jako$ci wyrobdéw bez spowalniania procesu produkcji.
Dodatkowo systemy oparte na ANN mogg by¢ stopniowo doskonalone poprzez
dalsze uczenie modelu na nowych danych, co sprawia, ze sg one elastyczne
i mogg si¢ dostosowywac do zmieniajacych si¢ warunkow produkcyjnych.



Integracja sztucznych sieci neuronowych w procesach produkcyjnych wpi-
suje sie¢ w szerszy trend automatyzacji i wdrazania nowoczesnych technologii
w przemysle. Takie podejscie nie tylko zwieksza konkurencyjno$¢ przedsie-
biorstw, ale réwniez prowadzi do redukcji kosztow operacyjnych i zwigksze-
nia wydajnosci. Zastosowanie ANN do wykrywania bteddw ksztattu na liniach
produkcyjnych moze zatem stanowié nie tylko innowacyjne rozwigzanie tech-
nologiczne, ale rowniez strategiczny krok w kierunku optymalizacji procesow
produkcyjnych na skale przemystowa.

W niniejszym podrozdziale przedstawione zostanie zastosowanie sztucz-
nych sieci neuronowych do wykrywania btedéw ksztattu na liniach produk-
cyjnych, gdzie obrazy obiektdw sa rozmyte z powodu ruchu na tasmociagu.
Omowiony zostanie proces tworzenia bazy danych obrazéw oraz trenowania
klasyfikatora, ktory identyfikuje obiekty o nieprawidlowym ksztalcie, oraz
metoda lokalizacji bledow w czasie rzeczywistym.

Zastosowanie takiego typu rozwigzania ma istotne znaczenie z kilku powo-
doéw. Po pierwsze, automatyzacja procesu wykrywania btedow ksztattu znaczaco
redukuje potrzebe manualnej inspekcji, co przektada sie na wzrost efektywno-
$ci produkgji. Dzieki ANN mozliwe jest doktadne i szybkie wykrywanie defek-
tow, ktdre mogg zostac przeoczone przez tradycyjne metody. Po drugie, techno-
logia ta umozliwia monitorowanie jako$ci w czasie rzeczywistym, co pozwala
na natychmiastowe reagowanie na wykryte nieprawidtowosci, minimalizujac
w ten sposob potencjalne straty produkcyjne.

5.2.1. Metodyka prowadzonych badan oraz przygotowanie
danych do modelowania

Celem prowadzonych w tej cze$ci badan bylo opracowanie i wdrozenie systemu
opartego na ANN, ktéry umozliwia automatyczne wykrywanie biedow ksztattu
na linii produkcyjnej. W szczegolnosci skupiono sie na identyfikacji obiektow
o ksztalcie kota, ktére zostaly uznane za niepozadane w kontekscie procesu
produkcyjnego. System miatl na celu nie tylko klasyfikacje tych obiektéw jako
btednych, ale takze precyzyjne okreslenie ich lokalizacji na obrazach, co jest
wazne dla poprawy jakosci i efektywno$ci produkcji w warunkach rzeczywi-
stych. Poprzez zastosowanie ANN dazono do stworzenia rozwigzania, ktére
pozwoli na szybkie i doktadne wykrywanie defektow, eliminujac potrzebe
manualnej inspekcji i minimalizujac potencjalne straty produkcyjne.
Badania koncentrowaty sie na wykrywaniu obiektow o ksztalcie kota
na linii produkcyjnej, ktére uznano za niepozadane. Schemat koncepcji
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prowadzonych badan mozna przedstawi¢ w postaci gtéwnych etapow, ktére
zostaly przedstawione na ryc. 5.6.

Ryc. 5.6. Schemat prowadzonych badan

Wygenerowanie zestawu danych odbywalo sie za pomoca skryptu sim_
shapes [181], ktdéry tworzyl obrazy zawierajace rézne ksztalty geometryczne.
Gloéwne elementy skryptu obejmowaty:
= tworzenie obrazéw binarnych z wybranymi ksztattami;
®  dodawanie rozmycia symulujacego efekty wynikajace z ruchu na ta§mociagu;
»  konwersja obrazéw do formatu RGB w celu przygotowania ich do dalszej

obrébki.

Ze wzgledu na ruch przedmiotéw poruszajacych si¢ po taSmociagu, jak
rowniez réznych warunkéw oswietleniowych, obraz na zdjeciu moze ulec roz-
myciu. Mozna go poréwnac z poruszonym zdjeciem. W zwigzku z tym wyge-
nerowane dane przedstawiajg rozmyte na obrazie figury. Ten krok pozwolit
na uzyskanie realistycznych obrazow, ktére odzwierciedlaty warunki panu-
jace w rzeczywistych systemach produkcyjnych. Na tym etapie wygenero-
wano 1400 obrazow, kazdy z nich o rozdzielczo$ci: 1197x1380. Przyktadowe
obrazy z otrzymanej bazy danych zostaty przedstawione na ryc. 5.7. Obiekty
w ksztalcie kota uznano za btedne, a wygenerowane obrazy postuzyly jako
baza danych do dalszych analiz.

W kolejnym etapie stworzono baze danych obrazéw, w ktorej etykiety
przypisywano na podstawie obecnosci lub braku obiektéw w ksztatcie kota.
Do tego celu wykorzystano skrypt (algorytm 5.6) z funkcja Klasyfikacja (algo-
rytm 5.7), ktory przetwarzat kazdy obraz, identyfikujac obiekty o ksztalcie kota
i zapisujac odpowiednie etykiety w pliku *.csv. Obrazy z wykrytymi obiektami



w ksztalcie kota oznaczano jako klasa pozytywna (1), a pozostale jako klasa
negatywna (0).

Ryc. 5.7. Przyktadowe obrazy z otrzymanej bazy danych

Skrypt Klasyfikacja dziata w kilku krokach:

=  wczytywanie i wySwietlanie obrazu;

= konwersja obrazu do skali szarosci oraz jego binaryzacja;

= inwersja binarnego obrazu oraz wykrywanie konturéw obiektow;

» analiza wlasciwosci obiektéw i klasyfikacja ich ksztattu na podstawie
kryteriéw geometrycznych, takich jak stosunek bokéw prostokata opisujacego
obiekt, jego okraglos¢ oraz inne cechy;

=  oznaczanie czerwonym okregiem wykrytych obiektow w ksztalcie kota
na obrazie oraz zapisanie wynikow.

Przyktady dziatania skryptu na obrazach z ryc. 5.7 przedstawiono na ryc. 5.8.

Ryc. 5.8. Przyktadowe wyniki dziatania funkcji Klasyfikacja
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Algorytm 5.6. Tworzenie nowej bazy danych z etykietami

% Sciezka do katalogu z obrazami

inputDir = 'baza_danych';
outputDir = 'new_images';
labelFile = 'labels.csv';

% Upewnij sie, ze katalog wyjsciowy istnieje
if ~exist(outputDir, 'dir")
mkdir (outputDir);
end
% Otworz plik do zapisu etykiet
fid = fopen(labelFile, ‘'w');
fprintf(fid, 'Image,Label\n'); % Nagiéwek pliku CSV
% Iteracja przez wszystkie pliki w katalogu ,,dane”
for i = 1:1400
% Nazwa pliku
imageFileName = sprintf('Obraz_%d.png', i); % Zaktadamy, ze
obrazy sg w formacie PNG
imageFilePath = fullfile(inputDir, imageFileName);
% Sprawdz, czy plik istnieje
if exist(imageFilePath, 'file')
% Przetwérz obraz i zapisz wynik
W = Klasyfikacja(imageFilePath);
% Wyciggnij nazwe pliku bez rozszerzenia
[~, fileName, ~] = fileparts(imageFileName);
% Zapisz przetworzony obraz
outputFilePath = fullfile(outputDir, [fileName, ' _new.png']l);
saveas(gcf, outputFilePath);
% Zapisz etykiete: 1 jesli s3g kota, @ jesli nie
if any(W == 1)

label = 1;
else

label = 9;
end

fprintf(fid, '%s,%d\n', imageFileName, label);
% Zamknij wszystkie otwarte figury, aby nie zapeinic¢ pamieci
close all;
else
warning('Plik %s nie istnieje.', imageFilePath);
end
end
% Zamknij plik z etykietami
fclose(fid);
disp('Przetwarzanie zakonczone!');
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Algorytm 5.7. Funkcja Klasyfikacja

function W = Klasyfikacja(ImageFile)

% Krok 1: Wczytanie obrazu

RGB = imread(ImageFile);

figure,

imshow(RGB),

title('Oryginalny Obraz');

% Krok 2: Konwersja obrazu z RGB na skale szarosci

GRAY = rgb2gray(RGB);

figure,

imshow(GRAY),

title('Obraz w Skali Szaros$ci');

% Krok 3: Progowanie obrazu - Konwersja obrazu do postaci
czarno-biatej

% w celu przygotowania do $Sledzenia konturéw przy uzyciu
bwboundaries.

threshold = graythresh(GRAY);

BW = imbinarize(GRAY, threshold);

figure,

imshow(BW),

title('Obraz Binarny');

% Krok 4: Odwrécenie obrazu binarnego

BW = ~BW;

figure,

imshow(BW),

title('Odwrdcony Obraz Binarny');

% Krok 5: Znalezienie konturdéw - Skoncentrowanie sie wytgcznie na
zewnetrznych konturach.

% Opcja ,noholes’ przyspiesza przetwarzanie, zapobiegajac
przeszukiwaniu przez bwboundaries konturdéw wewnetrznych.
[B,L] = bwboundaries(BW, 'noholes');

% Krok 6: Okreslenie wtasciwosSci obiektow

STATS = regionprops(L, 'BoundingBox', 'Extent', 'Centroid', 'Area’,
"Perimeter');

% Krok 7: Klasyfikacja ksztattow wedtug ich wtasciwosci (tylko koza)
figure,

imshow(RGB),

title('Wykryte Kota');

hold on

W = zeros(1, length(STATS)); % Inicjalizacja tablicy W
for i = 1:1ength(STATS)

147



148

Algorytm 5.7. Funkgja Klasyfikacja, cd.

% Sprawdzenie, czy obiekt jest kozem

boundingBoxRatio = abs(STATS(i).BoundingBox(3) - STATS(i).
BoundingBox(4)) / STATS(i).BoundingBox(3);

circularity = (4 * pi * STATS(i).Area) / (STATS(i).Perimeter~2);

isCircle = (boundingBoxRatio < ©.1) & (STATS(i).Extent < 1) &&
(circularity > 0.85);
if isCircle
W(i) = 1; % Wartos¢ 1 dla wystepowania koza
centroid = STATS(i).Centroid;
% Rysowanie czerwonej linii wzdiuz granic koza
boundary = B{i};
plot(boundary(:,2), boundary(:,1),
end

(4

r’, ‘LineWidth’, 2);

end
hold off
return

Po utworzeniu bazy danych przystapiono do trenowania klasyfikatora na
przygotowanych obrazach. Wykorzystano do tego wstepnie wytrenowana sie¢
AlexNet, ktérej koncowe warstwy zostaly dostosowane do liczby klas w zbio-
rze danych. Opis tej sieci zostal przedstawiony wcze$niej w podrozdziale 3.4.
Poniewaz zadaniem bylo rozpoznanie obiektéw z roznych klas, liczba neuronow
w warstwie wyjsciowej zostata dostosowana do liczby unikalnych etykiet w zesta-
wie danych, co wynosito odpowiednig liczbe klas (2). Oryginalne warstwy kon-
cowe sieci AlexNet zostaty zastgpione nowg warstwa w petni potagczong z liczba
neuronéw réwna liczbie klas oraz nowa warstwa klasyfikacyjna, odpowiedzialng
za przypisanie etykiety do kazdego obrazu. W kodzie zastosowano optymaliza-
tor sgdm (ang. stochastic gradient descent with momentum), ktory jest domysl-
nym wyborem dla trenowania sieci AlexNet w MATLAB-ie. Optymalizator ten
korzysta z gradientu stochastycznego z momentem, co pozwala na stabilizacje
procesu uczenia i przyspieszenie konwergencji w poréwnaniu ze standardowym
gradientem stochastycznym.

Nastepnie zdefiniowano parametry trenowania sieci. Ustalono wielko$¢
partii danych (ang. MiniBatchSize) na 32 obrazy, co oznacza, ze podczas jed-
nej iteracji algorytmu uczenia model przetwarzat 32 obrazy. Proces trenowania
byt zaplanowany na maksymalnie 100 epok. Wspolczynnik uczenia ustawiono
na 0,0001, co pozwala na delikatne dostosowanie wag i zminimalizowanie



ryzyka nadmiernego dopasowania. Dane byly mieszane przed kazdg epoka, aby
zapewni¢ losowy rozktad obrazéw, co mogto poprawi¢ generalizacje modelu.

Dodatkowo co 50 iteracji przeprowadzano walidacje modelu na zbiorze
walidacyjnym, aby monitorowac jego postepy w trakcie uczenia. Ustalono
rowniez mechanizm wczesnego zatrzymania, ktory koriczyt trenowanie, jesli
doktadnos$¢ modelu na zbiorze walidacyjnym przestawala si¢ poprawiac przez
8 kolejnych epok. To zapobiegato przeuczeniu modelu, gdy dalsze uczenie nie
przynosito juz korzysci.

Obrazy wykorzystywane w procesie trenowania byty przeskalowane do
rozmiarow 227 x 227 pikseli, co bylo wymagane przez architekture AlexNet.
Podzielono dane na zestawy do trenowania i walidacji w proporcjach 50 : 50,
gdzie obrazy byty losowo przypisywane do obu zbiorow.

Model zostat oceniony przy uzyciu danych walidacyjnych (700 obrazéow).
Ocena skutecznosci modelu obejmowata obliczenie miar skutecznosci, takich
jak doktadnosé, precyzja, czuto$¢ oraz F1-score.

W ostatnim etapie wytrenowany klasyfikator zostal zaimplementowany
w aplikacji, ktérej zadaniem bylo automatyczne wykrywanie i lokalizowanie
obiektéw o niepozadanym ksztalcie na obrazach z linii produkcyjne;j. Po skla-
syfikowaniu obrazu i wykryciu obiektow w ksztalcie kota (wynik 1), funk-
cja Klasyfikacja byta ponownie wykorzystywana do precyzyjnej identyfikacji
i oznaczania miejsce wystepowania tych obiektow.

5.2.2. Wyniki modelowania klasyfikatora
Do testowania otrzymanego klasyfikatora wykorzystano kolejne 700 obrazow,

ktore nie byly weze$niej uzywane w procesie uczenia. Wskaznikiem skuteczno-
$ci dopasowania sieci neuronowej do danych jest macierz pomytek (ryc. 5.9).

Ryc. 5.9. Macierz pomytek na zbiorze walidacyjnych klasyfikatora wykrywajacego btedy ksztattu
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Analiza przedstawionej macierzy pomylek pozwala na ocene skuteczno-
Sci klasyfikatora w zadaniu wykrywania btedow ksztattu. Macierz wskazuje,
ze spo$rdad 700 przetestowanych obrazéw 655 zostato poprawnie zaklasyfiko-
wanych jako zawierajace btedy, podczas gdy 44 obrazy, ktore byty poprawne,
zostaly réwniez wtasciwie rozpoznane. Wystapita jedna sytuacija, w ktorej pra-
widtowy obraz zostal biednie sklasyfikowany jako zawierajacy btad, co ozna-
cza pojedynczy przypadek falszywie pozytywny. Nie zanotowano zadnych
fatszywie negatywnych przypadkéw, co swiadczy o tym, ze wszystkie obrazy
zawierajgce bledy zostaly poprawnie wykryte.

Na podstawie tych wynikow doktadno$¢ klasyfikatora wynosi 99,86%, co
oznacza, ze model bardzo dobrze radzi sobie z poprawnym klasyfikowaniem
obrazéw. Precyzja modelu, czyli miara tego, jak wiele spo$rdd przewidywa-
nych przez model bledéw rzeczywiscie jest bledami, wynosi 99,85%. Wysoka
czulo$¢ na poziomie 100% wskazuje, ze model nie przegapit zadnego obrazu
z btedem, skutecznie identyfikujac wszystkie przypadki. F1-score, bedacy
$rednig harmoniczng precyzji i czuto$ci, réwniez osigga bardzo wysoka war-
to$¢ 99,92%, co potwierdza zréwnowazona skuteczno$¢ modelu w kontekscie
zaréwno wykrywania btedow, jak i unikania fatszywie pozytywnych klasyfi-
kacji. Ogdlnie rzecz biorac, model charakteryzuje sie doskonalg efektywnoscia
w wykrywaniu bteddw ksztaltu na podstawie testowanych danych.

Wyniki dla przyktadowych obrazéw dzialania klasyfikatora przedstawiono
na ryc. 5.10. Dziatanie klasyfikatora zostato zaprezentowane w postaci podpisu
nad rysunkiem, dla ktérego wykonana zostata analiza. Jak mozna zaobserwo-
wac na tych przyktadach, dziatanie klasyfikatora jest poprawne.

Ryc. 5.10. Wyniki dziatania klasyfikatora dla wybranych obrazéw



5.2.3. Implementacja aplikacji do wykrywania btedow

Po wytrenowaniu klasyfikatora stworzono aplikacje, ktora umozliwia wykry-
wanie i lokalizacje btednych obiektéw na obrazach produkcyjnych. Aplikacja
dziatata na zasadzie:

s  klasyfikacji obrazéw przy uzyciu wytrenowanej sieci, aby zidentyfikowac
obecnos¢ btedows;

» lokalizacji wykrytych obiektéw przy uzyciu funkcji Klasyfikacja, ktora
precyzyjnie oznacza miejsca wystepowania obiektéw w ksztatcie kota.
Interfejs aplikacji zostal zaprojektowany w celu uproszczenia procesu

wykrywania btedéw ksztattu (ksztatt kota) na obrazach z linii produkcyjne;j.

Podstawowym celem tej aplikacji byto stworzenie narzedzia, ktére umozliwia

uzytkownikom, nawet bez specjalistycznej wiedzy technicznej, fatwe wykony-

wanie analizy obrazow przy uzyciu zaawansowanych algorytmoéw sztucznej
inteligencji. Aplikacja ta integruje proces klasyfikacji, lokalizacji oraz wizu-

alizacji wynikéw w jednym, intuicyjnym $rodowisku graficznym (ryc. 5.11).

Ryc. 5.11. Interfejs uzytkownika aplikacji do wykrywania obiektéw o ksztafcie kota

Interfejs uzytkownika sktada sie z kilku gtéwnych elementow, ktore wspie-
rajg proces analizy. Po uruchomieniu aplikacji uzytkownik jest kierowany do
gléwnego okna, ktore oferuje funkcjonalnosci niezbedne do przetworzenia
i analizy obrazéw. Na poczatku uzytkownik ma mozliwo$¢ wezytania obrazu,
ktéry pochodzi z lokalnego systemu plikow (ryc. 5.12). Obraz ten stanowi
dane wejsciowe, ktore bedg analizowane pod katem wystepowania blednych
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obiektdw, takich jak kota, ktore zgodnie z zalozeniami sg uznawane za niepo-
zadane na linii produkcyjnej. Obrazy, ktore sa wczytywane do aplikacji, mogg
by¢ zapisane w formatach graficznych typowych dla plikéw obrazow. W szcze-
golnosci aplikacja obstuguje formaty, takie jak: PNG (.png), JPG/JPEG (.jpg,
Jjpeg). Te formaty sg szeroko stosowane w przemysle oraz w codziennym uzy-
ciu, co zapewnia, ze aplikacja jest kompatybilna z wigkszoscig plikow obra-
zow generowanych w réznych procesach produkcyjnych.

Ryc. 5.12. Interfejs uzytkownika — wczytanie danych

Wezytanie pliku w jednym z tych formatéw uruchamia proces analizy
obrazu, zgodnie z funkcjonalnoscig aplikacji. Po zaladowaniu obrazu (ryc. 5.13)
uzytkownik ma mozliwo$¢ uruchomienia procesu klasyfikacji, ktory jest naj-
wazniejszym elementem aplikacji poprzez wci$niecie przycisku ,,Predykcja”.
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Ryc. 5.13. Interfejs uzytkownika — widok po wczytaniu obrazu do analizy

W tle aplikacja korzysta z wcze$niej wytrenowanej sieci neuronowej, ktéra
analizuje wczytany obraz i ocenia, czy zawiera on obiekty o ksztalcie kota.
Wynik tej klasyfikacji jest natychmiast wyswietlany w interfejsie. Gdy wykryte
zostang obiekty o ksztalcie kota, uzytkownik jest informowany o tym fakcie
poprzez odpowiedni komunikat. W przypadku wyniku klasyfikacji 1 wyswietla
sie komunikat: ,Wykryto obiekt/y o ksztalcie kota (,,1”)”, w przeciwnym przy-
padku jest to komunikat: ,,Nie wykryto obiektéw o ksztalcie kota (,,0”)”.
Dodatkowo aplikacja umozliwia doktadne zlokalizowanie tych obiektéw na obra-
zie. Dzigki zaimplementowanej funkcji lokalizacji Klasyfikacja (algorytm 5.7)
kota s3 automatycznie zaznaczane na przetworzonym obrazie, co pozwala na ich
fatwa identyfikacje. Zaznaczenie to odbywa si¢ poprzez obrysowanie wykrytych
obiektow czerwong linig, co wyrdznia je na tle innych elementéw widocznych
na obrazie. Przyktadowe wyniki dziatania aplikacji przedstawiono na ryc. 5.14.
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Ryc. 5.14. Przykladowe wyniki dziatania aplikacji do wykrywania obiektéw o ksztalcie kota

W interfejsie uzytkownik ma réwniez mozliwo$¢ zapisania przetworzo-
nego obrazu (ryc. 5.15). Dzigki tej funkcji mozna zachowa¢ wyniki analizy
w formacie graficznym na lokalnym dysku, co jest szczegdlnie uzyteczne do
dalszej analizy, raportowania lub dokumentacji. Przechowywanie tych danych
pozwala na ich pdzniejsze wykorzystanie, na przyktad do poréwnania z innymi
wynikami lub jako dowdd poprawnosci procesu produkcyjnego.

Ryc. 5.15. Interfejs uzytkownika - funkcja zapisz jako



Ponadto aplikacja oferuje funkcje bezpo$redniego drukowania przetwo-
rzonego obrazu. Po dokonaniu analizy i zaznaczeniu btednych obiektow uzyt-
kownik moze wydrukowac obraz wraz z zaznaczonymi btedami bezposrednio
z poziomu interfejsu. Obraz po kliknieciu w opcje ,,Drukuj obraz” od razu prze-
sytany jest do domyslnej drukarki. Ta funkcjonalnos¢ jest szczegolnie przydatna
w $rodowiskach produkcyjnych, gdzie istnieje konieczno$¢ szybkiego przeka-
zania wynikéw analizy do odpowiednich dziatéw lub ich fizyczne przechowa-
nie w dokumentacji. Spos6b implementacji opisanego interfejsu graficznego

aplikacji do wykrywania bledéw przedstawia algorytm 5.8.

Algorytm 5.8. Implementacja interfejsu graficznego aplikacji do wykrywania btedéw

function simpleUI3(trainedNet)

% Deklaracja zmiennych globalnych
global imageData;

global processedImage;

% Inicjalizacja zmiennych globalnych
imageData = [];

processedImage = [];

load('trainedAlexNet.mat', 'trainedNet'); % Zataduj wytrenowang siec

% Tworzenie gidéwnej figury interfejsu uzytkownika

f = figure('Name', 'Image Classifier', 'Position', [300, 360, 619,

600]); % Zwiekszenie rozmiaru figury
% Dodanie przycisku do zatadowania obrazu
uicontrol('Style', 'pushbutton', 'String', 'Wczytanie obrazu',
'Position', [20, 500, 130, 40], 'Callback', @loadImage,
FontWeight="bold");
% Dodanie przycisku do uruchomienia klasyfikacji
uicontrol('Style', 'pushbutton', 'String', 'Predykcja’,
'Position', [20, 450, 130, 40], 'Callback', @classifyImage,
FontWeight="bold");
% Dodanie przycisku do zapisu obrazu
uicontrol('Style', 'pushbutton', 'String', 'Zapisz obraz jako...',
'Position', [20, 400, 130, 40], 'Callback', @saveImage,
FontWeight="bold");
% Dodanie przycisku do wydruku obrazu
uicontrol('Style', 'pushbutton', 'String', 'Drukuj obraz',
'Position', [20, 350, 130, 40], 'Callback', @printImage,
FontWeight="bold");
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Algorytm 5.8. Implementacja interfejsu graficznego aplikacji do wykrywania btedéw, cd.

% Dodanie panelu na wyniki klasyfikacji
resultPanel = uipanel('Parent', f, 'Title', ‘'Wyniki klasyfikacji',
'FontSize', 14, 'Position', [@.25, ©.1, 0.6, 0.8],
'BackgroundColor', 'white', 'FontWeight', 'bold');
% Pole tekstowe do wyswietlenia wyniku klasyfikacji
resultText = uicontrol('Style', 'text', 'Parent', resultPanel, ...
'Position', [20, 10, 500, 30], 'FontSize', 12, 'FontWeight',
'bold’,
'String', ' ¢, 'HorizontalAlignment', 'left',
'BackgroundColor', 'white');
% Tworzenie osi do wyswietlania obrazdéw, domyslnie niewidoczne
axOriginal = axes('Parent', resultPanel, 'Position', [@©.2, ©.55,
0.7, 0.4], 'Visible', 'off'); % Oryginalny obraz
axProcessed = axes('Parent', resultPanel, 'Position', [0.2, 0.1,
0.7, 0.4], 'Visible', 'off'); % Przetworzony obraz
% Funkcja do zatadowania obrazu
function loadImage(~, ~)
[fileName, filePath] = uigetfile({'*.png;*.jpg;*.jpeg",
‘Image Files'}, 'Select an Image');
if fileName
imageData = imread(fullfile(filePath, fileName));
imshow(imageData, 'Parent', axOriginal);
axis(axOriginal, 'off'); % Ukryj osie
set(axOriginal, 'XTick', [], 'YTick', [], 'Box', 'off'); %
Ukryj ticki i ramke
set(axOriginal, 'Visible', 'on'); % Ustawienie osi na
widoczne
end
end
% Funkcja do klasyfikacji obrazu
function classifyImage(~, ~)
if ~isempty(imageData)
% Przeskalowanie obrazu do rozmiaru akceptowanego przez siec
inputImage = imresize(imageData, [227, 227]);
% Klasyfikacja obrazu przy uzyciu wytrenowanej sieci
result = classify(trainedNet, inputImage);
% Wyswietlenie odpowiedniego wyniku
if result == categorical(l)
resultText.String = 'Wykryto obiekt/y o ksztatcie kota (,,1”)"';
% Zapisanie tymczasowego obrazu
tempFileName = [tempname, '.png'];
imwrite(imageData, tempFileName);



Algorytm 5.8. Implementacja interfejsu graficznego aplikacji do wykrywania btedéw, cd.

% Przekazanie $ciezki do pliku do Classify2 modified
i wyswietlenie na osi

processedImage = Classify2 modified(tempFileName,
axProcessed);

axis(axProcessed, 'off'); % Ukryj osie

set(axProcessed, 'XTick', [], 'YTick', [], 'Box', 'off');
% Ukryj ticki i ramke

set(axProcessed, 'Visible', 'on'); % Ustawienie osi na

widoczne
% Usuniecie tymczasowego pliku po przetworzeniu
delete(tempFileName);
else
resultText.String = 'Nie wykryto obiektéw o ksztatcie koZa
(0”)";
% Ukryj przetworzony obraz, jesli wczesSniej byt widoczny
set(axProcessed, 'Visible', 'off');
end
else
msgbox( 'Please load an image first.');
end
end

% Funkcja do zapisu obrazu
function saveImage(~, ~)
if ~isempty(processedImage)
[fileName, filePath] = uiputfile({'*.png', 'PNG Files';
'*.jpg', 'JPEG Files'}, 'Save Image As');
if fileName
imwrite(processedImage, fullfile(filePath, fileName));
end
else
msgbox( 'No processed image to save.');
end
end
% Funkcja do wydruku obrazu
function printImage(~, ~)
if ~isempty(processedImage)
% Przechodzenie na o$S przetworzonego obrazu
axes (axProcessed);
% Przechwycenie zawartos$ci osi jako obraz
frame = getframe(axProcessed);
imgToPrint = frame.cdata;
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Algorytm 5.8. Implementacja interfejsu graficznego aplikacji do wykrywania btedéw, cd.
% Tworzenie tymczasowej figury do drukowania obrazu
hFig = figure('Visible', 'off'); % Ukrycie figury
imshow(imgToPrint, 'Border', 'tight'); % Wyswietlenie

obrazu w figurze
% Drukowanie obrazu bezposrednio na drukarce
print(hFig, '-dwin');% Uzycie sterownika Windows do druku
% Zamkniecie tymczasowej figury
close(hFig);
else
msgbox( 'No processed image to print.');
end
end
end

Caly proces korzystania z aplikacji zostat zaprojektowany w sposdb prze-
mysSlany, aby zapewni¢ uzytkownikowi intuicyjne i uporzadkowane dziata-
nie. Uzytkownik prowadzi analize krok po kroku, zaczynajac od wczytania
obrazu, przez klasyfikacje, az po wizualizacje wynikéw i ich zapis lub wydruk.
Aplikacja minimalizuje konieczno$¢ dogtebnej znajomosci technicznych aspek-
tow dziatania algorytmoéw sztucznej inteligencji, co sprawia, ze jest narzedziem
fatwym w uzyciu i dostepnym w codziennej pracy na linii produkcyjne;.

Podsumowujac prowadzone analizy i rozwazania dotyczace wykrywa-
nia bledéw ksztattu na linii produkcyjnej, mozna stwierdzi¢, Ze zastosowanie
sztucznych sieci neuronowych w tym kontekscie znaczaco moze usprawnic
procesy produkcyjne. Dzieki wdrozeniu ANN mozliwe jest automatyczne i pre-
cyzyjne wykrywanie blednych obiektéw (w tym przypadku wyrobow o ksztat-
cie kota), co ma istotne znaczenie w dynamicznych warunkach produkcyj-
nych, gdzie tradycyjne metody kontroli jakoSci moga by¢ niewystarczajace.
System ten nie tylko identyfikuje defekty, ale takze lokalizuje je na obrazach,
co pozwala na szybkie podjecie dziatan korygujacych. W efekcie integracja
ANN moze przyczyni¢ sie do podniesienia jako$ci produkcji, minimalizacji
ryzyka wystapienia wadliwych produktéw na rynku oraz zwigkszenia ogol-
nej efektywno$ci linii produkcyjnych. Rozwigzanie to stanowi istotny element
w doskonaleniu proceséw produkcyjnych, oferujac zaawansowane narzedzie
do utrzymania wysokich standardéw jakosci w nowoczesnym przemysle.



5.3. Okreslenie twardosci po odpuszczaniu wyrobow
gotowych - problem regresyjny

Wspotczesny przemyst metalowy nieustannie ewoluuje, wprowadzajac coraz
bardziej zaawansowane technologie, aby sprosta¢ wymaganiom rynku i zapew-
ni¢ produkty najwyzszej jakoSci. W szczegolnosci przemyst obrobki cieplnej
stali odgrywa istotng role w ksztaltowaniu wia$ciwosci mechanicznych wyro-
boéw, takich jak twardos¢, wytrzymato$é, plastyczno$¢ oraz odpornos¢ na zuzy-
cie. Procesy, takie jak hartowanie i odpuszczanie, sa fundamentalnymi etapami
obrdbki cieplnej, ktdre determinujg ostateczne wlasciwosci materialu. Precyzyjne
sterowanie tymi procesami jest podstawa w osigganiu wysokiej jakosci produk-
tow, co ma bezposredni wplyw na ich trwatos¢, niezawodno$¢ i zdolnos¢ do spet-
niania specyficznych funkcji w ztozonych aplikacjach inzynieryjnych.

Jednym z istotnych wskaznikéw jakosci w procesach obrobki cieplnej
stali jest twardo$¢ materialu po odpuszczaniu. Twardo$¢ ta odgrywa funda-
mentalng role w okreslaniu wytrzymatos$ci, odpornosci na zuzycie oraz innych
krytycznych wtasciwosci mechanicznych wyrobdw stalowych. Przyktady takich
zastosowan obejmuja elementy maszyn, waly napedowe, sprezyny oraz roz-
norodne narzedzia, gdzie nie tylko wytrzymatos¢, ale rowniez odpowiednia
elastycznos¢ i odpornos$¢ na pekanie sg istotne. Tradycyjne metody przewidy-
wania twardos$ci po odpuszczaniu czesto polegaty na empirycznych zaleznos-
ciach oraz do$wiadczeniu inzynierdw, co, cho¢ skuteczne, nie zawsze pozwa-
lato na uchwycenie pelnego spektrum zlozonos$ci proceséw obrobki cieplne;j.
Zastosowanie sztucznej sieci neuronowej do przewidywania twardosci stali
po procesie odpuszczania pozwoli prognozowac, czy produkt koricowy speini
kryteria jakoSciowe, bazujac na parametrach wejSciowych, takich jak typ stali,
twardos$¢ po hartowaniu, czas czy temperatura odpuszczania.

W niniejszym podrozdziale zostanie omdwione zastosowanie sztucznych
sieci neuronowych MLP do analizy i doskonalenia procesow obrdbki cieplnej
stali, ze szczeg6lnym naciskiem na przewidywanie twardos$ci po odpuszczaniu
jako istotnego wskaznika jako$ci wyrobow metalowych. Kluczowym zadaniem
jest identyfikacja przypadkdéw, w ktérych przewidywana twardo$¢ jest poni-
zej wymaganych standardéw, co moze oznaczaé, ze produkt nie speini kryte-
riow jakosciowych. Zastosowanie sztucznej sieci neuronowej MLP pozwala
na uwzglednienie wielu zmiennych jednocze$nie i analize ich wzajemnych

wplywoéw na konicowy wynik procesu.
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5.3.1. Metodyka prowadzonych badan

Celem tej czesci badan jest przedstawienie metody wykorzystania sztucznej sieci
neuronowej MLP do przewidywania twardosci stali po odpuszczaniu. W opar-
ciu o parametry wej$ciowe procesu, takie jak typ stali, twardo$¢ po hartowaniu,
czas oraz temperatura odpuszczania, model MLP bedzie miat za zadanie osza-
cowac twardos$¢ koricowa materiatu. Algorytmy klasyfikacyjne byly testowane
przy uzyciu publicznie dostepnej bazy danych ,, Tempering data for carbon and
low alloy steels”, ktéra zostata udostepniona w licencji CC BY-NC-ND 4.0 [182].

Baze danych przygotowatl zespo6t Raiipa Technologies. Zestaw danych
zawiera informacje dotyczace 1466 prob odpuszczania, obejmujacych rézne klasy
stali, z dodatkowymi danymi na temat sktadu chemicznego stali, czasu oraz tem-
peratury odpuszczania, a takze twardosci stali po hartowaniu i po odpuszczaniu.

Na poczatkowym etapie analizy baza danych zostata ograniczona do rekor-
dow, w ktdrych byta dostepna informacja o twardosci poczatkowej materiatu po
hartowaniu. Twardo$¢ ta stanowila istotny parametr wejSciowy do dalszych analiz,
ajej brak uniemozliwiatby prawidtowe przewidywanie twardosci po odpuszczaniu.
Nastepnie w celu zwigkszenia spojnosci i wiarygodnosci wynikéw modelowania
baza danych zostata zawezona do pieciu typow stali, dla ktérych liczba dostep-
nych probek byla wystarczajgca do przeprowadzenia statystycznie istotnych analiz.
Wybrane typy stali i liczba prébek dla kazdego z nich przedstawiajg sie nastepujaco:

s typ stali 0: AISI-SAE 4140 (42CrMo4) - 43 probki;

s  typ stali 1: AISI-SAE 4340 (36CrNiMo4) - 51 prébek;
= typ stali 2: AISI-SAE 5160 - 51 prébek;

s  typ stali 3: AISI-SAE 6150 (51CrV4) - 51 probek;

s typ stali 4: AISI-SAE E52100 (100Cr6) — 51 probek.

Stal AISI-SAE 4140 (42CrMo4) jest szeroko stosowana w branzach, takich
jak motoryzacja, lotnictwo i budownictwo ze wzgledu na doskonata wytrzyma-
10$¢ i odpornos¢ na zuzycie. Czesto poddawana jest obrobce cieplnej, na przyktad
hartowaniu i odpuszczaniu, aby poprawic jej wlasciwosci mechaniczne. Ten drugi
proces znaczaco wptywa na jej twardo$¢ i wytrzymato$¢ [183]. Znany ze swojej
wysokiej wytrzymatosci AISI 4340 (36CrNiMo4) jest stosowany w wymagajacych
zastosowaniach, takich jak komponenty lotnicze i motoryzacyjne. Wykazano,
ze techniki inzynierii powierzchniowej, na przyktad azotowanie, a nastgpnie
powtoki NiP i AICrN, znacznie poprawiajg jego odpornos¢ na zuzycie [184].
Proces odpuszczania wptywa réwniez na jego wlasciwosci mechaniczne, przy
czym wyzsze temperatury odpuszczania generalnie zmniejszajg twardos¢, ale
zwiekszaja odporno$¢ na uderzenia [185]. Stal AISI-SAE 5160 ze wzgledu na



wysoka sprezystos¢ i wytrzymato$¢ jest szeroko stosowana w produkcji sprezyn
i resoréw [186]. Podobnie stal AISI-SAE 6150 (51CrV4) stal chromowo-wana-
dowa réwniez wykorzystywana w produkcji sprezyn i narzedzi, charakteryzuje
sie wysoka twardoscig i wytrzymatoscig [187]. AISI-SAE E52100 (100Cr6) za$ to
wysokoweglowa stal chromowana stosowana gltéwnie w zastosowaniach tozy-
skowych ze wzgledu na wysoka twardos$¢ i odpornos$¢ na zuzycie. W trakcie har-
towania stal ulega znacznym znieksztalceniom sieci, ktére ulegaja zmniejszeniu
podczas odpuszczania, co prowadzi do zmniejszenia tetragonalno$ci martenzytu
i transformacji zatrzymanego austenitu. Proces ten zwigksza stabilno$¢ wymia-
rowa i wlasciwo$ci mechaniczne stali, dzigki czemu idealnie nadaje si¢ do pre-
cyzyjnych elementdw, takich jak tozyska [188].

W ramach przeprowadzonej analizy ograniczono si¢ do wybranych zmiennych
wejSciowych, ktore najlepiej odzwierciedlaja charakter analizowanego problemu:
s typ stali (0-4);
=  twardo$¢ po hartowaniu;
=  czas odpuszczania (w sekundach);

s temperatura odpuszczania (w stopniach Celsjusza).

Istotnym aspektem bazy danych s3 zmienne docelowe, ktore okreslaja twar-
dos¢ stali po procesie odpuszczania. Wyjsciem z modelu jest warto$¢ twardosSci
wyrazona w skali Rockwella C (HRC) po zakoriczeniu procesu odpuszczania.

Aby przewidzie¢ twardo$¢ stali po procesie odpuszczania, stworzono model
regresyjny, ktory zostat zbudowany z wykorzystaniem sztucznych sieci neuro-
nowych MLP przy uzyciu Matlab R2023a, uwzgledniajac specyficzne wymaga-
nia wynikajace z ograniczonej liczby danych (247 prébek). Warstwa wejsciowa
sktadata si¢ z czterech neuronéw (zmienne: typ stali, twardo$¢ po hartowaniu,
czas odpuszczania, temperatura odpuszczania), podczas gdy warstwa wyjsciowa
zawierala jeden neuron (twardos¢ stali po odpuszczaniu). Tabela 5.8 przedsta-
wia statystyki opisowe danych wejsciowych i wyjsciowych.

Tabela 5.8. Statystyki opisowe danych wejsciowych i wyjsciowych

Twardos¢ po Czas Temp. Twardos¢ po
Typstali hartowaniu  odpuszczania odpuszczania odpuszczaniu
[HRC] [s] [°C] [HRC]
Srednia - 60,52 17566,73 360,69 48,06
odchylenie | _ 3,02 32193,50 195,02 12,67
standardowe
min 0 46,5 10 100 7,3
mediana - 61,6 900 300 51,5
max 4 63,3 86400 700 64
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W niniejszym badaniu zastosowano sie¢ neuronowg MLP. Wybrano ja ze
wzgledu na jej zdolno$¢ do modelowania nieliniowych zaleznosci przy jedno-
czesnym zachowaniu prostoty struktury. Model posiadat jedng warstwe ukryta,
ktérej liczba neuronow byla iteracyjnie dostosowywana w celu znalezienia
optymalnej konfiguracji, w zakresie od 4 do 20 neuronow. W warstwie ukry-
tej zastosowano funkcje aktywacji typu sigmoidalnego, co umozliwito sieci
uchwycenie ztozonych wzorcéw w danych. Do trenowania modelu wybrano
trzy algorytmy uczenia: LM, BR oraz SCG. Proces trenowania rozpoczeto od
domyslnej inicjalizacji wag, co zapewnito stabilne warunki poczatkowe dla
optymalizacji. Funkcje kosztu zdefiniowano jako MSE, ktdry stuzyt do oceny
jakosci dopasowania modelu. Dane podzielono na trzy zestawy: treningowy
(70%), walidacyjny (15%) oraz testowy (15%). Zbior uczacy zostat wykorzy-
stany do dopasowania modelu, zbiér walidacyjny do monitorowania procesu
trenowania w celu zapobiegania przeuczeniu, a testowy postuzyt do oceny
koncowej skutecznosci modelu. Mechanizm wczesnego zatrzymania usta-
wiono na poziomie 6. Po zakonczeniu procesu uczenia model zostat poddany
testom, ktdre polegaly na poréwnaniu przewidywanych warto$ci twardosci po
odpuszczaniu z rzeczywistymi warto$ciami z danych wyjsciowych. W ten spo-
sob obliczono metryki jakosci modelu (R, MSE, RMSE, RIE, MAPE i MAE),
co umozliwito oceng jego skutecznosci.

5.3.2. Wyniki modelowania twardosci po procesie odpuszczania

Podczas modelowania analizowano rézne konfiguracje liczby neuronéw w war-
stwie ukrytej (4+20). Ostatecznie zdecydowano sie na zastosowanie warstwy
ukrytej skladajacej sie z dziewieciu neuronéw, co stanowito optymalny kompro-
mis pomiedzy zdolnoscig modelu do uchwycenia ztozonych zaleznosci w danych
aminimalizacja ryzyka przeuczenia. Wybor tej konfiguracji pozwolit na uzyska-
nie modelu o wysokiej zdolnosci generalizacji, przy jednoczesnym ograniczeniu
ryzyka nadmiernego dopasowania do danych uczacych.

W procesie uczenia na wstepie zastosowano algorytm LM, przy czym naj-
lepsze parametry jakoSciowe osiggnigto dla sieci neuronowej z dziewigcioma
neuronami w warstwie ukrytej, po 29 epokach uczenia. Nastepnie, wykorzy-
stujac konfiguracje z dziewigcioma neuronami w warstwie ukrytej, przeprowa-
dzono trenowanie sieci neuronowych z uzyciem dwoch dodatkowych algoryt-
mow: SCG oraz BR. Wskazniki jakos$ci dla r6znych modeli sieci neuronowych
MLP zestawia tabela 5.9.



Tabela 5.9. Wskazniki jakosci dla réznych algorytméw uczenia sieci modelowania twardosci
po procesie odpuszczania

Algorytm uczenia sieci MLP LM SCG BR
Epoka 29 51 174

R (caty zbiér danych) 0,9853 0,9335 0,9894
MSE 4,6809 20,9592 3,3918
RMSE 2,1635 4,5781 1,8417
RIE 0,0435 0,0921 0,0371
MAPE 0,0411 0,0913 0,0323
MAE 1,5769 3,4138 1,3451

Tabela 5.9 obrazuje zr6znicowanie parametréw i wskaznikow jakos$cio-
wych dla zastosowanych algorytméw LM, SCG i BR w modelowaniu twardo-
$ci po procesie odpuszczania. Liczba epok rozni sie znaczaco miedzy algoryt-
mami. LM wymaga najmniejszej liczby epok (29), podczas gdy BR potrzebuje
ich az 174, co sugeruje wieksze zapotrzebowanie na iteracje w przypadku BR,
jednak moze to prowadzi¢ do lepszej generalizacji modelu. Warto$¢ wspot-
czynnika korelacji dla catego zbioru danych jest najwyzsza dla BR (0,9894),
co wskazuje na najlepsze dopasowanie modelu, podczas gdy SCG osiaga naj-
nizsza warto$¢ (0,9335). Analizujac wskazniki btedéw, takie jak MSE, RMSE,
RIE, MAPE i MAE, mozna zauwazy¢ réznice w efektywnosci algorytméw. BR
osigga najnizsze wartos$ci dla wszystkich rodzajow btedéw, co sugeruje jego
wyzsza precyzje predykcji. Wyniki sugeruja, ze BR, mimo wigkszej liczby epok,
zapewnia najlepsze dopasowanie modelu i minimalizacje bteddw.

Na przedstawionych na ryc. 5.16 wykresach mozna zaobserwowac prze-
bieg wartosci MSE w zalezno$ci od liczby epok dla trzech algorytméw: LM,
SCG i BR. Algorytm LM osigga najlepsza wydajno$¢ walidacji na poziomie 4,23
po 23 epokach, co pokazuje szybka zbieznos$¢ modelu. W przypadku SCG naj-
lepsza wydajnos¢ walidacji wynosi 22,42, osiggnieta po 45 epokach, jednakze
dalsze trenowanie skutkuje wolniejszym spadkiem MSE. Algorytm BR wyka-
zuje najwigksza stabilno$¢ i najnizsza warto$¢ MSE, na poziomie 2,99, osiag-
nieta dopiero po 173 epokach, co wskazuje na jego zdolnos¢ do uzyskiwania
bardziej precyzyjnych modeli kosztem dluzszego procesu uczenia.
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Ryc. 5.16. Najlepsza wydajnos¢ modelu twardosci po procesie odpuszczania dla sieci
z algorytmem uczenia: a) LM, b) SCG, c¢) BR
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Ryc. 5.17 ilustruje wykresy korelacji dla zbioréw danych uczacych, walida-
cyjnych oraz catego zbioru danych, uzyskane przy zastosowaniu r6znych algoryt-
moéw uczenia: a) LM, b) SCG, c¢) BR. Wykresy pokazuja, ze model oparty na BR
osigga najwyzszg zgodnos¢ predykcji z danymi rzeczywistymi, co potwierdzaja
najwyzsze wartos$ci wspolczynnika korelacji R dla danych uczacych, testowych
i walidacyjnych. Warto$¢ R dla LM réwniez jest wysoka, jednak nieco nizsza od tej
uzyskanej przez BR, co moze wskazywac na mniejsza precyzje modelu. Algorytm
SCG, cho¢ osigga dobre wyniki, wykazuje nizsza zgodno$¢ migdzy predykcjami
a rzeczywistymi warto$ciami, szczegélnie dla danych testowych, co sugeruje, ze
jest mniej skuteczny w generalizowaniu wynikdw na nieznanych danych.

Ryc. 5.17. Wykresy korelacji dla modelu twardosci po procesie odpuszczania z algorytmem
uczenia: a) LM, b) SCG, c) BR
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Podsumowujac wyniki analizy modeli twardosci po procesie odpuszcza-
nia opartych na algorytmach LM, SCG i BR, mozna zauwazy¢, ze kazdy z nich
wykazuje r6zne mocne i stabe strony. Algorytm LM charakteryzuje sie szybka
zbieznoscig i niskimi wartosciami btedow, co czyni go efektywnym w kontek-
$cie minimalizacji btedow bezwzglednych, jednak jego warto$¢ wspotczyn-
nika korelacji R wskazuje na nieco mniejsza precyzje w poréwnaniu z BR.
Algorytm BR wyroznia si¢ spo$rdd analizowanych modeli najlepszymi wartos-
ciami R, zaréwno dla danych uczacych, testowych, jak i walidacyjnych. Mimo
ze wymaga wiekszej liczby epok do zbiezno$ci i ma nieco wyzsze wartosci ble-
déw niz LM w niektoérych przypadkach, jego zdolnos$¢ do uzyskiwania najniz-
szych bledoéw przy wysokiej korelacji czyni go najbardziej precyzyjnym i nie-
zawodnym w kontekscie przewidywan. Biorac pod uwage zaréwno wskazniki
wydajnosci, jak i wyniki korelacji, algorytm BR jest najbardziej odpowiedni do
modelowania twardo$ci po procesie odpuszczania, oferujac najlepszy balans
miedzy precyzjg predykcji a ogélng jakoscig modelu.

Na bazie wytrenowanego modelu twardosci po procesie odpuszczania
opartego na algorytmie BR opracowano prosty interfejs uzytkownika (ryc. 5.18).
Przedstawiony interfejs zostat zaprojektowany w srodowisku MATLAB i umoz-
liwia uzytkownikowi wprowadzanie danych wej$ciowych, tj. typ stali, twardo$¢
po hartowaniu, czas odpuszczania, temperatura odpuszczania oraz otrzymy-
wanie informacji zwrotnej na twardosci po procesie odpuszczania.

Ryc. 5.18. Interfejs uzytkownika aplikacji do predykcji twardosci po procesie odpuszczania



Interfejs graficzny, zbudowany za pomocg funkcji uicontrol, charaktery-
zuje si¢ prostotg obstugi oraz czytelnym uktadem elementéw. Gldwna sekcja
»Parametry WejSciowe” umozliwia uzytkownikowi wprowadzenie danych, takich
jak typ stali (zdefiniowany numerycznie dla r6znych rodzajow stali), twardo$¢
po hartowaniu (wyrazona w skali HRC), czas odpuszczania w sekundach oraz
temperature odpuszczania w stopniach Celsjusza. Dane te sg niezbedne do pra-
widtowego funkcjonowania modelu predykcji.

Po wprowadzeniu wszystkich wymaganych wartosci uzytkownik moze
skorzysta¢ z przycisku ,,Predykcja”, ktéry uruchamia proces obliczeniowy
w oparciu o wczytang sie¢ neuronowa. Wynik predykcji, czyli przewidywana
twardos¢ stali po procesie odpuszczania, jest wyswietlany w sekcji ,,Wynik
Przewidywania”, zapewniajac uzytkownikowi bezposredni wglad w progno-
zowang wartos$¢. Przyktad dziatania aplikacji przedstawia ryc. 5.19.

Ryc. 5.19. Przykfad dziatania aplikacji predykcji twardosci po procesie odpuszczania

Interfejs zawiera réwniez zestaw ikon funkcyjnych umieszczonych na
dole ekranu. Tkona zapisu umozliwia zapisanie wynikoéw oraz wprowadzonych
danych w pliku (ryc. 5.20), ikona drukowania pozwala na bezpo$rednie wydru-
kowanie wynikow (ryc. 5.21), ikona od$wiezania resetuje pola wprowadzania
danych (ryc. 5.22), a ikona zamkniecia stuzy do zamkniecia aplikacji (ryc. 5.23).
Calo$¢ zostata zaprojektowana z mysla o intuicyjnym uzytkowaniu, co pozwala
na tatwe i efektywne korzystanie z narzedzia do analizy proceséw metalurgicz-
nych. Sposéb implementacji opisanego interfejsu graficznego zostal opisany
w postaci kodu w oprogramowaniu Matlab przedstawionym jako algorytm 5.9.
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Ryc. 5.20. Przykfad dziatania aplikacji predykcji twardosci po procesie odpuszczania —
funkcja zapisz

Ryc. 5.21. Przyktad dziatania aplikacji predykcji twardosci po procesie odpuszczania -
funkcja drukuj
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Ryc. 5.22. Przyktad dziatania aplikacji predykcji twardosci po procesie odpuszczania -
funkcja odswiez

Ryc. 5.23. Przykfad dziatania aplikacji predykcji twardosci po procesie odpuszczania —
ikona zamknij
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Algorytm 5.9. Implementacja interfejsu graficznego z wykorzystaniem modelu predykgji
twardosci po procesie odpuszczania

function twardosc_odpuszczanial()
% Wczytaj zapisanag siec¢ neuronowg ‘net’

load('net.mat', 'net'); % Przykitad wczytania sieci z pliku

% Tworzenie gitéwnego okna GUI

f = figure('Position', [300, 300, 600, 500], 'Name',
'Przewidywanie Twardosci po Odpuszczaniu', 'NumberTitle', 'off',
‘Color', [0.7, 0.8, 0.6]);

pl = uipanel('Title', 'Parametry Wejsciowe', 'FontSize', 12,
'Position', [0.05 ©.5 0.9 0.45]);

uicontrol('Parent', pl, 'Style', 'text', 'Position', [20, 140,
200, 40], 'String', 'Typ Stali (4140 - 0, 4340 - 1, 5160 - 2, 6150 -
3, E52100 - 4):', 'HorizontalAlignment', 'left', 'FontSize', 10);

steelTypeEdit = uicontrol('Parent’', pl, 'Style', 'edit',
'Position', [220, 140, 150, 30], 'String', '@', 'FontSize', 12);

uicontrol('Parent', pl, 'Style', 'text', 'Position', [2@,
100, 200, 30], 'String', 'Twardos¢ po Hartowaniu (HRC):',
'HorizontalAlignment', 'left', 'FontSize', 10);

hardnessEdit = uicontrol('Parent', pl, 'Style', ‘'edit’,
'Position’, [220, 100, 150, 30], 'String', '60', 'FontSize', 12);

uicontrol( 'Parent', pl, 'Style', 'text', 'Position', [20, 60,200,
30], 'String', 'Czas Odpuszczania (s):', 'HorizontalAlignment',
‘left', 'FontSize', 10);

timeEdit = uicontrol('Parent', pl, 'Style', 'edit', 'Position’,
[220, 60, 150, 30], 'String', '600', 'FontSize', 12);

uicontrol('Parent', pl, 'Style', 'text', 'Position', [260,
20, 200, 30], 'String', 'Temperatura Odpuszczania (°C):',
'HorizontalAlignment', 'left', 'FontSize', 10);

tempEdit = uicontrol('Parent', pl, 'Style', 'edit', 'Position’,
[220, 20, 150, 30], 'String', '200', 'FontSize', 12);

% Przycisk do wywotania predykcji

predictButton = uicontrol('Style', 'pushbutton', 'Position’,
[250, 200, 120, 30], 'String', 'Predykcja', 'Callback', @(~,~)
predictCallback(net), 'FontSize', 10);

% Panel do wyswietlania wynikodw

p2 = uipanel('Title', 'Wynik Przewidywania', 'FontSize', 12,
"Position', [0.05 ©0.15 0.9 0.25], 'BackgroundColor', [0.7, 0.8,
8.6]);

uicontrol('Parent', p2, 'Style', 'text', 'Position', [20, 40,
240, 30], 'String', 'Przewidywana Twardo$¢ po odpuszczaniu (HRC):',
'HorizontalAlignment', 'left', 'FontSize', 10, 'BackgroundColor’,
[0.7, 0.8, 0.6]);
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Algorytm 5.9. Implementacja interfejsu graficznego z wykorzystaniem modelu predykgji
twardosci po procesie odpuszczania, cd.
predictedHardnessText = uicontrol( 'Parent', p2, 'Style', 'text',
'Position', [260, 40, 150, 30], 'String', '', 'BackgroundColor',
'white', 'FontSize', 12);
% Dodanie przyciskéw funkcyjnych
addIconButton(50, 50, 'ikona_zapisz.png', @saveFunction); % Zapisz
addIconButton(120, 50, ‘'ikona drukuj.png', @printFunction); % Drukuj
addIconButton(190, 50, 'ikona_reload.png', @clearFunction); % Wyczysc¢
addIconButton(400, 50, 'ikona_wylacz.png', @exitFunction); % Zamknij
% Funkcja callback dla przycisku predykcji
function predictCallback(net)
% Pobieranie wartosci z pél edycyjnych
steel_type = str2double(get(steelTypeEdit, 'String'));
initial_hardness = str2double(get(hardnesskdit, 'String'));
tempering_time = str2double(get(timeEdit, 'String'));
tempering_temperature = str2double(get(tempEdit, 'String'));
% Tworzenie wektora danych wejsciowych
input_data = [steel_type, initial_hardness, tempering time,
tempering_temperature]’;
% Predykcja twardosci po odpuszczaniu
predicted_hardness = net(input_data);
% WysSwietlenie wyniku w GUI
set(predictedHardnessText, 'String', num2str(predicted_
hardness, '%.2f'));
end
% Funkcja zapisujgca wynik i dane wejsciowe
function saveFunction(~, ~)
steel _type = get(steelTypeEdit, 'String');
initial_hardness = get(hardnesskEdit, 'String');
tempering_time = get(timeEdit, 'String');
tempering_temperature = get(tempEdit, 'String');
result = get(predictedHardnessText, 'String');
[file, path] = uiputfile('*.mat', 'Zapisz dane jako');
if ischar(file)
data = struct('steel_type', steel_type, 'initial_hardness',
initial_hardness, 'tempering time', tempering time, 'tempering
temperature', tempering_temperature, 'result', result);
save(fullfile(path, file), 'data‘);
disp([ 'Dane zapisane w pliku: ', fullfile(path, file)]);
end
end
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Algorytm 5.9. Implementacja interfejsu graficznego z wykorzystaniem modelu predykgji
twardosci po procesie odpuszczania, cd.

% Funkcja drukujgca wynik
function printFunction(~, ~)
printdlg(f);
end
% Funkcja czyszczaca pola i wynik
function clearFunction(~, ~)
set(steelTypeEdit, 'String', '');
set(hardnessEdit, 'String', '');
set(timeEdit, 'String’, '');
set(tempEdit, 'String', '');
set(predictedHardnessText, 'String', '');
end
% Funkcja zamykajgca aplikacje
function exitFunction(~, ~)
close(f);
end
% Funkcja dodajaca przycisk z ikonka
function addIconButton(x, y, iconPath, callback)
[iconData, map, alpha] = imread(iconPath); % Wczytaj dane
ikonki i mape koloréw oraz kanat alfa
if ~isempty(map)
iconData = ind2rgb(iconData, map); % Konwersja indekséw na
wartosci RGB
end
if size(iconData, 3) == 4 % SprawdZz, czy obraz ma kanat alfa
iconData = iconData(:, :, 1:3); % Usun kanat alfa
end
% Skalowanie obrazka do wymiaréw przycisku
iconData = imresize(iconData, [40, 490]);
% Normalizacja wartosci pikseli do zakresu [0, 1]
iconData = double(iconData) / 255;
% Dodanie axes dla rysowania prostokata
ax = axes('Position', [x, y, 40, 40], 'Visible', 'off');
rectangle('Position', [@, @, 40, 40], 'EdgeColor', [0.7, 0.8,
0.6], 'LineWidth', 2, 'Parent', ax);
% Dodanie przycisku z ikonka
uicontrol('Style', 'pushbutton', 'Position', [x, y, 40, 40],
'CData', iconData, 'Callback', callback, 'BackgroundColor', [@.8,
0.9, 1]);
end
end
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5.3.3. Ocena jakosci wyrobow gotowych na podstawie twardosci
po procesie odpuszczania

Ocena jakosci twardos$ci po odpuszczaniu na podstawie twardosci po procesie
odpuszczania jest istotnym elementem kontroli jako$ci, poniewaz pozwala na
weryfikacje, czy produkt koricowy spelnia wymagania stawiane przez specyfi-
kacje techniczng. Brak ogdlnie przyjetych norm dla twardosci po odpuszczaniu
dla kazdego rodzaju stali wynika z r6znorodno$ci zastosowan, ktére wymagaja
specyficznych wta$ciwosci materiatu. Pozgdana twardos$¢ zalezy nie tylko od
rodzaju stali, ale takze od ksztattu wyrobu (np. walek czy element ptaski), od
jego docelowego zastosowania oraz innych czynnikéw, takich jak obciazenia
mechaniczne, ktorym bedzie poddawany.

W zwigzku z brakiem uniwersalnych ram dotyczacych pozadanej twardo-
Sci po odpuszczaniu, konieczne bylto przyjecie okreslonych zakreséw twardo$ci
dla kazdego z analizowanych typow stali w kontek$cie danego — przyktado-
wego zastosowania. Na podstawie tych zatozen opracowany zostat algorytm,
ktéry umozliwia oceng jakosci wyrobu gotowego. Algorytm ten, uwzglednia-
jac przewidywang przez model sztucznej sieci neuronowej MLP twardos$¢ po
odpuszczaniu (model oparty na algorytmie uczenia BR), okre$la, czy dany
wyrdb spetnia wymagania jakosciowe. Jezeli przewidywana twardo$¢ miesci
sie w przyjetym przedziale, uznaje sie, ze wyrdb spetnia normy jakosciowe,
W przeciwnym razie wyrdb jest klasyfikowany jako niezgodny z wymaganiami.

Na podstawie danych z analizowanej bazy danych oraz minimalnych
i maksymalnych wartosci twardos$ci uzyskanych dla réznych typow stali, mozna
zaproponowac uniwersalne zakresy twardosci, ktére pozwolg na ocene jako-
$ci wyrobow. Przyjecie jednolitych przedziatow, takich jak 25-55 HRC, ma na
celu pokazanie mozliwosci stosowania tego typu ograniczen w ocenie jako$ci
produktéw, przy czym w kazdym konkretnym zastosowaniu te zakresy moga
by¢ dostosowane do specyficznych wymagan, uwzgledniajac szczegoly doty-
czace finalnego zastosowania wyrobu. Dzigki temu mozliwe jest skuteczne
zarzadzanie procesami produkcyjnymi, minimalizujac ryzyko wytwarzania
wyrobdw niespetniajacych wymagan jakosciowych i zapewniajac ich odpo-
wiednig wytrzymalo$¢ oraz funkcjonalnos¢. Fragment kodu przedstawiony
jako algorytm 5.10 ilustruje spos6b implementacji oceny jakosci na podsta-
wie zakresu twardo$ci wyrobow gotowych po odpuszczaniu, o ktory uzupet-
niono algorytm 5.9.
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Algorytm 5.10. Fragment kodu oceny jakosci na podstawie zakresu twardosci wyrobéw
gotowych po odpuszczaniu

% Ocena jakosci na podstawie zakresu twardosci
if predicted_hardness >= 25 && predicted_hardness <= 55

quality_message
jakosciowe.’;

,Wyréb gotowy speinia wymagania

else
quality_message = ,Wyréb gotowy nie speinia wymagan
jakosciowych.’;

end
% WySwietlenie oceny jakosci w GUI
set(qualityAssessmentText, ‘String’, quality_message);

Wyniki implementacji tego fragmentu kodu (algorytm 5.10) do interfejsu uzyt-
kownika przedstawiajq ryc. 5.24 oraz ryc. 5.25, przy czym przyktadowy wynik dzia-
fania algorytmu dla wyrobu niespetiajacego wymagan jakos$ciowych to ryc. 5.24,
za$ dla wyrobu spetniajacego wymagania jakos$ciowe - ryc. 5.25.

Ryc. 5.24. Wynik dziatania algorytmu dla wyrobu niespetniajacego wymagan jakosciowych
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Ryc. 5.25. Wynik dziatania algorytmu dla wyrobu spetniajgcego wymagania jakosciowe

Ocena jakos$ci wyrobéw gotowych na podstawie twardosci po procesie
odpuszczania jest nie tylko efektywnym narzedziem w procesie produkcji,
ale takze pozwala na szybkie i precyzyjne weryfikowanie zgodnosci wyrobéw
z wymaganiami, co jest istotne dla zapewnienia wysokiej jakosci koncowych
produktéw metalowych. Przyktadowa implementacja algorytmu oceny jako-
$ci w interfejsie uzytkownika pokazuje, ze mozliwe jest skuteczne monitoro-
wanie twardosci i natychmiastowa weryfikacja, czy produkt spetnia zalozone
standardy, czy tez nie. Dzieki takiemu podej$ciu proces produkcyjny moze by¢
bardziej precyzyjnie zarzadzany, minimalizujgc ryzyko wytwarzania produk-
téw niespetniajacych wymagan, co przektada sie na wyzsza jako$¢ oraz funk-
cjonalno$¢ koricowych wyrobow.

W niniejszym podrozdziale omdwiono zastosowanie sztucznej sieci neu-
ronowej MLP do przewidywania twardosci stali po procesie odpuszczania oraz
oceng jako$ci wyrobdéw gotowych na podstawie wynikow tej predykcji. Podjete
dzialania oraz wyniki uzyskane z modelowania i implementacji algorytmu
oceny jako$ci podkreslajg znaczenie zaawansowanych narzedzi analitycznych,
takich jak sztuczne sieci neuronowe, w optymalizacji proceséw produkcyj-
nych. Dzieki temu mozliwe jest nie tylko precyzyjne przewidywanie wynikow
obrobki cieplnej, ale takze skuteczna weryfikacja jako$ci wyrob6w, co w kon-
sekwencji przyczynia sie do zwigkszenia efektywnosci produkcji i podniesie-
nia standardow jako$ci w przemysle metalowym.
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6. Predykcja awarii maszyn

Wprowadzenie do tematyki predyktywnego utrzymania ruchu, zwtaszcza
z uwzglednieniem wykorzystania sztucznych sieci neuronowych, stanowi wazny
element doskonalenia proceséw produkcyjnych w przemys$le maszynowym.
W obliczu dynamicznie rozwijajacej sie technologii oraz rosnagcych wymagan
rynkowych wdrazanie nowoczesnych metod zarzadzania utrzymaniem maszyn
staje sie nieodzownym elementem strategii przedsiebiorstw dazacych do mak-
symalizacji efektywnosci operacyjnej oraz minimalizacji ryzyka awarii.

Predyktywne utrzymanie ruchu to zaawansowana metodologia zarzadza-
nia i utrzymania maszyn, ktoéra polega na przewidywaniu awarii oraz ocenie
stanu technicznego urzadzen. Wykorzystujac techniki analizy danych zbiera-
nych z ré6znorodnych czujnikéw monitorujacych parametry pracy maszyn, takie
jak temperatura, predkos¢ obrotowa, moment obrotowy czy zuzycie narzedzi,
mozliwe jest minimalizowanie przestojow produkcyjnych poprzez prognozo-
wanie potencjalnych problemow, zanim jeszcze one wystapia.

W kontekscie przemystu maszynowego predyktywne utrzymanie ruchu
odgrywa wazna role, umozliwiajac znaczace zmniejszenie przestojow produk-
cyjnych. Niespodziewane awarie maszyn mogg powodowac¢ powazne zaktocenia
w procesie produkcyjnym, prowadzac do strat finansowych i opdznien w reali-
zacji zamoéwien. Dzigki zastosowaniu predyktywnych modeli przedsigbiorstwa
mogg planowaé konserwacje i naprawy w sposob bardziej efektywny, unikajac
nieplanowanych przerw w pracy [13,189].
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Kolejng istotng korzyscia jest optymalizacja zasobdéw. Predykcyjne utrzy-
manie ruchu pozwala na lepsze zarzadzanie zapasami czgsci zamiennych oraz
planowanie pracy personelu technicznego. Zamiast trzymac duze ilosci czesci
zamiennych na magazynie lub angazowac liczne zespoty serwisowe w gotowosci,
firmy moga doktadnie przewidzie¢, kiedy i jakie zasoby beda potrzebne [190,191].

Redukcja kosztéw utrzymania to kolejny znaczacy aspekt. Tradycyjne
podejscie do utrzymania ruchu czesto wigze sie z wysokimi kosztami zwigza-
nymi z nadmierng konserwacja lub nieoczekiwanymi naprawami. Predykcyjne
utrzymanie ruchu umozliwia bardziej precyzyjne i efektywne zarzadzanie
cyklem zycia maszyn, co prowadzi do obnizenia kosztéw operacyjnych. Dzigki
doktadnej analizie danych i prognozowaniu awarii mozliwe jest unikniecie
kosztownych napraw oraz przedtuzenie zywotno$ci maszyn [192,193].

Sieci neuronowe, dzigki swojej zdolno$ci do przetwarzania i analizy
duzych zbioréw danych, sg idealnym narzedziem do przewidywania ryzyka
wystgpienia awarii oraz identyfikacji rodzaju awarii na podstawie parametréw
operacyjnych [194]. ANN sa w stanie analizowa¢ dane z monitorowania stanu
technicznego maszyn, takie jak temperatura, predko$¢ obrotowa, moment obro-
towy i zuzycie narzedzi, w celu prognozowania, czy awaria wystapi, a w przy-
padku wystapienia — okreslenia jej rodzaju.

Celem zastosowania ANN jest nie tylko przewidywanie, czy awaria wystapi,
ale réwniez dokladne rozpoznanie rodzaju awarii. Pozwala to na bardziej pre-
cyzyjne planowanie dziatan prewencyjnych i naprawczych, co przektada si¢ na
zmniejszenie liczby przestojow oraz optymalizacje proceséw produkcyjnych.
Dzigki funkcji aktywacji softmax ANN moga dostarcza¢ prawdopodobienstwo
przynaleznosci do poszczegdlnych klas awarii, co utatwia podejmowanie decy-
zji na podstawie wynikéw analizy [195].

Predyktywne utrzymanie ruchu jest niezwykle wazng koncepcja dla prze-
mystu maszynowego, oferujaca liczne korzysci, takie jak zmniejszenie prze-
stojow, optymalizacja zasobéw oraz redukcja kosztéw utrzymania. W dobie
rosnacej konkurencji i coraz bardziej zaawansowanych technologii wdrozenie
predyktywnych metod zarzadzania utrzymaniem ruchu staje sie nieodzownym
elementem strategii przedsiebiorstw dazacych do maksymalizacji efektywno-
$ci operacyjnej i minimalizacji ryzyka awarii [196,197].

W niniejszym rozdziale om6wione zostang aspekty zwigzane z modelowa-
niem predykcji awarii maszyn. Na poczatku zostanie przedstawiona metodyka
modelowania predykcji awarii, co pozwoli na zrozumienie podstaw teoretycz-
nych i technologicznych zastosowanych rozwigzan. Nastepnie szczegétowo
omoéwione zostana wyniki modelowania klasyfikatora dotyczacego wystapienia



awarii oraz okre$lania typu awarii. Na zakonczenie rozdziatu zostanie zapre-
zentowane praktyczne wykorzystanie predykcji awarii maszyn z zastosowa-
niem odpowiedniego interfejsu, co pozwoli na petne zrozumienie wdrozonych
metod w kontekscie rzeczywistych zastosowan przemystowych.

6.1. Metodyka modelowania predykcji awarii

Celem prowadzonych analiz byta predykcja awarii maszyn na podstawie para-
metréw okreslajacych ich stan techniczny. Parametry byly gromadzone podczas
monitorowania procesu produkcyjnego. Istotne zmienne wejsciowe obejmuja
temperature, predkos¢ obrotowa, moment obrotowy oraz zuzycie narzedzi,
a zmienng wyjsciowa jest wskaznik awarii, czy wystapi, czy tez nie. Algorytmy
klasyfikacyjne byly testowane przy uzyciu publicznej bazy danych ,,AI41 2020
Predictive Maintenance Dataset”, ktora zostata udostepniona w 2020 roku [198].

Baza danych AI4I 2020 Predictive Maintenance Dataset jest syntetycznym
zbiorem danych, ktéry odzwierciedla rzeczywiste dane spotykane w przemy-
$le dotyczace predykcyjnego utrzymania ruchu. Baza ta zawiera 10 000 proé-
bek z 10 cechami, w tym identyfikatorami produktéw, oraz zmiennymi opi-
sujacymi warunki operacyjne i zuzycie narzedzi. Sg to nastepujace zmienne:
= unikalny identyfikator;

» identyfikator produktu;

s  typ produktu (L, M, H);

= temperatura powietrza [K];

s temperatura procesu [K];

= predko$¢ obrotowa [obr/min];

*  moment obrotowy [Nm];

e  zuzycie narzedzi w [min];

»  wskaznik awarii (0 - brak awarii, 1 - wystapienie awarii);
= typ awarii.

Istotnym aspektem bazy danych sg zmienne docelowe, ktore okre$laja
wystgpienie awarii maszyny oraz typ awarii. Wskaznik awarii jest binarng
zmienna, ktdéra okresla, czy doszto do awarii (1) lub nie (0). Typ awarii obej-
muje pie¢ niezaleznych trybdéw, takich jak:
= awaria narzedzia — wystepuje, gdy narzedzie przekroczy warto$¢ zuzycia

od 200 do 240 minut;
= awaria chlodzenia - wystepuje, gdy réznica temperatur powietrza i procesu

jest mniejsza niz 8,6 K, a predkos¢ obrotowa spada ponizej 1380 [obr/min];
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= awaria mocy - wystepuje, gdy moc obliczona jako iloczyn momentu

obrotowego i predkosci obrotowej [rad/s] jest poza zakresem 3500-9000 [W];
=  awaria przecigzenia - wystepuje, gdy iloczyn zuzycia narzedzi i momentu

obrotowego przekracza wartosci krytyczne (11 000 minNm dla produktéw

L, 12 000 dla M i 13 000 dla H);
= awarie losowe - niezalezne od parametréw procesu, z szansg 0,1% dla

kazdego punktu danych.

Baza zawiera zmienne rzeczywiste i kategoryczne, co umozliwia zasto-
sowanie réznorodnych metod analitycznych, w tym sztucznych sieci neuro-
nowych. Ze wzgledu na trudno$¢ w uzyskaniu rzeczywistych danych predyk-
cyjnego utrzymania ruchu, zbiér ten stanowi warto$ciowe Zrédto danych do
badan i testowania algorytméw w warunkach symulowanych, ktoére jak naj-
wierniej odzwierciedlaja rzeczywiste scenariusze przemystowe.

Aby przewidzie¢, czy awaria wystapi, czy tez nie, stworzono model klasy-
fikacyjny, ktory zostat zbudowany z wykorzystaniem sztucznych sieci neuro-
nowych przy uzyciu Matlab R2023a. Warstwa wejSciowa skiadata si¢ z pigciu
neurondéw (zmienne: temperatura powietrza, temperatura procesu, predko$¢
obrotowa, moment obrotowy, zuzycie narzedzi), podczas gdy warstwa wyj-
Sciowa zawierala jeden neuron (klasyfikator z dwoma wartos$ciami 0 lub 1).
Wartos¢ klasyfikatora 1 oznacza, ze awaria wystapi, za$ 0, Ze nie wystapi.
Tabela 6.1 przedstawia statystyki opisowe danych wejSciowych.

Tabela 6.1. Statystyka opisowa danych wejsciowych

temperatura temperatura predkos¢ moment zuzycie

powietrza, procesu obrotowa obrotowy narzedzi

K1 [K] [obr/min] [Nm] [min]

Srednia 300,0049 310,0056 1538,776 39,98691 107,951

odchylenie 2,000259 1483734 | 179,2841| 9,968934 63,65415
standardowe

min 295,3 305,7 1168 3,8 0

mediana 300,1 310,1 1503 40,1 108

max 304,5 313,8 2886 76,6 253

W przypadku tych danych wzigto pod uwage dwa rodzaje sieci. Pierwsza
z nich byla sie¢ neuronowa MLP z jedna warstwa ukryta, drugg — sie¢ LSTM.
Dane z monitorowania stanu technicznego maszyn czesto maja charakter sek-
wencyjny, gdzie kolejne pomiary parametrow, takich jak temperatura, predkos¢
obrotowa, moment obrotowy i zuzycie narzedzi, s zbierane w regularnych odste-
pach czasu. Sieci LSTM, jako odmiana rekurencyjnych sieci neuronowych, sg



zaprojektowane do analizy takich sekwencji danych, dzieki swojej zdolnosci
do zapamigtywania dlugoterminowych zaleznosci. W celu podkreslenia korzy-
$ci wynikajacych z wykorzystania LSTM oraz rdznic pomiedzy sieciami, doko-
nano réwniez analizy za pomoca tradycyjnej, sieci neuronowej MLP, ktéra nie
posiada zdolno$ci do zapamigtywania dlugoterminowych zaleznos$ci czasowych.

Do uczenia MLP zastosowano algorytm SCG. Liczba neuronéw w warstwie
ukrytej, mieszczaca sie w zakresie od 2 do 50, zostata dobrana na drodze eks-
perymentalnej. Maksymalng liczbe epok uczacych ustalono na 1000. Aby uzy-
skac¢ prawdopodobieristwo przynaleznosci do poszczegdlnych klas, zastosowano
funkcje aktywacji softmax w warstwie wyjsciowej. Dane zostaly podzielone na
trzy czesci: 70% danych przeznaczono na zbior uczacy, 15% na testowy i 15% na
walidacyjny. Zbior uczacy byt wykorzystywany do trenowania sieci neurono-
wej. Proces uczenia trwat do momentu, gdy sie¢ przestawata poprawia¢ swoje
wyniki na zbiorze walidacyjnym. Zastosowano technike wczesnego zatrzymania
na poziomie 6 jako metode zapobiegania przeuczeniu. Zbior testowy stuzyt do
niezaleznej oceny doktadnosci dziatania sieci. Jako$¢ dziatania sieci oceniano
przy uzyciu funkcji entropii krzyzowej, ktéra byla miarg wykorzystywang do
oceny poprawnosci klasyfikacji dokonywanej przez sie¢ neuronowa.

Do uczenia sieci neuronowej typu LSTM zastosowano algorytm Adam. Liczba
neuronéw (jednostek ukrytych) w warstwach ukrytych byta dobierana ekspery-
mentalnie, w zakresie od 256 do 4096 jednostek. Testowano zaréwno sieci z jedng
warstwa LSTM, jak i z dwiema warstwami LSTM. W przypadku drugiej warstwy
LSTM liczba jednostek ukrytych réwniez byla zmieniana w zakresie od 256 do
4096. Dodatkowo w celu zapobiegania nadmiernemu dopasowaniu zastosowano
warstwy dropout z warto$cig 0,5. Maksymalna liczba epok uczacych zostata usta-
lona na 1000, a poczatkowa szybko$¢ uczenia na 0,001. Rozmiar wsadu (ang.
MiniBatchSize) zostal ustalony na 256. Aby uzyska¢ prawdopodobienstwo przy-
naleznosci do poszczegélnych klas, uzyto funkcji aktywacji softmax w warstwie
wyjéciowej. Dane zostaly podzielone na trzy czesci: 70% danych przeznaczono na
zbior uczacy, 15% na testowy i 15% na walidacyjny. Wykorzystano te same zestawy,
co w przypadku sieci MLP. Proces uczenia byt monitorowany przy uzyciu zbioru
walidacyjnego. Zastosowano technike wczesnego zatrzymania na poziomie 30.

W celu stworzenia modeli klasyfikacyjnych dotyczacych rodzaju awarii
uzyto tego samego zbioru danych, w tym identyczne dane wejsciowe i $rodo-
wisko Matlab R2023a. Zastosowano takie same parametry, metodyke prowa-
dzonych analiz dla obu rodzajéw modeli. W przypadku modelowania tego
klasyfikatora zmianie ulegta jedynie zmienna wyjsciowa, ktorg byt typ awarii,
zakodowany jako zmienna kategoryczna.
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Poréwnujac modele miedzy sobg, wykorzystywano takie wskazniki, jak:
doktadno$¢, precyzja, czutos¢ oraz F1-score. Dodatkowo przeprowadzono ana-
lize krzywej ROC oraz AUC w celu oceny zdolno$ci modeli do rozrézniania
otrzymanych wynikéw migdzy klasami.

6.2. Wyniki modelowania klasyfikatora dotyczacego
wystapienia awarii

Najlepsze wyniki uczenia sieci neuronowej MLP, ktéra moze przewidzie¢, czy
awaria wystapi czy tez nie, uzyskano dla 12 neuron6w w warstwie ukrytej, po 112
epokach uczenia sieci. Struktura uczenia sieci neuronowych zostata przedstawiona
naryc. 6.1, za$ na ryc. 6.2 pokazano przebieg uczenia sie sieci neuronowej, moni-
torowany za pomocg funkcji entropii krzyzowej jako miary btedu, w zaleznosci od
liczby epok uczacych. Na osi poziomej (x) znajduje sie liczba epok, natomiast na
osi pionowej (y) przedstawiono warto$¢ entropii krzyzowej, w skali logarytmiczne;.

Ryc. 6.1. Struktura sieci neuronowej MLP klasyfikacyjnej wystapienia awarii

Proces uczenia sieci neuronowej, ktéra moze przewidzie¢, czy awaria
wystapi czy tez nie, trwal przez 112 epok, a najlepsza wydajno$¢ na zbiorze
walidacyjnym zostala osiggnieta po 106 epokach, z warto$cig entropii krzyzo-
wej wynoszaca 0,0583. Widac, ze po tym punkcie (oznaczonym zielonym okre-
giem) krzywa walidacyjna przestaje si¢ znaczaco poprawiac, co sugeruje zasto-
sowanie techniki wczesnego zatrzymania w celu unikniecia przeuczenia sieci.

Wartosci entropii krzyzowej dla zbioréw uczacego, walidacyjnego i testo-
wego zmniejszaja sie w miare postepujacego uczenia, co wskazuje na poprawe
zdolnosci sieci do rozpoznawania wzorcow. Wzglednie niewielka r6znica mig-
dzy krzywymi walidacyjng a testowa swiadczy o dobrej zdolnosci sieci do gene-
ralizacji na nowych danych.
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Ryc. 6.2. Przebieg uczenia sie sieci neuronowej klasyfikacyjnej MLP wystgpienia awarii

Wykresy na ryc. 6.3 przedstawiajg krzywe ROC dla analizowanej sieci neu-
ronowej, ktora zostala wytrenowana do klasyfikacji danych w celu okreslenia, czy
awaria nastapi, czy tez nie. Wykres w lewym gérnym rogu przedstawia krzywa
ROC dla danych uczgcych. Wysokie wartosci TPR przy niskich wartosciach FPR
sugeruja, ze sie¢ neuronowa dobrze klasyfikuje dane uczace. Wykres w prawym
goérnym rogu przedstawia krzywa ROC dla danych walidacyjnych. Krzywa jest
zblizona do wykresu dla danych uczacych, co wskazuje na dobrg zdolnos¢ sieci
do generalizacji na niezaleznym zbiorze walidacyjnym. Wykres w lewym dolnym
rogu przedstawia krzywa ROC dla danych testowych. Podobnie jak w przypadku
danych uczacych i walidacyjnych, wysoka warto$¢ TPR przy niskim FPR potwier-
dza dobra wydajnos¢ klasyfikacyjna sieci. Wykres w prawym dolnym rogu przed-
stawia zsumowana krzywa ROC dla wszystkich danych (uczacych, walidacyjnych
i testowych). Krzywa ta obrazuje ogélng wydajnos¢ sieci na calym zbiorze danych.

Z wszystkich wykreséw wynika, ze sie¢ neuronowa, ktéra przewiduje, czy
awaria wystapi, czy tez nie, ma wysoka skutecznos¢ w klasyfikacji danych, co
jest widoczne w wysokich warto$ciach wskaznika prawdziwie pozytywnych
wynikéw przy niskich warto$ciach wskaznika fatszywie pozytywnych wyni-
kéw. Zbiezno$¢ krzywych ROC dla danych uczacych, walidacyjnych i testo-
wych sugeruje, ze sie¢ neuronowa ma dobrg zdolnos¢ do generalizacji i nie
jest nadmiernie dopasowana do danych uczacych.
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Ryc. 6.3. Krzywe ROC dla sieci neuronowej klasyfikacyjnej MLP wystapienia awarii

Kolejnym ze wskaznikow skuteczno$ci dopasowania sieci neuronowej MLP
do danych jest macierz pomytek (ryc. 6.4), ktora dla zbioru uczacego pokazuje, ze
wiekszo$¢ probek zostata poprawnie sklasyfikowana: 6714 z klasy 01 137 z klasy 1.
Macierz walidacyjna pokazuje podobne wyniki, z 98,6% poprawnie sklasyfiko-
wanych probek dla klasy 01 83,8% dla klasy 1. Macierz pomytek dla zbioru testo-
wego rowniez potwierdza dobra wydajno$¢ sieci: 98,4% poprawnych klasyfikacji
dla klasy 01 75,0% dla klasy 1. Macierz pomytek dla wszystkich danych przedsta-
wia og6lng wydajnos¢ sieci na calym zbiorze danych, z 98,4% poprawnych klasy-
fikacji dla klasy 01 80,4% dla klasy 1. Wysokie wartosci procentowe poprawnych
klasyfikacji we wszystkich macierzach $wiadcza o dobrej skutecznosci sieci neu-
ronowej w rozpoznawaniu wzorcow, czy awaria wystapi, czy tez nie.

Dla modelowania sieci LSTM najlepsze parametry otrzymano dla dwdch
warstw LSTM w modelu oraz dla liczby jednostek ukrytych w pierwszej war-
stwie — 1024, za§ w drugiej — 2048. Strukture sieci obrazuje tabela 6.2, za$



kodowanie architektury i procesu uczenia sieci LSTM dla modelu klasyfika-

cyjnego wystapienia awarii obrazuje algorytm 6.1.

Tabela 6.2. Architektura sieci LSTM dla modelu klasyfikacyjnego wystapienia awarii

Lp. Typ warstwy Opis

—_

Dane uczace

Dane walidacyjne

o 6714 15 98.3% . 1443 20 98.6%

95.9% 1.6% 1.7% 96.2% 1.3% 1.4%
> >
o e
(2] (]

3, 34 137 80.1% s 6 31 83.8%

x 0.5% 2.0% 19.9% 9 0.4% 2.1% 16.2%
@ ot
N N

< 99.5% 54.4% 97.9% c 99.6% 60.8% 98.3%

n 0.5% 45.6% 2.1% n 0.4% 39.2% 1.7%

Q N Q N
Predykcja Predykcja
Dane testowe Caly zestaw danych

. 1460 24 98.4% . 9617 159 98.4%

97.3% 1.6% 1.6% 96.2% 1.6% 1.6%

3, 4 12 75.0% s, 44 180 80.4%

E 0.3% 0.8% 25.0% E 0.4% 1.8% 19.6%
(] (9]
N N

£ 99.7% 33.3% 98.1% c 99.5% 53.1% 98.0%

n 0.3% 66.7% 1.9% n 0.5% 46.9% 2.0%

Q N Q N
Predykcja Predykcja

Ryc. 6.4. Macierz pomytek dla sieci neuronowej klasyfikacyjnej MLP wystapienia awarii

Sequence Input

5-elementowe wejscie sekwencyjne

LSTM 1024 jednostek ukrytych
Dropout 50% deaktywowanych neuronéw
LSTM 2048 jednostek ukrytych
Dropout 50% deaktywowanych neuronéw

Fully Connected

2-elementowa warstwa w petni pofgczona

Softmax

Funkcja aktywacji

0 |IN O D WN

ClassificationLayer

Warstwa klasyfikacyjna dla dwéch klas
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Algorytm 6.1. Kodowanie architektury i procesu uczenia sieci LSTM dla modelu
klasyfikacyjnego wystapienia awarii
% Definiowanie warstw sieci LSTM
inputSize = 5; % liczba cech (5)
numHiddenUnits = 1024;
numClasses = 2; % liczba cech (5)
layers = [
sequencelnputLayer(inputSize, "Name", "sequence™)
1stmLayer(numHiddenUnits, "Name","1stm", "OutputMode","last")
dropoutLayer (0.5, "Name", "dropout™)
1stmLayer(2048, "Name","1stml", "OutputMode", "last")
dropoutLayer (0.5, "Name", "dropout1")
fullyConnectedLayer(numClasses)
softmaxLayer];
net = dlnetwork(layers);
net.Initialized
%% Trenowanie Modelu
% Konwersja danych wyjsSciowych do kategorycznych
Y_train = categorical(Y_train);
Y_test = categorical(Y_test);
Y_val = categorical(Y_val);
initiallLearnRate = 0.001; % Zmniejszona poczatkowa szybkos¢ uczenia
maxEpochs = 1000; % Maksymalna liczba epok
miniBatchSize = 256; % rozmiar wsadu
options = trainingOptions( 'adam’,
'MaxEpochs', maxEpochs,
'MiniBatchSize', miniBatchSize,
'ValidationData', {X_val_cell, Y_val},
'ValidationFrequency', 100,
'ValidationPatience', 30,
'Verbose', 0,
'Plots', 'training-progress',
'Metrics', "accuracy');
% Trenowanie sieci LSTM
[netLSTM,info] = trainnet(X_train_cell, Y_train_balanced,
net, "crossentropy", options);

Ryec. 6.5 przedstawia wykresy uczenia sieci LSTM dla modelu klasy-
fikacyjnego wystgpienia awarii. Proces uczenia zostat zakoniczony przed
osiggnieciem maksymalnej liczby iteracji, w 534. epoce po 14400 iteracjach.
Wykres gorny przedstawia zmiane doktadnos$ci modelu LSTM w funk-
cji iteracji podczas procesu uczenia. O$§ pozioma (X) reprezentuje liczbe



iteracji, natomiast o§ pionowa (Y) przedstawia doktadno$¢ w procentach
(%). Niebieskie linie wskazuja doktadno$¢ modelu na zbiorze uczacym, nato-
miast czerwone oznaczaja dokladno$¢ modelu na zbiorze walidacyjnym.
Doktadno$¢ modelu na zbiorze uczacym i walidacyjnym wydaje si¢ stabilna
i waha sie wokol pewnej warto$ci przez wiekszo$¢ iteracji. Podsumowujac,
doktadno$¢ na zbiorze walidacyjnym jest wysoka, co sugeruje, ze model
dobrze generalizuje na nowych danych.

Ryc. 6.5. Wykresy uczenia sieci LSTM dla modelu klasyfikacyjnego wystapienia awarii

Wykres dolny przedstawia zmiang wartosci funkcji straty modelu LSTM
w funkcji iteracji podczas procesu uczenia. Warto$¢ funkgcji straty na zbiorze
uczacym i walidacyjnym jest stabilna przez wigkszos¢ iteracji, z lekkimi waha-
niami. Strata na zbiorze walidacyjnym utrzymuje si¢ na niskim poziomie, co
sugeruje skuteczno$¢ modelu w minimalizacji btedu predykc;ji.

Doktadnos¢ oraz warto$¢ funkcji straty pokazuja, ze proces uczenia
modelu LSTM jest stabilny, a model nie wykazuje oznak nadmiernego dopa-
sowania ani niedopasowania. Wysoka doktadno$¢ na zbiorze walidacyjnym
podkresla dobra zdolno$¢ modelu do generalizacji na nowych danych. Niskie
wartosci straty na zbiorze walidacyjnym sugeruja, ze model skutecznie mini-
malizuje btad predykcji, co jest istotne dla doktadnych prognoz. Te wyniki
sugeruja, ze model jest dobrze wytrenowany i efektywnie przewiduje wysta-
pienie awarii na podstawie danych sekwencyjnych.
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Ryc. 6.6 przedstawia krzywe ROC dla sieci LSTM wystgpienia awarii dla
roznych zestawow danych: uczacych, walidacyjnych, testowych oraz catego
zestawu danych. Dla etapu uczenia krzywe ROC obu klas (Class 1 i Class 0) sa
bardzo zblizone, co sugeruje, ze model skutecznie rozréznia te klasy podczas pro-
cesu uczenia. Warto$ci AUC (ang. area under curve) wynosza 0,92044 dla klasy 1
oraz 0,92043 dla klasy 0, co wskazuje na wysoka skuteczno$¢ modelu w trakcie
tego etapu. W przypadku walidacji krzywe ROC réwniez pokazuja wysoka sku-
teczno$¢ modelu w rozréznianiu obu klas. Wartosci AUC dla obu klas wynosza
0,91668, co sugeruje, ze model zachowuje stabilno$¢ i dobrze generalizuje na
danych walidacyjnych. Na etapie testowania krzywe ROC dla danych testowych
ukazuja jeszcze lepsze dopasowanie modelu. Wartosci AUC wynoszg 0,93479 dla
obu klas, co jest najwyzszym wynikiem sposréd wszystkich etapow. Oznacza to,
ze model bardzo dobrze radzi sobie na nowych, nieznanych danych. Analizujac
caly zestaw danych, krzywe ROC takze pokazuja wysoka skuteczno$¢ modelu
w klasyfikacji. Wartosci AUC dla obu klas wynoszg 0,9216, co potwierdza ogdlng
dobrg wydajno$¢ modelu na calym zbiorze danych.

Model LSTM uzyty do wykrywania awarii charakteryzuje si¢ wysoka sku-
tecznos$cig na kazdym etapie procesu modelowania. Wysokie warto$ci AUC
(powyzej 0,9) dla obu klas na etapach uczenia, walidacji, testowania oraz dla
catego zestawu danych wskazuja na zdolno$¢ modelu do skutecznego rozréz-
niania klas. Sugeruje to, Ze model jest dobrze dopasowany i wykazuje zdolno$¢
do generalizacji na nowych danych.

ROC - uczenie
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Ryc. 6.6. Krzywe ROC dla sieci LSTM wystapienia awarii
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Ryc. 6.7. Macierz pomytek dla sieci LSTM wystapienia awarii

Ryc. 6.7 przedstawia macierze pomylek dla modelu LSTM, ktory zostat
zastosowany do klasyfikacji awarii maszyn dla réznych zestawéw danych:
uczacych, walidacyjnych, testowych oraz catego zestawu danych. W przy-
padku danych uczacych model klasyfikuje prawidtowo 6716 przypadkéw klasy
0 oraz 107 przypadkdéw klasy 1. Btedne klasyfikacje obejmuja 32 przypadki
klasy 0 i 145 przypadkéw klasy 1. Doktadnos¢ dla klasy 0 wynosi 99,5%, nato-
miast dla klasy 1 - 42,5%. Wysoka doktadno$¢ klasy 0 wskazuje na skuteczne
rozpoznawanie tej klasy przez model w trakcie uczenia. Niemniej jednak niz-
sza doktadnos¢ dla klasy 1 sugeruje, ze model moze mie¢ trudnosci z identy-
fikacja tej klasy. W analizie danych walidacyjnych model osigga doktadnos¢
99,6% dla klasy 0 oraz 45,1% dla klasy 1. Poprawnie klasyfikuje 1443 przy-
padki klasy 0 i 23 przypadki klasy 1, przy czym btedne klasyfikacje obejmuja
6 przypadkow klasy 0 i 28 przypadkoéw klasy 1. Te wyniki wskazuja na dobrg
ogblna wydajnos$¢ modelu klasyfikacji klasy 0, jednak zauwazalne sg pewne
problemy z doktadno$cig dla klasy 1, co moze wptywac na stabilno$¢ predykcii
w praktycznych zastosowaniach. Dane testowe pokazuja, ze model klasyfikuje



poprawnie 1459 przypadkéw klasy 0 i 13 przypadkéw klasy 1, przy blednych
klasyfikacjach 5 przypadkéw klasy 0 i 23 przypadkow klasy 1. Doktadno$¢ dla
klasy 0 wynosi 99,7%, natomiast dla klasy 1 - 36,1%. Analiza calego zestawu
danych ujawnia, ze model osigga doktadnos¢ 99,6% dla klasy 0 oraz 42,2% dla
klasy 1. Model poprawnie klasyfikuje 9618 przypadkow klasy 0 oraz 143 przy-
padki klasy 1, z btedami w 43 przypadkach klasy 01i 196 przypadkach klasy 1.
Wryniki te potwierdzaja ogolng wysoka skuteczno$¢ modelu klasyfikacji klasy
0, jednak wyzwanie stanowi utrzymanie wysokiej doktadnosci dla klasy 1.

Po wykonaniu obu modeli do klasyfikowania, czy usterki wystapia, czy
tez nie (MLP oraz LSTM), dokonano ich poréwnania. Poréwnanie modeli na
danych testowych jest istotne, poniewaz te dane nie byly uzywane podczas tre-
nowania modelu, a wigc najbardziej przypominajg rzeczywiste warunki pracy
modelu. Dane testowe pozwalajg na ocene¢ zdolno$ci generalizacji modelu,
co jest niezbedne dla oceny jego wydajnos$ci w praktycznych zastosowaniach.
Istotne jest réwniez to, ze zastosowano w przypadku obu modeli ten sam zestaw
danych. Poréwnanie wskaznikéw jakosciowych dla danych testowych dla obu
modeli zestawia tabela 6.3.

Tabela 6.3. Poréwnanie modeli MLP oraz LSTM modelu wystapienia awarii (wskazniki jakosci)

Doktadnos¢ Precyzja Czulos¢

Model TN FP F1-score [%]

[%] [%] [%]
MLP 1460 | 24 4 12 98,1 333 75,0 46,1
LSTM 1459 5 23 13 98,1 72,2 36,1 48,1

Analiza wynikdw na danych testowych wykazala, Ze oba modele osiagaja
doktadnos¢ na poziomie 98,1%. Jednakze precyzja, czyli miara liczby praw-
dziwie pozytywnych wynikéw w stosunku do wszystkich pozytywnych prze-
widzianych przez model, wynosi 33,3% dla sieci neuronowej MLP i 72,2% dla
modelu LSTM. Wyzsza precyzja modelu LSTM oznacza rzadsze wystepowa-
nie falszywie pozytywnych klasyfikacji, co jest istotne w konteks$cie predykcji
awarii, gdzie falszywe alarmy mogg prowadzi¢ do niepotrzebnych interwen-
cji. Czuto$¢, mierzaca zdolno$¢ modelu do identyfikacji wszystkich rzeczy-
wistych pozytywnych przypadkéw, wynosi 75,0% dla modelu MLP i 36,1%
dla modelu LSTM. Znacznie wyzsza czuto$¢ modelu MLP wskazuje na jego
wieksza efektywnos¢ w wykrywaniu rzeczywistych przypadkéw awarii. Jest
to kluczowy wskaznik, poniewaz niski poziom czutosci oznacza, ze wiele rze-
czywistych awarii moze zosta¢ przeoczonych. F1-score, bedacy $rednig harmo-
niczng precyzji i czutosci, wynosi 46,1% dla modelu MLP i 48,1% dla modelu
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LSTM. Wyzszy F1-score modelu LSTM sugeruje, Ze jest on bardziej wywazony
w swoim dziataniu, gczac wysoka precyzje i czuto$¢, co czyni go bardziej nie-
zawodnym modelem do predykcji awarii w poréwnaniu z MLP.

Biorac pod uwage wyzszy F1-score (48,1%) i precyzje (72,2%) modelu LSTM
w poréwnaniu z modelem MLP (F1-score: 46,1%, precyzja: 33,3%), model LSTM
wydaje si¢ bardziej niezawodny, redukujac liczbe falszywych alarméw. Pomimo
wyzszej czutosci modelu MLP (75,0%) w poréwnaniu z LSTM (36,1%), co oznacza
lepsze wykrywanie rzeczywistych przypadkdw awarii, nizsza precyzja modelu
MLP wskazuje na wiekszg liczbe falszywych alarmow.

W kontekscie danych historycznych dla analizowanego zestawu danych,
gdzie liczba awarii byta niska, wazne jest, aby model skutecznie radzit sobie
z niewielka liczba pozytywnych przyktadéw (awarii) oraz minimalizowat fat-
szywie negatywne wyniki. W scenariuszach z niezrownowazonymi klasami
wysoka czuto$€ jest istotna, poniewaz odzwierciedla zdolno$¢ modelu do pra-
widlowego wykrywania awarii. W takich przypadkach model o wyzszej czuto-
$ci, mimo wigkszej liczby fatszywych alarméw, moze by¢ bardziej korzystny,
gdyz kazde przeoczenie awarii moze prowadzi¢ do powaznych konsekwencji.

Biorac pod uwage te aspekty, model MLP z wyzsza czuloscia (75,0%) wydaje
sie bardziej odpowiedni do zastosowan w predykcji w czasie rzeczywistym,
gdzie krytyczne jest wykrywanie wszystkich rzeczywistych przypadkéw awarii.
Pomimo nizszej precyzji i wiekszej liczby fatszywych alarmoéw zdolno$¢ modelu
MLP do wykrywania wigkszej liczby rzeczywistych awarii czyni go bardziej
niezawodnym w kontek$cie zapobiegania potencjalnym krytycznym awariom.

6.3. Wyniki modelowania klasyfikatora dotyczacego
okreslania typu awarii

W przypadku modelowania typu awarii na wyj$ciu mozna wyréznic 6 klas:
1 - brak awarii, 2 - awaria narzedzia, 3 — awaria chlodzenia, 4 — awaria mocy,
5 — awaria przeciazenia oraz 6 — awarie losowe.

W przypadku modelowania klasyfikatora dla okreslania typu awarii z wyko-
rzystaniem sieci neuronowej MLP najlepsze wyniki otrzymano dla sieci z 12
neuronami w warstwie ukrytej. Ryc. 6.8 prezentuje przebieg uczenia si¢ sieci
neuronowej, monitorowany za pomocg funkcji entropii krzyzowej w zaleznosci
od liczby epok uczacych.
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Ryc. 6.8. Przebieg uczenia sie sieci neuronowej MLP klasyfikujacej typ usterek

Proces uczenia MLP trwat przez 58 epok, a najlepsza wydajno$¢ na zbiorze
walidacyjnym zostala osiagnieta po 52 epokach, z wartoscig entropii krzyzowej
wynoszaca 0,009. Po tym punkcie, oznaczonym zielonym okregiem, krzywa
walidacyjna przestaje sie znaczaco poprawiac, co sugeruje zastosowanie tech-
niki wczesnego zatrzymania w celu unikniecia przeuczenia.

Wartosci entropii krzyzowej dla zbioréw uczacego, walidacyjnego i testo-
wego systematycznie malejg wraz z postepem procesu uczenia, co sugeruje, ze
sie¢ neuronowa staje sie coraz lepsza w rozpoznawaniu wzorcow. Dodatkowo
stosunkowo mata réznica pomiedzy krzywymi walidacyjng a testowa wska-
zuje na solidng zdolno$¢ sieci do generalizacji, czyli poprawnego dziatania na
nowych, niewidzianych wczes$niej danych.

Wykresy (ryc. 6.9) przedstawiaja krzywe ROC dla r6znych klas w prob-
lemie wieloklasowej klasyfikacji typu usterek. Na wykresie ROC dla zestawu
uczacego model wykazuje bardzo dobrg zdolno$¢ do rozrézniania wiekszo$ci
klas. Wysokie warto$ci dla klas 1, 2, 3, 5 i 6 wskazuja na wysoka doktadno$¢
klasyfikacji tych klas. Klasa 4, reprezentowana przez zottg krzywa, wyka-
zuje jednak znacznie gorsza wydajnosc¢, co sugeruje trudnosci modelu w pra-
widtowej klasyfikacji tej klasy. W zbiorze walidacyjnym warto$ci dla klas 1,
2, 3, 51 6 pozostaja wysokie, co wskazuje na dobrg generalizacje modelu na
nowe dane. Klasa 4 ponownie wykazuje znacznie gorsza wydajnosc¢, co jest
widoczne na krzywej ROC, ktora jest bliska przekatnej, sugerujac, ze model
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ma trudno$ci z poprawnym rozréznieniem tej klasy od innych. W zestawie
testowym wyniki sg podobne do tych z zestawu walidacyjnego. Analizujac
krzywa ROC dla catego zestawu danych, mozna zauwazy¢, ze ogélna wydaj-
no$¢ modelu utrzymuje si¢ na wysokim poziomie dla klas 1, 2, 3, 51 6, co jest
zgodne z wynikami dla poszczegolnych zestawow danych. Klasa 4 wykazuje
najnizsza wartosc¢, co sugeruje, ze model ma najwieksze problemy z klasyfi-
kacja tej klasy w catym zbiorze danych.

Ryc. 6.9. Krzywe ROC dla sieci neuronowej MLP klasyfikujacej typ usterek



Ryc. 6.10. Macierz pomytek dla sieci neuronowej MLP klasyfikujacej typ usterek

Kolejnym ze wskaznikéw skutecznosci dopasowania sieci neuronowej MLP
do danych jest macierz pomyltek. Na ryc. 6.10 przedstawiono macierze pomytek
dla sieci neuronowej wytrenowanej do klasyfikacji wieloklasowej na réznych
podzbiorach danych: uczacych, walidacyjnych, testowych oraz na catym zestawie
danych. Zielone komorki, ktére oznaczajg poprawne klasyfikacje, majg wysokie
wartos$ci procentowe. Model klasyfikuje klase 1 z bardzo wysoka doktadnos-
cig we wszystkich zbiorach danych (ponad 98%). Klasa 3 réwniez jest dobrze
klasyfikowana, szczegélnie w danych uczacych (54 przypadki), walidacyjnych
(9 przypadkéw) i testowych (9 przypadkow), co wskazuje na solidno$¢ modelu
dla tej klasy. Dla tej klasy doktadno$¢ modelu osiagnieto na poziomie 90%.
Brak poprawnych klasyfikacji dla klasy 4 i 5 we wszystkich zbiorach danych.
Moze to sugerowac, ze sg one trudne do rozpoznania przez model lub sg bardzo
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rzadkie. Model ma umiarkowang skutecznosc¢ dla klasy 6, szczegolnie w danych
uczacych (36 przypadkéw — 83,7%), walidacyjnych (10 przypadkéw — 90,9%)
i testowych (14 przypadkéw — 93,3%). Klasa 2 ma niska skuteczno$¢ klasyfikacji
we wszystkich zbiorach danych. Chociaz model potrafi poprawnie zaklasyfiko-
wac kilka przypadkow klasy 2, liczba poprawnych klasyfikacji jest stosunkowo
niska w por6éwnaniu z innymi klasami. Niska liczba poprawnych klasyfikacji
dla klasy 2 we wszystkich zbiorach danych sugeruje, Ze model ma trudnosci z jej
rozpoznaniem. Moze to wynikac¢ z niewystarczajacej liczby przyktadow klasy 2
w danych uczacych lub z niewystarczajacej rozrdznialnos$ci cech dla tej klasy.
Dla modelowania sieci LSTM dla modelu klasyfikujacego typ usterek
najlepsze parametry otrzymano dla dwéch warstw LSTM w modelu oraz dla
liczby jednostek ukrytych w pierwszej warstwie — 1024, za$§ w drugiej — 2048.
Dla takiej samej struktury jak w przypadku modelu klasyfikujacego wysta-
pienie awarii. Architekture tej sieci prezentuje tabela 6.2 (podrozdziat 6.2).

Ryc. 6.11. Wykresy uczenia sieci LSTM dla modelu klasyfikacyjnego typ usterek

Ryc. 6.11 przedstawia wykresy uczenia sieci LSTM dla modelu klasyfikacyj-
nego typ usterek. Proces uczenia zakonczyt sie wezesniej, w 267. epoce, po 7200
iteracjach. Doktadno$¢ oraz warto$¢ funkcji straty wskazuja na stabilny proces
uczenia modelu LSTM, bez oznak przeuczenia lub niedouczenia. Wysoka doktad-
no$¢ na zbiorze walidacyjnym $wiadczy o dobrej zdolno$ci modelu do generaliza-
cji na nowych danych. Niskie warto$ci straty na zbiorze walidacyjnym sugeruja,
ze model skutecznie redukuje btad predykcji, co jest istotne dla precyzyjnych
prognoz. Niskie warto$ci straty i wysoka doktadno$¢ na danych walidacyjnych
wskazuja, ze model nie ma problemu z niedouczeniem.



Ryc. 6.12. Macierz pomytek dla sieci LSTM dla modelu klasyfikacyjnego typ usterek

Macierze pomytek dla sieci LSTM (ryc. 6.12) pokazuja wydajno$¢ modelu
na zestawach danych uczacych, walidacyjnych, testowych oraz dla catego
zestawu danych. Dla danych uczacych macierz pomytek wskazuje, ze model
osiagnat bardzo wysoka doktadno$¢ (99,7%) w klasyfikacji przypadkéw braku
awarii. Jednakze doktadno$¢ dla innych klas awarii, szczeg6lnie dla klas 41 5,
jest zauwazalnie nizsza (odpowiednio 66,2% i 50,0%). Wysoka liczba btednie
sklasyfikowanych przypadkéw w tych klasach sugeruje, ze model moze miec¢
trudnosci z rozréznianiem miedzy pewnymi typami awarii. W przypadku klasy
4, znaczacy odsetek rzeczywistych przypadkoéw zostat btednie przypisany do
klasy 1, co moze wynika¢ z podobieristwa cech miedzy tymi dwoma klasami.
Co wigecej, model nie sklasyfikowat Zadnego przypadku jako klasy 2, 31i 6, co
wskazuje na powazne niedouczenie dla tych klas i sugeruje, ze model moze
mie¢ problem z wykrywaniem tych specyficznych typéw awarii.

Analiza danych walidacyjnych pokazuje, Ze model utrzymuje wysoka
doktadno$¢ klasyfikacji dla 1 klasy. Wyniki te sa zgodne z obserwacjami z danych
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uczacych, co sugeruje, ze problemy z rozréznianiem klas 4 i 5 sg utrwalone row-
niez na etapie walidacji. W przypadku danych testowych model nadal wykazuje
wysoka doktadno$¢ dla klasy 1 (99,9%) i umiarkowang dla klas 4 i 5 (odpowied-
nio 53,8% i 46,2%). Co wiecej, model ponownie nie sklasyfikowatl zadnego przy-
padku jako klasy 2, 3 i 6, co jest bardzo istotnym problemem, sugerujacym, ze
w ogole nie nauczyl si¢ rozpoznawac tych typéw awarii.

Dla catego zestawu danych ogdlne wzorce sg podobne do tych obserwo-
wanych w danych uczacych, walidacyjnych i testowych. Model osigga wysoka
doktadnos$¢ dla klasy 1 (99,8%) i umiarkowang dla klasy 4 (66,3%) oraz niska
dla klasy 5 (52,6%). Pomimo ogolnej wysokiej doktadnosci problemy z klasyfi-
kacja mniej reprezentatywnych klas awarii s nadal obecne. Srednia precyzja
i czutos¢ dla tych klas pozostajg nizsze, co moze wptynaé na ogélng wydajnosé
modelu w rzeczywistych zastosowaniach. Co istotne, model nadal nie skla-
syfikowat zadnego przypadku jako klasy 2, 3 i 6, co wskazuje na strukturalny
problem z rozpoznawaniem tych awarii.

Model LSTM osiaga wysoka ogolng dokltadnos¢, szczegdlnie w klasyfika-
cji przypadkow braku awarii. Jednakze wykazuje trudnosci w prawidlowym
klasyfikowaniu pewnych typéw awarii, co jest konsekwentne we wszystkich
zestawach danych. Szczegodlnie niepokoi fakt, ze model nie jest w stanie skla-
syfikowac¢ klas 2, 3 i 6, co wskazuje na potrzebe gruntownej rewizji procesu
trenowania, by¢ moze poprzez np. przeprojektowanie architektury modelu.
Dane te byly analizowane dla r6znych architektur LSTM, jednakze wyniki
wskazuja, ze sieci LSTM nie sprawdzajg sie w tym konkretnym przypadku.

Ze wzgledu na analize macierzy pomylek, ktéra nie klasyfikuje w ogdle
klas 2, 3 i 6, co bylo zaprezentowane dla najlepszej otrzymanej sieci LSTM,
pominieto dalszg analize ROC oraz wskaznikéw jakosciowych, takich jak
doktadnosé¢, precyzja, czutos¢ i F1-score.

W wyniku analizowania wydajnos$ci modeli klasyfikacyjnych stosowa-
nych do okreslania typow awarii zauwazono, ze dotychczasowe podejscie,
zaréwno przy uzyciu sieci neuronowej MLP, jak i sieci LSTM, miaty ograni-
czenia w skutecznej klasyfikacji niektérych klas awarii. Modele miaty szcze-
go6lne trudnosci z rozpoznawaniem klas 2, 3 i 6, co bylo widoczne na podstawie
macierzy pomytek. W efekcie tych wynikéw zdecydowano sie na zmiane kon-
cepcji modelowania. Nowe podej$cie polegato na ograniczeniu zbioru danych
jedynie do rekordow zawierajacych usterki, a nastepnie ponownym przepro-
wadzeniu modelowania na takim zredukowanym zestawie. Ten zredukowany
zbior danych obejmowat 348 rekordéw.



6.4. Wyniki modelowania klasyfikatora dotyczacego
okreslania typu awarii na ograniczonym zbiorze danych

Zmiana koncepcji modelowania byta konieczna ze wzgledu na niska jakos¢
wynikow osigganych przez dotychczasowe modele klasyfikacyjne, zarowno
MLP, jak i LSTM. Modele te miaty trudnosci z prawidlowym rozpoznawaniem
niektorych klas awarii, w szczegolnosci klas 2, 3 i 6, co wykazano na podstawie
analizy macierzy pomytek. W odpowiedzi na te problemy postanowiono ogra-
niczy¢ zbidr danych jedynie do rekordéw zawierajacych usterki i przeprowadzic¢
ponowne modelowanie na takim zredukowanym zestawie, ktdry obejmowat 348
rekordow. W przypadku nowego zbioru danych wyrdzniono 5 klas: 1 — awaria
narzedzia, 2 — awaria chtodzenia, 3 — awaria mocy, 4 — awaria przecigzenia oraz
5 — awarie losowe.

Ryc. 6.13. Przebieg uczenia sie sieci neuronowej MLP klasyfikujacej typ usterek
na zmniejszonym zestawie danych

W procesie modelowania klasyfikatora do identyfikacji typéw awarii na
zmniejszonym zestawie danych, przy zastosowaniu sieci neuronowej MLP, naj-
korzystniejsze rezultaty uzyskano dla sieci z 15 neuronami w warstwie ukry-
tej. Na ryc. 6.13 przedstawiono przebieg uczenia sie tej sieci neuronowej MLP,
monitorowany za pomoca funkcji entropii krzyzowej w odniesieniu do liczby
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epok uczenia. Na podstawie analizy procesu uczenia mozna stwierdzi¢, ze proces
uczenia sieci neuronowej trwat 43 epoki i przebiegat efektywnie do momentu
osiggniecia najlepszej wydajnosci na zbiorze walidacyjnym w 37. epoce.

Ryc. 6.14. Krzywe ROC dla sieci neuronowej MLP klasyfikujacej typ usterek na zmniejszonym
zestawie danych

Wykresy ROC (ryc. 6.14) przedstawiaja zdolno$¢ modelu do klasyfikacji pie-
ciu réznych klas awarii w zestawach danych uczacych, walidacyjnych, testowych
oraz catym zbiorze danych. Na wykresie dla zbioru uczacego wida¢, ze model
wykazuje bardzo wysoka zdolno$¢ rozrézniania klas. Krzywe dla wszystkich
klas znajduja sie¢ blisko lewego goérnego rogu wykresu, co wskazuje na wysoka
skutecznos¢ modelu w przypadku danych do trenowania. Dla zbioru walidacyj-
nego krzywe ROC réwniez pokazuja wysoka wydajnos¢ modelu, chociaz wida¢
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niewielkie r6znice w poréwnaniu ze zbiorem uczacym Krzywe dla niektorych
klas sg nieco dalej od lewego gérnego rogu, co sugeruje, ze model moze mie¢ nie-
wielkie trudnosci z generalizacja na nowe dane, ale ogolnie nadal jest skuteczny.
Analizujac wykres ROC dla zbioru testowego, mozna zauwazy¢, ze krzywe sg
podobne do tych z zestawu walidacyjnego. Model utrzymuje wysoka zdolnosc¢
do rozrézniania klas, jednak podobnie jak w przypadku danych walidacyjnych,
niektdre krzywe nie sg tak blisko idealnego rozréznienia jak w zestawie uczacym.

Ryc. 6.15. Macierz pomytek dla sieci neuronowej MLP klasyfikujacej typ usterek na
zmniejszonym zestawie danych

Ryc. 6.15 przedstawia macierze pomytek dla zbioréw danych uczacych,
walidacyjnych, testowych oraz catego zestawu danych. Obrazujg one doktad-
nos$¢ modelu w klasyfikacji roznych typéw awarii na zmniejszonym zestawie
danych. Dla zbioru uczacego model wykazuje wysoka skuteczno$¢ klasyfi-
kacji w przypadku klas 1, 2 i 3. Klasa 1 zostala poprawnie zaklasyfikowana
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w 90,3% przypadkow, klasa 2 w 96,3%, a klasa 3 w 98,4% przypadkow. Klasa 4
osiagneta doktadnos$¢ na poziomie 89,7%, co rowniez jest wynikiem dobrym,
chociaz nieco nizszym w poréwnaniu z poprzednimi klasami. Klasa 5 zostala
poprawnie zaklasyfikowana w 100% przypadkéw, co sugeruje, ze model jest
w stanie skutecznie rozpoznawac te klase na danych uczacych, chociaz nalezy
zauwazyc, ze jest to klasa z mniejszg liczba przypadkow.

W zbiorze walidacyjnym widoczne sg pewne rdznice w poréwnaniu ze
zbiorem uczacym. Klasa 1 zostata poprawnie zaklasyfikowana w 83,3% przy-
padkéw, co wskazuje na nieco nizszg skutecznos$é w poréwnaniu z danymi
uczacymi. Klasa 2 zachowata wysokg doktadno$¢ na poziomie 93,8%, podob-
nie jak w przypadku danych uczacych. Klasa 4 zostata poprawnie zaklasyfiko-
wana w 75% przypadkdw, co jest rOwniez nizszym wynikiem w poréwnaniu
ze zbiorem uczacym. Klasa 5, podobnie jak w przypadku danych uczacych,
zostata poprawnie zaklasyfikowana w 100% przypadkdéw, jednakze ponownie
nalezy zauwazyc¢, ze jest to klasa z mniejszg liczbg przypadkow. Skuteczno$é
modelu w przypadku klasy 3 wyniosta tak jak dla klasy 5 - 100%.

Dla zbioru testowego dla klasy 1 model poprawnie sklasyfikowat 6 przypad-
kéw (100%), zas w przypadku klasy 2 model osiggnat doktadno$¢ na poziomie
93,8%, poprawnie klasyfikujac 15 przypadkéw. Jest to wynik bardzo dobry, wska-
zujacy na wysoka zdolno$¢ modelu do identyfikacji tej klasy w zbiorze testowym.
Nieco nizsza doktadno$¢ osiagnat dla klasy 3 na poziomie 92,9% (13 poprawnie
sklasyfikowanych przypadkéw, 1 niepoprawnie). Klasa 4 wykazuje, ze model wlas-
ciwie sklasyfikowat 12 przypadkéw. Chociaz doktadnos$¢ dla tej klasy wynosi 85,7%,
istnieja réwniez przypadki btednej klasyfikacji, co moze wskazywac¢ na pewne
trudno$ci modelu w odréznianiu jej od innych. Klasa 5 ma nizszg doktadnosg,
na poziomie 50,0%, jeden przypadek zostat sklasyfikowany poprawnie, za$ drugi
btednie, w tej klasie byly tylko dwa rekordy, co ma znaczacy wptyw na taki wynik.

Dla catego zestawu danych model wykazuje wysoka skutecznos$¢ w klasy-
fikacji klas 1, 2, 3 i 4, z warto$ciami powyzej 90%. Klasa 4 osiagneta doktadnos¢
na poziomie 86,9%, co jest nieco stabszym wynikiem od pozostatych. Wysokie
ogbtem wartos$ci procentowe poprawnych klasyfikacji powyzej 85% $wiadcza
o dobrej doktadnosci modelu.

Dla modelowania sieci LSTM dla modelu klasyfikujacej typ usterek na
zmniejszonym zestawie danych najlepsze parametry otrzymano dla jednej war-
stwy LSTM w modelu oraz dla liczby jednostek ukrytych 256. Dodatkowo dodano
warstwe normalizacyjng. Architekture tej sieci prezentuje tabela 6.4. Kodowanie
architektury i procesu uczenia sieci LSTM dla modelu klasyfikacyjnego wysta-
pienia awarii na zmniejszonym zestawie danych obrazuje algorytm 6.2.



Tabela 6.4. Architektura sieci LSTM dla modelu klasyfikacyjnego typ usterek na zmniejszonym
zestawie danych

Lp. Typ warstwy Opis

1 Sequence Input 5-elementowe wejscie sekwencyjne

2 LSTM 1024 jednostek ukrytych

3 Batch Normalization Normalizacja partii

4 Dropout 50% deaktywowanych neuronéw

5 Fully Connected 2-elementowa warstwa w petni pofaczona
6 Softmax Funkcja aktywacji

7 ClassificationLayer Warstwa klasyfikacyjna dla dwdch klas

Algorytm 6.2. Kodowanie architektury i procesu uczenia sieci LSTM dla modelu
klasyfikacyjnego wystapienia awarii na zmniejszonym zestawie danych
% Definiowanie warstw sieci LSTM
inputSize = 5; % liczba cech (5)
numHiddenUnits = 256;
numClasses = 5;
layers = [
sequenceInputLayer(inputSize, "Name", "sequence")
1stmLayer(numHiddenUnits, "Name","1lstm", "OutputMode","last")
batchNormalizationLayer("Name", "batchnorm_1")
dropoutLayer (0.5, "Name", "dropout")
fullyConnectedLayer(numClasses)
softmaxLayer];
net = dlnetwork(layers);
net.Initialized
initialLearnRate = 0.001;
maxEpochs = 1000;
miniBatchSize = 16;
options = trainingOptions(‘'adam’,
‘MaxEpochs', maxEpochs,
'MiniBatchSize', miniBatchSize,
'ValidationData', {X_val_cell, Y_val},
'ValidationFrequency', 1090,
'ValidationPatience', 30,
'Verbose', 0,
'Plots', 'training-progress',
'Metrics', 'accuracy');
% Trenowanie sieci LSTM
[netLSTM,info] = trainnet(X_train_cell, Y_train_balanced,
net, "crossentropy", options);
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Ryc. 6.16. Wykresy uczenia sieci LSTM dla modelu klasyfikacyjnego typ usterek na
zmniejszonym zestawie danych

Na ryc. 6.16 przedstawiono wykresy procesu uczenia sieci LSTM dla modelu
klasyfikacji rodzaju awarii. Proces ten zakonczono przed osiagnigciem maksy-
malnej liczby iteracji, doktadnie w 915. epoce, po przeprowadzeniu 6400 iteracji.

Na przedstawionych wykresach ROC (ryc. 6.17) dla modelu LSTM kla-
syfikacyjnego typ usterek na zmniejszonym zestawie danych widoczne sg
wysokie wartosci AUC dla wigkszosci klas w r6znych zestawach danych, co
wskazuje na dobrg zdolno$¢ modelu do rozrdzniania typow usterek. Klasa 5
zaré6wno w zbiorze walidacyjnym, jak i testowym, wykazuje najnizsze wartosci
AUC, odpowiednio 0,68 i 0,56, co sugeruje, ze model ma trudno$ci z popraw-
nym klasyfikowaniem tej klasy usterek. Wysokie wartosci AUC dlaklas 1, 2, 3
i 4, ktore oscyluja wokot 0,99 lub 1,00, $§wiadcza o silnej zdolnosci modelu do
precyzyjnej klasyfikacji tych typéw usterek, co potwierdza jego skutecznosc¢
w wiekszosci przypadkow.

Macierze pomylek przedstawione na wykresach dla danych uczacych, wali-
dacyjnych, testowych oraz catego zestawu danych pozwalajg na ocene doktadno-
$ci modelu w klasyfikacji pieciu réznych klas (ryc. 6.18). W przypadku danych
uczacych model osigga wysoka doktadno$¢ dla wiekszosci klas, zwtaszcza dla
klasy 3, gdzie poprawnie sklasyfikowano 64 z 65 przypadkow (98,5% doktad-
nos¢). Klasa 5 jednak wykazuje najnizsza doktadnos¢, gdzie poprawnie skla-
syfikowano tylko 7 z 13 przypadkéw, co daje doktadno$¢ na poziomie 53,8%.
Model dobrze rozpoznaje klasy 1, 2 i 4 z doktadnos$cia odpowiednio 87,1%, 93,8%
196,4%. W danych walidacyjnych model wykazuje solidng zdolno$¢ do klasyfi-
kacji dla wigekszoSci klas, zwtaszcza dla klasy 3, gdzie osiagnigto 100% popraw-
nych klasyfikacji. Jednak klasa 5 charakteryzuje si¢ stabsza wydajnoscia, gdzie



tylko 2 z 3 przypadkéw zostaly poprawnie sklasyfikowane, co daje doktadnosc¢
na poziomie 66,7%. Dane testowe wskazuja, ze model zachowuje swoja wysoka
doktadnos¢ dla klasy 3 i 4 (100% poprawnych klasyfikacji). Klasy 1 i 2 réwniez
osiagaja wysoka dokltadnos$¢, odpowiednio 85,7% i 93,8%. Klasa 5 charaktery-
zuje si¢ nizsza doktadnoscia na poziomie 50,0%, co wynika z faktu, Ze na dwa
przypadki w tej klasie tylko jeden zostal poprawnie sklasyfikowany, a drugi przy-
pisano btednie. Taki rezultat jest istotny, zwazywszy na to, Ze liczba rekordow
w tej klasie byta bardzo ograniczona, co znaczaco wptywa na ostateczng oceng
doktadno$ci modelu dla tej kategorii.

Ryc. 6.17. Krzywe ROC dla sieci LSTM dla modelu klasyfikacyjnego typ usterek
na zmniejszonym zestawie danych
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Ryc. 6.18. Macierz pomytek dla sieci LSTM dla modelu klasyfikacyjnego typ usterek
na zmniejszonym zestawie danych

Po wykonaniu obu modeli do klasyfikowania typ usterek na zmniejszo-
nym zestawie danych (MLP oraz LSTM) dokonano ich poréwnania na podsta-
wie danych testowych. Oba modele zostaly ocenione na identycznym zestawie
danych, co pozwala na bezposrednie poréwnanie ich wydajnosci. Wskazniki
jakosciowe dla danych testowych dla obu modeli przedstawia tabela 6.5.

Tabela 6.5. Poréwnanie modeli MLP oraz LSTM modelu wystapienia awarii (wskazniki jakosci)

Model Doktadnosé [%]  Precyzja [%] Czuto$é [%] F1-score [%]
MLP 90,6 91,6 89,8 90,6
LSTM 93,8 94,8 93,8 93,8

Kiedy analizuje si¢ dane testowe, widac, ze sie¢ LSTM wykazuje lepsze
wyniki we wszystkich wskaznikach jakosci, w tym doktadnosci, precyzji, czuto-
Sci oraz F1-score, w pordwnaniu z siecig neuronowa MLP. Model LSTM osiag-
nat dokladnos¢ na poziomie 93,8%, co jest wyraznie wyzsze w porownaniu



z 90,6% osiagnietymi przez MLP. Ponadto sie¢ LSTM charakteryzuje sie¢ lep-
sz3 precyzja i czutoscia, co oznacza, ze ma wyzsza zdolno$¢ do prawidtowego
rozpoznawania zarowno pozytywnych, jak i negatywnych przypadkéow, jed-
nocze$nie minimalizujac liczbe fatszywie pozytywnych i fatszywie negatyw-
nych klasyfikacji. Macierze pomylek wskazuja, ze model LSTM skuteczniej
rozpoznaje klasy 1, 2 i 3, osiagajac lepsze wskazniki prawdziwie pozytywnych
wynikow w tych klasach. Cho¢ w przypadku klasy 5 oba modele wykazuja
trudnos$ci, LSTM wcigz osiaga lepsze wyniki niz sie¢ neuronowa MLP, co ma
znaczenie w zastosowaniach praktycznych.

Na podstawie powyzszej analizy model LSTM wydaje si¢ bardziej odpo-
wiedni do zastosowania w warunkach rzeczywistych. Jego wyzsza doktadnos¢,
lepsza precyzja oraz czulo$¢ sugeruja, ze model ten bedzie bardziej niezawodny
w praktycznym wykorzystaniu, szczeg6lnie w zadaniach wymagajacych wyso-
kiej jakosci klasyfikacji.

Zmiana koncepcji modelowania przyniosta oczekiwane rezultaty.
Skupienie si¢ na przypadkach zawierajacych usterki pozwala na bardziej efek-
tywne wykorzystanie dostepnych danych, eliminujac przypadki bez usterek
i umozliwiajac lepsze zrozumienie oraz modelowanie charakterystyk rzeczy-
wistych awarii. Dzieki temu podej$ciu modele mogg poprawi¢ swojg doktad-
no$¢ i precyzje w identyfikacji konkretnych typéw awarii, co byto problemem
w przypadku petnych zestawow danych. Mniejszy, bardziej ukierunkowany
zbior danych, niweluje rowniez ryzyko przeuczenia modeli, co pozwala im
lepiej generalizowa¢ na nowe dane. Skoncentrowanie si¢ na rzeczywistych
przypadkach awarii prowadzi do lepszego rozrézniania i klasyfikacji r6znych
typéw usterek, co jest istotne dla poprawy wydajnosci systemu detekcji awa-
rii. Zmiana koncepcji modelowania byla zatem uzasadniona i niezbedna, aby
osiggnaé lepsze wyniki i poprawi¢ skuteczno$¢ wykrywania awarii.

6.5. Predykcja awarii maszyn z wykorzystaniem
odpowiedniego interfejsu

Na bazie wytrenowanych w poprzednich podrozdziatach sieci neuronowych
opracowano prosty interfejs uzytkownika (ryc. 6.19). Przedstawiony interfejs
zostal zaprojektowany w §rodowisku MATLAB i umozliwia uzytkownikowi
wprowadzanie istotnych parametréw operacyjnych maszyny oraz otrzymywa-
nie informacji zwrotnej na temat potencjalnych awarii.
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Interfejs graficzny, zbudowany za pomoca funkcji uicontrol, charakte-
ryzuje si¢ prostotg obstugi oraz czytelnym uktadem elementéw. Na wstepie
uzytkownikowi prezentowany jest nagltéwek ,,Przewidywanie awarii maszyn”,
ktory znajduje sie na gorze okna interfejsu, co zapewnia przejrzystos¢ i natych-
miastowg orientacje w funkcjonalno$ci programu.

Ryc. 6.19. Interfejs uzytkownika aplikacji do predykcji awarii maszyn

Pod nagléwkiem znajduje si¢ zestaw pdl tekstowych, w ktdrych uzytkow-
nik moze wprowadzi¢ warto$ci pieciu parametréw operacyjnych: tempera-
tury powietrza [K], temperatury procesu [K], predko$ci obrotowej [obr/min],
momentu obrotowego [Nm] oraz zuzycia narzedzi [min]. Kazde pole jest odpo-
wiednio oznaczone etykieta, co utatwia wprowadzanie danych i minimalizuje
ryzyko popelnienia bledow.

Po wprowadzeniu wymaganych danych uzytkownik ma mozliwo$¢ urucho-
mienia procesu predykcji poprzez naci$niecie przycisku ,,Predykcja”. W odpo-
wiedzi na to dziatanie w tle uruchamiana jest funkcja callback, ktéra odczytuje
wprowadzone wartosci, przeksztalca je w odpowiedni wektor cech, a nastepnie
przekazuje do wcze$niej wytrenowanych sieci neuronowych, ktoére sa zatado-
wane z plikow ,netl.mat’ oraz ,net2.mat’.

Pierwsza sie¢ neuronowa (netl), sie¢ neuronowa MLP, jest odpowiedzialna
za klasyfikacje binarna, decydujaca o wystapieniu awarii. W przypadku wykrycia
potencjalnej awarii druga sie¢ neuronowa (net2) przeprowadza bardziej szcze-
gotowy klasyfikacje, identyfikujac typ awarii, jest to sie¢ LSTM.

Wrynik predykcji w zaleznosci od jej rezultatu jest wySwietlany w dolnej
czesci interfejsu w postaci tekstowej informacji. Jesli nie zostanie wykryta awa-
ria, uzytkownik otrzymuje komunikat ,,Brak awarii”. W przeciwnym przypadku
wyswietlana jest informacja o wykrytej awarii wraz ze wskazaniem jej typu,
na przyktad ,,awaria narzedzia”, ,,awaria chtodzenia”, ,awaria mocy”, ,awaria



przeciazenia” lub ,,awarie losowe”. Przedstawiony ponizej kod ilustruje sposéb
implementacji opisanego interfejsu graficznego (algorytm 6.3).

Algorytm 6.3. Implementacja interfejsu graficznego z wykorzystaniem wczesniej
wytrenowanych sieci

function Przewidywanie_awarii_maszyn2()

% Tworzenie interfejsu graficznego

fig = figure('Position', [100, 100, 600, 400], ‘Name',
'Przewidywanie_awarii_maszyn', 'Color', [0.8, 0.9, 1]);

% Nagiowek

uicontrol('Style’, 'text', 'Position', [100, 350, 400, 490],
'String', 'Przewidywanie awarii maszyn', 'FontSize', 16, 'FontWeight',
'bold", 'BackgroundColor', [0.8, 0.9, 1], 'HorizontalAlignment',
‘center');

% Ramka wokét pdl wprowadzania danych

uicontrol('Style', 'frame', 'Position', [25, 130, 550, 220],
'BackgroundColor', [0.9, 0.9, 0.9]);

% Pola wprowadzania danych

uicontrol('Style', 'text', 'Position', [50, 320, 200, 20], 'String’,
‘Temperatura powietrza [K]', 'BackgroundColor', [0.9, 0.9, 0.9],
'FontSize', 12, 'HorizontalAlignment', 'left');

airTempInput = uicontrol('Style’, 'edit', 'Position', [300, 320,
200, 20], 'FontSize', 12);

uicontrol('Style', 'text', 'Position', [5@, 280, 200, 20], 'String’,
'Temperatura procesu [K]', 'BackgroundColor', [0.9, 0.9, 0.9],
'FontSize', 12, 'HorizontalAlignment', 'left');

procTempInput = uicontrol('Style', 'edit', 'Position', [300, 280,
200, 20], 'FontSize', 12);

uicontrol('Style’, 'text', 'Position', [50, 240, 200, 20], 'String’,
'Predko$¢ obrotowa [obr/min]', 'BackgroundColor', [0.9, 0.9, 0.9],
'FontSize', 12, 'HorizontalAlignment', 'left');

rotSpeedInput = uicontrol('Style', ‘edit', 'Position’, [300, 240,
200, 20], 'FontSize', 12);

uicontrol('Style', 'text', 'Position', [50, 200, 200, 20], 'String’,
'"Moment obrotowy [Nm]', 'BackgroundColor', [0.9, 0.9, 0.9], 'FontSize',
12, 'HorizontalAlignment', 'left');

torquelInput = uicontrol('Style’, 'edit', 'Position', [300, 200, 200,
20], 'FontSize', 12);

uicontrol('Style', 'text', 'Position', [50, 160, 200, 20], 'String’,
'Zuzycie narzedzi [min]', 'BackgroundColor', [0.9, 0.9, 0.9],
"FontSize', 12, 'HorizontalAlignment', 'left');

toolWearInput = uicontrol('Style', ‘'edit', 'Position’, [300, 160,
200, 20], 'FontSize', 12);
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Algorytm 6.3. Implementacja interfejsu graficznego z wykorzystaniem wczesniej

wytrenowanych sieci, cd.

% Przycisk do predykcji
predictButton = uicontrol('Style', 'pushbutton', 'Position', [250,
110, 100, 40], 'String', 'Predykcja', 'BackgroundColor', [0.2, 0.6,

'ForegroundColor', 'white', 'FontWeight', 'bold', 'FontSize', 12,

‘Callback', @predictCallback);
% Pole do wyswietlania wynikow
resultText = uicontrol('Style', 'text', 'Position', [50, 50, 500,

'String', '', 'FontSize', 14, 'BackgroundColor', [0.8, 0.9, 1],

'HorizontalAlignment', 'center');
% Callback do przycisku predykcji
function predictCallback(~, ~)

% Pobieranie danych wejsciowych

airTemp = str2double(get(airTempInput, 'String'));
procTemp = str2double(get(procTempInput, 'String'));
rotSpeed = str2double(get(rotSpeedInput, 'String'));
torque = str2double(get(torquelnput, 'String'));

toolWear = str2double(get(toolWearInput, 'String'));

% Sprawdzenie poprawnosci danych wejsciowych

if isnan(airTemp) || isnan(procTemp) || isnan(rotSpeed) ||

isnan(torque) || isnan(toolWear)

set(resultText, 'String', 'Biad: Prosze wprowadzié¢ poprawne

dane wejsSciowe.');

return;
end
% Tworzenie wektora cech
features = single([airTemp, procTemp, rotSpeed, torque, toolWear]);
% Przeksztatcenie do odpowiedniego formatu
featuresMatrix = features’; % Transpozycja do formatu [5x1]
% Konwersja na komérke (zgodnie z wymaganiami modelu LSTM)
featuresCell = {reshape(featuresMatrix, [5, 1])};
% tadowanie wytrenowanych sieci
load('netl.mat', 'netl'); % Siec¢ do wykrywania awarii
load('net2.mat', 'net2'); % Siec¢ do klasyfikacji typu awarii
% Predykcja awarii
faultPrediction = netl(featuresMatrix);
% Klasyfikacja na podstawie progu 0,5
if faultPrediction < 0.5
result = 'Brak awarii';
else
% Definiowanie klas (zgodne z klasami uzywanymi w sieci)
classNames = [1, 2, 3, 4, 5];



Algorytm 6.3. Implementacja interfejsu graficznego z wykorzystaniem wczesniej
wytrenowanych sieci, cd.

% Predykcja rodzaju awarii przy uzyciu LSTM
YPred = minibatchpredict(net2, featuresCell);
faultType = onehotdecode(YPred, classNames, 2); % Dekodowanie

wyniku
% Konwersja categorical na liczby
faultType = double(faultType);
% Klasyfikacja typu awarii
switch faultType
case 1
faultDescription = 'awaria narzedzia';
case 2
faultDescription = 'awaria chtodzenia';
case 3
faultDescription = 'awaria mocy';
case 4
faultDescription = 'awaria przecigzenia';
case 5
faultDescription = 'awarie losowe';
otherwise
faultDescription = 'nieznany typ awarii';
end
result = sprintf('Awaria wykryta! Typ: %s',
faultDescription);
end

% Wyswietlanie wyniku
set(resultText, 'String', result);
end
end

Ponizej przedstawiono kilka przyktadow dzialania interfejsu wraz z wyni-
kami w postaci zrzutéw ekranu. Zestawienie analizowanych przyktadéw wraz
z zadanymi parametrami wej$ciowymi przedstawia tabela 6.6, za$ zrzuty ekra-
now dla poszczegdlnych przypadku odpowiednio #1 - ryc. 6.20, #2 - ryc. 6.21,
#3 - ryc. 6.22, #4 — ryc. 6.23, #5 - ryc. 6.24, #6 — ryc. 6.25 oraz #7 - ryc. 6.26.
Po weryfikacji otrzymanych wynikéw z danymi Zrédlowymi mozna stwier-
dzi¢, ze stworzona aplikacja dziata prawidtowo.
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Tabela 6.6. Wyniki wybranych przyktadéw dziatania aplikacji dotyczacej predykcji awarii maszyn

Przyktad #1 #2 #3 #4 #5 #6 #7
Temperatura powietrza [K] 2989 | 298,4 | 2989 | 2986 | 297 | 303,6 | 297
Temperatura procesu [K] 308,9 | 308,2 | 309,1 | 309,8 | 308,3 | 312 | 308,3
Predkos¢ obrotowa [obr/min] 1750 | 1282 | 2861 | 2271 | 1399 | 1309 | 1399
Moment obrotowy [Nm] 299 | 60,7 4,6 16,2 | 46,4 | 52,9 | 46,4
Zuzycie narzedzi [min] 50 216 | 143 | 218 | 132 86 30
T svariy ik tojakiye | © | 11 1o 1 o
Typ awarii (1 — awaria narzedzia,
2 - awaria chtodzenia, 3 - awaria . 4 3 1 ) 2 )

mocy, 4 — awaria przeciazenia,
5 - awarie losowe)

Ryc. 6.20. Przyktad #1 dziatania aplikacji dotyczacej predykcji awarii maszyn

Ryc. 6.21. Przykfad #2 dziatania aplikacji dotyczacej predykcji awarii maszyn




Ryc. 6.22. Przykfad #3 dziatania aplikacji dotyczacej predykcji awarii maszyn

Ryc. 6.23. Przykfad #4 dziatania aplikacji dotyczacej predykcji awarii maszyn

Ryc. 6.24. Przyktad #5 dziatania aplikacji dotyczacej predykcji awarii maszyn
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Ryc. 6.25. Przykfad #6 dziatania aplikacji dotyczacej predykcji awarii maszyn

Ryc. 6.26. Przykiad #7 dziatania aplikacji dotyczacej predykcji awarii maszyn

Przedstawiony interfejs graficzny nie tylko utatwia proces predykcji awa-
rii, ale takze zwieksza dostepno$¢ zaawansowanych metod analizy danych
dla szerokiego grona uzytkownikéw, umozliwiajac szybkie i intuicyjne prze-
prowadzenie analizy stanu maszyny. Integracja interfejsu z sieciami neuro-
nowymi MLP i LSTM pozwala na efektywne wykorzystanie technik uczenia
maszynowego w rzeczywistych aplikacjach przemystowych, przyczyniajac sie
do poprawy niezawodnosci i efektywnosci operacyjnej maszyn.

W niniejszym rozdziale przeprowadzono szczegdtowa analize modelowa-
nia predykcji awarii maszyn z wykorzystaniem réznych typow sieci neurono-
wych. Wykorzystano zaréwno sieci neuronowe MLP, jak i bardziej zaawanso-
wane sieci LSTM, aby przewidzie¢ zar6wno wystapienie awarii, jak i okresli¢
jej typ. Wyniki wskazuja, ze modele te r6znig sie skutecznoscig w zalezno-
$ci od specyfiki problemu oraz rodzaju danych. Dodatkowo podjeto probe



optymalizacji modeli poprzez ograniczenie zbioru danych do przypadkéw
zawierajacych usterki, co przyniosto pozytywne rezultaty w kontekscie poprawy
doktadnosci klasyfikacji. Ostatecznie opracowano takze interfejs uzytkownika
umozliwiajacy praktyczne zastosowanie wytrenowanych modeli w rzeczywi-
stych warunkach przemystowych, co podkresla praktyczny wymiar badan i ich
potencjalne zastosowanie w predykcyjnym utrzymaniu ruchu.
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7.

Metodyka doboru

architektury i parametrow
procesu uczenia

sieci neuronowych
w doskonaleniu procesow
produkcyjnych

Dobor architektury oraz parametrow procesu uczenia sieci neuronowych jest
kluczowym elementem w kontekscie skutecznej aplikacji tych modeli w pro-
cesach produkcyjnych. W niniejszym rozdziale zebrano i usystematyzowano
wnioski z przeprowadzonych analiz dotyczacych réznych zastosowan sieci
neuronowych w takich obszarach, jak optymalizacja parametréw obrobki,
ocena jakosci wyrobow oraz predykcja awarii maszyn.

Tabela 7.1. Rodzaje architektur oraz parametréw uczenia sieci rozwazane w analizowanych

przyktadach dla probleméw klasyfikacyjnych

Wykrywanie wad Wykrywanie btedéw Predvkcia
Przyktad w odlewanych ksztattu na linii wyst ieﬁiajawarii
wyrobach gotowych produkcyjnej ystap
Wielkos¢ zbioru 7348 1400 10000
danych
Rodzaj sieci CNN, CNN, MLP,
) transfer learning transfer learning LSTM
q 2 MLP 2-50,
Liczba neuronéw 32-2048 96-384 LSTM 256-4096
Liczba warstw MLP-1,
ukrytych 48-570 > LSTM 1-2
Funkcje aktywacji softmax softmax softmax
Funkcja kosztu klasyfikator SVM entropia krzyzowa entropia krzyzowa
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Tabela 7.1. Rodzaje architektur oraz parametréw uczenia sieci rozwazane w analizowanych
przyktadach dla probleméw klasyfikacyjnych, cd.

Metody 1 MLP - SCG,
optymalizacji BFGS sgdm LSTM - Adam
MLP — mechanizm
.. wczesnego
LEAILT o regularyzacja L2 warstwa dropout (0,5) zatrzymania - 6,
regularyzacji LSTM - warstwa
dropout (0,5)

W przypadku problemo6w klasyfikacyjnych dobor architektury sieci neu-
ronowych zalezal od charakteru danych oraz zlozonosci zadania (tab. 7.1).
W zadaniach takich jak wykrywanie wad w odlewanych wyrobach gotowych,
gdzie analizowano duze zbiory danych, zastosowano CNN z wykorzystaniem
techniki transfer learning. Sieci te, charakteryzujace sie duza liczbg neuro-
noéw (od 32 do 2048) i gtebokimi architekturami (do 570 warstw ukrytych),
okazaly sie efektywne w uchwyceniu skomplikowanych wzorcow w obrazach.
Wykorzystano funkcje aktywacji softmax oraz klasyfikator SVM, co pozwolilo
na uzyskanie wysokiej precyzji w klasyfikacji. Podobne podej$cie zastosowano
w wykrywaniu btedow ksztaltu na linii produkcyjnej, gdzie mniejsza liczba
neurondw (96-384) i warstw (5 warstw ukrytych) byta odpowiednia dla bar-
dziej specyficznego zadania. Optymalizacja za pomoca stochastycznego gra-
dientu z momentem (sgdm) oraz technika dropout byty istotne dla zapewnie-
nia stabilno$ci modelu i zapobiegania przetrenowaniu.

Predykcja awarii maszyn, zrealizowana na podstawie duzego zbioru danych
(10 000 probek), wymagata zastosowania réznych podej$¢ w zaleznosci od charak-
teru danych. Do klasyfikacji binarnej wykorzystano sie¢ MLP z funkcja softmax
i optymalizacja SCG, co zapewnito skuteczne przewidywanie wystapienia awarii.

Z kolei do przewidywania rodzaju awarii wykorzystano sie¢ LSTM, przysto-
sowang do przetwarzania danych sekwencyjnych. Dzieki duzej liczbie neuronéw
(jednostek ukrytych) (256-4096) i optymalizacji metoda Adam model uzyskat
wysoka doktadno$¢ w klasyfikacji. Najlepsze pod wzgledem jako$ciowym modele
dla kazdego z analizowanych przyktadéw zostaly zaprezentowane w tabeli 7.2.

! Funkcja optymalizacyjna jest metoda BFGS (Broyden-Fletcher-Goldfarb-Shanno), jednak
sam klasyfikator SVM wykorzystuje wewnetrzng funkcje optymalizacyjng Sequential
Minimal Optimization (SMO).



Tabela 7.2. Rodzaje architektur oraz parametréw uczenia sieci z najlepszymi parametrami
jakosciowymi dla probleméw klasyfikacyjnych

Li ¢ S¢
Przyklad Rodzaj sieci nel:::'::w Czutosc (%] °° [ao/:’]"“‘
wvrobach transfer learning 64-512 99,27 99,61
y sie¢ Densenet201
gotowych
Wykrywanie CNN
E*edm"’ | transfer learning 96-384 100 99,86
sztattu na linii -
A sie¢ AlexNet
produkcyjnej
Predykcja
wystapienia MLP 12 75 98,1
awarii - czy ’
wystapi
Predykcja
wystapienia LSTM 1024 93,8 93,8
awarii — rodzaj
awarii

W przypadku wykrywania btedoéw ksztaltu na linii produkcyjnej zasto-
sowano sie¢ CNN z transfer learning opartg na architekturze AlexNet, ktdra
z liczbg neuronéw od 96 do 384 oraz pigcioma warstwami ukrytymi jest opty-
malizowana metoda stochastycznego gradientu z momentem (sgdm). Sie¢ osiag-
neta maksymalng czuto$¢ wynoszaca 100% i bardzo wysoka doktadnos¢ 99,86%.
Podobnie wykrywanie wad w odlewanych wyrobach gotowych réwniez przy-
niosto bardzo dobre rezultaty, gdzie zastosowano sie¢ CNN z transferem ucze-
nia, opartg na architekturze DenseNet201. Sie¢ ta, wyposazona w od 64 do 512
neuronéw i 199 warstw ukrytych, osiagneta czutos$¢ na poziomie 99,27% oraz
doktadnos$¢ wynoszaca 99,61%. Dla zadania predykcji wystapienia awarii naj-
lepsze wyniki uzyskano dla dwdéch réznych przypadkéw. Przy przewidywaniu,
czy awaria wystapi, zastosowanie sieci MLP z 12 neuronami w jednej warstwie
ukrytej oraz optymalizacja metodga SCG pozwolilo na uzyskanie wspétczynnika
korelacji na poziomie 75% i doktadno$ci wynoszacej 98,1%. Natomiast dla prze-
widywania rodzaju awarii najlepsze wyniki osiggnieto przy zastosowaniu sieci
LSTM z 1024 jednostkami ukrytymi, jednej warstwie LSTM oraz optymalizacjg
metodg Adam, co przyniosto doktadno$¢ na poziomie 93,8%.

Warto zwroci¢ uwage na jeszcze jedng istotng kwestie dotyczacg mode-
lowania klasyfikatora przewidujacego rodzaj awarii. Podczas modelowania
konieczna byla zmiana koncepcji prowadzonych badan ze wzgledu na niska
jakos$¢ wynikéw osiaganych przez modele klasyfikacyjne, zar6wno MLP, jak

219



220

i LSTM. Modele te miaty trudnosci z prawidtowym rozpoznawaniem niekto-
rych klas awarii. W odpowiedzi na te problemy postanowiono ograniczy¢ zbior
danych jedynie do rekordéw zawierajacych usterki i przeprowadzi¢ ponowne
modelowanie na takim zredukowanym zestawie, ktory obejmowat 348 rekor-
dow. Zmiana koncepcji modelowania byta konieczna, aby poprawi¢ skutecz-
no$¢ klasyfikatora w rozpoznawaniu awarii oraz dostosowa¢ model do bardziej
specyficznych i szczegdtowych danych. Dzieki takiej modyfikacji mozliwe stato
sie lepsze zrozumienie specyfiki kazdej z klas awarii, co wptyneto na podnie-
sienie ogolnej doktadnosci i skutecznosci nowego modelu klasyfikacyjnego.

Tabela 7.3. Rodzaje architektur oraz parametréw uczenia sieci rozwazane w analizowanych
przyktadach dla probleméw regresyjnych

Modelowanie
wybranych Modelowanie sity
parametrow skrawania

chropowatosci 2D

Okreslenie twardosci
po odpuszczaniu
wyrobéw gotowych

Przyktad

Wielkos¢ zbioru
LETYd)]

Liczba neuronow pEpi 2-12 4-20

46 46 247

W problemach regresyjnych, takich jak modelowanie parametréw chro-
powatosci 2D czy sity skrawania, stosowano MLP (tab. 7.3). Przy ograniczo-
nym rozmiarze zbioréw danych (46-247 prébek) sieci te charakteryzowaly si¢
jedna warstwa ukryta i liczbg neurondéw w przedziale od 2 do 20. Sigmoidalna
funkcja aktywacji oraz optymalizacja za pomoca algorytmu LM, BR i SCG byty
standardem, co pozwalato na skuteczne modelowanie ztozonych zaleznosci
przy minimalnym ryzyku przetrenowania. Mechanizm wczesnego zatrzyma-
nia dodatkowo zwigkszat stabilno$¢ modeli, co byto szczegélnie istotne w kon-
tek$cie matych zbioréw danych, jak np. w modelowaniu twardosci po odpusz-
czaniu wyrobéw gotowych.

Kontynuujac analize problemo6w regresyjnych, warto zauwazy¢, ze najlepsze
parametry modelowania uzyskano przy precyzyjnie dobranej liczbie neuronow
oraz odpowiednio dobranej metodzie optymalizacji (tab. 7.4). W modelowaniu
parametrow chropowatos$ci najwyzszy wspoiczynnik korelacji uzyskano dla
parametru Rz (0,9894) przy 9 neuronach i optymalizacji metoda LM. Dla para-
metru Ra, przy 6 neuronach, wspolczynnik wyniost 0,9869. Z kolei dla RSm,
mimo zwigkszenia liczby neuron6w do 10, wspotczynnik korelacji spadt do 0,911,
co sugeruje, ze wigksza liczba neurondéw nie zawsze poprawia jako$¢ modelu.
W modelowaniu sily skrawania najlepszy wynik osiggnieto przy zastosowa-
niu 7 neurondéw w warstwie ukrytej oraz optymalizacji metodg réwniez LM,



co przyniosto wyjatkowo wysoki wspoétczynnik korelacji na poziomie 0,999.
Jest to wynik, ktory wskazuje na doskonate dopasowanie modelu do danych.
Natomiast w przypadku okreslenia twardo$ci po odpuszczaniu wyrobéw goto-
wych, przy zastosowaniu 9 neuron6éw oraz optymalizacji metoda BR, uzyskano
wspolczynnik korelacji wynoszacy 0,9853. Ten wynik pokazuje, ze metoda BR
jest rownie efektywna w odniesieniu do mniejszych zbioréw danych, zwlaszcza
w zadaniach, ktére wymagaja wigkszej stabilnosci i odpornosci na przetrenowa-
nie. Te wyniki jasno pokazuja, ze istotnym czynnikiem sukcesu w problemach
regresyjnych jest nie tylko odpowiedni dobdr architektury sieci neuronowej, ale
takze precyzyjna konfiguracja liczby neuron6w i zastosowanie najlepszej metody
optymalizacji, dostosowanej do specyfiki danego zadania.

Tabela 7.4. Parametry uczenia sieci z najlepszymi parametrami jakosciowymi dla probleméw
regresyjnych

Wspoétczynnik

korelacji R dla

calego zbioru

Liczba Metoda
neuronéw  optymalizacji

Przyktad

Modelowam,e yvybranych parametrow 6 LM 0,9869
chropowatosci - Ra

Modelowanlle yvybranych parametrow 9 LM 0,0894
chropowatosci — Rz

Modelowanile yvybranych parametrow 10 LM 0,911

chropowatosci - RSm

Modelowanie sity skrawania 7 LM 0,999
Okreslgnie twardosci po odpuszczaniu 9 BR 0,9853
wyrobéw gotowych

Podsumowujac, dobor architektury oraz parametréw sieci neuronowych
w analizowanych zadaniach zostat precyzyjnie dopasowany do specyfiki problemu
i dostgpnych danych, co pozwolito na uzyskanie wysokiej skutecznosci modeli
w aplikacjach produkcyjnych. Przeanalizowane przypadki ilustruja, jak odpo-
wiednie dostosowanie architektury i parametréw uczenia sieci neuronowych do
rodzaju problemu, danych i ich wielkosci wplywa na efektywnos$¢ modelu.

Przyktady te zostaty przedstawione, aby ukaza¢, jak mozna optymal-
nie dobiera¢ architekture i parametry uczenia w zaleznosci od konkretnych
wymagan zadania. Jednocze$nie nalezy podkresli¢, ze te modele moga by¢
z powodzeniem zastosowane w tych konkretnych przypadkach, dla ktérych
zostaly opracowane. Jednak w wyniku prowadzonych badan zidentyfikowano
potrzebe opracowania bardziej ogélnej metodyki doboru architektury i parame-
trow procesu uczenia sieci neuronowych, ktéra mogtaby znalez¢ zastosowanie
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w doskonaleniu réznych procesow produkcyjnych. Opracowana metodyka
zostata podzielona na dwa etapy: Etap 1 — Dobdr architektury sieci (ryc. 7.1)
oraz Etap 2 — Dobdr parametréw uczenia sieci (ryc. 7.2).

Ryc. 7.1. Metodyka doboru architektury i parametréw procesu uczenia sieci neuronowych - Etap |
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Ryc. 7.2. Metodyka doboru architektury i parametréw procesu uczenia sieci neuronowych - Etap Il
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Zaproponowang metodyke mozna przedstawi¢ w postaci nastepujacych
po sobie krokow.
Etap 1 - Dobdr architektury sieci (ryc. 7.1)

Etap 1.1. Identyfikacja rodzaju analizowanego problemu

Etap 1.2. Analiza dostepnych danych

Etap 1.3. Wybdr architektury sieci

Etap 2 - Dobdr parametréw procesu uczenia sieci (ryc. 7.2)
Etap 2.1. Zaprojektowanie powigzan oraz okreslenie liczby warstw oraz
liczby neuron6w w kazdej warstwie
Etap 2.2. Wybor funkcji aktywacji
Etap 2.3. Wyb6r funkcji kosztu
Etap 2.4. Wybdr metod optymalizacji
Etap 2.5. Wybdr technik regularyzacji
Etap 2.6. Proces oceny jakosci modelu
Etap 2.7. Implementacja modelu

Etap 1.1. Identyfikacja rodzaju analizowanego problemu

Zrozumienie specyfiki problemu stanowi wazny etap w procesie doboru archi-
tektury sieci neuronowych oraz parametréw ich uczenia. Pierwszym krokiem
jest precyzyjne okre$lenie celu badan, czyli identyfikacja parametréw procesu
produkcyjnego, ktére wymagaja poprawy. Moze to dotyczy¢ jakosci produktu,
efektywnosci produkcji lub predykcji awarii maszyn. Kolejnym krokiem jest
ustalenie rodzaju problemu, czy jest to klasyfikacja czy regresja.

Klasyfikacja to jeden z najczestszych probleméw w uczeniu maszyno-
wym, gdzie celem jest przypisanie etykiety (klasy) do danych wej$ciowych.
Sieci neuronowe uczg si¢ rozpoznawa¢ wzorce w danych, co pozwala na kla-
syfikacje kazdego przyktadu w zbiorze danych. Przyklady zastosowan obej-
muja wykrywanie wad w produktach, gdzie klasyfikacja jest czesto uzywana
do automatycznego wykrywania wad na linii produkcyjnej. Na przyktad kon-
wolucyjne sieci neuronowe (CNN) analizujg obrazy produktéw, aby zidenty-
fikowa¢, czy produkt ma wady. Innym przyktadem jest klasyfikacja btedow
ksztattu w procesach, takich jak formowanie czy odlewanie, gdzie sieci neu-
ronowe analizuja dane geometryczne lub obrazy 3D, aby sklasyfikowac pro-
dukty wedtug rodzaju ksztattu. W predykcyjnej konserwacji klasyfikacja jest
uzywana do okres$lenia, czy maszyna dziala prawidlowo, czy wymaga inter-
wencji, na przyktad poprzez wykrywanie stanow awaryjnych.



Regresja to kolejny rodzaj problemu, gdzie celem jest przewidywanie
wartosci cigglej na podstawie danych wejsciowych. W produkcji regresja jest
uzywana do modelowania zalezno$ci miedzy roznymi parametrami procesow
a wynikowymi wlasciwosciami produktéw. Przykladem zastosowania regresji
moze by¢ przewidywanie twardosci materiatu w przemys$le metalurgicznym,
gdzie sieci neuronowe przewidujg twardos¢ materiatu po procesie obrobki
cieplnej na podstawie takich danych wej$ciowych, jak czas odpuszczania czy
temperatura odpuszczania. W procesach obrobki skrawaniem, takich jak fre-
zowanie czy toczenie, sieci neuronowe moga przewidywac sity dziatajace na
narzedzia skrawajace w zaleznosci od parametréw procesu.

Warto podkresli¢, ze do kazdego z wymienionych przypadkéw - klasy-
fikacji, regresji — mozna zastosowac rézne rodzaje sieci neuronowych, takie
jak MLP, rekurencyjne sieci LSTM oraz CNN. Kazda z tych architektur ma
swoje unikalne zalety, ktére mogg by¢ skutecznie wykorzystane w zalezno$ci
od specyfiki problemu. Jednak istotne jest zrozumienie specyfiki problemu
przed podjeciem decyzji o wyborze architektury sieci neuronowej. Dopiero
doktadna analiza charakterystyki danych i zrozumienie, jakie aspekty sa naj-
wazniejsze w danym problemie, pozwala na Swiadome dobranie odpowiednie;j
architektury i parametréw procesu uczenia. Na przyktad w przypadku analizy
obrazéw CNN moga by¢ pierwszym wyborem ze wzgledu na ich zdolnos¢ do
automatycznego wykrywania istotnych cech w danych wizualnych. Natomiast
w zadaniach zwigzanych z przewidywaniem na podstawie danych sekwencyj-
nych LSTM bedg bardziej adekwatne.

Roéwniez parametry procesu uczenia, takie jak liczba warstw, liczba neu-
ronow, funkcje aktywacji oraz metody optymalizacji, powinny by¢ dostoso-
wane do specyficznych wymagan problemu, co pozwoli na uzyskanie naj-
lepszego mozliwego modelu. Dlatego, chociaz kazda z tych architektur moze
potencjalnie by¢ zastosowana do réznych typéw problemoéw, wazne jest prze-
prowadzenie gruntownej analizy problemu, aby wybdr architektury i para-
metréw byt optymalny dla osiggniecia zamierzonych celow w doskonaleniu
proceséw produkcyjnych.

Etap 1.2. Analiza dostepnych danych

Analiza dostepnych danych jest kolejnym krokiem w procesie projektowania
sieci neuronowych i doboru odpowiednich parametréw uczenia. Zrozumienie,
jakie dane sg dostepne, odgrywa fundamentalng role w podejmowaniu decy-
zji dotyczacych architektury modelu oraz metod optymalizacji. Dane mogg
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przyjmowac rozne formy, a kazda z nich niesie ze sobg specyficzne wyzwa-
nia i mozliwos$ci. Przyktadowo obrazy sg powszechnie stosowane w proble-
mach zwigzanych z rozpoznawaniem obrazdéw, takich jak wykrywanie wad
powierzchniowych w odlewach. W takim przypadku CNN s3 czesto najlep-
szym wyborem ze wzgledu na ich zdolnos$¢ do automatycznego wykrywania
istotnych cech w danych wizualnych. Z kolei dane sekwencyjne, sygnaty cza-
sowe, takie jak analiza drgan czy sygnatow akustycznych, sg czesto wykorzy-
stywane w monitorowaniu stanu maszyn i predykcji awarii. Rekurencyjne sieci
LSTM sg przystosowane do przetwarzania tego typu danych, poniewaz mogg
uwzglednia¢ zaleznosci czasowe. Natomiast dane tabelaryczne, typowe dla
tradycyjnych proceséw produkcyjnych, obejmuja takie informacje, jak para-
metry obrébki, wyniki pomiaréw jako$ci oraz dane dotyczace zuzycia surow-
cow. W takich przypadkach MLP moga by¢ odpowiednim wyborem, ponie-
waz sa wszechstronne i skuteczne w przetwarzaniu danych tabelarycznych.

Wielkos$¢ zbioru danych ma ogromny wptyw na wybor architektury sieci
neuronowej oraz metode uczenia. Im wigkszy jest zestaw danych, tym bardziej
ztozone modele mozna zastosowac. Na przyktad duze zbiory danych umoz-
liwiajg trenowanie glebokich sieci neuronowych, takich jak CNN czy LSTM,
ktore sg zdolne do uchwycenia skomplikowanych zaleznosci w danych. W przy-
padku CNN, ktére sg szczegdlnie skuteczne w analizie obrazow, duza ilos¢
danych pozwala na precyzyjne wykrywanie ztozonych wzorcow, co jest istotne
w zadaniach zwigzanych z rozpoznawaniem obrazéw. Podobnie LSTM, ktére
sg zaprojektowane do przetwarzania sekwencji danych, moga lepiej uchwyci¢
dtugoterminowe zalezno$ci czasowe, gdy maja do dyspozycji obszerny zbior
danych. Jednak w przypadku mniejszych zbioréw danych istnieje ryzyko nad-
miernego dopasowania modelu, czyli sytuacji, w ktorej model zbyt doktadnie
uczy sie specyficznych cech zbioru uczacego, co prowadzi do stabej generaliza-
cji na nowych danych. MLP, ktdre s3 wszechstronnymi modelami stosowanymi
w zadaniach klasyfikacji i regresji, moga by¢ bardziej podatne na nadmierne
dopasowanie w takich sytuacjach, jesli sa zbyt ztozone w stosunku do ilo$ci
dostepnych danych. Aby przeciwdziata¢ problemom zwigzanym z matymi
zbiorami danych, mozna zastosowac techniki, takie jak transfer learning, ktéry
polega na wykorzystaniu wcze$niej wytrenowanych modeli na duzych zbiorach
danych do zadan podobnych do tych, ktére sg obecnie analizowane. Transfer
learning jest szczegdlnie przydatny w przypadku CNN, gdzie mozna wykorzy-
sta¢ modele wytrenowane na duzych zestawach obrazéw do analizy mniej-
szych, specyficznych zbioréw.



Jakoé¢ danych jest rownie istotnym aspektem w procesie modelowania.
Nalezy ocenié, czy dane sa kompletne, czy wystepuja w nich braki oraz czy
sg obecne szumy, ktdre mogg zakldci¢ proces uczenia. Dane o niskiej jako$ci
mogg prowadzi¢ do btednych wnioskéw i nieskutecznych modeli, dlatego cze-
sto konieczne jest przeprowadzenie proceséw oczyszczania danych. Obejmuje
to imputacje brakujacych wartosci, czyli uzupetnianie brakow w danych, oraz
normalizacje, ktdra ma na celu przeksztalcenie danych do jednolitego formatu,
co jest istotne dla prawidlowego dziatania modeli neuronowych.

Etap 1.3. Wybor architektury sieci

Wybdr odpowiedniej architektury sieci neuronowe;j jest kluczowym etapem
w procesie projektowania systemu opartego na sztucznej inteligencji, szcze-
gblnie w kontekscie doskonalenia proceséw produkcyjnych. Architektura
sieci decyduje o zdolno$ci modelu do przetwarzania danych, identyfikowania
wzorcow i dostarczania trafnych prognoz lub klasyfikacji. Wybér architektury
powinien by¢ oparty na doktadnej analizie specyfiki problemu oraz charak-
terystyki dostepnych danych, co zostalo oméwione w poprzednich etapach.

Etap 2 metodyki projektowania sieci neuronowych skupia sie na dobo-
rze parametréw procesu uczenia (ryc. 7.2). Ten etap ma istotne znaczenie dla
osiggniecia optymalnych wynikéw w zalezno$ci od specyfiki problemu, jakim
moze by¢ klasyfikacja lub regresja. W zaleznosci od tego, czy zadaniem jest
klasyfikacja, czy regresja, rézne parametry moga by¢ bardziej lub mniej odpo-
wiednie. Ponizej przedstawiono szczegdtowy opis tego etapu, uwzgledniajac
rozne podej$cia w zaleznosci od rodzaju problemu.

Etap 2.1. Zaprojektowanie powiazan oraz okreslenie liczby warstw

oraz liczby neuronéw w kazdej warstwie

Liczba warstw, liczba neuron6w oraz struktura potaczen miedzy nimi odgry-
wajg istotng role w projektowaniu sieci neuronowej. Kazda warstwa i jej powia-
zania z innymi warstwami muszg by¢ starannie zaprojektowane, aby sie¢ mogta
skutecznie modelowac¢ specyfike rozwigzywanego problemu, takiego jak kla-
syfikacja czy regresja.

W przypadku MLP liczba warstw i neurondw zalezy od ztozonosci danych
wejSciowych. W klasyfikacji przy prostszych problemach, takich jak klasyfi-
kacja na podstawie kilku cech, czesto wystarczajaca moze by¢ jedna lub dwie
warstwy ukryte z niewielkg liczbg neuronéw, na przyktad 2-100 neuron6w na
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warstwe. Jednak w bardziej ztozonych przypadkach, takich jak klasyfikacja zto-
zonych zbioréw danych tabelarycznych, mozna zastosowac wiecej warstw, od
3 do 5, z wiekszg liczbg neuronéw, od 100 do 512. Eksperymentowanie z roz-
nymi konfiguracjami jest istotne, aby znalez¢ optymalna liczbe warstw i neu-
ronoéw. W przypadku regresji liczba warstw i neuron6w moze by¢ podobna do
tej stosowanej w klasyfikacji, jednak czesto regresja wymaga bardziej ztozo-
nych modeli, zwlaszcza gdy dane wejsciowe maja duzg liczbe cech. W takich
przypadkach liczba warstw i neuron6w moze by¢ wieksza, aby lepiej uchwy-
ci¢ skomplikowane nieliniowe zalezno$ci miedzy cechami a warto$ciami wyj-
Sciowymi. Warto jednak pamigtac, ze przy pracy z matymi zbiorami danych
liczba neurondéw w warstwie ukrytej nie powinna przekracza¢ liczby obser-
wacji w zbiorze danych. Jest to zalecane na podstawie wcze$niejszych badan
eksperymentalnych, ktore wykazaty, ze nadmierna liczba neuronéw w sto-
sunku do dostepnych danych moze prowadzi¢ do nadmiernego dopasowania
modelu, co skutkuje gorsza generalizacja na nowych danych.

Rekurencyjne sieci neuronowe, takie jak LSTM, sa czgsto stosowane
w klasyfikacji sekwencji, na przyktad w analizie sygnatow. Typowo stosuje
sie¢ 1-2 warstwy LSTM z liczbg jednostek ukrytych LSTM w zakresie od 50
do 2048, w zaleznos$ci od dtugosci sekwencji i ztozonosci danych. Zbyt duza
liczba warstw i jednostek LSTM moze prowadzi¢ do nadmiernego dopasowa-
nia, szczegolnie przy ograniczonym zbiorze danych. W zadaniach regresji na
danych sekwencyjnych, takich jak prognozowanie wartosci ciagltych w czasie,
mozna zastosowac wiecej warstw, na przyktad 2-3, oraz wigksza liczbe jedno-
stek LSTM, od 256 do 4096, aby lepiej uchwyci¢ dlugoterminowe zaleznosci
w danych. Warto jednak zachowa¢ ostroznos$¢, aby unikng¢ ryzyka nadmier-
nego dopasowania.

CNN znajdujg zastosowanie przede wszystkim w klasyfikacji obrazow.
Liczba warstw konwolucyjnych oraz liczba filtréw w kazdej warstwie zalezy
od ztozonosci obrazow i wielko$ci zbioru danych. Typowe architektury CNN
mogg zawiera¢ od 3 do 10 warstw konwolucyjnych z liczbg filtréw rosnaca od
32 do 512 w kolejnych warstwach. W przypadku mniej ztozonych problemow,
takich jak klasyfikacja prostych wzorcow, wystarczy kilka warstw z mniejsza
liczbg filtréw. W zadaniach regresji na obrazach takich jak przewidywanie
wartosci ciggltych na podstawie obrazow, stosuje sie podobna liczbe warstw
i filtrow jak w klasyfikacji, ale cze$ciej wykorzystuje sie dodatkowe warstwy
w petni potaczone na koncu sieci, aby przeksztalci¢ cechy wykryte przez war-
stwy konwolucyjne w prognozy ciagte.



Etap 2.2. Wybor funkcji aktywacji

Wybor funkcji aktywacji jest waznym aspektem w procesie projektowania
sieci neuronowych, a jego dobor zalezy od rodzaju problemu (klasyfikacja
lub regresja).

W przypadku MLP w zadaniach klasyfikacyjnych najczesciej stosowang
funkcjg aktywacji w warstwach ukrytych jest ReLU, ktéra umozliwia efektywne
uczenie si¢ ztozonych wzorcéw dzieki wiasciwosciom nieliniowym i zdolnosci
do unikania problemu zanikania gradientu. Na warstwie wyj$ciowej w prob-
lemach klasyfikacji stosuje sie funkcje softmax, ktora przeksztatca wyniki
sieci w prawdopodobienistwa przypisania do poszczegdlnych klas. W kontek-
Scie regresji w MLP czesto stosuje sie funkcje sigmoidalng w warstwach ukry-
tych, szczegolnie w domyslnych ustawieniach narzedzi, takich jak MATLAB,
ktore preferuja te funkcje dla swoich sieci neuronowych. Funkcja sigmoidalna
mapuje wejscia na zakres [0,1][0,1], co moze by¢ korzystne w niektdérych apli-
kacjach. Na warstwie wyjsciowej dla regresji stosuje sie funkcje liniowa, co
umozliwia przewidywanie wartos$ci ciggltych. Dodatkowo funkcje, takie jak
tanh, mogg by¢ stosowane w warstwach ukrytych, jesli dane cechujg si¢ bar-
dziej ztozonymi zalezno$ciami nieliniowymi.

Dla LSTM stosowanych czgsto w analizie sekwencji czasowych, w kla-
syfikacji rowniez wykorzystuje sie funkcje ReLU w warstwach ukrytych, co
pozwala na efektywne przetwarzanie sekwencji o duzej ztozonos$ci. W war-
stwie wyjsciowej dla zadan klasyfikacyjnych, w zalezno$ci od liczby klas, sto-
suje si¢ funkcje softmax lub sigmoidalna (dla klasyfikacji binarnej). W regresji,
w przypadku LSTM, na warstwie wyj$ciowej wykorzystuje sie funkcje liniowa,
co jest standardowym podejsciem, umozliwiajagcym prognozowanie warto$ci
ciaglych w zadaniach takich jak prognozowanie czasowe.

W CNN, ktore s3 powszechnie stosowane w zadaniach zwigzanych z prze-
twarzaniem obrazow, ReLU jest dominujaca funkcjg aktywacji stosowang
w warstwach konwolucyjnych. Jej nieliniowy charakter oraz prostota oblicze-
niowa sprawiajg, ze to idealny wybor do gtebokich sieci, umozliwiajacy efek-
tywne przetwarzanie ztozonych wzorcéw obrazowych. W zadaniach klasyfi-
kacyjnych warstwa wyjsciowa CNN czesto korzysta z funkcji softmax, ktora
przeksztatca wyjscia sieci w prawdopodobienistwa przypisania do klas. W regre-
sji w CNN, podobnie jak w innych typach sieci, stosuje sie funkcje liniowa na
warstwie wyj$ciowej, co pozwala na przewidywanie wartos$ci ciggltych na pod-
stawie cech wyodrebnionych przez warstwy konwolucyjne.
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Etap 2.3. Wybér funkcji kosztu

Wybdr odpowiedniej funkcji kosztu jest istotnym elementem w procesie trenowa-
nia sieci neuronowych, poniewaz bezposrednio wptywa na to, jak dobrze model
bedzie w stanie sie uczy¢ i generalizowac¢. W przypadku problemoéw klasyfika-
cyjnych najczesciej stosowang funkcja kosztu jest entropia krzyzowa. Sprawdza
sie ona w optymalizacji modeli klasyfikacyjnych, poniewaz mierzy réznice mie-
dzy przewidywang przez model a rzeczywistg klasa w sposaéb, ktéry uwzglednia
wszystkie klasy, co jest szczegolnie istotne w zadaniach wieloklasowych.

Z kolei w regresji powszechnie stosowang funkcja kosztu jest MSE. Oblicza
$rednig kwadratowa réznice miedzy wartosciami przewidywanymi przez model
a warto$ciami rzeczywistymi, co pozwala na doktadng optymalizacje modeli regre-
syjnych. MSE jest szczegolnie przydatna w regresji, poniewaz penalizuje duze
btedy w prognozach, co sprawia, ze model uczy sig, jak minimalizowa¢ odchyle-
nia od rzeczywistych warto$ci, prowadzac do bardziej precyzyjnych przewidywarn.

Etap 2.4. Wyb6r metod optymalizacji

Wybdr metod optymalizacji jest rowniez waznym etapem w procesie treno-
wania sieci neuronowych, poniewaz wplywa bezposrednio na szybkos$¢ i sku-
tecznos¢ uczenia sie modelu. Rozne rodzaje problemdw, takie jak klasyfikacja
i regresja, wymagaja zastosowania odpowiednich metod optymalizacji, ktére
najlepiej odpowiadaja specyfice danych i architektury sieci.

W przypadku sieci MLP zaréwno w problemach klasyfikacyjnych, jak
i regresyjnych czesto stosuje sie metody, takie jak LM, BR oraz SCG. Te algo-
rytmy sg dobrze dopasowane do zadan, ktére wymagaja precyzyjnej optymalizacji
przy relatywnie matych zbiorach danych. LM daje szczeg6lnie dobre efekty dla
matych i §rednich sieci, gdzie zbiezno$¢ do optymalnych wag jest priorytetem.
BR dodatkowo pomaga w regularyzacji modelu, co ma znaczenie przy pracy
z ograniczonymi zbiorami danych, zmniejszajac ryzyko nadmiernego dopaso-
wania. SCG natomiast oferuje zbalansowane podej$cie miedzy szybkoscig a sta-
bilno$cig uczenia, co czyni go uzytecznym w réznorodnych zastosowaniach.

W przypadku rekurencyjnych sieci neuronowych, takich jak LSTM, ktore
sg wykorzystywane zaréwno do klasyfikacji, jak i regresji, optymalizatorem
z wyboru czesto jest Adam. Laczy on zalety RMSProp i momentum, oferujac
szybkie zbieznosci przy jednoczesnym dostosowaniu wspoétczynnikdw ucze-
nia dla kazdego parametru, co jest niezwykle istotne w zadaniach sekwencyj-
nych, gdzie dane sa czesto niestacjonarne i ztozone.



Dla sieci CNN i transfer learningu, szczego6lnie w klasyfikacji, powszech-
nie stosowang metodg optymalizacji jest sgdm. Preferuje si¢ ja ze wzgledu na jej
zdolno$¢ do radzenia sobie z duzymi zbiorami danych oraz efektywno$¢ w glebo-
kich sieciach neuronowych. Momentum pomaga przyspieszy¢ zbieznos$¢ i unik-
na¢ utkniecia w lokalnych minimach, co jest istotne w skomplikowanych archi-
tekturach, takich jak CNN. W zadaniach regresyjnych najczesciej preferowany
ze wzgledu na swojg zdolnos¢ do efektywnego radzenia sobie z réznorodnymi
i ztozonymi danymi jest Adam, cho¢ SGDM i RMSProp moga by¢ réwniez stoso-
wane w zalezno$ci od specyfiki problemu i wymagan dotyczacych optymalizacji.

Etap 2.5. Wybér technik regularyzacji

Wybdr technik regularyzacji jest rowniez istotnym elementem w projekto-
waniu sieci neuronowych, poniewaz pomaga w zapobieganiu nadmiernemu
dopasowaniu modelu do danych treningowych, co ma szczegdlne znaczenie
w przypadku ztozonych modeli lub gdy dostepna jest ograniczona ilo$¢ danych.

W przypadku sieci MLP zar6wno w zadaniach klasyfikacji, jak i regresji,
popularnymi technikami regularyzacji sa regularyzacja L2 oraz mechanizm
wczesnego zatrzymania.

W sieciach LSTM, ktore sg czesto stosowane do analizy sekwencji cza-
sowych, regularyzacja jest szczegdlnie wazna, poniewaz modele te mogg by¢
podatne na nadmierne dopasowanie, zwlaszcza gdy maja do czynienia z dtu-
gimi sekwencjami danych. Dropout to popularna metoda, w ktorej losowo
wylacza sie¢ pewien procent neurondéw podczas treningu, co zmusza sie¢ do
tworzenia bardziej odpornych reprezentacji danych.

W sieciach CNN, ktore s powszechnie stosowane do przetwarzania obra-
z6w, regularyzacja ma na celu zapobieganie nadmiernemu dopasowaniu, szcze-
gdlnie w przypadku gtebokich sieci z duzg liczbg parametréw. Regularyzacje
L2 stosuje sie czesto, zwlaszcza w warstwach peti potgczonych, gdzie liczba
parametrow jest najwieksza. Dropout jest rowniez powszechnie stosowany,
szczegblnie w pelni potgczonych warstwach, aby zmusic¢ sie¢ do tworzenia
bardziej odpornych i ogélnych reprezentacji.

Etap 2.6. Proces oceny jakosci modelu

Proces oceny jako$ci modelu w sieciach neuronowych jest istotny dla oceny
skutecznosci i doktadnosci modelu oraz wyboru najlepszego rozwigzania do
danego problemu. W kontekscie regresji ocena jakos$ci modeli opiera si¢ na
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wskaznikach, takich jak R, MSE, RMSE, RIE, MAPE oraz MAE. Umozliwiaja
one wszechstronng analize¢ wynikéw predykcji, zapewniajac, ze model jest
w stanie doktadnie przewidywac¢ warto$ci ciggte.

W problemach klasyfikacyjnych wskazniki oceny, takie jak doktadnos¢,
precyzja, czutos¢ i F1-score, s3 wazne dla zrozumienia, jak skutecznie model
przypisuje probki do odpowiednich klas. Analiza tych wskaznikéw, wsparta
narzedziami, takimi jak macierz pomytek i krzywa ROC, umozliwia doktadng
ocene wydajno$ci modelu, pomagajac w identyfikacji jego mocnych i stabych
stron oraz w doskonaleniu algorytméw klasyfikacyjnych.

Poréwnanie r6znych modeli oraz architektur sieci neuronowych jest nie-
odlagcznym elementem procesu walidacji. Testowanie roznych konfiguraciji sieci,
takich jak liczba warstw, neuron6w, funkcji aktywacji i metod optymalizacji, umoz-
liwia wybdr najlepszego modelu. Wprowadzenie odpowiednich wskaznikéw oceny
jakosci prowadzi do bardziej precyzyjnego i Swiadomego wyboru modelu, co jest
kluczowe dla osiggniecia wysokiej skutecznosci w praktycznych zastosowaniach.

Etap 2.7. Implementacja modelu

Implementacja modelu stanowi wazny krok w praktycznym wykorzystaniu
sieci neuronowych, zwlaszcza w kontekscie doskonalenia proceséw produk-
cyjnych. Po zakoriczeniu procesu trenowania i walidacji modelu nastepnym
zadaniem jest wdroZenie go w taki sposob, aby mogt by¢ tatwo i efektywnie
wykorzystany w srodowisku produkcyjnym. Duze znaczenie ma tu przygoto-
wanie odpowiedniego interfejsu uzytkownika, ktéry umozliwi pracownikom
dostep do funkcjonalno$ci modelu bez potrzeby gtebokiej znajomosci tech-
nicznych aspektow jego dziatania.

Metodyka doboru architektury i parametréw procesu uczenia sieci neurono-
wych, opracowana w celu doskonalenia proceséw produkcyjnych, uwzgledniata
wszystkie etapy prowadzace do stworzenia skutecznego modelu. Ostatecznym
krokiem w tej metodyce jest zapewnienie, ze wytrenowany model moze by¢
z powodzeniem zaimplementowany w rzeczywistym srodowisku produkcyjnym.
W tym kontekscie przygotowanie intuicyjnego i funkcjonalnego interfejsu jest
nieodzowne. Interfejs ten powinien by¢ dostosowany do specyficznych wyma-
gan danego przedsigbiorstwa i rodzaju analizowanego problemu, co umozliwia
uzytkownikom tatwe korzystanie z modelu.

W monografii zawarto przyktady gotowych kodéw Zrédtowych, ktére mozna
wykorzysta¢ jako podstawe do tworzenia takich interfejséw. Aby dostosowac te
rozwigzania do konkretnego przypadku, wystarczy zmieni¢ nazwe wytrenowanego



modelu lub zastosowa¢ nazwe zaproponowang przez autora. Takie podejscie
pozwala na szybka adaptacje narzedzi do specyficznych potrzeb danego procesu
produkcyjnego, co jest zgodne z metodyka, ktorej celem jest doskonalenie proce-
séw produkcyjnych z zastosowaniem sztucznych sieci neuronowych.

Dzieki wdrozeniu tak przygotowanego modelu przedsigbiorstwo moze
skutecznie wykorzysta¢ potencjat sieci neuronowych do poprawy jakosci,
zwiekszenia efektywno$ci oraz innowacyjnosci swoich proceséw produkcyj-
nych, realizujac zalozenia metodyki na kazdym etapie, od doboru architektury
po praktyczne zastosowanie modelu.

Powyzej przedstawiono metodyke doboru architektury i parametréw pro-
cesu uczenia sieci neuronowych, ktéra moze by¢ skutecznie zastosowana
w doskonaleniu proceséw produkcyjnych. Dzieki odpowiedniemu dopasowa-
niu architektury sieci oraz parametréw uczenia do specyficznych probleméw,
takich jak klasyfikacja czy regresja, metodyka ta umozliwia znaczna poprawe
jakosci produktdw, efektywnosci produkcji czy przewidywania awarii maszyn.
Przeanalizowane przypadki pokazuja, ze wlasciwie dobrana architektura sieci
neuronowej oraz optymalne parametry mogg prowadzi¢ do lepszych wyni-
kéw w réznorodnych zastosowaniach przemystowych. Metodyka ta stanowi
uniwersalne narzedzie, ktére moze by¢ zaadaptowane do réznych proceséw
produkcyjnych, wspierajac innowacyjno$¢ i zwiekszajac konkurencyjnos¢
przedsigbiorstw.
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8. Zakonczenie

W niniejszej monografii zaprezentowano badania dotyczace wykorzystania
sztucznych sieci neuronowych w doskonaleniu procesow produkcyjnych, ze
szczegblnym uwzglednieniem optymalizacji parametréw obrébki skrawaniem,
oceny jako$ci wyrobow gotowych oraz predykcji awarii maszyn. Badania te
skupialy sie na doborze odpowiednich architektur sieci neuronowych oraz
ich parametréow w kontekscie specyficznych zastosowan przemystowych, co
pozwolito na uzyskanie optymalnych rezultatéw w kazdym z tych obszaréw.

Rozdzial 1 wprowadza czytelnika w problematyke zastosowania sztucz-
nych sieci neuronowych w przemysle produkcyjnym, podkreslajac znaczenie
efektywnej optymalizacji proceséw produkcyjnych. Dalej omdwiono cel i zakres
pracy badawczej, wskazujac na obszary, w ktérych zastosowanie sieci neurono-
wych moze przynie$¢ wymierne korzysci. Rozdzial 3 przedstawia teoretyczne
podstawy sztucznych sieci neuronowych, a takze znaczenie wyboru odpo-
wiedniej architektury sieci w kontekscie specyfiki danych i zadan produkcyj-
nych oraz wyzwania zwigzane z procesem uczenia sieci neuronowych. W roz-
dziale 4 omdwiona zostata metodyka modelowania i optymalizacji parametrow
obrobki skrawaniem przy uzyciu sztucznych sieci neuronowych, z naciskiem
na zastosowanie perceptrondéw wielowarstwowych w konteks$cie ograniczonej
ilosci danych do$wiadczalnych. Rozdziat 5 koncentruje si¢ na zastosowaniu
konwolucyjnych sieci neuronowych oraz perceptronu wielowarstwowego do
oceny jakosci wyrobow gotowych, w tym na klasyfikacji wad i przewidywaniu
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twardosci po procesie odpuszczania. W rozdziale 6 opisano podejécie do pre-
dykcji awarii maszyn z wykorzystaniem perceptron6w wielowarstwowych oraz
rekurencyjnych sieci neuronowych LSTM, podkreslajac ich role w optymali-
zacji dziatan predykcyjnych. Rozdziat 7 przedstawia szczeg6towa metodyke,
ktdéra pozwala na skuteczny dobor zaréwno architektury sieci neuronowych,
jak i parametrow procesu ich uczenia.

8.1. Uwagi koncowe i wnioski

W ramach prowadzonych badan i analiz gléwnym celem byto zaproponowanie
sposobu doboru architektury oraz parametrow procesu uczenia sztucznych sieci
neuronowych, ktére mogg by¢ skutecznie zastosowane w doskonaleniu proce-
sow produkcyjnych. Badania koncentrowaly si¢ na wykorzystaniu modeli neu-
ronowych w nastepujacych trzech obszarach: optymalizacji parametréw obrdobki
skrawaniem, ocenie jako$ci wyrobdw gotowych oraz predykcji awarii maszyn.
Kazdy z tych obszaréw zostat zbadany pod katem efektywnosci wykorzystania
roznych architektur sieci neuronowych, takich jak perceptrony wielowarstwowe
(MLP), rekurencyjne sieci LSTM oraz konwolucyjne sieci neuronowe (CNN).

Opracowanie szczegétowej metodyki doboru odpowiednich architek-
tur sieci neuronowych oraz parametréw ich uczenia stanowito fundament
wszystkich przeprowadzonych analiz. Metodyka ta obejmowata kompleksowy
proces przygotowania danych, selekcji odpowiednich modeli oraz ich dosto-
sowania do specyficznych wymagan poszczeg6lnych zastosowan przemysto-
wych. Kluczowym aspektem tej metodyki bylo uwzglednienie charakterystyki
dostepnych danych oraz specyfiki zadan, co pozwolito na optymalny dobdr
architektury sieci neuronowej dla kazdego z analizowanych obszarow.

Podczas badan nad optymalizacjg parametréw obrobki skrawaniem szcze-
gblng uwage poswiecono doborowi odpowiedniej architektury sieci neuro-
nowej w konteks$cie dostgpnych danych doswiadczalnych. Wyb6r MLP jako
gléwnej architektury do modelowania parametréw obrobki wynikat nie tylko
z ich zdolno$ci do modelowania ztozonych, nieliniowych relacji, ale réwniez
ze specyficznych warunkéw badawczych, w ktorych dostepna byta stosunkowo
niewielka ilo§¢ danych do$wiadczalnych. MLP ze wzgledu na swojg strukture
i elastyczno$¢ wykazuje duzg odpornos¢ na problemy wynikajace z ograni-
czonej licznosci prob, co pozwolito na efektywne wykorzystanie dostepnych
danych i uzyskanie wiarygodnych wynikéw w kontekscie optymalizacji pro-
cesu obrobki.



W kontekscie optymalizacji parametréw obrébki skrawaniem najbardziej
efektywne okazaly sie sieci neuronowe z jedng warstwg ukryta, przy czym anali-
zowano rézne algorytmy uczenia oraz liczbe neuronéw w tej warstwie. Sposrod
badanych algorytméw uczenia: LM, SCG, oraz BR, LM wykazatl najwyzsza efek-
tywnos¢. Optymalizacja dotyczyla parametrow obrobki, takich jak predkosé
skrawania (v ), posuw na ostrze (f,) oraz gtgbokos¢ skrawania (a p). W przypadku
modelowania parametréw chropowatosci, takich jak Ra, najlepsze wyniki uzy-
skano przy wykorzystaniu MLP z 6 neuronami w warstwie ukrytej, co dato
wspolczynnik korelacji R réwny 0,9869. Dla parametru Rz optymalng konfi-
guracjg okazala si¢ sie¢ MLP z 9 neuronami w warstwie ukrytej, z warto$cig R
wynoszaca 0,9894. Natomiast dla RSm zastosowanie 10 neuronéw w warstwie
ukrytej pozwolito osiagna¢ wspoétczynnik R na poziomie 0,911. W przypadku
modelowania sktadowej sity skrawania wzdtuz osi X (Fy) najlepsze rezultaty
uzyskano przy uzyciu MLP z 7 neuronami w warstwie ukrytej oraz algorytmu
LM, co pozwolilo osiggna¢ wspotczynnik R réwny 0,999. Tak dobrane parametry
sieci neuronowej umozliwity skuteczng optymalizacje procesu obrobki skrawa-
niem, nawet przy ograniczonej ilosci danych do$wiadczalnych.

Podobne rozwazania dotyczace doboru architektury sieci neuronowe;j
w odniesieniu do ilo$ci i formatu danych byly prowadzone w innych obsza-
rach badan. W przypadku oceny jakosci wyrobéw gotowych dla problemoéw
klasyfikacyjnych dane wykorzystywane do analizy mialy format obrazow, co
w naturalny sposéb kierowalo wybdr odpowiedniej architektury sieci neu-
ronowej w strone CNN. Sg one specjalnie zaprojektowane do przetwarzania
danych obrazowych, poniewaz potrafig automatycznie i efektywnie identyfi-
kowa¢ istotne cechy i wzorce bez potrzeby recznego definiowania tych cech,
co jest charakterystyczne dla tradycyjnych metod przetwarzania obrazéw.
W przypadku analizy pierwszych dwdch obiektow, takich jak wykrywanie
wad w odlewach oraz wykrywanie bledow ksztattu na liniach produkcyjnych,
zastosowano technike transfer learning. Transfer learning pozwolit na szybkie
zaadaptowanie wstepnie wytrenowanych modeli do nowych zadan, takich jak
klasyfikacja defektéw w odlewach, gdzie sie¢ byta w stanie skutecznie ziden-
tyfikowac rézne typy defektéow, na przyktad pekniecia, porowato$¢ czy zanie-
czyszczenia powierzchniowe, bazujac na zaledwie kilkuset obrazach uczacych.
Podobnie w przypadku wykrywania btedéw ksztattu na liniach produkcyjnych
transfer learning umozliwit wykorzystanie wcze$niej nabytej wiedzy modelu
do precyzyjnej klasyfikacji ksztaltéw. W szczegolnosci na liniach produkcyj-
nych wykrywane byly obiekty w ksztalcie kota, co wymagalto od sieci neuro-
nowej zdolnosci do identyfikacji subtelnych r6znic i anomalii w ksztalcie oraz
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wymiarach tych elementow. Dodatkowo, aby bardziej odwzorowac rzeczy-
wiste warunki produkcyjne, obrazy byty celowo rozmyte z powodu ruchu na
tasmociggu. W obu przypadkach zastosowanie CNN pozwolito na precyzyjne
wykrywanie wad i nieprawidlowosci, co jest istotne dla automatyzacji kontroli
jakosci w czasie rzeczywistym.

W przypadku oceny jakosci wyrobéw gotowych dotyczacych problemu
regresyjnego — okre$lenia twardosci po odpuszczaniu wyrobow gotowych -
rowniez uwzgledniono doboér odpowiedniej architektury sieci neuronowej
w kontekscie ilodci i formatu dostepnych danych. W tym przypadku mode-
lowanie twardos$ci po procesie odpuszczania, ktdre jest waznym parametrem
jakosciowym wyrobdw, wymagato zastosowania sieci neuronowej zdolnej do
doktadnego przewidywania wartosci ciagglych. Podjeta decyzja o zastosowaniu
MLP byta uzasadniona specyficznymi warunkami badawczymi. W procesie
modelowania twardos$ci po odpuszczaniu dysponowano ograniczong iloscig
danych do$wiadczalnych, co wykluczato mozliwo$¢ uzycia bardziej ztozonych
modeli, takich jak glebokie sieci neuronowe, ktére wymagajg duzych zbiorow
danych do skutecznego uczenia sieci. Poprzez zastosowanie MLP mozliwe
bylo takze zachowanie stabilno$ci modelu przy niewielkiej liczbie prob, co
jest szczegolnie wazne w kontek$cie przemystowym, gdzie dostep do duzych
ilosci danych moze by¢ ograniczony. Dzigki precyzyjnemu doborowi liczby
neuronow (9) i algorytmu uczenia (BR) uzyskano wysoka doktadnos$¢ prognoz
(R=0,9894), co jest istotne dla zapewnienia jakosci wyrobéw. Dodatkowo opra-
cowano algorytm wraz z interfejsem uzytkownika, ktéry umozliwia biezaca
oceng jako$ci wyrobu gotowego na podstawie przewidywanej przez model
MLP (z algorytmem uczenia BR) twardo$ci po odpuszczaniu. Algorytm ten
okresla, czy dany wyrdb spetnia wymagania jakoSciowe. Jezeli przewidywana
twardo$¢ miesci sie w okre§lonym przedziale tolerancji, wyrob jest uznawany
za zgodny z normami jako$ciowymi; w przeciwnym razie klasyfikuje si¢ go
jako niezgodny z wymaganiami. Taki system wspomagania decyzji stanowi
cenne narzgdzie w procesie produkcyjnym, zwigkszajac precyzje kontroli jako-
$ci i poprawiajac efektywno$¢ zarzadzania jako$cig.

W obszarze predykcji awarii maszyn, gdzie dane mialy charakter sekwen-
cyjny, a ich ilo$¢ byta wystarczajaca do trenowania bardziej ztozonych modeli,
zastosowano zarowno MLP, jak i LSTM, co pozwolito na skuteczne podejscie do
zroznicowanych aspektéw problemu. Wybor tych architektur byt motywowany
specyficznymi wtasciwosciami obu typdw sieci. MLP okazaly sie¢ lepszym wybo-
rem w przypadku uchwycenia podstawowych wzorcow i relacji w danych, szcze-
golnie w kontekscie klasyfikacji binarnej, czyli okreslania, czy awaria wystapi



czy tez nie. Uzycie MLP pozwolilo na szybkie przetworzenie danych wejscio-
wych, takich jak temperatura powietrza, temperatura procesu, predkos¢ obro-
towa, moment obrotowy i zuzycie narzedzi, oraz na identyfikacje istotnych
zaleznosci miedzy tymi parametrami wejSciowymi a wynikiem koncowym, czyli
wystgpieniem lub brakiem awarii. Natomiast rekurencyjne sieci neuronowe
LSTM zostaly zastosowane w bardziej zaawansowanym etapie analizy, polega-
jacym na identyfikacji rodzaju awarii, gdy juz zostala ona przewidziana. LSTM
dzigki swojej zdolnosci do przetwarzania i analizy dtugoterminowych zalezno-
$ci w danych sekwencyjnych okazaly sie wyjatkowo skuteczne w rozpoznawa-
niu skomplikowanych wzorcéw, ktére sa niezbedne do precyzyjnej klasyfikacji
typu awarii. Takie dwustopniowe podejscie taczace prostote MLP z zaawanso-
wang analiza sekwencyjna LSTM zapewnito nie tylko efektywnos¢ w wykry-
waniu awarii, ale takze doktadno$¢ w okreslaniu jej typu, co jest istotne dla pla-
nowania dziatan konserwacyjnych i minimalizacji przestojow produkcyjnych.
Wybor tych dwodch réznych architektur sieci neuronowych dostosowanych do
specyfiki i ilo§ci danych na kazdym etapie analizy przyczynit si¢ do zwigkszenia
skutecznosci i niezawodnosci catego systemu predykcji awarii.

Przeprowadzone analizy wykazaly, ze dobdr architektury sieci neurono-
wej i jej parametrow musi by¢ $ci§le dostosowany do specyfiki zadania oraz
dostepnych danych. Odpowiednie dobranie tych elementéw pozwolito na
osiggniecie optymalnych wynikéw w kazdym z badanych obszardw, potwier-
dzajac, ze sztuczne sieci neuronowe stanowig nieodzowne narzedzie w nowo-
czesnych procesach produkcyjnych i moga przyczynic¢ sie do doskonalenia
proceséw produkcyjnych.

Opracowanie szczegdétowej metodyki doboru odpowiednich architek-
tur sieci neuronowych oraz parametrow ich uczenia stanowi znaczacy wktad
w rozwoj nowoczesnych technologii wytwarzania. Ta metodyka obejmujaca
kompleksowy proces przygotowania danych, selekcje odpowiednich modeli
oraz ich dostosowania do specyficznych wymagan przemystowych, jest istotna
dla optymalizacji r6znych aspektéw produkcji. Dzigki niej mozliwe okazuje
sie precyzyjne dopasowanie architektury sieci neuronowej do charakterystyki
dostepnych danych oraz specyfiki zadania, co pozwala na uzyskanie maksy-
malnej efektywnosci w kazdym z analizowanych obszaréw.

Nowoscig w prezentowanej pracy jest systematyczne podejscie do doboru
architektur i parametrow uczenia sieci neuronowych, co umozliwia ich ela-
styczne i wszechstronne zastosowanie w r6znych kontekstach produkcyj-
nych. Zamiast ogranicza¢ sie do jednego modelu czy podejscia, metodyka ta
pozwala na dostosowanie narzedzi do specyficznych wyzwan, m.in. takich
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jak optymalizacja parametréw obrobki frezowaniem, ocena jako$ci wyrobow
gotowych czy predykcja awarii maszyn.

Pomimo licznych zalet stosowanie sieci neuronowych w procesach pro-
dukcyjnych wiaze si¢ z pewnymi ograniczeniami. Wymagaja one duzych
zbiorow danych do skutecznego uczenia, a bardziej ztozone modele, takie
jak glebokie sieci neuronowe, moga by¢ trudne do interpretacji, co utrudnia
wyjasnienie wynikdw koricowych. Dodatkowo realizacja takich modeli czesto
wymaga znacznych zasoboéw obliczeniowych, co moze stanowi¢ bariere dla
ich wdrozenia w srodowiskach o ograniczonych zasobach technologicznych.
Rozwazenie tych ograniczen jest istotne dla skutecznego wykorzystania sieci
neuronowych w przemysle.

Wyniki prowadzonych badan dostarczajg nie tylko nowej wiedzy teore-
tycznej na temat mozliwosci i ograniczen réznych architektur sieci neurono-
wych, ale réwniez praktycznych narzedzi, ktdre moga zosta¢ zaimplementowane
w rzeczywistych warunkach przemystowych. Kluczowym elementem tych badan
byta opracowana metodyka doboru architektury i parametréw procesu uczenia
sieci neuronowych, ukierunkowana na doskonalenie procesé6w produkcyjnych.
Aby korzystanie z opracowanych algorytméw optymalizacyjnych i wyuczo-
nych sieci neuronowych byto bardziej przyjazne i intuicyjne dla uzytkownika,
stworzono interfejsy graficzne, ktére umozliwiaja tatwe wprowadzanie danych
wej$ciowych oraz szybkie uzyskiwanie wynikow optymalizacji czy predykcji.
Dzigki takiemu podej$ciu uzytkownicy mogg skupi¢ si¢ na analizie wynikow
bez potrzeby zagtebiania sie w szczegoty techniczne czy kod zZrodlowy. Takie
podejscie nie tylko zwigksza efektywno$¢ pracy, ale rowniez umozliwia szer-
sze zastosowanie tych narzedzi w praktyce przemystowej. Dzieki temu rozwoj
obszaru inzynierii produkcji moze przebiegac¢ szybciej, z wieksza pewnoscig
w osigganiu zatozonych celéw jakosciowych i wydajno$ciowych, co stanowi
istotny wklad w rozwoj nowoczesnych technologii produkcyjnych.

8.2. Kierunkidalszych badan

Zastosowanie sztucznych sieci neuronowych w przemysle produkcyjnym
otwiera nowe perspektywy zar6wno w zakresie poprawy efektywno$ci proce-
sow, jak i automatyzacji kontroli jakosci oraz predykcji awarii. Mimo zZe obecne
badania dostarczyly istotnych wynikdw i praktycznych narzedzi, istnieje wiele
obszardw, ktore wymagaja dalszych badan i rozwoju, aby w pelni wykorzysta¢
potencjal tych narzedzi w kontek$cie nowoczesnych technologii wytwarzania.



Jednym z gtéwnych kierunkéw dalszych badan bedzie rozwdj i adaptacja
hybrydowych modeli sieci neuronowych, ktére tacza rézne architektury w celu
uzyskania synergii ich zalet w specyficznych zastosowaniach. Przyktadem
moze by¢ potaczenie CNN z rekurencyjnymi sieciami neuronowymi LSTM.
Tego rodzaju hybrydowe podejscie mogtoby by¢ szczegolnie efektywne w ana-
lizie danych czasowo-przestrzennych, takich jak dynamiczna kontrola jakos$ci
na liniach produkcyjnych, gdzie obiekty sg w ruchu, lub w predykcji awarii
maszyn na podstawie sygnatéw zbieranych w czasie rzeczywistym. Hybrydowe
modele moglyby z jednej strony wykorzystywac¢ zdolno$¢ CNN do ekstrakcji
cech z obrazow, a z drugiej strony dzieki LSTM analizowa¢ zaleznosci czasowe,
co w rezultacie mogloby prowadzi¢ do bardziej precyzyjnych i kompleksowych
rozwigzan w procesach produkcyjnych.

Warto rowniez rozwazy¢ zastosowanie innych metod uczenia maszyno-
wego, ktore moga by¢ komplementarne do sieci neuronowych lub stanowi¢
alternatywe w specyficznych warunkach. Przyktadem sg algorytmy zespo-
towe, takie jak lasy losowe czy gradient boosting machines (GBM), ktore sa
szczegOlnie efektywne w analizie danych tabelarycznych i znajdujg zastoso-
wanie w klasyfikacji lub regresji tam, gdzie sieci neuronowe moga by¢ zbyt
skomplikowane lub podatne na przetrenowanie. Zespolowe metody uczenia
maszynowego moga by¢ rowniez uzywane jako elementy wiekszych hybrydo-
wych systemdw, gdzie wyniki uzyskane przez sieci neuronowe sg dodatkowo
wzbogacane lub potwierdzane przez inne algorytmy. Badania nad integracja
tych metod z sieciami neuronowymi moga prowadzi¢ do stworzenia jeszcze
bardziej efektywnych systeméw produkcyjnych, ktére potrafia lepiej radzi¢
sobie z r6znorodnymi typami danych i zadaniami.

Kolejnym istotnym obszarem badan jest zastosowanie technik transfer
learning oraz meta-uczenia w jeszcze szerszym zakresie zastosowan przemy-
stowych. Transfer learning, ktére umozliwia adaptacje wczesniej wytrenowa-
nych modeli do nowych zadan, ma ogromny potencjat w kontekscie skrdce-
nia czasu trenowania i zwigekszenia efektywnosci modeli. Przyszte badania
moglyby skoncentrowac sie na zastosowaniu tej techniki do bardziej ztozonych
zadan produkcyjnych, takich jak adaptacja modeli do specyficznych warun-
kéw produkeji lub nowych materiatow. Rowniez meta-uczenie, ktore polega na
szybkim dostosowywaniu modeli do nowych zadan, mogtoby zosta¢ eksploro-
wane jako metoda poprawy adaptacyjnosci sieci neuronowych w dynamicznie
zmieniajgcym si¢ Srodowisku produkcyjnym. Te techniki moglyby znaczaco
zwiekszy¢ elastyczno$¢ i wszechstronno$¢ modeli, co jest istotne w odniesie-
niu do coraz bardziej wymagajacych warunkéw produkcji.
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W kontekscie nowoczesnych rozwigzan produkcyjnych integracja sieci
neuronowych z systemami Internetu Rzeczy (IoT) oraz Przemystem 4.0 jest
kolejnym istotnym kierunkiem badan. Przemyst 4.0 i IoT ktadg duzy nacisk
na zbieranie i analiz¢ danych w czasie rzeczywistym, co stwarza nowe moz-
liwosci dla zastosowania sieci neuronowych do dynamicznej optymalizacji
proceséw produkcyjnych. Badania mogg skoncentrowac si¢ na opracowaniu
skalowalnych i wydajnych systemow, ktore integrujg analize danych z czujni-
kéw z modelami neuronowymi, umozliwiajac tym samym bardziej inteligen-
tne zarzadzanie produkcja. Taka integracja mogtaby réwniez przyczynic sie do
zwiekszenia automatyzacji i autonomii systemoéw produkcyjnych, co jest istotne
dla podniesienia konkurencyjnosci przedsiebiorstw na rynku globalnym.

Podsumowujac, rozwoj hybrydowych modeli sieci neuronowych, sto-
sowanie w szerszym zakresie technik transfer learning i meta-uczenia oraz
integracja z systemami IoT to kluczowe kierunki dalszych badan, ktére moga
przyczynic sie do jeszcze bardziej zaawansowanego wykorzystania sztucz-
nej inteligencji i metod uczenia maszynowego w przemy$le produkcyjnym.
Realizacja tych badan ma potencjatl, aby znaczaco wplyna¢ na rozwdj nowo-
czesnych technologii wytwarzania, zwigkszajac efektywnos¢, jakos¢ i konku-
rencyjnos$¢ przedsiebiorstw na rynku globalnym.
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