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Wykaz ważniejszych symboli i akronimów 
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IRN  – model InceptionResNetV2 
LGBM  – metoda klasyfikacji LightGBM 
MN  – model MobileNetV2 
R, RELIEF  – metoda selekcji cech Relief 
RN  – model ResNet50 
V16  – model VGG16 
V19  – model VGG19 
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Akronimy 
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AdaBoost – Adaptive Boosting 
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1. Wstęp 
Tytuł niniejszej monografii – Wybrane problemy modelowania predykcyjne-

go w diagnostyce technicznej i medycznej, związany jest z czynnikami, które 
w istotny sposób wpływają na rozwój społeczny oraz komfort i jakość życia. 
Gwałtowny postęp w obszarze uczenia maszynowego (zwłaszcza uczenia głębo-
kiego), jaki obserwujemy w ostatniej dekadzie, pozwala na budowę skutecznych 
modeli predykcyjnych, powszechnie wykorzystywanych w różnych systemach 
wspomagania decyzji. Modele te, z coraz większym powodzeniem, zastępują 
człowieka w zadaniach, w których liczy się szybkość, czas i niezawodność de-
cyzji. Z kolei, diagnostyka techniczna i medyczna to dwa ważne obszary, w któ-
rych trafna interpretacja stanu obiektów i zjawisk ma ogromne znaczenie. 

Rozwój techniki sprawił, że zaawansowane systemy technologiczne wyma-
gają szybkiej i precyzyjnej oceny zachodzących w nich procesów. W medycy-
nie, różnorodne metody diagnostyczne dostarczają ogromnej ilości informacji, 
która powinna być skutecznie przetwarzana, w celu otrzymania trafnej decyzji 
diagnostycznej. W obu obszarach doskonale sprawdzają się uniwersalne narzę-
dzia, jakimi są modele predykcyjne. Postęp w rozwoju metod i technik uczenia 
maszynowego sprawił, że są one coraz skuteczniejsze i stanowią coraz warto-
ściowsze wsparcie decyzji podejmowanych przez człowieka. Diagnostyka tech-
niczna i medyczna to obszary ściśle ze sobą powiązane. Pomimo innego przed-
miotu zainteresowania, którym w pierwszym przypadku jest maszyna lub proces 
przemysłowy, a w drugim człowiek, w obu obszarach stosowane są takie same 
metody pomiarowe oraz metody wnioskowania. Wydaje się więc zasadne przed-
stawienie wybranych problemów modelowania predykcyjnego na przykładach 
z obszarów diagnostyki technicznej i medycznej. 

W monografii można wyróżnić dwie części. Pierwsza stanowi wprowadzenie 
do obszernej dziedziny wiedzy, jaką jest uczenie maszynowe. Dokonano w niej 
przeglądu kluczowych problemów z tego obszaru. Na przykładzie klasyfikacji 
tekstur, scharakteryzowano poszczególne etapy modelowania, począwszy od 
akwizycji i wstępnego przetwarzania obrazów, poprzez estymację cech i wstęp-
ne przetwarzanie danych, do uczenia i ewaluacji modelu oraz prognozowania. 
Omówione zagadnienia stanowią kompleksowy opis procedury budowy modelu 
predykcyjnego. Podkreślono w nich kluczowy etap – wstępne przetwarzanie 
danych. Właściwe przygotowanie danych dla algorytmów uczących ma decydu-
jący wpływ na budowę skutecznych modeli. Dużą uwagę poświęcono w mono-
grafii metodom uczenia głębokiego, które są rozszerzeniem metod tradycyjnych, 
zwanych często metodami klasycznymi lub płytkimi. Rozwinięciem części doty-
czącej metod głębokich jest opis sieci splotowych, które wykorzystano w bada-
niach. Całość wspomnianej, pierwszej części monografii, wprowadza czytelnika 
w podstawową problematykę modelowania predykcyjnego, z wykorzystaniem 
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metod uczenia tradycyjnego i głębokiego. Jest to istotne, aby lepiej zrozumieć 
opisane w dalszej części badania. 

Druga część monografii zawiera opis badań, w których na dwóch przykła-
dach zademonstrowano proces modelowania predykcyjnego. Przykład pierwszy, 
z obszaru diagnostyki technicznej, dotyczy procesu współspalania pyłu węglo-
wego i biomasy. Poruszony problem jest ważny z punktu widzenia ekonomiki 
i bezpieczeństwa procesu technologicznego, ale także z uwagi na przyjęte, kra-
jowe i europejskie normy w zakresie ochrony środowiska. Drugi przykład, 
z dziedziny diagnostyki medycznej, związany jest z rozpoznawaniem zmian 
skórnych, a konkretnie dotyczy on rozróżniania czerniaka złośliwego skóry od 
niezłośliwych znamion melanocytowych. Waga tego zagadnienia, jako problemu 
diagnostycznego, jest bardzo duża. Czerniak jest najgroźniejszym nowotworem 
skóry. Stosunkowo często, jego źródłem są atypowe znamiona dysplastyczne 
o podłożu melanocytowym, w których z czasem mogą zachodzić zmiany prowa-
dzące do rozwoju nowotworu. Kluczowe znaczenie ma wykrycie czerniaka 
w jak najwcześniejszym stadium rozwoju, co nadal stanowi duże wyzwanie dla 
współczesnych metod diagnostyki dermatologicznej. 

W opisie przeprowadzonych badań zwrócono uwagę na wybrane techniki, 
mające istotny wpływ na skuteczność procesu modelowania. W przypadku me-
tod uczenia tradycyjnego, są to procedury wstępnego przetwarzania danych oraz 
strojenia hiperparametrycznego modeli, z wykorzystaniem metody przeszukiwa-
nia siatki. Opisując wyniki metod uczenia głębokiego, podkreślono znaczenie 
podejścia określanego mianem transfer learning1 oraz diagnostyki modeli 
w oparciu o krzywe trenowania i walidacji. Należy w tym miejscu zaznaczyć, iż 
wszystkie zaprezentowane badania, zaplanowano i zrealizowano wyłącznie na 
potrzeby monografii, a ich wyniki nie zostały dotychczas nigdzie opublikowane. 

Przed niniejszym opracowaniem zostały postawione dwa cele. Pierwszym, 
jak wspomniano wcześniej, było wprowadzenie czytelnika w podstawową pro-
blematykę modelowania predykcyjnego. Drugim celem było znalezienie odpo-
wiedzi na kilka pytań, które zdaniem autora wydają się istotne, zwłaszcza dla 
osób nie posiadających dużego doświadczenia w uczeniu maszynowym. Niżej 
wymieniono postawione problemy oraz krótki komentarz. 
1. W jaki sposób ograniczenie liczby cech diagnostycznych wpływa na sku-

teczność modeli uczenia tradycyjnego? Optymalizacja hiperparametryczna 
modeli, z wykorzystaniem metody przeszukiwania siatki, pozwala w sposób 
automatyczny znaleźć optymalną liczbę cech, zapewniającą najwyższą sku-
teczność modelu dla danych walidacyjnych. Okazuje się jednak, że wykres 
krzywej skuteczności w funkcji liczby cech bardzo często wykazuje tenden-
cję do nasycenia już dla niewielkiej ich liczby. Na podstawie tego wykresu 
można ograniczyć liczbę cech (np. z dwudziestu do dwóch lub trzech), 

                                                 
1 Transfer learning to technika polegająca na wykorzystaniu modeli, które zostały wcześniej  

wytrenowane na dużym zbiorze danych. 
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zmniejszając złożoność modelu, ale jednocześnie tracąc nieco na jego sku-
teczności. Wiedza na temat wpływu liczby cech na dokładność modelu może 
pomóc w osiągnięciu kompromisu pomiędzy złożonością modelu, a jego ja-
kością. 

2. Jakie są najskuteczniejsze metody selekcji i klasyfikacji, które można 
zastosować do rozwiązania postawionych zadań diagnostycznych? Opra-
cowano dotychczas dużą liczbę algorytmów selekcji cech oraz klasyfikacji 
i trudno a priori zakładać większą skuteczność jednych metod, w stosunku 
do innych. Często, najlepszą praktyką jest zastosowanie możliwie dużej licz-
by różnych technik i porównanie ich wyników. Jakość klasyfikatora ocenia-
my na podstawie jego dokładności dla danych testowych, ale każdy klasyfi-
kator zostaje wytrenowany na podstawie zestawu cech wyłonionego przez 
konkretną metodę selekcji. Zatem, wybierając rozwiązanie końcowe, zawsze 
wskazujemy parę metod, odpowiedzialnych za wybór cech oraz uczenie mo-
delu. Wskazanie takiej pary, w oparciu o dane odpowiadające obrazom pło-
mienia i obrazom zmian skórnych, pozwoli je zarekomendować do zastoso-
wań takich samych oraz podobnych, w kontekście własności wykorzystanych 
tekstur obrazu. 

3. Jakie są najskuteczniejsze zestawy cech, które można wykorzystać do 
budowy modeli klasyfikacyjnych? Jest to w pewnym sensie kontynuacja 
wątku rozpoczętego w ramach poprzedniego pytania. Wskazanie najskutecz-
niejszej metody selekcji i optymalnej liczby cech daje możliwość jedno-
znacznego określenia zestawu cech. Ich znajomość pozwala dokonać imple-
mentacji modelu, w celu realizacji prognozowania nowych obserwacji. Pod-
czas klasyfikacji obrazów teksturowych, początkowa liczba cech może być 
bliska trzystu, natomiast w wyniku redukcji wymiaru danych, liczba ta spada 
przeważnie do kilku lub kilkunastu. 

4. Jak wielkość zbioru danych wpływa na skuteczność modeli uczenia tra-
dycyjnego i głębokiego? Wielkość zbioru danych to bardzo ważny problem 
w praktyce uczenia maszynowego. Z jednej strony, zbiór danych powinien 
być dostatecznie duży, tak aby był reprezentatywny dla całej populacji ob-
serwacji. Jednak z drugiej strony, nadmiernie duży zbiór może ograniczyć 
zdolność generalizacyjną modeli zbudowanych na jego podstawie. Istnieją 
wprawdzie zależności analityczne, pozwalające obliczyć wielkość zbioru tre-
ningowego, np. w oparciu o liczbę cech, ale zgromadzenie odpowiednio du-
żego zbioru danych, np. w obszarze badań technicznych, czy medycznych, 
jest często zadaniem bardzo trudnym lub wręcz niewykonalnym. W takiej sy-
tuacji, świadomie korzystamy ze zbioru mniejszego, niż oczekiwany oraz 
wybieramy rozwiązania, które dobrze sprawdzają się dla mniejszej liczebno-
ści obserwacji. Do takich rozwiązań należy, np. technika transfer learning 
w uczeniu głębokim. Dlatego, aby podjąć decyzję dotyczącą wyboru metod 
i narzędzi, warto mieć wiedzę na temat wrażliwości różnych algorytmów 
uczenia maszynowego na wielkość zbioru danych. 
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5. Jak tryb koloru obrazów wpływa na dokładność modeli uczenia głębo-
kiego oraz które z tych modeli są najskuteczniejsze dla poszczególnych 
trybów koloru? Do przetwarzania obrazów z wykorzystaniem algorytmów 
uczenia głębokiego stosowane są przeważnie sieci splotowe. Biblioteka Ke-
ras zawiera bogaty zbiór różnych architektur takich sieci. Charakteryzują się 
one różną złożonością oraz różną skutecznością dla tych samych danych wej-
ściowych. Wiedza na ten temat, uzyskana na podstawie analizy obrazów 
płomienia oraz obrazów zmian skórnych, może pomóc w doborze architektu-
ry odpowiedniej dla danego zastosowania. Obrazy kolorowe, w porównaniu 
z innymi trybami koloru, mają największą nośność informacyjną. Dlatego, 
intuicyjnie spodziewamy się, że modele wyuczone na takich obrazach będą 
najskuteczniejsze. Często nie mamy wyboru i dysponujemy obrazami z kon-
kretnym trybem koloru, gdyż jest on immanentnie związany z metodą ich po-
zyskiwania (np. obrazy monochromatyczne w obrazowaniu metodami RTG, 
CT, czy USG). Mogą być jednak sytuacje, gdy mamy wpływ na tryb koloru 
obrazów poddawanych akwizycji (np. w systemach monitorowania procesów 
przemysłowych). Wówczas, właściwy wybór trybu koloru oraz wiedza na 
temat skutecznej architektury sieci splotowej może pomóc w osiągnięciu lep-
szych wyników. 

6. Które podejście – oparte na uczeniu tradycyjnym, czy głębokim – jest 
skuteczniejsze w rozwiązaniu postawionych zadań diagnostycznych? Od-
powiedź na to pytanie nie jest oczywista. Modele uczenia głębokiego charak-
teryzują się wysoką dokładnością, pozwalają także uprościć budowę systemu 
diagnostycznego, poprzez eliminację etapów estymacji cech i wstępnego 
przetwarzania danych. Z kolei, prawidłowo przeprowadzony proces wstęp-
nego przygotowania danych dla metod uczenia tradycyjnego może sprawić, 
że skuteczność wyuczonych za ich pomocą modeli będzie porównywalna ze 
skutecznością modeli uczenia głębokiego. Nie można z góry zakładać, które 
podejście jest lepsze dla konkretnego zastosowania. Może się okazać, że li-
czebność obserwacji jest zbyt mała, aby uzyskać zadowalającą skuteczność 
modeli uczenia głębokiego, a modele uczenia tradycyjnego mogą sobie w ta-
kiej sytuacji poradzić lepiej. Uzyskanie odpowiedzi na postawione pytanie 
pozwoli rekomendować podejście odpowiednie do zastosowań takich samych 
oraz podobnych, ze względu na właściwości danych i liczebność obserwacji. 
Zakres eksperymentów zaplanowano tak, aby uzyskane wyniki oraz ich ana-

liza pozwoliły odpowiedzieć na postawione pytania. Jednocześnie, należy mieć 
świadomość tego, że badania przeprowadzono z wykorzystaniem obrazów pło-
mienia oraz zmian skórnych. Dlatego, sformułowane wnioski można uogólnić 
do takich zastosowań, w których zbiory danych mają podobne właściwości oraz 
liczebność, co dane wykorzystane w badaniach. Autor wyraża nadzieję, iż in-
formacje zawarte w niniejszej monografii ułatwią potencjalnym czytelnikom 
podejmowanie decyzji istotnych z punktu widzenia praktyki modelowania pre-
dykcyjnego.  
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2. Diagnostyka techniczna i medyczna 

2.1. Diagnostyka techniczna 

2.1.1. Istota diagnostyki technicznej 
Słowo diagnostyka pochodzi z języka greckiego, w którym diagnostikos 

oznacza umiejący rozpoznawać, a diagnōsis to rozpoznanie, diagnoza, decyzja. 
Według słownika wyrazów obcych i zwrotów obcojęzycznych Władysława Ko-
palińskiego, diagnostyka to dziedzina, która zajmuje się rozpoznawaniem bada-
nego stanu rzeczy przez zaliczanie go do znanego typu lub gatunku, przez przy-
czynowe i całościowe wyjaśnienie tego stanu rzeczy, określenie jego fazy obec-
nej oraz przewidywanego dalszego rozwoju [1]. Początkowo, słowo to kojarzo-
no z medycyną, a konkretnie, z jej działem zajmującym się metodami rozpo-
znawania chorób na podstawie ich objawów. Jednak, w miarę rozwoju techniki, 
znaczenie słowa diagnostyka rozszerzono także na ten obszar działalności czło-
wieka. Powstało w ten sposób pojęcie diagnostyki technicznej, które według 
leksykonu Żółtowskiego i Ćwika, jest dziedziną wiedzy obejmującą całokształt 
zagadnień teoretycznych i praktycznych dotyczących identyfikacji i oceny prze-
szłych, aktualnych i przyszłych stanów obiektu technicznego, z uwzględnieniem 
jego otoczenia [2]. 

Przedmiotem diagnostyki technicznej mogą być maszyny lub procesy prze-
mysłowe. W związku z tym, wyróżniamy dwie dziedziny: 
1. Diagnostyka maszyn – zajmuje się oceną stanu urządzeń mechanicznych 

przez badania bezpośrednie ich własności i badania pośrednie procesów to-
warzyszących funkcjonowaniu tych urządzeń, tzw. procesów resztowych 
(mogą one mieć charakter mechaniczny, elektryczny, termiczny, itp.). Szcze-
gólną rolę odgrywają procesy wibroakustyczne (drgania i hałas) 
[3, 4, 5, 6, 7, 8]. 

2. Diagnostyka procesów przemysłowych – zajmuje się rozpoznawaniem 
zmian stanów tych procesów, których przyczynami są uszkodzenia i inne 
zdarzenia destrukcyjne (np. zużycie). Zadaniem jest wczesne wykrywanie 
i dokładne rozpoznawanie (rozróżnianie) powstających uszkodzeń 
[9, 10, 11, 12]. 
W ostatnich dziesięcioleciach nastąpił szybki rozwój technologiczny w wielu 

obszarach. Jego wynikiem jest stworzenie i eksploatacja systemów produkcyj-
nych, w których występują złożone procesy przemysłowe. Aby zapewnić ciągłą, 
bezawaryjną pracę systemów, dużą wagę przywiązuje się do rozwoju metod 
diagnostyki wspomnianych procesów. Głównym zadaniem diagnostyki proce-
sów przemysłowych jest odpowiednio wczesne rozpoznanie objawów stanów 
awaryjnych. Ma to szczególne znaczenie tam, gdzie takie stany wiążą się z za-
grożeniem bezpieczeństwa ludzi lub środowiska, czy też z dużymi stratami fi-
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nansowymi. Obecnie, diagnostyka procesów przemysłowych realizowana jest 
głównie w sposób automatyczny. Dzięki temu, czas wykrycia i lokalizacji awarii 
może być istotnie skrócony, w porównaniu z diagnostyką realizowaną przez 
człowieka. Wyeliminowane zostają także ewentualne błędy interpretacji wielu 
różnych sygnałów pojawiających się jednocześnie, które mogłyby być popełnio-
ne przez ludzi. Poza tym, można zwiększyć efektywność ekonomiczną danego 
procesu, ograniczyć skutki awarii, uzyskać efekty tolerowania niektórych 
uszkodzeń oraz zmniejszyć koszty remontów. 

2.1.2. Diagnostyka procesów przemysłowych 
Podczas procesu diagnostycznego ma miejsce obserwacja oddziaływań po-

między otoczeniem oraz badanym obiektem. Obserwacja jest realizowana za 
pośrednictwem sygnałów. Sygnałem jest przebieg dowolnej wielkości fizycznej 
będącej nośnikiem informacji. W celu jej pozyskania, wyznaczane są wartości 
wybranych cech sygnałów, zwanych zmiennymi procesowymi. Na podstawie 
tych zmiennych można wyznaczyć sygnały diagnostyczne – są to przebiegi 
dowolnych wielkości będących nośnikami informacji o stanie diagnozowanego 
obiektu (lub procesu). Pojęcie diagnozowanie oznacza proces wykrywania 
i rozróżniania uszkodzeń obiektu, w wyniku zbierania, przetwarzania, analizy 
i oceny sygnałów diagnostycznych.  

Ogólnie, w diagnostyce uszkodzeń można wyróżnić 3 fazy, są to: detekcja, 
lokalizacja oraz identyfikacja. Proces diagnostyczny jest najczęściej ograni-
czony do pierwszych dwóch faz. W fazie detekcji, przetwarzane są zmienne 
procesowe i w efekcie uszkodzenia są wykrywane. Następnie, w fazie lokaliza-
cji, określany jest rodzaj uszkodzeń oraz miejsce i czas ich wystąpienia. Identy-
fikacja, jeżeli występuje, polega na określeniu rozmiaru uszkodzenia oraz jego 
zmienności w czasie. Zamiast fazy lokalizacji, może wystąpić faza rozpoznawa-
nia stanu procesu lub klasy stanów (rys. 2.1). Pod pojęciem stan procesu, rozu-
miemy zbiór ocen odchyleń pomiędzy danym procesem, a procesem wzorco-
wym. Opracowano wiele metod realizacji procesu diagnostycznego. Najczęściej 
stosowane scharakteryzowano w dalszej części rozdziału. 

Wykorzystanie modelu matematycznego. Schemat takiego podejścia, 
obejmującego fazę detekcji i lokalizacji, przedstawiono na rys. 2.2. Podczas fazy 
detekcji, generowane są residua z wykorzystaniem, np. modeli neuronowych, 
analitycznych, czy rozmytych. Ocena wartości residuów, rozumianych jako róż-
nice między rzeczywistymi wartościami zmiennych procesowych, a wartościami 
estymowanymi przez model, odbywa się z wykorzystaniem klasyfikatora. Dzię-
ki temu, można wykryć nieprawidłowy stan obiektu lub procesu. 
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F - uszkodzenia

Proces

Detekcja

Identyfikacja

Lokalizacja
F - uszkodzenia

Z - stany obiektu
(procesu)

S - symptomy

U - wejścia Y - wyjścia

 

Rys. 2.1. Realizacja procesu diagnostycznego obejmująca fazę detekcji uszkodzeń oraz fazę  
lokalizacji lub rozpoznawania stanu procesu [10] 
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Rys. 2.2. Realizacja procesu diagnostycznego z wykorzystaniem modelu 

Proces diagnostyczny bez użycia modelu. Diagnozowanie z detekcją bez 
użycia modelu stosuje się wówczas, gdy model procesu nie jest wystarczająco 
dokładny lub jest zbyt złożony (rys. 2.3). Stosowane są wówczas metody kontro-
li ograniczeń lub kontroli związków występujących między zmiennymi proce-
sowymi. 
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F - uszkodzenia

F - uszkodzenia

U - wejścia Y - wyjścia

S - sygnały
diagnostyczne

Proces

Generacja sygnałów
diagnostycznych

Lokalizacja

Klasyfikator
U Y  S
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S  F

 

Rys. 2.3. Realizacja procesu diagnostycznego bez użycia modelu 

Połączenie detekcji i lokalizacji. Jest to metoda wykorzystująca ciągłe 
zmienne procesowe, na które składają się sygnały wejściowe i wyjściowe 
(rys. 2.4). Fazy detekcji i lokalizacji uszkodzeń są połączone, a klasyfikacja 
stanu obiektu lub procesu może być realizowana, np. z wykorzystaniem sieci 
neuronowych. 

F - uszkodzenia

Z – stany obiektu
(procesu)

U - wejścia Y - wyjścia
Proces

Klasyfikacja 
uszkodzeń
lub stanów

Relacja
U Y  Z

  

Rys. 2.4. Realizacja procesu diagnostycznego łączącego detekcję i lokalizację 

Rozpoznawanie wzorców. W tym podejściu, w fazie detekcji uszkodzeń re-
alizowana jest ekstrakcja symptomów, a w fazie lokalizacji uszkodzeń dokonuje 
się klasyfikacji uszkodzeń lub stanu obiektu (rys. 2.5). Ekstrakcja symptomów 
może się odbywać na podstawie, np. modeli obiektu, analizy widmowej wybra-
nych sygnałów, analizy statystycznej wybranych sygnałów, czy kontroli ograni-
czeń. 
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Rys. 2.5. Realizacja procesu diagnostycznego z wykorzystaniem rozpoznawania wzorców 

2.1.3. Diagnostyka procesu spalania 
Proces produkcji energii elektrycznej jest znakomitym przykładem procesów 

złożonych o wielkiej skali, w przypadku których ogromną rolę odgrywa diagno-
styka. W elektrowniach węglowych, pierwotnym źródłem energii jest węgiel, 
spalany najczęściej w palnikach pyłowych. Newralgicznym węzłem jest tam 
kocioł, w którym zachodzą procesy wpływające zarówno na ekonomikę wytwa-
rzania energii, jak i zanieczyszczenie środowiska naturalnego. Aby proces pro-
dukcji energii spełniał założone kryteria, a jednocześnie był bezpieczny w eks-
ploatacji, musi być osiągnięty kompromis pomiędzy różnymi (często przeciw-
stawnymi) wymaganiami [13]. 

Jakość realizacji procesu spalania jest obecnie oceniana subiektywnie przez 
operatorów, na podstawie obrazu płomienia widocznego w otworze inspekcyj-
nym. Stosowane są wprawdzie układy monitorowania, ale ich głównym prze-
znaczeniem jest wykrywanie stanów zaniku płomienia, grożących niekontrolo-
wanym wybuchem pyłu węglowego. Diagnostyka płomienia pyłowego jest za-
daniem trudnym, ponieważ prędkość mieszanki paliwowej na wylocie palnika 
jest tak duża, że spalanie zachodzi w płomieniu turbulentnym. Dotychczas, nie 
opracowano metod diagnostyki takiego płomienia, które pozwalałyby jedno-
znacznie i obiektywnie ocenić jakość procesu spalania. Dodatkowo, diagnostykę 
procesu spalania komplikuje coraz powszechniejsze stosowanie paliw alterna-
tywnych, np. biomasy jako dodatku do pyłu węglowego. Wynika to z faktu, iż 
paliwa tego rodzaju charakteryzują się dużą zmiennością składu, co znacząco 
modyfikuje proces spalania w urządzeniach przemysłowych. W efekcie, istnie-
jące metody diagnostyki muszą być dostosowane do innej mieszanki paliwowej. 

Nakreślona wyżej problematyka, jest nadal aktywnym obszarem badawczym. 
W dalszym ciągu, wyzwaniem jest opracowanie skutecznej metody diagnostyki 
płomienia turbulentnego, zwłaszcza podczas spalania mieszanki pyłu węglowe-
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go i biomasy. Należy też zauważyć, iż w rzeczywistości, jednocześnie może 
pracować nawet kilkadziesiąt palników (zależnie od mocy i konstrukcji kotła). 
Aby prawidłowo ocenić przebieg procesu spalania, każdy z tych palników powi-
nien być wyposażony w układ monitorowania i diagnostyki, co dodatkowo 
komplikuje całą procedurę diagnostyczną. Wdrożenie indywidualnego sterowa-
nia palnikami dałoby możliwość sterowania procesem spalania w sposób bliski 
optymalnemu [14, 15]. Ciągle istnieje wiele wyzwań w obszarze diagnostyki 
procesu spalania. Nowe metody powinny, z jednej strony, spełniać wymagania 
współczesnej energetyki w zakresie ekonomiki i ochrony środowiska, a z drugiej 
zabezpieczyć proces produkcji energii elektrycznej przed powstawaniem sytu-
acji awaryjnych. 

2.2. Diagnostyka medyczna 

2.2.1. Przedmiot i cel diagnostyki medycznej 
W przypadku diagnostyki medycznej, przedmiotem zainteresowania jest 

człowiek (pacjent). Podczas procedury diagnostycznej, muszą być brane pod 
uwagę takie rzeczy, jak jego grupa wiekowa, płeć, rasa, oraz stan zdrowia. Nie-
zdeterminowanie pod względem występowania cech natury osobniczej pacjenta 
sprawia, że podczas wnioskowania diagnostycznego muszą być stosowane me-
tody statystyczne.  

Diagnostyka medyczna ma na celu rozpoznanie stanu zdrowia pacjenta na 
podstawie wyników badania lekarskiego. Przebieg procesu diagnostycznego jest 
w istocie podobny do tego, który występuje w diagnostyce technicznej. Jego 
zasadnicze etapy to: 
o pomiar wartości sygnałów lub rejestracja obrazów diagnostycznych (stoso-

wane są różne metody diagnostyczne); 
o wnioskowanie diagnostyczne (interpretacja sygnałów lub obrazów); 
o opracowanie diagnozy. 

Rozwój technik komputerowych oraz metod sztucznej inteligencji sprawił, że 
coraz powszechniej stosowane są automatyczne systemy diagnostyczne, wspie-
rające lekarzy w diagnozie przypadków trudnych do rozpoznania. Ogólną bu-
dowę takiego systemu przedstawiono na rysunku 2.6. 

Pacjent

Akwizycja sygnałów lub 
obrazów diagnostycznych

Wstępne przetwarzanie 
sygnałów lub obrazów

Ekstrakcja istotnych 
cech diagnostycznych 

Diagnoza Model klasyfikacyjny Cechy diagnostyczne

 

Rys. 2.6. Ogólna budowa automatycznego systemu diagnostyki medycznej 
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2.2.2. Metody diagnostyki medycznej 
Metody pozyskiwania informacji do celów diagnostycznych są różnorakie. 

Ogólnie, można je podzielić na: 
o badania podmiotowe (wywiad chorobowy); 
o badania przedmiotowe (oglądanie, obmacywanie, opukiwanie i osłuchiwanie); 
o badania dodatkowe (laboratoryjne, czynnościowe, obrazowe). 

Wywiad chorobowy ma na celu pozyskanie wstępnych informacji o pacjen-
cie. Ich źródłem może być sam pacjent, jego opiekunowie, a także dotychczaso-
wa dokumentacja medyczna. Wyniki wywiadu pomagają opracować plan i za-
kres badań oraz ułatwiają opracowanie diagnozy. 

Badania laboratoryjne (diagnostyka analityczna) są podstawową i zarazem 
jedną z najstarszych metod diagnostycznych. Polegają one na pobraniu i ocenie, 
w warunkach laboratoryjnych, fragmentu tkanki (narząd wewnętrzny, wycinek 
skóry) lub płynów ustrojowych (krew, mocz). Na podstawie ich składu jako-
ściowego, ilościowego oraz chemicznego można uzyskać informacje o stanie 
i funkcjonowaniu poszczególnych układów wewnętrznych organizmu.  

Badania czynnościowe, jak wskazuje nazwa, polegają na ocenie czynności 
wybranych organów. Istnieje bardzo szeroka gama takich badań, należą do nich, 
m.in.: elektroencefalografia, elektrokardiografia, elektromiografia, elektroneuro-
grafia, termografia podczerwona i mikrofalowa, echokardiografia. Do grupy 
badań czynnościowych można także zaliczyć badania wydolnościowe oraz 
badania pod rzeczywistym obciążeniem. Celem pierwszych jest pomiar warto-
ści pewnych charakterystycznych parametrów (np. tętna, ciśnienia krwi, zużycia 
tlenu) podczas kontrolowanego obciążenia organizmu pacjenta. Wykorzystuje 
się w tym celu, np. rowery treningowe (cyklometry) i ruchome bieżnie. W przy-
padku badań pod rzeczywistym obciążeniem, rejestrowane są głównie podsta-
wowe parametry pracy serca oraz ciśnienia tętniczego podczas codziennej ak-
tywności pacjenta. Badania tego typu realizowane są metodą Holtera, polegającą 
na 24-godzinnej obserwacji organizmu pacjenta. 

Badania obrazowe mają na celu pokazanie budowy wybranych fragmentów 
organizmu. Metody (modalności) obrazowania można podzielić, w zależności 
od wykorzystywanych własności fizycznych tkanek, na następujące grupy: 
o metody wykorzystujące promieniowanie elektromagnetyczne w zakresie 

widzialnym i podczerwieni: 
 obrazowanie w promieniowaniu widzialnym (fotogrametria, koherentna 

tomografia optyczna, endoskopia, endoskopia kapsułkowa, funduskamera); 
 obrazowanie w promieniowaniu podczerwonym (termografia). 

o metody wykorzystujące własności mechaniczne: 
 ultrasonografia (USG). 

o obrazowanie w promieniowaniu jonizującym: 
 transmisyjne: 

 rentgenografia (RTG); 
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 tomografia komputerowa (CT); 
 emisyjne: 

 scyntygrafia; 
 tomografia emisyjna pojedynczego fotonu (SPECT); 
 pozytonowa tomografia emisyjna (PET); 

o obrazowanie magnetycznego rezonansu jądrowego (MRI). 
Część wymienionych wyżej metod obrazowych pozwala wykonywać także 

badania czynnościowe. Należą do nich: SPECT, PET, PET-CT oraz fMRI 
(funkcjonalny rezonans magnetyczny). Podstawą działania tych metod jest fizjo-
logiczny proces gromadzenia znacznika izotopowego w tkance badanego narzą-
du. Dzięki rejestracji promieniowania emitowanego przez znacznik, można oce-
nić wielkość i położenie narządu. Stany chorobowe zaburzają proces gromadze-
nia znacznika, w efekcie zmienia się obraz struktury narządu. Zatem, czynność 
pełniona przez narząd pozwala uzyskać obrazową informację diagnostyczną. 

Sygnały lub obrazy zarejestrowane przez metody diagnostyczne poddawane 
są procesowi wnioskowania, mającemu na celu opracowanie diagnozy. Do naj-
bardziej znanych technik wnioskowania diagnostycznego należą tabele i grafy 
diagnostyczne, systemy ekspertowe oraz systemy wykorzystujące modele ucze-
nia maszynowego. Tabele diagnostyczne zawierają zbiór objawów chorobo-
wych wraz z przypisanymi im możliwymi przyczynami. Gdy jednej chorobie 
towarzyszy wiele objawów, tabela staje się nieczytelna i trudna do interpretacji. 
Stosowane są wówczas grafy diagnostyczne, pokazujące związki między wie-
loma objawami choroby i możliwymi przyczynami. Systemy ekspertowe to 
programy komputerowe zawierające zarówno bazę wiedzy w danym obszarze 
medycyny, jak również bazę reguł wiążących ze sobą poszczególne fakty i zja-
wiska. Modele uczenia maszynowego budowane są z wykorzystaniem algoryt-
mów uczenia tradycyjnego i głębokiego. Dzięki dużemu potencjałowi, stają się 
one coraz bardziej popularne w medycznych systemach wspomagania decyzji. 
Przykładem są sztuczne sieci neuronowe, które są często stosowane jako moduły 
wnioskowania diagnostycznego w aparaturze medycznej. 

2.2.3. Diagnostyka dermatologiczna 
Pojawienie się dermatoskopii, jako narzędzia diagnostyki dermatologicznej, 

umożliwiło skuteczniejsze, niż dotychczas, wspomaganie lekarzy. Technika ta 
powiększa i rejestruje struktury występujące na skórze, eliminując jednocześnie 
odblaski światła występujące na jej powierzchni (rys. 2.7). Pomaga to 
w odróżnieniu, np. czerniaka od innych rodzajów raka oraz niezłośliwych zmian 
skórnych. Możliwość ta jest szczególnie pożyteczna wówczas, gdy diagnozowa-
na tkanka ma niewielkie rozmiary.  
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Rys. 2.7. Przykładowe stanowisko do badań dermatoskopowych2. Na ekranie monitora widoczny 
jest powiększony obraz zmiany skórnej. Z prawej strony – zdjęcie wideodermatoskopu 

Badania wykazały, że przy odpowiednim przeszkoleniu, dokładność diagno-
styczna oparta na dermatoskopii wynosi ok. 7585% [16, 17, 18]. Dermatolodzy 
wykonują także fotografię skóry całego ciała. Ma to na celu wczesne wykrycie 
ewentualnych zmian tkanki oraz uniknięcie biopsji w sytuacji, gdy nie jest ona 
potrzebna. W celu poprawy skalowalności badania dermatoskopowego, opraco-
wano różne algorytmy proceduralne, takie jak: metoda ABCDE [19], metoda 
Menziesa [20], analiza wzorców [17, 21], analiza tekstury [22] oraz 7-punktowa 
lista kontrolna [23]. Metody te dokonują porównania koloru, kształtu, symetrii 
oraz tekstury pomiędzy badaną tkanką, a skórą normalną [24]. Wielu lekarzy 
rezygnuje jednak z tych metod na rzecz osobistego doświadczenia [25]. 

Ze względu na duży potencjał, coraz popularniejsze stają się techniki automa-
tycznej oceny obrazów dermatoskopowych [26, 27, 28, 29]. Kluczowe etapy 
w tym obszarze to: akwizycja obrazu, przetwarzanie wstępne, segmentacja, eks-
trakcja cech oraz klasyfikacja. Przetwarzanie wstępne stosuje się, m.in., w celu 
usunięcia z obrazów szumów i różnych artefaktów, takich jak włosy, linijki 
i inne oznaczenia oraz pęcherzyki powietrza. Przykładem takich metod jest algo-
rytm usuwania owłosienia o nazwie DullRazor [30], metoda filtracji medianowej 
[31], czy algorytm wykorzystujący filtry kierunkowe [32]. Segmentacja polega 
na oddzieleniu zmienionej tkanki od otaczającej ją skóry, w celu przeprowadze-
nia analizy i skutecznej ekstrakcji cech. Na podstawie wyłonionych cech, moż-

                                                 
2 Źródło: https://www.fotofinder.de/technologie/hautkrebsdiagnostik/vexia/ 
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liwa jest ocena rodzaju zmiany skórnej. Obecnie, odbywa się to najczęściej 
z wykorzystaniem reguły ABCD lub 7-punktowej listy kontrolnej, która dokład-
nie charakteryzuje zmianę odpowiadającą czerniakowi. Bardziej popularna jest 
jednak reguła ABCD. Jest ona oparta na takich cechach, jak: asymetria, nieregu-
larność granic oraz zmienność koloru i średnicy zmiany skórnej. Często, wyod-
rębniane są także cechy kolorystyczne i teksturalne [33], dające większą dokład-
ność oceny tkanki. Statystyki składowych koloru obejmują średnią i odchylenie 
standardowe, wariancję, histogram oraz asymetrię. Z kolei, cechy tekstury oparte 
są głównie na macierzy gradientu obrazu oraz macierzy przejść tonalnych [22, 
34]. Do klasyfikacji stosowane są różne algorytmy, takie jak SVM [35, 36, 37], 
naiwny klasyfikator Bayes'a [22], metoda K-NN [38], regresja logistyczna [39] 
oraz drzewa decyzyjne. Przegląd wymienionych, tradycyjnych metod uczenia 
maszynowego można znaleźć, m.in., w pozycjach [22, 40, 41]. Niestety, ze 
względu na dużą wewnątrzklasową i małą międzyklasową wariancję cech czer-
niaka, sprawność diagnostyki opartej na ręcznej ekstrakcji cech jest nadal nieza-
dowalająca [42]. Dokładność, możliwa do uzyskania przy wykorzystaniu tego 
podejścia, jest przeważnie w zakresie ok. 8090% [43, 44, 45] i rzadko go prze-
kracza [46, 47, 48]. Ponadto, ocena i porównanie uzyskanych wyników jest czę-
sto problematyczne, ponieważ poszczególne grupy badawcze wykorzystują wła-
sne bazy danych obrazów. Wszystko to sprawia, że poszukiwanie skutecznych 
metod w diagnostyce dermatologicznej jest nadal obszarem aktywnych badań. 
Wydaje się, że dużą rolę mogą tutaj odegrać metody uczenia głębokiego wyko-
rzystujące sieci splotowe. 

2.3. Podsumowanie 

Podstawowa różnica, jaka występuje pomiędzy diagnostyką techniczną i me-
dyczną, to przedmiot zainteresowania. Przypomnijmy, w pierwszym przypadku 
jest nim maszyna lub proces przemysłowy, a w drugim żywy człowiek. Jest 
jednak wiele podobieństw pomiędzy diagnostyką techniczną i medyczną. W obu 
przypadkach, przedmiot diagnostyki generuje podczas swojego życia szereg 
mierzalnych sygnałów, które mogą być wykorzystane jako sygnały diagnostycz-
ne. Metody pomiarowe tych sygnałów wykorzystują te same zasady i prawa 
fizyczne. Taki sam jest również przebieg samego procesu diagnostycznego oraz 
metody wnioskowania prowadzące do opracowania diagnozy. Wydaje się zatem, 
że badania prowadzone we wspólnym obszarze zainteresowań, w którym miesz-
czą się, np. czujniki i przetworniki do celów diagnostycznych, metody pomiaro-
we, czy metody wnioskowania, mogą przyczynić się do jednoczesnego rozwoju 
zarówno diagnostyki technicznej, jak i medycznej. Na uwagę zasługuje praca 
J. Langmana i Z. Ślipka pt. Diagnostyka techniczna i diagnostyka medyczna – 
podobieństwa i zapożyczenia, w której autorzy dokonali interesującego porów-
nania obu rodzajów diagnostyki (tabela 2.1). 
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Tabela 2.1. Porównanie diagnostyki technicznej i medycznej [49] 

Kryterium Diagnostyka techniczna Diagnostyka medyczna 

Diagnozowany 
obiekt 

Maszyna lub proces –  
zdeterminowany, pozbawiony 

cech osobniczych 

Żywy człowiek –  
niezdeterminowany, ma cechy 

osobnicze 
Źródło  

informacji 
o obiekcie 

Użytkownicy, książka  
serwisowa, elektroniczny rejestr 

zdarzeń 

Pacjent, jego opiekunowie,  
dokumentacja medyczna 

Diagnostyka 
analityczna 

Analiza płynów i materiałów 
eksploatacyjnych 

Analiza płynów ustrojowych 

Diagnostyka 
obrazowa 

Badania materiałów 
konstrukcyjnych i spoin  

spawalniczych promieniami X, 
defektoskopia ultradźwiękowa 

Rentgenografia, ultrasonografia 

Endoskopia 
Obserwacja niedostępnych  

części i elementów urządzeń 

Obserwacja rzeczywistego  
obrazu niektórych narządów  

człowieka 

Metody  
elektryczne 

Diagnoskopy silnikowe (analiza 
zmian napięcia w przewodach 

zasilających świece zapłonowe) 

Elektrokardiografia,  
elektroencefalografia, itd. 

Badania  
wydolnościowe 

Hamownie silnikowe  
i podwoziowe dla pojazdów 

Rowery treningowe, ruchome 
bieżnie 

Pomiary pod 
rzeczywistym 
obciążeniem 

Rejestratory podstawowych 
parametrów lotu (czarne  

skrzynki) 

Rejestracja pracy serca  
i ciśnienia tętniczego metodą 

Holtera 

Tabele i grafy 
diagnostyczne 

Pomoc dla użytkownika  
urządzenia przy lokalizacji  
i usuwaniu prostych usterek 

Diagnoza na podstawie powiązań 
między objawami choroby  
i możliwymi przyczynami 

Systemy  
ekspertowe 

Moduły wnioskowania  
w dużych, zautomatyzowanych 

systemach diagnostycznych 

Systemy wspomagania decyzji 
medycznych 

Sztuczne sieci 
neuronowe 

Moduły wnioskowania 
w komputerach pokładowych 

urządzeń technicznych 

Rozpoznawanie, eliminacja  
zakłóceń i poprawa jakości 

obrazów medycznych 
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3. Podstawy uczenia maszynowego 

3.1. Pojęcie i rodzaje uczenia maszynowego 

Uczenie maszynowe to nauka interdyscyplinarna, której celem jest budowa 
systemu zdolnego do automatycznego doskonalenia się i nabywania nowej wie-
dzy na podstawie zgromadzonych danych. Istotę tego pojęcia oddają poniższe 
definicje, sformułowane przez dwóch amerykańskich pionierów w dziedzinie 
sztucznej inteligencji: 
1. Arthur Samuel (1959) – „Uczenie maszynowe to dziedzina nauki dająca 

komputerom możliwość uczenia się bez konieczności ich jawnego progra-
mowania”. 

2. Tom Mitchell (1997) – „Mówimy, że program komputerowy uczy się na 
podstawie doświadczenia E, w odniesieniu do jakiegoś zadania T i pewnej 
miary wydajności P, jeśli jego wydajność (mierzona przez P) wobec zadania 
T wzrasta wraz z nabywaniem doświadczenia E”. 

Istnieje wiele rodzajów uczenia maszynowego. Często, dokonuje się ich po-
działu ze względu na trzy niżej wymienione kryteria, które mogą być łączone 
w dowolny sposób [50]: 
o nadzór człowieka w procesie trenowania (uczenie nadzorowane, nienadzo-

rowane, uczenie przez wzmacnianie)3; 
o możliwość uczenia się w czasie rzeczywistym (uczenie wsadowe i przyro-

stowe); 
o sposób pracy (uczenie z przykładów i uczenie z modelu). 

W uczeniu nadzorowanym (z nauczycielem), dane uczące zawierają także 
rozwiązania danego problemu (etykiety). Zadanie, w którym zmienna progno-
zowana jest zmienną kategoryczną to klasyfikacja (binarna lub wieloklasowa). 
Z kolei, jeżeli zmienna prognozowana ma wartość liczbową, mówimy o regresji 
(liniowej lub wielomianowej). Dane uczące mogą być także nieoznakowane. 
Taki rodzaj uczenia, nazywamy nienadzorowanym (bez nauczyciela). Popularne 
zadania tego rodzaju to: analiza skupień, redukcja wymiarowości i wykrywanie 
anomalii. Możemy mieć także do czynienia z uczeniem przez wzmacnianie. 
Wówczas, system obserwuje środowisko, dobiera i wykonuje czynności, a także 
otrzymuje nagrody lub kary. W kolejnym etapie, system musi nauczyć się naj-
lepszej strategii, tzn. rodzaju działania w danej sytuacji tak, aby nagrody były 
jak największe. Ten rodzaj uczenia stosowany jest, m.in., w wielu modelach 
robotów do nauki chodzenia. 

Uczenie wsadowe realizowane jest w taki sposób, że system najpierw jest 
uczony, a następnie wdrożony do określonego zastosowania. Od tego momentu, 

                                                 
3 Niekiedy, wyróżnia się także uczenie półnadzorowane. Występuje ono wówczas, gdy dane  

uczące są częściowo oznakowane. 
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system nie jest już więcej trenowany i opiera się wyłącznie na dotychczas zdo-
bytych informacjach. Takie podejście nazywane również uczeniem offline. Inna 
sytuacja ma miejsce wówczas, gdy system jest uczony na bieżąco, poprzez cy-
kliczne dostarczanie mu nowych danych. Mówimy wówczas o uczeniu przyro-
stowym. Dane mogą być przekazywane pojedynczo lub w postaci małych pakie-
tów. Dzięki temu, kolejne kroki uczenia nie są kosztowne obliczeniowo i system 
jest w stanie uczyć się na bieżąco (online), na podstawie nowych danych. 

Ostatnie kryterium podziału dotyczy uogólniania. Podczas uczenia z przykła-
dów, można powiedzieć, iż system uczy się ich „na pamięć”. Następnie, wyko-
rzystując wybraną miarę podobieństwa, zdobyta wiedza jest porównywana 
z nowymi przypadkami. Inny sposób uogólniania wyników stosowany jest pod-
czas uczenia z modelu. W tym podejściu, na podstawie danych uczących two-
rzony jest model, który w dalszej kolejności wykorzystywany jest do predykcji. 

Na rys. 3.1 przedstawiono ogólny schemat systemu uczenia nadzorowanego, 
przeznaczonego do klasyfikacji tesktur obrazów. Danymi wejściowymi są obra-
zy cyfrowe, pozyskane jedną z wielu metod akwizycji, które zostały oznaczone 
etykietami klasy przez tzw. specjalistę dziedzinowego (np. lekarza o odpowied-
niej specjalności). Wstępne przetwarzanie obrazów ma na celu uzyskanie obsza-
rów zainteresowania (ang. Region of Interest, ROI). Oprócz samego wyznacze-
nia ROI, na etapie tym mogą być także wykonywane inne operacje, np. konwer-
sja z trybu RGB do skali szarości, wyrównanie kontrastu, czy eliminacja szu-
mów i artefaktów. Odpowiednio przygotowane obrazy są następnie poddawane 
analizie, prowadzącej do estymacji parametrów tekstury. Wyłoniony zbiór cech 
(najczęściej bardzo obszerny) zostaje wykorzystany do budowy modelu uczenia 
maszynowego, służącego do klasyfikacji obrazów. 

Model 
klasyfikacyjny

Modelowanie
predykcyjne

Estymacja
parametrów tekstury

Wstępne
przetwarzanie obrazów

Akwizycja 
obrazów

Podejścia statystyczne
i transformacyjne
Modele matematyczne

Obrazy 
cyfrowe

Obszary
zainteresowania

Deskryptory cech

Wstępne przetwarzanie  
danych
Uczenie modelu
Ewaluacja modelu
Prognozowanie

Konwersja do skali szarości
Wyznaczenie ROI
Normalizacja histogramu
Usunięcie szumu

Etykietowanie 
obserwacji

 

Rys. 3.1. Schemat systemu uczenia nadzorowanego, przeznaczonego do klasyfikacji tekstur  
obrazów 
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3.2. Akwizycja obrazów 

Akwizycja obrazów polega na wprowadzaniu informacji graficznych do 
komputera, z wykorzystaniem takich urządzeń, jak cyfrowe aparaty fotograficz-
ne, kamery cyfrowe, skanery, czy inne urządzenia wytwarzające obraz w postaci 
cyfrowej. W systemie uczenia maszynowego, obiektem wyjściowym etapu 
akwizycji obrazów jest obraz cyfrowy (rys. 3.2). Po załadowaniu takiego obrazu 
do pamięci komputera, jest on reprezentowany w postaci tablic wypełnionych 
liczbami całkowitymi lub rzeczywistymi (zależnie od typu zmiennej tablicowej). 
Obrazom kolorowym odpowiadają 3 tablice, w których zapisane są intensywno-
ści składowych koloru poszczególnych pikseli. Obrazy monochromatyczne re-
prezentowane są przez jedną tablicę, zawierającą natężenie (luminancję) pikseli. 
Na rysunku 3.2 przedstawiono przykładowy obraz kolorowy oraz jego reprezen-
tację w pamięci, przy wykorzystaniu tablic NumPy4 w języku Python. 

Tablice NumPy 50x50 typu uint8

Obraz 
50x50

Kadr 10x10

Fragmenty tablic 10x10

B

G

R

B
G

R

 

Rys. 3.2. Obraz kolorowy o rozmiarze 5050 pikseli i jego reprezentacja w pamięci 

                                                 
4 W bibliotece OpenCV, kolejność indeksowania tablic kolorów to BGR, a nie RGB. 
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Podczas akwizycji obrazów, muszą być określone warunki tego procesu oraz 
parametry wykorzystywanych urządzeń. Do najważniejszych należą [51]: 
o oświetlenie (jasność, barwa, skupione, rozproszone, kąt padania, liczba źródeł); 
o lokalizacja obszarów zainteresowania oraz wymiary kadru obrazu, zależne od 

zastosowanego powiększenia; 
o dostrojenie układu optycznego, szczególnie ostrości; 
o czas ekspozycji i związana z nim czułość przetwornika obrazu (jest to szcze-

gólnie ważne w przypadku obiektów ruchomych); 
o rozdzielczość chromatyczna (liczba rozróżnianych kolorów lub odcieni szarości); 
o rozdzielczość przestrzenna (liczba pikseli na jednostkę długości). 

Przeważnie, proces akwizycji jest narażony na różne zakłócenia. Ich główne 
przyczyny to: szumy przetwornika obrazu oraz układów elektronicznych, wady 
oświetlenia (odblaski, nierównomierność, natężenie), aberracje chromatyczne 
i geometryczne układu optycznego, różne artefakty (np. oznaczenia naniesione 
na obiekt przez człowieka, zabrudzenia układu optycznego). Większość zakłó-
ceń można wyeliminować poprzez cyfrowe przetwarzanie obrazów. Jednak, 
niektóre błędy akwizycji, np. zbyt duży kontrast lub oświetlenie, mogą być 
przyczyną bezpowrotnej utraty części informacji. W związku z tym, podczas 
akwizycji obrazów, należy utrzymywać stałe wartości parametrów tego procesu 
tak, aby zapewnić porównywalność cech uzyskanych obrazów. 

3.3. Wstępne przetwarzanie obrazów 

Poprzez przetwarzanie obrazów, rozumiemy wszystkie operacje, które są na 
nich wykonywane, jeżeli ich efektem są także obrazy lub ich fragmenty. Przy-
kładowe czynności wykonywane w ramach tego procesu to: usuwanie szumów 
i artefaktów, poprawa jakości obrazów (np. normalizacja zakresu jasności), 
konwersja trybu koloru (np. z RGB do skali szarości), uwydatnienie określonych 
cech, wyznaczenie obszaru zainteresowania.  

Celem przetwarzania jest przygotowanie obrazów do analizy, prowadzącej do 
wyłonienia deskryptorów cech (estymacja cech). Analiza może dotyczyć róż-
nych aspektów obrazów, np. ich tekstury, geometrii wyłonionych obiektów, czy 
cech kolorymetrycznych. W związku z tym, w zależności od postawionego celu, 
dobierany jest odpowiedni zakres operacji. Szczegółowo, operacje przetwarzania 
obrazów zostaną opisane w dalszych rozdziałach, w których przedstawiono wy-
niki badań dotyczących obrazów płomienia oraz obrazów zmian skórnych. Po-
mimo faktu, iż w obu przypadkach analizowano teksturę obrazów, to specyfika 
każdego z kierunków badań uzasadniała zastosowanie nieco innego podejścia 
w procesie przetwarzania wstępnego.  

Należy w tym miejscu zwrócić uwagę na bardzo ważną kwestię. Otóż, prze-
twarzanie obrazu, zmieniając go – może także zmienić wyniki analizy. 
W związku z tym, określone operacje należy stosować tylko wówczas, gdy są 
niezbędne. Często jest tak, iż proces akwizycji został wykonany prawidłowo, 
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a obrazy uzyskane w jego efekcie są dobrej jakości. Wówczas, nie są potrzebne 
dodatkowe operacje. Szczególną ostrożność należy także zachować w badaniach 
z wykorzystaniem obrazów medycznych. Może być tak, że jasność różnych 
obszarów obrazu zawiera ważną wskazówkę diagnostyczną (np. obszary o róż-
nej echogeniczności na zdjęciu USG). Normalizacja histogramu obrazu, wyko-
nana w takiej sytuacji, może doprowadzić do zmiany obrazu i utraty informacji. 
Są jednak sytuacje, gdy przeprowadzenie pewnych operacji jest niezbędne, np. 
z uwagi na zbyt słabą jakość obrazów. Wówczas, w celu uniknięcia zafałszowa-
nia wyników, należy zwrócić uwagę na to, aby stosować identyczne parametry 
wykonywanych operacji dla wszystkich obrazów. 

3.4. Estymacja parametrów tekstury 

Generalnie, analiza tekstur ma na celu znalezienie zbioru parametrów, zwa-
nych także cechami teksturalnymi, z których każdy jest liczbową miarą (de-
skryptorem) określonej właściwości tekstury. Opisywanymi właściwościami 
mogą być: szorstkość (tekstura może być gładka lub ziarnista), kierunek i regu-
larność ułożenia wzoru, jednorodność, lokalny kontrast oraz średni poziom ja-
sności pikseli danego obszaru obrazu [51, 52, 53]. Analiza tekstur obrazów bio-
medycznych jest często stosowana do rozpoznawania różnych chorób. Jako wy-
brane przykłady, można wymienić diagnostykę choroby Hashimoto [54, 55, 56, 
57, 58, 59], osteoporozy [60, 61], sarkoidozy [62], czy szpiczaka [63]. 

Istnieją cztery główne podejścia do ekstrakcji cech teksturalnych, które w po-
łączeniu z odpowiednimi algorytmami klasyfikacji, znalazły szerokie zastoso-
wanie, zarówno w diagnostyce technicznej, jak i medycznej. Są to podejścia: 
1. Statystyczne – wykorzystywany jest histogram poziomów szarości, macierz 

zdarzeń (histogram drugiego rzędu), statystyki wyższego rzędu, macierz RL 
(ang. Run-Length), macierz gradientu [64, 65, 66]. 

2. Modele matematyczne – stosowane są losowe pola Markowa [67], modele 
autoregresji oraz modele fraktalne [68]. 

3. Transformacyjne – korzysta się z transformaty Fouriera, filtrów Gabora [69], 
transformaty falkowej [70]. 

4. Strukturalne – poszukiwany jest podstawowy, powtarzający się element tek-
stury (tzw. teksel) i określane są reguły rozmieszczenia tego elementu. Sto-
sowane są do tego celu operacje morfologii matematycznej [71]. 
Dostępnych jest wiele narzędzi do estymacji parametrów tekstury. Jednym 

z godnych polecenia jest, zdaniem autora – program MaZda. Został on opraco-
wany w Instytucie Elektroniki Politechniki Łódzkiej (autorem jest Piotr 
M. Szczypiński). Program ten jest bezpłatnie udostępniony w Internecie do ce-
lów naukowych [72]. Możliwości programu MaZda są bardzo szerokie. Między 
innymi, pozwala on analizować szare obrazy teksturowe i wyznaczać wartości 
liczbowe dla obszernego zbioru, ponad dwustu dziewięćdziesięciu cech. Ich 
dokładny opis można znaleźć w pozycjach [65, 66, 73, 74], a także 
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w dokumentacji programu MaZda. Zaletą programu jest fakt, iż oprócz podej-
ścia statystycznego do analizy obrazu, stosuje także model matematyczny (mo-
del autoregresji) oraz podejście transformacyjne (transformata falkowa). Pro-
gram MaZda wykorzystano do estymacji parametrów obrazów teksturowych 
wykorzystanych w badaniach zaprezentowanych w niniejszej monografii. 

Zbiór cech analizowanych obrazów otrzymano na podstawie: 
1. Wektora histogramu obrazu (9 cech): średnia, wariancja, skośność, kurtoza, 

percentyle 1%, 10%, 50%, 90% i 99%. 
2. Macierzy gradientu obrazu (5 cech): średnia, wariancja, skośność, kurtoza, 

odsetek pikseli z niezerowym gradientem. 
3. Macierzy rozkładu długości pasm (5 cech  4 kierunki): nierównomierność 

pasm, nierównomierność szarości, uwydatnienie krótkich pasm, uwydatnie-
nie długich pasm, część obrazu w pasmach. 

4. Macierzy przejść tonalnych (11 cech  4 kierunki  5 odległości): drugi mo-
ment kątowy, kontrast, korelacja, suma kwadratów, odwrotny moment różni-
cowy, sumaryczna średnia, sumaryczna wariancja, sumaryczna entropia, en-
tropia, wariancja różnicowa, entropia różnicowa. 

5. Modelu autoregresji (5 cech): parametry 1, 2, 3, 4, odchylenie standar-
dowe. 

6. Dyskretnej transformaty falkowej (24 cechy): energia współczynników fal-
kowych (falki Haara) dla czterech podpasm (LL, LH, HL, HH) i sześciu skal. 

3.4.1. Deskryptory jasności pikseli 
Histogram obrazu szarego określa udział ilościowy w obrazie pikseli 

o poszczególnych odcieniach. Można go wyrazić matematycznie jako wektor 
H o Lh składowych odpowiadających poszczególnym jednakowym przedziałom 
o długości dG, na jakie podzielono nominalny zakres poziomów szarości. Każda 
składowa Hj reprezentuje liczbę pikseli obrazu posiadających odcień zawarty 
w odpowiadającym tej składowej przedziale: 

 ][ jHH  , (3.1) 

gdzie: ,,,2,1 Lhj   

  ,1
1 1

,
 


Lw

w

Lk

k
kwj dGjxdGjLH  

Lw, Lk – liczba wierszy oraz liczba kolumn macierzy obrazu, 
dG = GR / Lh – długość przedziału, 
GR – wektor nominalnych poziomów szarości, 
L(wyrażenie) – funkcja wyznaczająca wartość logiczną wyrażenia  

(1 – prawda, 0 – fałsz).  
Histogram znormalizowany to wektor Hn, którego składowe Hnj otrzymuje 

się przez podzielenie składowych Hj przez liczbę wszystkich pikseli obrazu Lx: 
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Lx

H
Hn j

j  . (3.2) 

Dzięki temu, histogram przyjmuje postać rozkładu prawdopodobieństwa wystę-
powania w obrazie poszczególnych odcieni.  

Parametry statystyczne histogramu można traktować jako deskryptory cech 
obrazu, są to: 

średnia 



Lh

j
jH HndGj

1

 , (3.3) 

wariancja    



Lh

j
jHH HndGj

1

22  , (3.4) 

skośność  


 
Lh

j
jHHH HndGj

1

333  , (3.5) 

kurtoza  


 
Lh

j
jHHH HndGj

1

444 3 . (3.6) 

Przy jednorodnym tle obrazu, skośność histogramu (H
3) może służyć do detek-

cji przyrostu liczby zmian powierzchni, które mogą być charakterystyczne dla 
określonej klasy obrazów. Na rysunku 3.3 przedstawiono histogramy znormali-
zowane wraz z obliczoną skośnością dla przykładowych obrazów płomienia. 

 

Rys. 3.3. Histogramy znormalizowane wraz z obliczoną skośnością dla przykładowych obrazów 
płomienia (4040 pikseli) 
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Histogram skumulowany Hns to dystrybuanta rozkładu odcieni szarości. 
Można go określić następująco: 

 ][ jHnsHns  , (3.7) 

gdzie: Lhj ,,2,1  , 





j

i
ij HnHns

1

. 

Krzywe percentylowe to histogramy skumulowane przedstawione 
w odpowiednim układzie współrzędnych. Jeśli ze zbioru wszystkich pikseli ob-
razu utworzymy wektor i uporządkujemy te piksele według rosnącej jasności, to 
n-ty percentyl obrazu jest jasnością piksela znajdującego się na takiej pozycji, że 
jej odległość od początku wektora, wyrażona w procentach długości całego wek-
tora, wynosi n%. Na rysunku 3.4 przedstawiono histogramy skumulowane 
i krzywe percentylowe dla przykładowych obrazów zmian skórnych. Na dolnych 
wykresach widać zależność jasności od położenia pikseli w uporządkowanych 
ciągach. Skalując oś odciętych w procentach całkowitej liczby pikseli, otrzymu-
jemy krzywe percentylowe, których rzędne są percentylami obrazu. 

 

Rys. 3.4. Histogramy skumulowane i krzywe percentylowe dla przykładowych obrazów zmian 
skórnych (100100 pikseli) 
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3.4.2. Deskryptory wyznaczane z otoczeń pikseli 
Macierz gradientu obrazu charakteryzuje różnice odcieni par pikseli sąsia-

dujących z badanym pikselem lub położonych od niego w odległości d (prze-
ważnie 1d  lub 2d ): 

    2,,
2

,,, dkwdkwkdwkdwkw xxxxG   . (3.8) 

Dla macierzy gradientu, podobnie jak w przypadku innych charakterystyk, moż-
na obliczać różne parametry statystyczne: 

średni gradient 
kw

kwG G
m ,

,

1 , (3.9) 

wariancja gradientu     
kw

GkwG G
m ,

2
,

2 1  , (3.10) 

skośność gradientu 
 

  



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G
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m ,

3
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3 1 


 , (3.11) 

kurtoza gradientu 
 

  



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G G
m ,

4
,4

4 3
1 


 , (3.12) 

gdzie: m – liczba elementów macierzy G. 
Na rysunku 3.5 przedstawiono wizualizację macierzy gradientu dla przykłado-
wych obrazów zmian skórnych. 

 

Rys. 3.5. Wizualizacje macierzy gradientu dla przykładowych obrazów zmian skórnych 
(100100 pikseli) 
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Model autoregresji zakłada, że jasność danego piksela jest uzależniona od 
jasności pikseli z jego otoczenia (rys. 3.6). Dla otoczenia obejmującego tylko 
najbliższe piksele wyraża to zależność:  

 Erxxxxx kwkwkwkwkw   1,14,131,121,1, , (3.13) 

gdzie: Er – odchyłka będąca zmienną losową o rozkładzie normalnym, z war-
tością średnią równą zero i odchyleniem standardowym .  
W przypadku prostego sąsiedztwa pikseli, składającego się z czterech sąsiadów 
(rys. 3.6), istnieje pięć nieznanych parametrów modelu traktowanych jako cechy 
obrazu. Są to: odchylenie standardowe  oraz wektor parametrów  = [1, 2, 
3, 4] wyznaczanych tak, aby zminimalizować odchyłkę Er [75]. Powierzchnia 
z niebieskim tłem na rysunku 3.6 wskazuje obszar, na którym może się znajdo-
wać sąsiedztwo piksela o współrzędnych (w, k).  

1

(w, k)

2 3 4

w

k

 

Rys. 3.6. Sąsiedztwo lokalne piksela znajdującego się w położeniu określonym przez numer  
wiersza w oraz numer kolumny k 

3.4.3. Deskryptory zbiorów par pikseli 
Macierz przejść tonalnych C, zwana też macierzą sąsiedztwa [76], macierzą 

zdarzeń [75, 77], macierzą współwystąpień [66, 78] lub histogramem drugiego 
rzędu wyraża relacje między odcieniami określonych par pikseli. Macierz C jest 
macierzą kwadratową o rozmiarach LgLg wyznaczaną dla określonego kierun-
ku  oraz odległości między parami pikseli. Element Ca,b powstaje przez zlicza-
nie wszystkich takich par pikseli, które posiadają odpowiednio odcienie a i b. 
Kierunkami , dla których może być wyznaczana macierz C są: 0, 45, 90 
i 135. Odpowiada to wektorom skanowania macierzy [dw, dk]: [0, d],  
[d, d], [d, 0], [d, -d], gdzie: d – odległość, dw – przyrost numeru wiersza,  
dk – przyrost numeru kolumny. W programie MaZda, kierunki są oznaczane 
zgodnie z zasadą, że początek układu współrzędnych x, y znajduje się w lewym 
dolnym rogu obrazu. Macierze C są wyznaczane dla odległości: d = (1, 2, ..., 5). 



 
 

37 

Jeśli kierunek i odległość zdefiniujemy przy pomocy wektora przyrostu  
[dw, dk], to element znormalizowanej macierzy C(dw, dk) odpowiadający odcie-
niom a i b można określić wzorami: 

     
w k

dkkdwwkwba xxbapt
m

dkdwC ,,, ,,,
1

, , (3.14) 

gdzie: a = 0, 1, 2,..., Lg, b = 0, 1, 2,..., Lg, 
 m – liczba wszystkich badanych par pikseli, 
 pt – funkcja wyznaczająca wartość logiczną według poniższej zależności 

      


 

 
 przypadkuprzeciwnymw

bxaxgdy
xxbapt dkkdwwkw

dkkdwwkw 0

1
,,, ,,

,, . 

Macierz przejść tonalnych może być znormalizowana przez podzielenie wartości 
jej elementów przez liczbę wszystkich badanych par pikseli m. Nadaje to macie-
rzy C znaczenie rozkładu prawdopodobieństwa. 

Ideę budowy macierzy przejść tonalnych pokazuje rysunek 3.7 na przykła-
dzie prostego obrazu (rys. 3.7a) o trzech odcieniach szarości 0, 1, 2 i wymiarach 
55 pikseli. Analizowane są sąsiadujące piksele (d = 1) w kierunku poziomym 
(0). Macierz (rys. 3.7b) pokazuje liczbę przejść z odcieni 0, 1, 2 opisanych 
z lewej strony macierzy do odcieni opisanych nad macierzą.  
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Rys. 3.7. Przykład macierzy przejść tonalnych: a) wartości pikseli obrazu; b) macierz (a) dla 
dw=0, dk=1; c) macierz (b) po normalizacji; d) transponowana macierz (b); e) suma  
macierzy (b) i (d); f) macierz (e) po normalizacji 

Jak widać, jest to macierz asymetryczna. Aby jednakowo traktować kierunki 
skanowania i kierunki do nich przeciwne, dokonuje się symetryzacji macierzy 
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(rys. 3.7e) przez sumowanie macierzy pierwotnej (rys. 3.7b) i jej transpozycji 
(rys. 3.7d). Macierze z rysunków 3.7b,e znormalizowane przez podzielenie war-
tości wszystkich elementów przez liczbę wszystkich skanowanych par widać na 
rysunkach 3.7c,f (suma elementów macierzy znormalizowanych wynosi jeden). 
Na rysunku 3.8 przedstawiono wizualizacje macierzy C dla przykładowych ob-
razów płomienia. Jak widać, największe elementy tych macierzy skupiają się 
w pobliżu przekątnej głównej, a wykres wartości z tej przekątnej ma kształt po-
dobny do histogramu. 

 

Rys. 3.8. Wizualizacje macierzy przejść tonalnych dla przykładowych obrazów płomienia 
(4040 pikseli) 

Z macierzy C wyznaczane są deskryptory zwane parametrami lub deskrypto-
rami Haralick’a zaproponowane przez niego po raz pierwszy w pracy [66]. De-
skryptory Haralick’a wyznaczane z symetrycznej znormalizowanej macierzy 
przejść tonalnych przestawiono poniżej: 
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gdzie (dla macierzy symetrycznej):   

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średnia z sumy wierszy lub kolumn   
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bayx CbCa ,, , 

odchylenie standardowe sum wierszy lub kolumn 

   
a b

bayx Ca ,
2 . 

3.4.4. Deskryptory pasm pikseli o jednakowym odcieniu 
Macierz rozkładu długości pasm jest charakterystyką zawierającą informa-

cje o częstości występowania pasm o poszczególnych odcieniach oraz długo-
ściach (mierzonych liczbą pikseli). W literaturze jest ona określana akronimem 
RLM (ang. Run Length Matrix) lub macierzą R. Macierz ta jest wyznaczana dla 
określonego kierunku skanowania , a każdy jej element Rg,j zawiera informację 
ile razy wystąpiło pasmo pikseli o odcieniu g oraz długości j. Osobne macierze 
mogą być wyznaczane dla kierunków: 0 i 90, a także 45 i 135. Macierz R ma 
wymiary LrLg  , gdzie Lr to maksymalna długość pasma (w pikselach),  
a Lg – liczba odcieni szarości.  
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Na podstawie macierzy R wyznaczane są następujące deskryptory [75]: 
odwrotny moment uwydatnienia krótkich pasm 

 c
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przy czym współczynnik c jest zdefiniowany następująco: 
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3.4.5. Deskryptory oparte na transformacie falkowej 
Dyskretna transformata falkowa (ang. Discrete Wavelet Transform, DWT) 

jest transformacją liniową, operującą na wektorze danych o długości stanowiącej 
całkowitą potęgę dwójki i przekształcającą go w innym wektor numeryczny o tej 
samej długości [79, 80]. Jest to narzędzie, które dzieli dane na składowe o róż-
nych częstotliwościach, a następnie analizuje każdą składową z rozdzielczością 
dopasowaną do jej skali. DWT jest obliczana za pomocą algorytmu Mallata 
powszechnie znanego w środowiskach zajmujących się przetwarzaniem sygna-
łów jako dwukanałowy koder podpasmowy (rys. 3.9). 
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Rys. 3.9. Implementacja algorytmu Mallata 
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Literami H oraz L oznaczono filtry, odpowiednio górno i dolnoprzepustowe. 
Bloki znajdujące się po każdym filtrze oznaczają z kolei dwukrotne zmniejsze-
nie częstotliwości próbkowania. Sygnały wyjściowe filtrów przedstawionych na 
rysunku 3.9 opisane są następującymi równaniami: 

      



 

n
jj napnlpa 21 , (3.31) 

      



 

n
jj napnhpd 21 . (3.32) 

Elementy aj są wykorzystywane do następnego kroku (skali) transformacji, na-
tomiast elementy dj (współczynniki falkowe) oznaczają jej wynik. Z kolei, l[n] 
oraz h[n] oznaczają współczynniki filtrów, odpowiednio dolno i górnoprzepu-
stowych. Można założyć, że w skali j + 1 występuje tylko połowa elementów 
a oraz d, w porównaniu ze skalą j. Sprawia to, że DWT może być wykonywana 
do momentu aż w analizowanym sygnale pozostaną tylko dwa elementy aj. Ele-
menty te zwane są współczynnikami skalowania funkcji. W przypadku obrazów, 
algorytm DWT jest realizowany w sposób podobny do przedstawionego na ry-
sunku 3.10. Najpierw wykonywana jest DWT dla wszystkich wierszy obrazu, 
a następnie dla wszystkich jego kolumn. 
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Rys. 3.10. Dekompozycja falkowa obrazów 

Podczas badań wykorzystanych w niniejszej monografii, jako falkowe cechy 
obrazu wykorzystano wektor zwierający energie współczynników falkowych 
obliczone w podpasmach dla kolejnych sześciu skal. W celu obliczenia cech 
falkowych, w pierwszym kroku wyznaczana jest falka Haara dla całego obrazu. 
Efektem tej transformacji są 4 obrazy podpasmowe w każdej skali (rys. 3.11). 
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Rys. 3.11. Obrazy podpasmowe 

Obraz podpasmowy aLL jest wykorzystywany do obliczenia DWT w następnej 
skali. W następnym kroku, wyznaczane są energie współczynników aLL, dLH, dHL 
oraz dHH dla każdej rozważanej skali w zaznaczonych ROI: 

 

 
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,

, , (3.33) 

gdzie n jest liczbą pikseli w ROI, zarówno w danej skali, jak i w podpaśmie.  
Wymiary ROI są zmniejszane w kolejnych skalach, aby odpowiadały rozmiarom 
obrazów podpasmowych (rys. 3.12). Energia dla danej skali jest obliczana tylko 
wówczas, gdy ROI w tej skali zawiera co najmniej cztery punkty. Wynikiem 
działania powyższej procedury jest wektor cech zawierający energie współczyn-
ników falkowych, obliczone w podpasmach dla kolejnych skal. 

 

Rys. 3.12. Przykład obrazu zmiany skórnej zmniejszanego w kolejnych skalach 
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3.5. Modelowanie predykcyjne 

Celem modelowania predykcyjnego jest budowa modelu służącego do wy-
konywania prognozy pojedynczej zmiennej wyjściowej na podstawie znanych 
wartości zmiennych wejściowych. Biorąc pod uwagę typ zmiennej prognozowa-
nej, wyróżniamy zadanie klasyfikacji lub regresji. W modelowaniu predykcyj-
nym stosowane są dwa podejścia. W pierwszym, różne metody eksploracji da-
nych wykorzystywane są osobno, niezależnie od siebie. Drugim jest podejście 
hybrydowe, polegające na połączeniu kilku metod o różnych sposobach działa-
nia, co często daje efekt synergii [81, 82, 83]. Interesujący przykład zastosowa-
nia podejścia hybrydowego do predykcji smaku wina można znaleźć w [84]. 

W badaniach, na których oparto niniejszą monografię, do rozwiązania zada-
nia klasyfikacji zastosowano pierwsze podejście do modelowania predykcyjne-
go. Na rysunku 3.13 przedstawiono zasadnicze elementy systemu uczenia ma-
szynowego oraz typowy przebieg procesów. Podczas budowy modelu, można 
wyróżnić cztery zasadnicze etapy: wstępne przetwarzanie danych, uczenie mo-
delu, ewaluacja modelu, prognozowanie. W kolejnych rozdziałach podane zo-
staną najważniejsze informacje o każdej z tych faz. 

PrognozowanieEwaluacja modeluUczenie modeluWstępne przetwarzanie danych

Wybór liczby cech
Wybór modelu 
(optymalizacja 
hiperparametrów)

Podział na zbiór uczący i testowy
Skalowanie cech
Oczyszczanie danych
Redukcja wymiaru danych

Algorytm
uczenia

Etykiety

Ostateczny
model

Nowe dane

Etykiety

Etykiety

Surowe
dane

Zbiór danych
testowych

Zbiór danych
uczących

Metryki wydajności Optymalny podzbiór 
cech

 

Rys. 3.13. Typowy przebieg procesów podczas modelowania predykcyjnego [85] 

3.5.1. Wstępne przetwarzanie danych 
Pierwszym i zarazem jednym z najważniejszych etapów uczenia maszyno-

wego jest wstępne przetwarzanie danych. Wynika to z faktu, iż dane surowe 
(nieprzetworzone) bardzo rzadko mają postać pozwalającą na uzyskanie opty-
malnej skuteczności algorytmów uczących. W dalszej części scharakteryzowano 
najczęstsze operacje wykonywane w ramach wstępnego przetwarzania danych. 

Podział danych na zbiór uczący i testowy. Zbiór uczący służy do trenowa-
nia i optymalizacji modelu, a zbiór testowy wykorzystywany jest do oceny mo-
delu ostatecznego. 

Skalowanie cech. Algorytmy uczenia maszynowego często wymagają, aby 
zmienne wejściowe (cechy) były prezentowane w jednakowej skali. Skalowanie 
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odbywa się przeważnie poprzez transformację wartości liczbowych do zakresu 
[0, 1] lub do standardowego rozkładu normalnego N(0, 1). 

Oczyszczanie danych. Obecność cech nieistotnych w zbiorze danych może 
powodować zmniejszenie dokładności wielu modeli klasyfikacyjnych i regresyj-
nych, zwłaszcza takich, które wykorzystują algorytmy liniowe. Operacja 
oczyszczania danych ma więc na celu eliminację takich cech, które mają zniko-
mą wartość informacyjną, w kontekście realizowanej predykcji. Usuwane są 
cechy z wartościami stałymi i prawie stałymi, cechy zduplikowane (ich wartości 
są powielone), a także cechy bardzo silnie skorelowane ze sobą. 

Redukcja wymiaru danych. Duża wymiarowość danych jest zjawiskiem 
niekorzystnym, ponieważ wychwycenie prawidłowości przy analizowaniu 
wszystkich cech jest najczęściej niemożliwe lub bardzo trudne do uzyskania. 
W takiej sytuacji, istnieje potrzeba redukcji wymiaru danych (zmniejszenia licz-
by używanych cech), która nie powoduje zbyt wielkich strat informacji, a cza-
sem wręcz zwiększa wartość informacyjną danych. Operacja tego rodzaju, wy-
konana przed etapem uczenia modelu, polepsza jego możliwości generalizacyjne 
i w konsekwencji zmniejsza niebezpieczeństwo przeuczenia. Zbudowany model 
jest łatwiejszy do interpretacji oraz implementacji, ma krótszy czas uczenia i jest 
mniej podatny na błędy [86, 87, 88, 89]. Istnieją dwa zasadnicze podejścia do 
problemu redukcji wymiaru przestrzeni cech, pierwsze to ekstrakcja, a drugie 
selekcja. 

Ekstrakcja cech ma na celu konstrukcję nowych cech na bazie tych istnieją-
cych. W tym przypadku, zbiór cech wejściowych zostaje poddany pewnej trans-
formacji liniowej lub nieliniowej. Ocena uzyskanych wyników opierać się wów-
czas może, np. na analizie skategoryzowanych wykresów rozrzutu, prezentują-
cych położenie obserwacji w dwuwymiarowym układzie nowych współrzęd-
nych. Odnosząc to do zadania klasyfikacji, pożądane byłoby wówczas uzyskanie 
wyraźnych segmentów grupujących przypadki należące do różnych klas. Zbiór 
cech tworzących nowe współrzędne mógłby być wówczas wykorzystany do 
klasyfikacji. Przykładowe metody ekstrakcji cech to analiza składowych głów-
nych, analiza czynnikowa oraz skalowanie wielowymiarowe [90, 91, 92]. 

Selekcja cech polega na wyborze pewnego podzbioru spośród zbioru cech 
oryginalnych [93]. Jest to jedna z najważniejszych operacji wykonywanych 
w ramach modelowania predykcyjnego, ponieważ od jej wyników zależy jakość 
przyszłego modelu. W badaniach, które stanowią podstawę napisania niniejszej 
monografii, do redukcji wymiaru danych zastosowano właśnie selekcję. Ze 
względu na znaczenie tej operacji, poświęcono jej kolejny podrozdział. 

3.5.2. Selekcja cech 
Selekcja cech polega na tym, że w sposób automatyczny wybierane są te ce-

chy z całego zbioru, które mają największy wpływ na wynik predykcji. Metody 
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selekcji cech można podzielić na trzy grupy, są to metody filtra, opakowujące 
i wbudowane [94]. 

Metody filtra analizują wewnętrzne właściwości danych i wybierają pod-
zbiór cech niezależnie od jakiegokolwiek klasyfikatora. Przypisują one punkty 
do każdej cechy, zależnie od wartości przyjętej miary statystycznej. Stosowane 
są w tym celu, np. współczynnik korelacji, wariancja, wskaźnik Fishera, infor-
macja wzajemna, czy wynik testu chi-kwadrat. Na tej podstawie, cechy są po-
rządkowane według wyniku (ranking), co ułatwia wybór ich podzbioru do dal-
szego wykorzystania (rys. 3.14).  

Pełny zbiór 
cech

Metoda 
filtra

Klasyfikator
Ranking

cech
Podzbiór

cech

 

Rys. 3.14. Schemat działania metod filtra 

Metody tego typu mogą być jednowymiarowe lub wielowymiarowe. Metody 
jednowymiarowe rozpatrują daną cechę niezależnie od innych. Są one często 
stosowane do usuwania z danych cech o stałych i quasi-stałych wartościach. Ich 
wadą jest to, że mogą wybierać cechy nadmiarowe, ponieważ podczas podej-
mowania decyzji nie uwzględniają związku między poszczególnymi cechami. 
Z kolei, metody wielowymiarowe uwzględniają wzajemne relacje między ce-
chami. Z tego powodu, są one często stosowane do usuwania cech zduplikowa-
nych i skorelowanych między sobą. 

Metody opakowujące opierają się na założeniu, że selekcja cech jest pro-
blemem wyszukiwania. Częścią procesu selekcji jest tutaj optymalizacja modelu 
zastosowanego do oceny podzbioru cech, dlatego przygotowywane są różne 
kombinacje cech, które są następnie oceniane i porównywane z innymi kombi-
nacjami (rys. 3.15). Model predyktora ocenia te kombinacje i przypisuje im wy-
nik na podstawie uzyskanej dokładności.  

...
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Metoda 
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Podzbiór cech nr 1

Podzbiór cech nr 2
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Rys. 3.15. Schemat działania metod opakowujących 
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Do wyszukiwania kombinacji cech stosowane są różne podejścia. Mogą one 
być heurystyczne (np. przejście do przodu i do tyłu w celu dodania i usunięcia 
cech), stochastyczne (np. algorytm hill-climbing), czy systematyczne (np. algo-
rytm best-first search). Metody opakowujące mogą dawać lepsze wyniki, niż 
metody filtra, ale są droższe obliczeniowo. Ponadto, optymalny zestaw cech 
wyszukany dla użytego modelu może nie być optymalny dla każdego innego 
modelu. 

Metody wbudowane oceniają, które cechy najbardziej przyczyniają się do 
poprawy dokładności modelu podczas jego tworzenia. W przeciwieństwie do 
metod filtra i opakowujących, czynności uczenia klasyfikatora i wyboru cech nie 
mogą być rozdzielone (rys. 3.16). W związku z tym, znaleziony podzbiór cech 
może być wykorzystany tylko z klasyfikatorem, który był użyty przez daną me-
todę selekcji. Najpopularniejsze metody wbudowane to metody regularyzacyjne, 
zwane także metodami penalizacyjnymi. Wprowadzają one dodatkowe ograni-
czenia podczas optymalizacji algorytmu uczenia, dzięki czemu zmniejsza się 
złożoność modelu końcowego (mniejsza liczba współczynników).  
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cech

Metoda 
wbudowana

Ranking
cech

Podzbiór
cech

Klasyfikator

 

Rys. 3.16. Schemat działania metod wbudowanych 

Większość metod należących do wymienionych grup wykonuje dwie opera-
cje, tj. ranking i wybór podzbioru cech. Podczas pierwszej czynności, oceniane 
jest znaczenie każdej pojedynczej cechy. Odbywa się to zazwyczaj poprzez po-
minięcie potencjalnego związku tej cechy z pozostałymi. Podczas drugiej czyn-
ności, dostarczany jest końcowy podzbiór cech. Niektóre metody, te dwie opera-
cje (ranking i wybór podzbioru) wykonują sekwencyjnie [95]. Inne metody 
przeprowadzają tylko selekcję [96]. Ogólnie rzecz biorąc, wybór podzbioru cech 
jest zawsze nadzorowany, natomiast ranking może być wykonywany w sposób 
nadzorowany lub nie. 

Dostępnych jest wiele bibliotek zawierających funkcje implementujące różne 
metody selekcji cech. Jako przykładowe, można wymienić scikit-learn dla Py-
thona [97], caret i clusterSim dla R [98, 99] oraz FSLib dla Matlaba [100]. Popu-
larne jest także oprogramowanie o szerszym zastosowaniu, np. MaZda [72], czy 
Weka [101] oferujące różne metody selekcji cech. 

3.5.3. Uczenie modelu 
Drugi etap modelowania predykcyjnego to uczenie modelu. Zaprojektowano 

dotychczas wiele różnorodnych algorytmów uczenia maszynowego, służących 
do rozwiązywania problemów z różnych obszarów. Z punktu widzenia postaci 
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modelu wyjściowego, można je podzielić na dwie grupy [102, 103]. Do pierw-
szej należą, np.: liniowa i kwadratowa analiza dyskryminacyjna [104], naiwny 
klasyfikator Bayes'a, metoda K-najbliższych sąsiadów [105], sztuczne sieci neu-
ronowe [106, 107], metoda wektorów nośnych [90, 91, 108, 109, 110], 
czy drzewa klasyfikacyjne [92, 111, 112, 113, 114]. Metody te pozwalają zbu-
dować klasyfikator w postaci pojedynczego modelu. 

Druga grupa metod wykorzystuje podejście wielomodelowe, polegające na 
łączeniu pewnej liczby n modeli bazowych (D1, ..., Dn) w jeden model zagrego-
wany D*. Jako przykłady, można tutaj wymienić: agregację bootstrapową [115], 
metodę wzmacniania [116], wiązanie modeli [117], czy lasy losowe [118]. Po-
dejście wielomodelowe jest często stosowane do poprawy dokładności klasyfi-
kacji, ponieważ model zagregowany jest zwykle bardziej precyzyjny, niż jaki-
kolwiek z modeli pojedynczych, które wchodzą w jego skład [119]. 

Jeżeli nie określimy założeń dotyczących rozwiązywanego zadania, to żaden 
z algorytmów uczenia nie może być uznany za lepszy od pozostałych. Dlatego, 
rozsądną strategią jest wykorzystanie kilku różnych algorytmów, w celu wytre-
nowania wielu modeli i wybór najskuteczniejszego z nich. 

Z pewnym uproszczeniem można powiedzieć, że podczas uczenia modelu 
generowanych jest wiele jego tymczasowych wersji. Jako ostateczny model 
wybrana zostaje ta wersja, która ma najlepsze zdolności generalizacyjne. Aby je 
ocenić, stosowane są często różnorodne techniki sprawdzianu krzyżowego. Ich 
zadaniem jest podział zbioru uczącego na część uczącą i walidacyjną. Ta ostat-
nia służy właśnie do oceny generalizacji modelu. Należy mieć także świado-
mość, że algorytmy uczenia maszynowego, zaimplementowane w różnych bi-
bliotekach programistycznych, mają pewien zestaw parametrów (zwanych hi-
perparametrami) przyjmujących wartości domyślne. Są to elementy regulacyjne 
modelu, wykorzystywane do poprawy jego jakości. Dlatego, często stosowane 
są różne techniki optymalizacji hiperpametrów, w celu poprawy skuteczności 
modelu w rozwiązywaniu określonego problemu. 

3.5.4. Ewaluacja modelu 
Podczas ewaluacji, ocenie poddawany jest model ostateczny, a więc taki, któ-

ry uzyskał najlepsze zdolności generalizacyjne dla danych walidacyjnych. Na 
tym etapie, szacowana jest skuteczność tego modelu dla nieznanych danych 
testowych. Do oceny mogą być stosowane różne metryki wydajności. Podstawą 
ich obliczenia jest tzw. macierz pomyłek (rys. 3.17), w której zliczane są wyniki 
przewidywań poszczególnych klas. 
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Znaczenie akronimów zapisanych niebieską czcionką na rysunku 3.17, jest 
następujące: 
o TP (ang. True Positive) – liczba przypadków pozytywnych zaklasyfikowa-

nych jako pozytywne; 
o FN (ang. False Negative) – liczba przypadków pozytywnych zaklasyfikowa-

nych jako negatywne; 
o TN (ang. True Negative) – liczba przypadków negatywnych zaklasyfikowa-

nych jako negatywne; 
o FP (ang. False Positive) – liczba przypadków negatywnych zaklasyfikowa-

nych jako pozytywne. 
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Rys. 3.17. Macierz pomyłek 

W zastosowaniach medycznych, przypadek pozytywny odpowiada zdiagno-
zowanej jednostce chorobowej, natomiast jako negatywne, określane są przy-
padki kontrolne (odpowiadające osobom zdrowym). Parametry diagnostyczne 
odpowiadające danym rzeczywistym nie dyskryminują analizowanych przypad-
ków w sposób jednoznaczny. Podlegają one pewnym rozkładom statystycznym, 
których przykład przedstawiono na rysunku 3.18. Dlatego, relacje pomiędzy 
wynikami przewidywań poszczególnych klas zależą od wartości przyjętego pro-
gu. Przesunięcie progu w prawo powoduje, że większa część przypadków pozy-
tywnych zostanie zakwalifikowana jako negatywne (rośnie FN). Jednocześnie, 
większa liczba przypadków negatywnych będzie zakwalifikowana prawidłowo 
(rośnie TN). Przeciwna sytuacja zaistnieje, gdy punkt odcięcia zostanie przesu-
nięty w lewo. 

Niżej podano definicje metryk wydajności stosowanych w systemach klasy-
fikacji binarnej, w których klasyfikator szacuje prawdopodobieństwo przynależ-
ności przypadku do klasy pozytywnej. 

Czułość, wrażliwość (ang. True Positive Rate, TPR) lub pełność (ang. Re-
call, REC): 
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FNTP
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RECTPR


 . (3.34) 

Czułość daje oszacowanie prawdopodobieństwa poprawnej klasyfikacji przy-
padku jako pozytywnego pod warunkiem, że rzeczywiście należy on do klasy 
pozytywnej. Można także powiedzieć, że czułość (zwana również pełnością) 
określa, jak duża część trafnych obserwacji została wybrana. Odnosząc to do 
danych medycznych, czułość określa zdolność testu do poprawnego rozpoznania 
choroby. 

 

Rys. 3.18. Przykładowe rozkłady statystyczne parametru diagnostycznego 

Specyficzność, swoistość (ang. True Negative Rate, TNR): 
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Specyficzność daje oszacowanie prawdopodobieństwa prawidłowej klasyfikacji 
przypadku jako negatywnego, pod warunkiem, że naprawdę należy on do klasy 
negatywnej. W medycynie, specyficzność określa zdolność testu do poprawnego 
wykluczenia choroby. 

Wskaźnik fałszywie dodatni, fałszywy alarm (ang. False Positive Rate, 
FPR): 

 TNR
TNFP

FP
FPR 


 1 . (3.36) 

Wskaźnik fałszywie dodatni jest oszacowaniem prawdopodobieństwa błędu 
polegającego na przewidzeniu przypadku pozytywnego, gdy jest on negatywny. 
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Dla danych medycznych, fałszywy alarm określa liczbę fałszywie zdiagnozowa-
nych pacjentów zdrowych, w stosunku do liczby pacjentów zdrowych. 

Wartość predykcyjna dodatnia (ang. Positive Predictive Value, PPV): 

 
FPTP

TP
PPV


 . (3.37) 

Wartość predykcyjna dodatnia oznacza prawdopodobieństwo tego, że przypadek 
rzeczywiście należy do klasy pozytywnej, przy jego pozytywnej klasyfikacji. 
W medycynie, PPV jest prawdopodobieństwem tego, że pacjent jest chory, ma-
jąc dodatni wynik testu. Jeśli więc pacjent otrzymał dodatni wynik testu, to PPV, 
daje informację na ile może być pewien, że faktycznie jest chory. 

Wartość predykcyjna ujemna (ang. Negative Predictive Value, NPV): 

 
FNTN

TN
NPV


 . (3.38) 

Wartość predykcyjna ujemna jest prawdopodobieństwem tego, że przypadek 
rzeczywiście należy do klasy negatywnej, przy jego negatywnej klasyfikacji. Dla 
danych medycznych, NPV jest prawdopodobieństwem tego, że pacjent jest 
zdrowy mając ujemny wynik testu. Jeśli więc pacjent otrzymał wynik ujemny, to 
NPV daje informację na ile może być pewien, że faktycznie jest zdrowy. 

Dokładność (ang. Accuracy, ACC): 

 
FNFPTNTP

TNTP
ACC




 . (3.39) 

Dokładność klasyfikacji jest prawdopodobieństwem prawidłowej klasyfikacji 
przypadków należących do obu kategorii. Odnosząc to do danych medycznych, 
dokładność określa liczbę prawidłowo zdiagnozowanych pacjentów w stosunku 
do liczby wszystkich pacjentów. 

Błąd (ang. Error, ERR): 

 ACC
FNFPTNTP

FNFP
ERR 




 1 . (3.40) 

Błąd klasyfikacji jest prawdopodobieństwem popełnienia błędu podczas klasyfi-
kacji przypadków należących do obu kategorii. W medycynie, określa on liczbę 
błędnie zdiagnozowanych pacjentów w stosunku do liczby wszystkich pacjen-
tów. 

Precyzja (ang. Precision, PRE): 

 
FPTP

TP
PRE


 . (3.41) 

Precyzja określa, jak duża część wybranych obserwacji jest trafna. 
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Wskaźnik F1 (ang. F1 Score, F1): 

 
RECPRE

RECPRE
F




 21 . (3.42) 

Wskaźnik F1 jest średnią harmoniczną precyzji i pełności. Będzie on duży, gdy 
zarówno precyzja, jak i pełność będą miały dużą wartość. 

Wskaźnik fałszywego rozpoznania (ang. False Discovery Rate, FDR): 

 
TPFP

FP
FDR


 . (3.43) 

Wskaźnik fałszywego rozpoznania określa odsetek przypadków, które zostały 
fałszywie zaklasyfikowane do grupy pozytywnej. 

Czułość i specyficzność są często stosowane do budowy tzw. krzywej ope-
racyjno-charakterystycznej odbiornika ROC (ang. Receiver Operating Cha-
racteristic Curve, ROC). Obrazuje ona zależność pomiędzy czułością i fałszy-
wym alarmem w pełnym zakresie pracy klasyfikatora i umożliwia porównanie 
różnych klasyfikatorów. Jak pokazano na rysunku 3.19, krzywa ROC jest miej-
scem geometrycznym punktów na płaszczyźnie o współrzędnych (fałszywy 
alarm, czułość).  

 

Rys. 3.19. Krzywa ROC 

Na podstawie krzywej ROC można obliczyć tzw. obszar pod krzywą ROC 
(ang. Area Under the Curve, AUC), opisujący skuteczność modelu klasyfikatora. 
AUC przyjmuje wartości z zakresu od 0 do 1, przy czym im jest większe, tym 
większa jest moc diagnostyczna testu. W diagnostyce medycznej, większość 
testów reprezentuje moc diagnostyczną wyrażająca się wartościami AUC po-
między 0,80 a 0,95.  
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Opisowo przyjmuje się: 
o AUC = 0,91,0 – test bardzo dobry; 
o AUC = 0,80,9 – test dobry; 
o AUC = 0,70,8 – test satysfakcjonujący; 
o AUC = 0,60,7 – test średni; 
o AUC = 0,50,6 – test niedostateczny. 

W zadaniach klasyfikacji realizowanych w zastosowaniach medycznych, na-
turalnym oczekiwaniem jest, aby klasyfikator był czuły, czyli dawał wynik pozy-
tywny, gdy pacjent jest chory, ale jednocześnie był specyficzny, czyli dawał 
wynik negatywny, gdy pacjent jest zdrowy. Niestety, czułość i specyficzność są 
wymaganiami przeciwstawnymi – zwiększenie jednego prowadzi do zmniejsze-
nia drugiego. Dlatego też, klasyfikator wybierany jest zwykle na drodze kom-
promisu między obydwoma wymaganiami tak, by osiągnąć jak najmniejsze 
koszty błędnej klasyfikacji [90, 120, 121]. Z medycznego punktu widzenia (ko-
rzyść dla pacjenta), mniejsze koszty błędnej klasyfikacji wystąpią wówczas, gdy 
pacjent zdrowy zostanie zaklasyfikowany do grupy chorych. 

W sytuacji, gdy stosowanych jest kilka algorytmów uczenia, ewaluacji pod-
lega wiele różnych modeli. Spośród nich, wybrany zostaje model najskuteczniej-
szy, który następnie może być stosowany do prognozowania przyszłych, nowych 
danych. Należy w tym miejscu dodać, iż parametry procedur stosowanych do 
wstępnego przetwarzania danych, takich jak skalowanie cech, czy redukcja wy-
miarowości, określane są wyłącznie na podstawie zbioru uczącego. Następnie, 
są one wykorzystywane do przekształcania danych testowych oraz nowych da-
nych. 

3.5.5. Prognozowanie 
Prognozowanie to etap wdrożenia do użytku modelu uczenia maszynowego. 

Na rysunku 3.20 pokazano schemat systemu do klasyfikacji tekstur. Na począt-
ku, nowe dane zostają poddane przetwarzaniu wstępnemu. Przykładowe opera-
cje, które mogą być wykonywane na tym etapie to: konwersja trybu RGB do 
skali szarości, wyznaczenie obszaru zainteresowania, normalizacja histogramu 
obrazu, czy usunięcie szumu i artefaktów. Następnie, dokonywana jest analiza 
obrazu, mająca na celu estymację jego istotnych cech. Mamy tutaj na myśli tyl-
ko ten zbiór cech, który został wykorzystany do uczenia najskuteczniejszego 
modelu klasyfikacyjnego. W kolejnym kroku, wyłonione cechy zostają poddane 
skalowaniu (np. standaryzacji) z użyciem tych samych wektorów wartości śred-
nich i wariancji, które były wykorzystane do skalowania zbioru uczącego. 
Ostatnim krokiem jest klasyfikacja nowych obrazów. Wykorzystany jest tutaj 
model klasyfikacyjny, który okazał się najskuteczniejszy na etapie ewaluacji, 
w odniesieniu do zbioru testowego. Na podstawie tego modelu oraz wartości 
deskryptorów cech, analizowanym obrazom przypisywane są etykiety klasy 
(prognozowanie).  
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Rys. 3.20. Prognozowanie przynależności do klasy, w odniesieniu do nowych obrazów 
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4. Uczenie głębokie 

4.1. Ogólne działanie i rodzaje sieci głębokich 

Uczenie głębokie to obszar uczenia maszynowego, w którym kolejne war-
stwy modelu uczą się coraz lepszych reprezentacji na podstawie danych. Liczba 
tych warstw (głębokość) może wynosić od kilkudziesięciu do kilkuset. Jest to 
istotna różnica, w porównaniu z modelami uczenia tradycyjnego, które zawierają 
przeważnie jedną lub dwie warstwy. 

W uczeniu głębokim, kolejne warstwy modelu przekształcają dane wejścio-
we na dane wyjściowe, przy czym operacje te są parametryzowane przez wagi 
danej warstwy. Na rysunku 4.1 przedstawiono architekturę wielowarstwowej 
sieci jednokierunkowej, w której sygnał biegnie tylko w jednym kierunku, od 
wejścia do wyjścia. Do kontroli działania takich sieci służy funkcja straty. 
Przyjmuje ona argumenty w postaci wartości przewidywanych przez sieć oraz 
wartości prawdziwych i oblicza, jak bardzo różnią się od siebie. Uzyskany wy-
nik pełni rolę informacji zwrotnej, służącej do dostrojenia wartości wag w taki 
sposób, aby zmniejszyć stratę dla bieżącej obserwacji. Wagi dostrajane są przez 
zaimplementowany algorytm optymalizacji. 

Wejście (X)

Aktualizacja wag

Warstwa 1
(przekształcenie danych)

Warstwa N
(przekształcenie danych) Przewidywania (Y’)

Funkcja straty

Wartości
rzeczywiste (Y)

Wartość stratyOptymalizator

Wagi Wagi

 

Rys. 4.1. Podstawowe elementy wielowarstwowej sieci jednokierunkowej 

Istnieje wiele metod uczenia wielowarstwowych sieci jednokierunkowych, 
ale do najczęściej stosowanych należy algorytm wstecznej propagacji błędu 
[122, 123, 124]. Uczenie polega na tym, że na początku tego procesu, wagi ini-
cjowane są małymi wartościami, zgodnie z wybraną strategią [125, 126]. Strata 
jest na tym etapie przeważnie duża, ponieważ wartości przewidywane mogą 
znacznie odbiegać od prawdziwych. W wyniku każdej kolejnej iteracji algoryt-
mu (w pętli trenowania), wagi są nieco dostrajane i strata maleje. Wytrenowanie 
sieci polega na powtórzeniu algorytmu odpowiednią liczbę razy (przeważnie od 
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kilkudziesięciu do kilkuset). W efekcie, pozwala to na uzyskanie wag minimali-
zujących stratę i generowanie takich wartości przewidywanych, które są mak-
symalnie zbliżone do wartości prawdziwych. 

Do najbardziej znanych architektur sieci głębokich należą: 
o perceptrony wielowarstwowe (ang. Multi-Layer Perceptron, MLP) – realizu-

ją zadania klasyfikacji [127]; 
o ograniczone maszyny Boltzmanna (ang. Restricted Boltzmann Machines, 

RBM) – są składnikami sieci DBN [128, 129]; 
o głębokie sieci przekonań (ang. Deep Belief Networks, DBN) – redukują wy-

miar danych [130]; 
o autoenkodery (stosowe, odszumiające, rzadkie, wariacyjne) – redukują wy-

miar danych, odszumiają dane wejściowe, można w nich nakładać warunek 
rzadkości na warstwę kodowania, losowo generują nowe dane przypominają-
ce dane uczące [131, 132, 133]; 

o splotowe sieci neuronowe (ang. Convolutional Neural Network, CNN) – roz-
poznają obrazy, rozpoznają mowę, przetwarzają język naturalny [134, 135, 
136, 137, 138]; 

o rekurencyjne sieci neuronowe (ang. Recurrent Neural Network, RNN) – ana-
lizują szeregi czasowe, wykrywają anomalie w danych, są stosowane w po-
jazdach autonomicznych, automatycznym tłumaczeniu, przetwarzaniu mowy 
na tekst, analizie sentymentów [139, 140, 141, 142, 143, 144]; 

o generatywne sieci przeciwstawne lub generatywne sieci z przeciwnikiem 
(ang. Generative Adversarial Networks, GAN) – generują realistycznie wy-
glądające, sztuczne obrazy [145]. 
Wyniki badań przedstawione w dalszej części monografii uzyskano wyko-

rzystując sieci splotowe do rozwiązania zadania klasyfikacji binarnej. Z tego 
tytułu, informacje przedstawione w kolejnych rozdziałach będą ukierunkowane 
głównie na zastosowanie sieci splotowych do klasyfikacji obrazów. 

4.2. Sztuczne sieci neuronowe 

4.2.1. Preceptron 
Jedną z najprostszych architektur sztucznych sieci neuronowych jest percep-

tron, zaproponowany przez  Franka Rosenblatta w 1957 r. Powstał on w wyniku 
modyfikacji sztucznego neuronu, zwanego też jednostką liniową z progiem (ang. 
Linear Threshold Unit, LTU). Wartościami wejść oraz wyjść takiego elementu 
są liczby, a każde połączenie ma przypisaną wagę (rys. 4.2). Wspomniana jed-
nostka oblicza sumę ważoną sygnałów wejściowych z: 

 xwxwxwxwz T
nn  2211 , (4.1) 

a następnie, wobec tej sumy zostaje zastosowana funkcja skokowa dająca wynik: 
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 )()()( xwskokzskokxh T
w  . (4.2) 

x1

x2

x3

Wejścia

Wagi

w1

w2

w3

Suma ważona: z=wT·x

Wyjście:
hw(x)=skok(wT·x)

S

Funkcja skokowa: skok(z)

 

Rys. 4.2. Jednostka liniowa z progiem 

W perceptronach, jako funkcje skokowe, najczęściej używane są funkcje  
Heaviside’a (4.3) lub signum (4.4): 
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
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


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. (4.4) 

Scharakteryzowana wcześniej jednostka liniowa z progiem może rozwiązy-
wać proste zadanie klasyfikacji. Realizuje go w ten sposób, że oblicza liniową 
kombinację danych wejściowych i jeżeli wynik przekracza określony próg, kla-
syfikuje obserwację do klasy pozytywnej, w przeciwnym wypadku – do nega-
tywnej. 

Perceptron zbudowany jest z jednej warstwy jednostek liniowych (neuro-
nów), w której każdy element jest połączony ze wszystkimi wejściami (rys. 4.3). 
Połączenia są realizowane przez neurony wejściowe (zwane też przechodnimi), 
których zadaniem jest przekazywanie dalej wszystkich dostarczonych im danych 
wejściowych. Ponadto, w strukturze perceptronu występuje tzw. neuron obcią-
żeniowy. Reprezentuje on dodatkową zmienną wejściową x0 (tzw. wagę obcią-
żenia) o wartości 1. 

Perceptrony uczone są za pomocą odmiany reguły Hebba, według której wa-
ga połączenia pomiędzy dwoma neuronami wzrasta za każdym razem, gdy mają 
ten sam stan na wyjściu. Perceptron jednocześnie przetwarza jedną próbkę uczą-
cą i oblicza dla niej prognozy. Dla każdego neuronu wyjściowego, zwracającego 
błędny wynik, zwiększane są wagi połączeń ze wszystkimi wejściami, które 
przyczyniają się do prognozy prawidłowej. Zatem, w procesie uczenia uwzględ-
niany jest błąd popełniany przez sieć, dzięki czemu, nie są wzmacniane takie 
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połączenia, które prowadzą do nieprawidłowych wyników. Powyższa zasada 
została ujęta w równaniu: 

 ijjjiji xyyww )ˆ(,
krok)(nastepny 

,   , (4.5) 

gdzie: wi,j – waga połączenia pomiędzy i-tym neuronem wejściowym i j-tym 
neuronem wyjściowym; xi – i-ta wartość wejściowa bieżącej próbki uczącej;  

jŷ  – wynik j-tego neuronu wyjściowego dla bieżącej próbki uczącej; yj – doce-

lowy wynik j-tego neuronu wyjściowego dla bieżącego przykładu uczącego;  
 – współczynnik uczenia. 

x1

x2

Wejścia

Neuron 
wejściowy

(przechodni)

LTU
Neuron obciążeniowy

(zawsze wysyła wartość 1)

Warstwa
wejściowa

Warstwa
wyjściowa

Wyjścia

1 S

S

S

 

Rys. 4.3. Budowa perceptronu 

4.2.2. Perceptron wielowarstwowy 
Opisany model perceptronu ma wiele wad, związanych z brakiem możliwo-

ści rozwiązywania pewnych problemów (np. klasyfikacja XOR). Część ograni-
czeń perceptronu można jednak wyeliminować, stosując wiele warstw takich 
elementów. Powstała w ten sposób architektura to perceptron wielowarstwowy 
(MLP). Podstawowe elementy składowe MLP to jedna warstwa wejściowa, co 
najmniej jedna warstwa jednostek LTU (warstwy ukryte) oraz ostatnia warstwa 
jednostek LTU (warstwa wyjściowa). Z wyjątkiem warstwy wyjściowej, każda 
warstwa zawiera neuron obciążeniowy oraz jest w pełni połączona z warstwą 
następną (rys. 4.4). Jeżeli sieć tego typu zawiera przynajmniej dwie warstwy 
ukryte, wówczas nazywamy ją głęboką siecią neuronową. 

Perceptrony wielowarstwowe uczone są za pomocą algorytmu propagacji 
wstecznej. Idea jego działania polega na tym, że dla każdej próbki uczącej, algo-
rytm najpierw oblicza prognozę (przebieg w przód), mierzy błąd, następnie cofa 
się w kierunku początku sieci, sprawdzając wkład każdego połączenia w zmie-
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rzony błąd (przebieg odwrotny), a na końcu nieznacznie modyfikuje wagi, 
w celu zredukowania błędu.  

x1

x2

Warstwa wejściowa Warstwa ukryta Warstwa wyjściowa

1

1

S

S

S

S
S

S

S

 

Rys. 4.4. Perceptron wielowarstwowy 

Wprowadzenie algorytmu propagacji wstecznej wymusiło kluczową zmianę 
w architekturze MLP. Zrezygnowano z funkcji skokowej, ponieważ jej przebieg 
zawiera tylko odcinki płaskie, które uniemożliwiają korzystanie z gradientu 
(algorytm nie może poruszać się po płaskim przebiegu funkcji). Zaczęto stoso-
wać inne funkcje, np. funkcję logistyczną (sigmoidalną): 

 
ze

z 


1

1
)( , (4.6) 

Pochodna funkcji logistycznej w każdym punkcie jest niezerowa. Oprócz 
funkcji logistycznej, algorytm propagacji wstecznej może być również używany 
z innymi funkcjami aktywacji (rys. 4.5). Do najczęściej stosowanych należą: 
funkcja tangensa hiperbolicznego (4.7) oraz funkcja ReLU (ang. Rectified Line-
ar Unit) (4.8): 
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a) b) 

  

Rys. 4.5. Na rysunku przedstawiono wykresy: a) funkcji aktywacji; b) pochodnych funkcji  
aktywacji; z – suma ważona sygnałów wejściowych 

4.2.3. Szacowanie prawdopodobieństwa przynależności do klasy 
Klasyfikacja binarna. Jedno z zastosowań perceptronu wielowarstwowego 

to rozwiązywanie zadania klasyfikacji binarnej, gdzie każde wyjście odpowiada 
innej klasie (np. zdrowy/chory). Wówczas, w warstwie wyjściowej, jako funkcja 
aktywacji stosowana jest funkcja logistyczna. Szacuje ona prawdopodobieństwo 
p̂  przynależności próbki x do klasy pozytywnej: 

 )()(ˆ xxhp T   , (4.9) 

gdzie: ϴT – transponowany wektor parametrów modelu, zawierający wagę ob-
ciążenia ϴ0 oraz wagi cech ϴ1, ϴ2, ..., ϴn; hϴ – funkcja hipotezy wykorzystująca 
parametry ϴ modelu. 

Na tej podstawie może być obliczona prognoza ŷ: 
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Zauważmy, że (z) < 0,5, gdy z < 0 oraz (z)  0,5, gdy z  0, zatem model 
przewiduje 1, jeżeli wynik ϴTx jest dodatni oraz 0, gdy jest on ujemny. 

 
Klasyfikacja wieloklasowa. Perceptrony wielowarstwowe są stosowane tak-

że w sytuacji, gdy poszczególne klasy wykluczają się wzajemnie (klasyfikacja 
wieloklasowa). Wówczas, warstwa wyjściowa zostaje zmodyfikowana w taki 
sposób, że pojedyncze funkcje aktywacji zostają zastąpione funkcją softmax. 
W tym przypadku, dla danej próbki x obliczony zostaje wynik sk(x) dla każdej 
klasy k:  

 xxs Tk
k  )()( )( , (4.11) 
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gdzie ϴ(k) jest własnym, wyspecjalizowanym wektorem parametrów klasy k. Po 
obliczeniu wyników każdej klasy dla próbki x, można oszacować prawdopodo-
bieństwo kp̂  przynależności tej próbki do klasy k: 
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gdzie: K – liczba klas; s(x) – wektor zawierający wyniki każdej klasy dla próbki 
x; (s(x))k – szacowane prawdopodobieństwo przynależności próbki x do klasy k 
przy znanych wynikach wszystkich klas dla tego przykładu. Wynik warstwy 
wyjściowej jest normalizowany, dlatego suma zawsze wynosi 1. W związku 
z tym, wynik każdego neuronu odpowiada oszacowanemu prawdopodobieństwu 
przynależności do danej klasy (rys. 4.6). Na tej podstawie obliczona zostaje 
prognoza klasy o najwyższym wyniku: 

 ))((maxarg)(maxarg))((maxargˆ )( xxsxsy Tk

k
k

k
k

k
  , (4.13) 

gdzie argmax – operator zwracający wartość zmiennej maksymalizującej funk-
cję. W równaniu (4.13) zwraca on wartość parametru k maksymalizującą szaco-
wane prawdopodobieństwo σ(s(x))k. 
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Rys. 4.6. Perceptron wielowarstwowy z funkcjami ReLU i softmax 
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4.2.4. Metoda gradientu prostego 
Zaprojektowano dotychczas wiele algorytmów optymalizacji, służących do 

uczenia sztucznych sieci neuronowych. Jako przykład, zostanie scharakteryzo-
wana metoda gradientu prostego, która jest wykorzystywana do wyszukiwania 
optymalnych rozwiązań dla bardzo szerokiej gamy problemów. Na tej podsta-
wie, przybliżona zostanie idea optymalizacji oraz główne problemy związane 
z tym procesem. Metoda gradientu prostego zaczyna swoje działanie od inicjali-
zacji wektora wag modelu θ. Następnie, mierzony jest lokalny gradient funkcji 
straty i poprawiane są wagi tak, aby uzyskać mniejszą wartość gradientu. Opera-
cja aktualizacji wag wykonywana jest wielokrotnie, a po każdym jej etapie osią-
ga się coraz mniejszą wartość funkcji straty. Uzyskanie zerowej wartości gra-
dientu (zbieżność algorytmu) oznacza minimum funkcji straty i tym samym 
ustawienie optymalnych wartości wag (rys. 4.7). 
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Rys. 4.7. Metoda gradientu prostego 

W metodzie tej, istotne znaczenie ma współczynnik uczenia (η), który okre-
śla jak bardzo w poszczególnych krokach będą zmieniały się wagi modelu. Zbyt 
mała wartość tego parametru powoduje, że uzyskanie zbieżności będzie czaso-
chłonne, ponieważ wykonana będzie duża liczba kroków. Z kolei, zbyt duży 
współczynnik uczenia sprawia, że algorytm może stać się rozbieżny. Wynikać to 
może z ustawienia wag odpowiadających przeciwległemu wzniesieniu w prze-
biegu funkcji straty (przeoczenie minimum). 

Inne problemy związane z metodą gradientu prostego wynikają z tego, że 
w rzeczywistym przebiegu funkcji straty mogą występować nieregularności 
(doliny, pagórki, wypłaszczenia), znacznie utrudniające uzyskanie zbieżności 
(rys. 4.8). W sytuacji, gdy inicjalizacja ustawi wagi odpowiadające lewej stronie 
wykresu, algorytm osiągnie minimum lokalne, a nie globalne. Jeżeli algorytm 
rozpocznie pracę po prawej stronie wykresu, przejście przez wypłaszczenie bę-
dzie bardzo czasochłonne. Algorytm może się także zbyt wcześnie zatrzymać 



 
 

63 

i nigdy nie osiągnąć minimum globalnego. Należy także pamiętać, iż podczas 
korzystania z metody gradientu prostego wszystkie cechy powinny być przeska-
lowane. W przeciwnym wypadku, osiągnięcie zbieżności może zająć znacznie 
więcej czasu. 
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Rys. 4.8. Potencjalne problemy metody gradientu prostego 

Istnieją trzy podstawowe implementacje metody gradientu prostego: 
1. Wsadowy gradient prosty – wykorzystuje pełny zbiór danych uczących 

w każdym przebiegu. W efekcie, algorytm jest bardzo powolny w przypadku 
dużych zbiorów danych. 

2. Stochastyczny spadek wzdłuż gradientu – podczas każdego przebiegu do-
bierana jest tylko jedna, losowa próbka ucząca, za pomocą której obliczane są 
gradienty. Dzięki temu, dla dużych zbiorów danych, algorytm ten jest znacz-
nie szybszy od poprzedniego. 

3. Schodzenie po gradiencie z minigrupami – w każdym przebiegu, gradient 
obliczany jest na podstawie niewielkich grup, losowo dobieranych danych. 
Algorytm ten pozwala na znaczne przyśpieszenie operacji na macierzach, 
szczególnie podczas wykorzystywania procesorów graficznych. 
Algorytmy gradientu prostego, np. stochastyczny spadek wzdłuż gradientu, 

mogą być stosowane do uczenia głębokich sieci neuronowych przetwarzających 
duże zbiory danych. Jednak w rzeczywistości, optymalizowana funkcja może nie 
być wypukła, a liczba parametrów może być bardzo duża. W takich warunkach, 
rośnie ryzyko natrafienia na tzw. punkty siodłowe (zamiast minimów lokal-
nych), co może spowolnić proces uczenia na niemal płaskiej powierzchni funk-
cji. Wówczas, algorytm nie osiąga konfiguracji optymalnej i traci możliwość 
dalszych poprawek. W celu uniknięcia podobnych problemów, zaprojektowano 
wiele algorytmów optymalizacyjnych, których celem jest przyśpieszenie uzy-
skiwania zbieżności (szczególnie dla bardzo małych gradientów) oraz zapobie-
ganie niestabilnościom. Najpopularniejsze z nich to algorytmy momentum 
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i Nesterova, RMSProp, Adam [146], AdaGrad [147] i AdaDelta [148]. Algoryt-
my te dokładnie scharakteryzowano w pozycji [149]. 

4.2.5. Funkcje straty i uczenie modeli 
W zależności od rodzaju funkcji używanej w ostatniej warstwie modelu, sto-

sowana jest nieco inna postać funkcji straty. W przypadku funkcji logistycznej  
(klasyfikacja binarna) jest to logarytmiczna funkcja straty: 
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Jak widać na przykładzie równania (4.14), funkcja straty dla całego zbioru uczą-
cego jest średnią stratą obliczoną dla każdej próbki w zbiorze.  

Nie ma jawnego wzoru pozwalającego obliczyć wartość θ minimalizującą 
funkcję straty. Natomiast, funkcja J(θ) jest wypukła, co daje szansę na znalezie-
nie minimum lokalnego (np. za pomocą metody gradientu prostego). Za pomocą 
równania (4.15) zapisano pochodne cząstkowe funkcji straty J(θ) dla j-tego pa-
rametru θj: 
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Dla każdej próbki obliczony zostaje błąd predykcji. Następnie, jest on pomno-
żony przez wartość j-tej cechy, po czym obliczana jest wartość średnia ze 
wszystkich próbek uczących. Po otrzymaniu wektora gradientów, zawierającego 
wszystkie pochodne cząstkowe, może on być użyty przez algorytm  
optymalizacji.  

Jeżeli w ostatniej warstwie modelu stosowana jest funkcja softmax, to jako 
funkcji straty używa się entropii krzyżowej: 
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Jest ona często wykorzystywana do sprawdzania, w jakim stopniu zbiór oszaco-
wanych prawdopodobieństw zgadza się z klasami docelowymi. W równaniu 

(4.16), )(i
ky  jest równe 1, jeżeli k jest klasą docelową dla i-tej próbki, w przeciw-

nym wypadku jego wartość wynosi 0. Zauważmy, że w przypadku klasyfikacji 
binarnej (K=2), funkcja entropii krzyżowej przyjmuje postać logarytmicznej 
funkcji straty (4.14). 
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Wektor gradientów entropii krzyżowej dla klasy k można zapisać  
następująco: 
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gdzie operator  (nabla) oznacza wszystkie pochodne cząstkowe funkcji straty 
(po jednej dla każdego parametru modelu). Na tej podstawie można obliczyć 
wektor gradientów dla każdej klasy, a następnie, używając, np. algorytmu gra-
dientu prostego – wyszukać macierz parametrów θ minimalizującą funkcję  
straty J(θ): 

 )()(
)()(

)(   Jk
kk

krokkolejny   (4.18) 

Wektor gradientów wskazuje pewien punkt na wzniesieniu funkcji J(θ). Zatem, 
aby rozpocząć schodzenie w dół funkcji, należy skierować się w przeciwną stro-
nę, niż wskazuje gradient5. Matematycznie, należy to interpretować jako odjęcie 
wartości )()(  Jk  od θ(k). Współczynnik uczenia (η) przemnożony przez wek-

tor gradientów określa długość kroku. 

4.2.6. Techniki wspierające uczenie modelu 
Wyjaśnijmy na początku dwa ważne pojęcia uczenia maszynowego – opty-

malizację i uogólnianie. Optymalizacja polega na dostrajaniu modelu, w celu 
uzyskania jak najlepszej wydajności dla danych uczących. Z kolei, uogólnianie 
określa, jak dobrze model sprawdza się podczas przetwarzania nowych danych 
(walidacyjnych). Kluczowy problem uczenia maszynowego sprowadza się wła-
śnie do uzyskania kompromisu pomiędzy optymalizacją, a uogólnianiem [150]. 
Na początku procesu uczenia ma miejsce zbyt słabe dopasowanie modelu do 
danych uczących (niedotrenowanie). Objawia się to korelacją pomiędzy optyma-
lizacją i uogólnianiem, tzn. im mniejsza będzie strata dla danych uczących, tym 
mniejsza będzie ona także dla danych walidacyjnych. Po wykonaniu pewnej 
liczby iteracji (epok) algorytmu uczącego, uogólnianie dla danych walidacyj-
nych osiąga stały poziom, a następnie (przeważnie) zaczyna się pogarszać. 
Oznacza to, że ma miejsce nadmierne dopasowanie modelu do danych uczących 
(przetrenowanie).  

W ramach walki z nadmiernym dopasowaniem stosowane są różne metody, 
które ogólnie nazywamy metodami regularyzacji. Jedna z nich polega na 
zgromadzeniu większego zbioru uczącego, niestety w praktyce, nie zawsze jest 
to możliwe. Inny sposób, to redukcja pojemności modelu (liczby parametrów), 
która zależy od liczby warstw oraz liczby neuronów, które je tworzą. Nie ma 

                                                 
5 Wynika to z faktu, iż gradient jest zawsze skierowany w stronę najbliższego maksimum funkcji, 

więc kierunek przeciwny wskazuje jej najbliższe minimum. 
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jednak żadnej formuły określającej właściwą liczbę warstw oraz ich rozmiar 
(liczbę neuronów). W praktyce, w celu znalezienia modelu optymalnego z punk-
tu widzenia analizowanych danych, należy sprawdzić działanie zestawu różnych 
architektur. Kolejna technika regularyzacji określana jest jako wczesne zatrzy-
mywanie. Polega ona na przerwaniu procesu uczenia w momencie spadku wy-
dajności modelu wobec zbioru walidacyjnego. Implementacja tej techniki może 
polegać, np. na ocenie wydajności modelu dla zbioru walidacyjnego w regular-
nych odstępach czasu. 

Następne podejście, którego celem jest uniknięcie nadmiernego dopasowa-
nia, określane jest jako regularyzacja wag [122]. Implementuje się go poprzez 
dodanie do funkcji straty kosztu związanego z dużymi wartościami wag. Istnieją 
trzy metody regularyzacji wag: 
o regularyzacja L1 – dodawany koszt jest proporcjonalny do bezwzględnej 

wartości współczynników wag; 
o regularyzacja L2 – dodawany koszt jest proporcjonalny do kwadratu warto-

ści współczynników wag; 
o regularyzacja max-norm – dla każdego neuronu, wagi połączeń wejścio-

wych w są ograniczane tak, że ||w||2  r, gdzie r jest hiperparametrem metody 
max-norm, a ||||2 jest członem regularyzacji L2. Przeważnie, ograniczenie to 
jest implementowane w taki sposób, że po każdym przebiegu uczenia, obli-
czane jest ||w||2 i (w razie potrzeby) zmniejszana jest wartość 
w (w  w(r/||w||2)). 
Kolejna metoda, przeciwdziałająca przetrenowaniu modelu, to porzucanie 

[151, 152]. Jest to jedna z najbardziej skutecznych i najpopularniejszych technik 
regularyzacji. Polega ona na losowym wybieraniu pewnej liczby cech wyjścio-
wych warstwy podczas uczenia i zastępowaniu tych wartości zerami. Ułamek 
określający część wyzerowanych cech nazywamy współczynnikiem porzucania. 
Przeważnie, przyjmuje on wartość z przedziału 0,20,5. Po zakończeniu ucze-
nia, neurony przestają być porzucane. 

Ostatnia technika regularyzacji, która ma duże znaczenie szczególnie w kon-
tekście klasyfikacji obrazów, to dogenerowanie danych (ang. Data Augmenta-
tion). Jej celem jest wygenerowanie większej liczby elementów zbioru uczącego 
na drodze losowych przekształceń, zwracających obrazy wyglądające wiarygod-
nie. Wykonywany jest obrót obrazu, przekształcenia pionowe i poziome, przyci-
nanie, przybliżanie i oddalanie fragmentów oraz odbicie połowy obrazu w płasz-
czyźnie poziomej i pionowej. Jednocześnie, stosowane są różne strategie wypeł-
niania nowo utworzonych pikseli, które mogą powstać w wyniku obrotu lub 
przesunięcia. W efekcie tych przekształceń, trenowany model nigdy nie będzie 
przetwarzać dwukrotnie tego samego obrazu. 
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4.2.7. Diagnostyka modelu na podstawie krzywych uczenia i walidacji 
Na podstawie wykresu krzywych uczenia i walidacji można wnioskować 

o występowaniu jednego z trzech stanów modelu, w stosunku do danych uczą-
cych, tj. niedotrenowania, przetrenowania oraz dopasowania. Niedotrenowanie 
występuje wówczas, gdy model nie jest w stanie uzyskać wystarczająco niskiej 
wartości błędu dla zbioru treningowego. Można ten stan zidentyfikować wy-
łącznie na podstawie wykresu krzywej straty trenowania. Taki wykres może 
mieć postać linii płaskiej lub szumu o dużej amplitudzie zmian. Oznacza to 
wówczas, że model nie jest w stanie nauczyć się reprezentacji danych występu-
jących w zbiorze treningowym. Taka sytuacja występuje, gdy model nie ma 
odpowiedniej pojemności, w stosunku do złożoności zbioru danych (rys. 4.9a). 
Niedotrenowanie występuje również wówczas, gdy krzywa straty trenowania 
cały czas wykazuje tendencję opadającą, także pod koniec wykresu (rys. 4.9b). 
Taka sytuacja wskazuje, że model jest zdolny do dalszego uczenia się i ewentu-
alnej poprawy wydajności, a proces trenowania zatrzymano przedwcześnie. 
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Rys. 4.9. Przykład niedotrenowania: a) model nie ma wystarczającej pojemności; b) model  
wymaga dalszego trenowania 

Przetrenowanie występuje wówczas, gdy model jest za bardzo dopasowany 
do danych uczących, w tym także do szumu statystycznego oraz fluktuacji loso-
wych, które w nich występują. Problem polega na tym, że im bardziej model jest 
wyspecjalizowany w odniesieniu do danych uczących, tym mniejsza jest jego 
zdolność do generalizacji nowych danych. Powoduje to wzrost błędu generaliza-
cji, który można mierzyć na podstawie wydajności modelu dla zbioru walidacyj-
nego. Taka sytuacja może wystąpić, gdy model ma pojemność (a tym samym 
elastyczność) większą, niż jest to wymagane dla danego problemu. Inną przy-
czyną przetrenowania może być zbyt długie uczenie modelu. Przetrenowanie 
można stwierdzić wówczas, gdy krzywa straty trenowania cały czas wykazuje 
tendencję opadającą, a krzywa straty walidacji opada do pewnego momentu, 
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a następnie zaczyna narastać (rys. 4.10a). Miejsce przegięcia krzywej straty wa-
lidacji jest tym punktem, w którym trenowanie powinno być zatrzymane, po-
nieważ po jego przekroczeniu pojawiają się oznaki przetrenowania. 
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Rys. 4.10. Wykresy krzywej straty dla: a) przetrenowania; b) dopasowania modelu 

Dopasowanie jest celem algorytmu uczenia i występuje pomiędzy stanami 
niedotrenowania i przetrenowania. Można ten stan zidentyfikować na podstawie 
krzywych straty trenowania i walidacji, które na początku wykazują silną ten-
dencję opadającą. Następnie, na pewnym odcinku ich przebieg jest ustabilizo-
wany, a na końcu wykresu występuje bardzo mała różnica pomiędzy wartościa-
mi straty trenowania i walidacji (rys. 4.10b). Strata jest prawie zawsze mniejsza 
dla zbioru treningowego, niż walidacyjnego. Oznacza to, że należy spodziewać 
się pewnego odstępu pomiędzy przebiegiem krzywych straty trenowania i wali-
dacji. Ten odstęp jest często określany jako „luka generalizacyjna”. 

Oprócz możliwości wykrycia stanów niedotrenowania, przetrenowania i do-
pasowania, wykresy krzywych trenowania i walidacji pozwalają także wniosko-
wać o tym, czy zbiory danych są niereprezentatywne. Zbiór niereprezentatyw-
ny to taki, który nie uwzględnia cech statystycznych innego zbioru, pochodzą-
cego z tej samej dziedziny problemu. Taka sytuacja może wystąpić, gdy liczba 
próbek zbioru danych jest zbyt mała w stosunku do liczebności innego zbioru. 
Niereprezentatywność zbioru danych może mieć miejsce zarówno w odniesieniu 
do zbioru treningowego, jak i walidacyjnego. 

Zbiór treningowy jest niereprezentatywny wówczas, gdy nie dostarcza on 
dostatecznej ilości informacji potrzebnej do nauki modelu, w porównaniu ze 
zbiorem walidacyjnym. Może to mieć miejsce wówczas, gdy dane treningowe 
zawierają zbyt mało przykładów, w porównaniu z danymi walidacyjnymi. W ta-
kiej sytuacji, krzywe straty trenowania i walidacji wykazują tendencję opadają-
cą, ale występuje pomiędzy nimi bardzo duży odstęp (rys. 4.11). 
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Rys. 4.11. Przykład sytuacji, gdy zbiór treningowy jest niereprezentatywny (zbiór treningowy jest 
zbyt mały, w porównaniu ze zbiorem walidacyjnym) 

Zbiór walidacyjny jest niereprezentatywny, gdy nie dostarcza dostatecznej 
ilości informacji potrzebnej do oceny zdolności generalizacyjnej modelu. Sytu-
acja taka może wystąpić, gdy zbiór walidacyjny ma zbyt mało przykładów, 
w porównaniu ze zbiorem treningowym. Krzywa straty trenowania ma wówczas 
przebieg podobny do przypadku dopasowania, natomiast krzywa straty walidacji 
ma kształt szumu oscylującego wokół krzywej straty trenowania (rys. 4.12a). 
Sytuacja, gdy zbiór walidacyjny jest niereprezentatywny ma miejsce także wów-
czas, gdy zbiór danych walidacyjnych jest łatwiejszy do predykcji przez model, 
niż zbiór danych treningowych. W tym wypadku, krzywa straty walidacji wy-
stępuje na wykresie znacznie niżej, w porównaniu z krzywą straty trenowania 
(rys. 4.12b). 
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Rys. 4.12. Przykład sytuacji, gdy zbiór walidacyjny jest niereprezentatywny: a) zbiór walidacyjny 
jest zbyt mały, w porównaniu ze zbiorem treningowym; b) zbiór walidacyjny jest  
łatwiejszy do predykcji, niż zbiór treningowy 
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4.3. Sieci splotowe 

4.3.1. Architektura sieci splotowej 
Model uczenia głębokiego jest w istocie skierowanym acyklicznym grafem 

warstw. Jego najpopularniejszą formą jest sekwencyjny stos warstw przypisują-
cy jeden element wyjściowy do jednego elementu wejściowego. Bardziej za-
awansowane topologie wykorzystują sieci o dwóch rozgałęzieniach, sieci typu 
multihead oraz bloki incepcji. Obszerny przegląd takich rozwiązań można zna-
leźć w [122]. Opracowano pewne ogólne zasady doboru architektury do charak-
teru rozwiązywanego problemu, ale w praktyce, wybór ten zależy bardziej od 
doświadczenia osoby prowadzącej badania. 

Na rysunku 4.13 przedstawiono typową, sekwencyjną architekturę sieci splo-
towej, przeznaczonej do klasyfikacji obrazów. Składa się ona zazwyczaj z kilku 
warstw splotowych (najczęściej z funkcją aktywacji ReLU), warstwy łączącej 
(ang. Pooling) po niej znowu kilku warstw splotowych, kolejnej warstwy łączą-
cej, itd. Obraz stopniowo maleje, przechodząc przez kolejne warstwy sieci, ale 
jednocześnie zwiększa się jego głębia. Na końcu sieci znajduje się klasyczna 
sieć neuronowa, zawierająca kilka warstw w pełni połączonych. Ostatnia z tych 
warstw oblicza prognozy. Może to być, np. warstwa softmax oszacowująca 
prawdopodobieństwo przynależności próbki do danej klasy. 

Warstwa
wejściowa

Warstwy
splotowe

Warstwa 
łącząca

Warstwy
splotowe

Warstwa 
łącząca Warstwy w pełni 

połączone

Baza splotowa Klasyfikator  

Rys. 4.13. Typowa architektura splotowej sieci neuronowej  

Sieci splotowe stosowane do klasyfikacji obrazów składają się z dwóch czę-
ści. Część pierwsza – baza modelu, składa się z serii warstw splotowych oraz 
łączących. Warstwy splotowe są zbudowane w taki sposób, że neurony w pierw-
szej warstwie nie są połączone z każdym pikselem obrazu wejściowego, lecz 
wyłącznie z pikselami znajdującymi się w ich polu recepcyjnym. Z kolei, każdy 
neuron w drugiej warstwie łączy się wyłącznie z neuronami znajdującymi się 
w niewielkim obszarze pierwszej warstwy (rys. 4.14). Dzięki temu, warstwy 
splotowe uczą się wzorców lokalnych, odnajdywanych właśnie w ich polach 
recepcyjnych (np. o rozmiarze 33). W efekcie, sieć może koncentrować się na 
ogólnych cechach w pierwszej warstwie ukrytej, następnie łączyć je w bardziej 
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złożone kształty w drugiej warstwie ukrytej, itd. Reprezentacje danych wyuczo-
ne przez bazę splotową są bardziej ogólne, z poziomem ogólności zależnym od 
głębokości danej warstwy. Początkowe warstwy wyłaniają ogólne cechy (cha-
rakteryzujące, np. krawędzie, kolory, tekstury), a warstwy dalsze wyłaniają ce-
chy bardziej abstrakcyjne (dotyczące, np. kształtów). 

Warstwa
wejściowa

Warstwa
splotowa 1

Warstwa
splotowa 2  

Rys. 4.14. Warstwy splotowe z lokalnymi polami recepcyjnymi 

Warstwy łączące realizują podpróbkowanie map cech, w celu zmniejszenia 
obciążenia obliczeniowego, wykorzystania pamięci oraz liczby parametrów 
(ograniczając tym samym ryzyko przetrenowania). Nie zawierają one żadnych 
wag, ich zadaniem jest tylko gromadzenie danych wejściowych za pomocą wy-
branej funkcji agregacyjnej. Podpróbkowanie jest najczęściej realizowane z wy-
korzystaniem okien ekstrakcji przetwarzających mapy cech o wymiarach 22, 
przy kroku równym 2 (ma to na celu dwukrotne zredukowanie mapy cech). 
Okna te zwracają wartości maksymalne lub średnie każdego z kanałów. 

Druga część sieci splotowej, znajdująca się na jej końcu, to klasyfikator zbu-
dowany z warstw w pełni połączonych. Warstwy te uczą się cech parametrów 
globalnych w swoich przestrzeniach wejściowych (są to wzorce związane ze 
wszystkimi pikselami obrazu). Reprezentacje danych wyuczone przez klasyfika-
tor są specyficzne dla zbioru klas, na których model został wytrenowany – za-
wierają one jedynie informacje pozwalające określić prawdopodobieństwo, że 
dana klasa jest widoczna na obrazie.  

Podsumowując, każda warstwa modelu działa jak filtr, na wyjściu którego 
tworzona jest reprezentacja danych. Dzięki takiej architekturze, głębokie splo-
towe sieci neuronowe mogą rozwiązywać zadania klasyfikacji na podstawie 
surowych danych uzyskanych z obrazów wejściowych. W porównaniu z trady-
cyjnymi algorytmami uczenia maszynowego, zadanie klasyfikacji może być 
uproszczone, ponieważ zostają wyeliminowane etapy estymacji cech i wstępne-
go przetwarzania danych. 
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4.3.2. Splot dwuwymiarowy 
Operacja splotu realizuje filtrację liniową polegającą na tym, że intensyw-

ność piksela obrazu wyjściowego jest liniową kombinacją intensywności pikseli 
z jego otoczenia w obrazie źródłowym. Operacja tego rodzaju jest zdefiniowana 
następująco: 

 ),,(**),(),( jifjiHjiG   (4.19) 

gdzie: G(i, j) – obraz wyjściowy, H(i, j) – obraz źródłowy, f(i, j) – funkcja defi-
niująca maskę (filtr). Operator ** oznacza dwuwymiarowy splot (konwolucję). 
Na rysunku 4.15 przedstawiono zasadę wyznaczania intensywności piksela ob-
razu wyjściowego G(i, j), w wyniku splotu maski f o rozmiarze 33 i obrazu 
źródłowego H. Podczas tego procesu, obliczana jest suma ważona intensywności 
pikseli znajdujących się w obszarze maski. Istotą maski jest właśnie zdefiniowa-
nie zbioru wag dla każdej pozycji w jej granicach. Operację splotu można sobie 
wyobrazić w ten sposób, że nakładamy maskę na obraz tak, że jej punkt central-
ny pokrywa się z pikselem znajdującym się w lewym górnym rogu i obliczamy 
sumę ważoną. Następnie, przesuwamy maskę o pewien krok (równy, np. 1 lub 
2) w wierszach od lewej strony do prawej, w kolumnach od góry do dołu i wy-
konujemy obliczenia dla każdej pozycji maski.  

f(-1, -1)

H(i-1, j-1)

f(-1, 0)

H(i-1, j)

f(-1, 1)

H(i-1, j+1)

f(0, -1)

H(i, j-1)

f(0, 0)
H(i, j)

f(0, 1)

H(i, j+1)

f(1, -1)

H(i+1, j-1)

f(1, 0)

H(i+1, j)

f(1, 1)

H(i+1, j+1)

G(i, j) = H(i, j) ** f(i, j)

Kolor zielony - położenie wag maski w 
stosunku do jej punktu centralnego f(0, 0)

Kolor niebieski - położenie punktów 
obrazu sąsiadujących z analizowanym 
pikselem H(i, j)

Punkt centralny maski pokrywa się z 
analizowanym pikselem

Analizowany 
piksel H(i, j)

Punkt centralny 
maski f(0, 0)

Piksel wyjściowy 
G(i, j)

Obliczanie intensywności piksela G(i, j):
G(i, j) = H(i-1, j-1) f(-1, -1) + H(i-1, j) f(-1, 0) + H(i-1, j+1) f(-1, 1) +
H(i, j-1) f(0, -1) + H(i, j) f(0, 0) + H(i, j+1) f(0, 1) + H(i+1, j-1) f(1, -1) + 
H(i+1, j) f(1, 0) + H(i+1, j+1) f(1, 1)

 

Rys. 4.15. Splot obrazu źródłowego z maską o rozmiarze 33. Elementy każdego iloczynu  
cząstkowego to waga danej pozycji w masce oraz intensywność piksela źródłowego 
o tych samych współrzędnych, co wspomniana pozycja maski 

Podczas wykonywania operacji splotu występują, tzw. efekty graniczne, 
związane z brzegiem obrazu. W zależności od zastosowanej metody, może ulec 
zmianie rozmiar obrazu wyjściowego. Jedna z metod polega na tym, że brakują-
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ce piksele obrazu źródłowego, niezbędne do obliczenia intensywności pikseli 
obrazu wyjściowego, są powielane spośród pikseli znajdujących się w sąsiedz-
twie analizowanego piksela. Inna metoda jest taka, że nie są uwzględniane pik-
sele znajdujące się na brzegu obrazu. W wyniku tego, zmniejsza się rozmiar 
obrazu, np. o 2 wiersze i 2 kolumny, w przypadku maski o rozmiarach 33. Jest 
to dość istotne nie tylko podczas przetwarzania obrazów o bardzo małych roz-
miarach, ale także w przypadku sekwencyjnego wykonywania kilku iteracji, 
ponieważ obraz wyjściowy może mieć znacząco mniejszy rozmiar od obrazu 
źródłowego. Kolejna metoda stosuje operację dodawania zer wokół obrazu źró-
dłowego. Metoda ta jest wykorzystywana przez sieci splotowe, które będą omó-
wione w kolejnych rozdziałach. Operacja dodawania zer wokół warstwy wystę-
pującej wcześniej pozwala zachować takie same rozmiary warstw, które w isto-
cie nie przetwarzają obrazów (poza 1-szą warstwą) lecz mapy cech. 

4.3.3. Filtry i mapy cech 
Na rysunku 4.16a przedstawiono sposób połączenia neuronów znajdujących 

się w sąsiednich warstwach splotowych. Załóżmy, że fh i fw oznaczają, odpo-
wiednio, wysokość i szerokość pola recepcyjnego. Neuron, który znajduje się 
w wierszu i oraz kolumnie j następnej warstwy jest połączony z wyjściami neu-
ronów warstwy poprzedniej, znajdującymi się w wierszach od i do i+fh-1 i ko-
lumnach od j do j+fw-1. Aby zachować takie same rozmiary warstw, najczęściej 
stosuje się operację dodawania zer wokół warstwy występującej wcześniej. 

 a) b) 

 

fw=3

Uzupełnianie
zerami

fh=3

 

sw=2

sh=2

 

Rys. 4.16. Sposób połączenia neuronów w sąsiednich warstwach splotowych: a) parametr krok 
równy 1; b) parametr krok równy 2 

Na rysunku 4.16a, odległość pomiędzy kolejnymi polami recepcyjnymi 
(krok) jest równa 1. Zwiększenie tego parametru pozwala łączyć ze sobą kolejne 
warstwy, które mogą się znacznie różnić rozmiarami. Załóżmy, że wartość kro-
ku pionowego (sh) i poziomego (sw) jest równa 2 (rys. 4.16b). Wówczas, neuron 
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znajdujący się wierszu i oraz kolumnie j warstwy następnej jest połączony 
z wyjściami neuronów warstwy poprzedniej znajdującymi się w wierszach od 
i×sh do i×sh+fh-1 i w kolumnach od j×sw do j×sw+fw-1. 

Ważnym pojęciem, związanym z działaniem warstwy splotowej, jest filtr, 
zwany inaczej jądrem splotowym. Filtr jest utworzony przez zbiór wag neuronu. 
Można go także przedstawić w postaci małego obrazu o rozmiarze pola recep-
cyjnego. Załóżmy, że zdefiniowane są filtry, których budowę przedstawiono na 
rysunku 4.17.  

 

0 0 0 1 0 0 0
0 0 0 1 0 0 0
0 0 0 1 0 0 0
0 0 0 1 0 0 0
0 0 0 1 0 0 0
0 0 0 1 0 0 0
0 0 0 1 0 0 0

Filtr nr 1  

0 0 0 0 0 0 0
0 0 0 0 0 0 0
0 0 0 0 0 0 0
1 1 1 1 1 1 1
0 0 0 0 0 0 0
0 0 0 0 0 0 0
0 0 0 0 0 0 0

Filtr nr 2  

Rys. 4.17. Przykładowe filtry. W górnym wierszu przedstawiono reprezentację w pamięci  
poszczególnych filtrów, natomiast w dolnym – odpowiadające im obrazy 

Zgodnie z działaniem splotu, neurony ignorują te dane wejściowe, którym 
w filtrze odpowiada 0. W efekcie, są one słabiej widoczne na obrazie wyjścio-
wym. Natomiast, uwzględniane są dane, którym w filtrze odpowiada 1. Dzięki 
temu, na obrazie wyjściowym są one wyraźniejsze. W praktyce, wszystkie neu-
rony w danej warstwie wykorzystują ten sam filtr. Dlatego, na całym obrazie 
wyjściowym uwypuklone zostają te elementy, które są specyficzne dla danego 
filtra. Efekt działania filtrów z rysunku 4.17, w odniesieniu do przykładowego 
obrazu, pokazano na rysunku 4.18. Po zastosowaniu filtra nr 1, na obrazie wyj-
ściowym wyraźniejsze stają się linie pionowe. Natomiast, dla filtra nr 2, uwypu-
klone są linie poziome. 

W tym momencie, możemy wprowadzić kluczowe pojęcie tego rozdziału, 
a mianowicie mapę cech. Jest to warstwa splotowa z neuronami wykorzystują-
cymi ten sam filtr. Ważną rolą mapy cech jest to, że pozwala nam dostrzec 
w obrazie wejściowym te elementy, które najbardziej przypominają zastosowany 
filtr. Pokazuje ona występowanie filtrowanego wzorca w różnych miejscach 
danych wejściowych. Jedna warstwa splotowa ma wiele takich map, a każda 
z nich wykrywa inną cechę. Sieć splotowa, podczas uczenia, wyszukuje takie 
filtry (dobiera wagi), które są najbardziej przydatne do wykonania danego zada-
nia. Następnie, dalsze warstwy sieci (w strukturze hierarchicznej) uczą się łą-
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czyć te filtry w bardziej złożone wzorce, którymi mogą być, np. krzyże tam, 
gdzie aktywne są filtry nr 1 i 2 (np. filtr nr 3 na rys. 4.18).  

Dane wejściowe

Filtr nr 3

Mapa cech nr 2

Mapa cech nr 1

Mapa cech nr 3

Filtr nr 1

Filtr nr 2

 

Rys. 4.18. Efekt działania filtrów z rys. 4.17 w odniesieniu do przykładowego obrazu 

Weźmiemy jako przykład, sieć wykrywającą twarze. Pierwsza warstwa splo-
towa może uczyć się wykrywać proste cechy, np. kąty ostre, przecięcia się linii, 
itp. Kolejna warstwa, na podstawie prostych cech z poprzedniej warstwy, może 
wykrywać bardziej skomplikowane przedmioty, np. oczy, uszy, nos. Dalsza 
warstwa splotowa, na podstawie wcześniej wykrytych części twarzy, może wy-
konywać detekcję całych twarzy. Taki sposób wyłaniania cech przez hierar-
chiczną strukturę warstw splotowych, od prostych do coraz bardziej abstrakcyj-
nych, nosi nazwę ekstrakcji cech. Należy w tym miejscu zauważyć, iż można 
wizualizować wartości wag z niższych warstw sieci na dwuwymiarowych obra-
zach i w ten sposób przeglądać, jakie cechy są wykrywane. Dobrym przykładem 
są filtry z rysunku 4.18. Z kolei, bardzo abstrakcyjne cechy (z dalszych warstw) 
są znacznie trudniejsze do interpretacji przez człowieka. 

W dotychczasowym opisie, w celu zapewnienia większej czytelności oma-
wianych treści, warstwy splotowe przedstawiane były w uproszczeniu, w postaci 
pojedynczych dwuwymiarowych warstw. W rzeczywistości, warstwa splotowa 
jest strukturą trójwymiarową, którą tworzy pewna liczba map cech o takich sa-
mych rozmiarach (rys. 4.19). 
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 Warstwa wejściowa
(kanały R, G, B)

 Warstwa
splotowa 1

Warstwa
splotowa 2

Mapa cech
nr 1

Mapa cech
nr 2

Mapa cech
nr 1

Mapa cech
nr 2

Filtry

 

Rys. 4.19. Rzeczywista budowa sieci splotowej, w której poszczególne warstwy mają strukturę 
trójwymiarową 

Wszystkie neurony znajdujące się w danej mapie cech mają ustawione takie 
same parametry, tzn. wagi (także wagę obciążenia). Z kolei, neurony znajdujące 
się w innej mapie cech mają ustawione inne parametry. Jeżeli weźmiemy pod 
uwagę neuron znajdujący się w określonej warstwie, to jego pole recepcyjne nie 
zmienia się. Pokrywa ono wszystkie mapy cech warstw poprzednich (rys. 4.19). 
Stwierdziliśmy wcześniej, że warstwa splotowa zbudowana jest z wielu map 
cech, tym samym stosuje ona wiele różnych filtrów na wejściach. Dlatego, jest 
w stanie wykrywać wiele różnych cech, w różnych miejscach obrazu. Istotne 
znaczenie ma fakt, że wszystkie neurony w jednej mapie cech mają ustawione 
takie same parametry. Dzięki temu, gdy sieć splotowa nauczy się rozpoznawać 
określony wzorzec w jednym miejscu na obrazie, będzie w stanie go rozpozna-
wać także w innych miejscach.  

Także warstwę wejściową może w rzeczywistości tworzyć więcej warstw 
składowych, niż jedna. W przypadku obrazu kolorowego, występują 3 kanały 
barw – czerwony, zielony i niebieski. Wówczas, warstwa wejściowa będzie zbu-
dowana z trzech warstw, a każda z nich będzie reprezentować inny kanał barw. 
Jak można się domyśleć, gdy obrazem wejściowym będzie obraz monochroma-
tyczny, wystąpi tylko jedna warstwa na wejściu, reprezentująca luminancję ob-
razu. 

Biorąc pod uwagę rzeczywistą, trójwymiarową strukturę warstw splotowych, 
należy podkreślić, że wszystkie neurony, które znajdują się w tym samym wier-
szu i oraz kolumnie j, ale w innych mapach cech są połączone z wyjściami do-
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kładnie tych samych neuronów warstwy poprzedniej. W związku z tym, jeżeli 
rozpatrzymy neuron znajdujący się w wierszu i oraz kolumnie j mapy cech k 
w warstwie splotowej l, to jest on połączony z neuronami warstwy wcześniejszej 
l-1 znajdującymi się wierszach od i×sh do i×sh+fh-1 i kolumnach od j×sw do 
j×sw+fw-1 we wszystkich mapach cech tej warstwy. Uwzględniając powyższe, 
sformułujmy zależność na sumę ważoną wszystkich danych wejściowych wraz 
z neuronem obciążenia (wartość wyjściowa neuronu w warstwie splotowej): 
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gdzie:  
o zi,j,k – wyjście neuronu znajdującego się w wierszu i, kolumnie j i mapie cech 

k warstwy splotowej l; 
o bk – neuron obciążenia dla mapy cech k w warstwie l; 
o fh, fw – wysokość i szerokość pola recepcyjnego; 
o fn’ – liczba map cech w warstwie poprzedniej l-1; 
o xi’,j’,k’ – wyjście neuronu znajdującego się w warstwie l-1, wierszu i’, kolum-

nie j’, mapie cech k’ (lub kanale k’, jeżeli poprzednia warstwa była warstwą 
wejściową); 

o wu,v,k’,k – waga połączenia pomiędzy dowolnym neuronem w mapie cech k 
warstwy l, a jego wejściem mieszczącym się w wierszu u, kolumnie v 
(względem pola recepcyjnego neuronu) w mapie cech k’; 

o sh, sw – kroki pionowy i poziomy. 

4.3.4. Struktury danych przetwarzane przez sieć 
We wszystkich współczesnych systemach uczenia maszynowego, podstawo-

wą strukturą danych są tensory. Są one uogólnieniem macierzy w przestrzeniach 
o dowolnej liczbie wymiarów. Praktycznie, zawsze są to struktury przeznaczone 
do przechowywania liczb. W przypadku obrazów, dane przechowywane są 
w tensorach czterowymiarowych o kształcie (próbki, wysokość, szerokość, kana-
ły)6 (rys. 4.20). Dla obrazów RGB, rozmiar osi kanałów (głębia) wynosi 3 (kolor 
czerwony, zielony i niebieski), a dla obrazów monochromatycznych jest on 
równy 1 (luminancja). W przypadku warstw splotowych, głębia jest parametrem 
danej warstwy i określa liczbę zastosowanych filtrów (liczbę map cech). 

Modele uczenia głębokiego nie przetwarzają naraz całego zbioru danych, jest 
on dzielony na małe porcje, tzw. wsady. Wielkość wsadu, to najczęściej wielo-
krotność liczby 8. W przypadku tensora wsadowego, pierwsza oś nazywana jest 
osią wsadu lub wymiarem wsadu. Na przykład, wsad 64 obrazów kolorowych 
o rozdzielczości 100100 pikseli można zapisać w tensorze o kształcie (64, 100, 

                                                 
6 W przypadku biblioteki TensorFlow, wymiar kanały występuje na końcu notacji, natomiast 

w bibliotece Theano na jej początku. 
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100, 3), a wsad 32 obrazów monochromatycznych o tej samej rozdzielczości 
można zapisać w tensorze o kształcie (32, 100, 100, 1). 

Kanały kolorów

W
y

s
o

k
o

ś
ć

Próbki  

Rys. 4.20. Czterowymiarowy tensor danych obrazu kolorowego 

Podczas budowy modelu, musi być zapewniona kompatybilność łączonych 
ze sobą warstw. Wynika to z faktu, że każdy rodzaj warstwy przyjmuje tensory 
wejściowe o określonym kształcie i generuje tensory wyjściowe mające także 
określony kształt. Na przykład, jeżeli utworzymy warstwę zwracającą tensor, 
którego pierwszy wymiar ma długość 32, to może ona być połączona z kolejną 
warstwą, która oczekuje7 na wejściu wektora o długości 32.  

Przeanalizujmy fragment kodu w języku Python, odpowiedzialnego za bu-
dowę prostej sieci splotowej (listing 1). W wierszach nr 1 i 2 zaimportowano 
niezbędne klasy biblioteki Keras. W wierszu nr 3 utworzono model sekwencyj-
ny, który składa się ze stosu warstw splotowych (Conv2D) i łączących 
(MaxPooling2D). Poszczególne warstwy są dodawane do modelu za pomocą 
metody add(). Sieć przyjmuje tensor wejściowy o kształcie określonym przez 
wysokość, szerokość i kanały koloru (dla uproszczenia zapisu nie wliczamy tutaj 
wymiaru próbki). W związku z tym, przetwarzane są obiekty wejściowe (obra-
zy) o rozmiarze (40, 40, 3). Dlatego też, do pierwszej warstwy sieci przekazuje-
my argument input_shape=(40,40,3) w wierszu nr 5. Pierwszy argu-
ment przekazany konstruktorowi klasy Conv2D, równy 32 – oznacza liczbę ka-
nałów (filtrów). Argument drugi to krotka (3, 3), definiująca rozmiar pola recep-
cyjnego dla operacji splotu (33). Na trzeciej pozycji występuje nazwa funkcji 
aktywacji. W naszym przykładzie, wszystkie warstwy (oprócz ostatniej) wyko-
                                                 
7 W pakiecie Keras, warstwy tworzące model są budowane dynamicznie, w celu dopasowania ich 

do warstwy poprzedniej. 
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rzystują funkcję ReLU, która jest najczęściej stosowana. Parametr ostatni (in-
put_shape) definiuje rozmiar obrazu wejściowego. Stosujemy obrazy kolo-
rowe (3 kanały koloru) o rozmiarze 4040 pikseli (wysokość, szerokość). Jeżeli 
tensorem wejściowym jest mapa cech, a nie obraz, argument input_shape 
jest pomijany. 

Listing 1. Kod w języku Python odpowiedzialny za utworzenie prostej sieci splotowej 

1 
2 
3 
4 
5 
6 
7 
8 
9 
10 
11 
12 
13 

from keras import layers 
from keras import models 
model = models.Sequential() 
model.add(layers.Conv2D(32, (3, 3), activation='relu', \ 
    input_shape=(40, 40, 3))) 
model.add(layers.MaxPooling2D((2, 2))) 
model.add(layers.Conv2D(64, (3, 3), activation='relu')) 
model.add(layers.MaxPooling2D((2, 2))) 
model.add(layers.Conv2D(64, (3, 3), activation='relu')) 
model.add(layers.Flatten()) 
model.add(layers.Dense(64, activation='relu')) 
model.add(layers.Dense(1, activation='sigmoid')) 
model.summary() 

 
Przyjrzyjmy się architekturze sieci wyświetlonej za pomocą metody  

summary() w wierszu nr 13 (rys. 4.21). Na wyjściu pierwszej warstwy splo-
towej pojawia się tensor o kształcie (38, 38, 32). Jest on mniejszy o 2 pola 
wzdłuż każdego z wymiarów, względem obrazu wejściowego. Przyczyną tego 
jest występowanie efektów granicznych, o których wspomniano w rozdziale 
4.3.2. Gdybyśmy chcieli uzyskać tensor wyjściowy o takim samym rozmiarze, 
jak obraz wejściowy, należałoby skorzystać z techniki dopełniania, polegającej 
na dodaniu odpowiedniej liczby wierszy i kolumn po każdej stronie obrazu wej-
ściowego. W przypadku warstw Conv2D, dopełnianie konfiguruje się za pomo-
cą argumentu padding (jego wartość domyślna wyłącza dopełnianie).  

W wierszu nr 6 dodano warstwę łączącą, której zadaniem jest zmniejszenie 
o połowę rozmiaru wejściowej mapy cech. Na podstawie architektury sieci 
(rys. 4.21) widać, iż przed przejściem przez pierwszą warstwę MaxPo-
oling2D, mapa cech miała rozmiar 3838, a operacja max-pooling zmniejszy-
ła ten rozmiar do 1919. Operacja max-pooling działa w ten sposób, że 
w oknach o rozmiarze 22 (przy kroku równym 2) zwracane są wartości mak-
symalne każdego z kanałów. W identyczny sposób działa druga warstwa łączą-
ca, którą dodano w wierszu nr 8. 

Druga warstwa splotowa została dołączona do modelu w wierszu nr 7. Na 
swoim wyjściu tworzy ona tensor o kształcie (17, 17, 64). Zwróćmy uwagę, że 
wskutek efektów granicznych, nastąpiło ponowne zmniejszenie rozmiaru wyj-



 
 
80 

ściowej mapy cech (1717), w stosunku do wejściowej (1919). Druga warstwa 
MaxPooling2D (dodana w wierszu nr 8) zredukowała rozmiar mapy cech 
z (17, 17, 64) do (8, 8, 64). 

 
____________________________________________________________________ 
Layer (type)                   Output Shape              Param # 
================================================================== 
conv2d_1 (Conv2D)              (None, 38, 38, 32)        896 
__________________________________________________________________ 
max_pooling2d_1 (MaxPooling2D) (None, 19, 19, 32)        0 
__________________________________________________________________ 
conv2d_2 (Conv2D)              (None, 17, 17, 64)        18496 
__________________________________________________________________ 
max_pooling2d_2 (MaxPooling2D) (None, 8, 8, 64)          0 
__________________________________________________________________ 
conv2d_3 (Conv2D)              (None, 6, 6, 64)          36928 
__________________________________________________________________ 
flatten_1 (Flatten)            (None, 2304)              0 
__________________________________________________________________ 
dense_1 (Dense)                (None, 64)                147520 
__________________________________________________________________ 
dense_2 (Dense)                (None, 1)                 65 
================================================================== 
Total params: 203,970 
Trainable params: 203,970 
Non-trainable params: 0 
__________________________________________________________________ 

Rys. 4.21. Architektura sieci utworzonej za pomocą kodu z listingu nr 1 

Ostatnią warstwę splotową dołączono w wierszu nr 9. Na jej wyjściu tworzo-
ny jest tensor o kształcie (6, 6, 64). Jest to tensor wyjściowy, który zostaje prze-
kazany do klasyfikatora, w postaci warstw w pełni połączonych (stos warstw 
Dense). Klasyfikator tego typu przetwarza wektory (jeden wymiar), natomiast 
tensor wyjściowy jest trójwymiarowy. W związku z tym, dane trójwymiarowe 
muszą zostać spłaszczone do jednowymiarowych. Operacja ta jest realizowana 
za pomocą warstwy Flatten, dołączonej do modelu w wierszu nr 10. Warstwa 
ta generuje wektor zawierający 2 304 elementy (6664).  

W wierszach nr 11 i 12 dodano 2 warstwy w pełni połączone, tworzące kla-
syfikator. W tym przypadku, realizujemy zadanie klasyfikacji binarnej, mającej 
na celu dokonanie przyporządkowania obrazu wejściowego do jednej dwóch 
klas. W związku z tym, w ostatniej warstwie wykorzystujemy jeden neuron 
z logistyczną funkcją aktywacji (sigmoid), która szacuje prawdopodobieństwo 
przynależności próbki do klasy pozytywnej. Jeżeli wykonywane byłoby zadanie 
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klasyfikacji wieloklasowej, ostatnia warstwa zawierałaby liczbę neuronów rów-
ną liczbie klas oraz funkcję softmax, szacującą prawdopodobieństwo wystąpie-
nia każdej klasy.  

Zwróćmy uwagę na pewien aspekt dotyczący kształtu tensorów przetwarza-
nych przez sieć. Na wyjściu każdej warstwy Conv2D i MaxPooling2D poja-
wia się tensor o kształcie (wysokość, szerokość, kanały). Wraz z zagłębianiem 
się w sieć, wysokość i szerokość zmniejszają się dwukrotnie, przechodząc przez 
kolejne warstwy. Natomiast zwiększa się dwukrotnie liczba kanałów (filtrów). 
W pierwszej warstwie splotowej (wiersz nr 4) zastosowano 32 kanały, a w war-
stwach następnych liczba ta wynosi 64 (wiersze 7 i 9). W bardziej złożonych 
sieciach, np. takich, które zastosowano w badaniach zaprezentowanych w dal-
szych rozdziałach, liczba kanałów może dochodzić nawet do 512. Typowym 
podejściem jest podwajanie liczby kanałów zastosowanych w pierwszej war-
stwie splotowej, wynoszącej przeważnie 32 lub 64. 

W ostatniej kolumnie podsumowania architektury sieci zamieszczona jest 
liczba parametrów (wag) poszczególnych warstw. Widać tam, iż warstwy łączą-
ce i spłaszczająca nie mają żadnych parametrów, a posiadają je wyłącznie war-
stwy splotowe i w pełni połączone. Na przykład, pierwsza warstwa Dense ma 
147 520 parametrów (2 304 wejścia po 64 neurony każde oraz 64 wagi obciąże-
nia). Z kolei, warstwa ostatnia ma 65 parametrów (64 wejścia po jednym neuro-
nie każde oraz jedna waga obciążenia). 
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5. Metodyka badań 
Zakres wykonanych badań przedstawiono na rysunku 5.1. Przedmiotem ana-

lizy były obrazy płomienia oraz obrazy zmian skórnych. Obrazy płomienia wy-
korzystano do diagnostyki procesu współspalania pyłu węglowego i biomasy, 
mającej na celu rozróżnienie dwóch wariantów spalania. Pierwszy odpowiadał 
warunkom normalnym, a drugi nadmiarowi powietrza. Diagnostyka zmian skór-
nych miała na celu odróżnienie czerniaków złośliwych skóry od niezłośliwych 
znamion melanocytowych. W dalszych rozdziałach bardziej szczegółowo scha-
rakteryzowano kontekst obu kierunków badań. 

Zastosowanie metod uczenia tradycyjnego oraz dużego zbioru danych

Zastosowanie metod uczenia głębokiego oraz dużego zbioru danych

Wykorzystanie pełnego zestawu cech

Wykorzystanie ograniczonego zestawu cech

Wykorzystanie obrazów kolorowych

Wykorzystanie obrazów monochromatycznych

Wykorzystanie obrazów binarnych

1. Diagnostyka procesu współspalania pyłu węglowego i biomasy
2. Diagnostyka zmian skórnych

Zastosowanie metod uczenia tradycyjnego oraz małego zbioru danych
(wykorzystanie pełnego zestawu cech)

Zastosowanie metod uczenia głębokiego oraz małego zbioru danych
(wykorzystanie obrazów kolorowych)

 

Rys. 5.1. Zakres badań 

Scenariusz wykonanych eksperymentów był taki sam dla obrazów płomienia 
oraz obrazów zmian skórnych (rys. 5.1). Modele budowane były za pomocą 
metod uczenia tradycyjnego i głębokiego, przy wykorzystaniu zbiorów danych 
określanych umownie jako duże i małe. Liczebność obserwacji zbiorów małych 
była pięciokrotnie mniejsza, niż zbiorów dużych. W uczeniu tradycyjnym zasto-
sowano 2 duże zbiory danych (z pełnym i ograniczonym zestawem cech) oraz 1 
mały zbiór (z pełnym zestawem cech). Podczas uczenia głębokiego zastosowano 
3 duże zbiory danych (z obrazami kolorowymi, monochromatycznymi i binar-
nymi) oraz 1 mały zbiór (z obrazami kolorowymi). W sumie, wykonano 14 eks-
perymentów, a w każdym z nich zastosowano inne zestawy danych. 

Sposób przygotowania zbiorów danych zaprezentowano na rysunku 5.2. 
W przypadku metod uczenia tradycyjnego, pełny zbiór podzielono w ten sposób, 
że 70% stanowiło część treningową, a 30% testową. Należy dodać, iż do celów 
walidacyjnych wykorzystana była część zbioru treningowego (zastosowano 
10-krotną walidację krzyżową). W przypadku metod uczenia głębokiego, wyko-
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rzystany został ten sam (utworzony wcześniej) zbiór testowy. Natomiast, zbiór 
treningowy został podzielony tak, że 40% obserwacji przeznaczono na zbiór 
treningowy, a 30% na walidacyjny. Taki sposób przygotowania zestawów da-
nych zapewnił porównywalność uzyskanych wyników. Zarówno podczas ucze-
nia tradycyjnego, jak i głębokiego, do uczenia i testowania modeli wykorzystano 
te same zbiory obserwacji.   

100%

40% 30% 30%

70% 30%

Pełny zbiór danych

Zbiór treningowy
(10-krotna walidacja krzyżowa)

Zbiór testowy

Zbiór testowyZbiór walidacyjnyZbiór treningowy

Te same obserwacjeTe same obserwacje

UCZENIE TRADYCYJNE

UCZENIE GŁĘBOKIE

 

Rys. 5.2. Sposób przygotowania zbiorów danych 

5.1. Metody uczenia tradycyjnego 

Podczas uczenia tradycyjnego, wykorzystano 9 metod selekcji cech. W na-
wiasach podano ich akronimy, które są stosowane w dalszych rozdziałach. 
Metody filtra: 
o jednowymiarowe – metoda Fishera (FISHER) oraz metoda analizy wariancji 

(ANOVA); 
o wielowymiarowe – metoda Relief (RELIEF). 
Metody opakowujące: 
o sekwencyjny wybór do przodu (SFS); 
o sekwencyjny wybór do tyłu (SBS); 
o rekurencyjna eliminacja cech wraz z estymatorem regresji logistycznej 

(RFE). 
Metody wbudowane: 
o metoda SelectFromModel z estymatorem regresji logistycznej (LR); 
o metoda SelectFromModel z estymatorem AdaBoost (ADA); 
o metoda SelectFromModel z estymatorem LightGBM estimator (LGBM). 

W procesie uczenia wykorzystano metodę przeszukiwania siatki, która po-
zwoliła określić optymalne wartości hiperparametrów każdego modelu. Zasto-
sowano do tego celu metodę GridSearchCV, która jest dostępna w module mo-
del_selection biblioteki scikit-learn. Ocena modeli dokonywana była na podsta-
wie 10-krotnej walidacji krzyżowej. Każdy model, uznany za optymalny dla 
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danej liczby cech, zapisywany był w postaci pliku na dysku. Następnie, z do-
stępnego zbioru, wybierany był model najlepszy, tzn. taki, który zapewniał naj-
wyższą dokładność klasyfikacji przy minimalnej liczbie cech. Wybór najlepsze-
go modelu pozwolił jednocześnie określić optymalny zestaw cech, który został 
użyty w procesie uczenia. Powyższą procedurę zastosowano dla wszystkich 
metod filtra i opakowujących. W przypadku metod wbudowanych, trenowano 
i dostrajano tylko te modele, które były zastosowane w procesie selekcji cech. 

Cechy wyłonione przez metody filtra i opakowujące wykorzystane były 
przez 11 metod uczenia nadzorowanego. Były to: liniowa i kwadratowa analiza 
dyskryminacyjna (LDA, QDA), naiwny klasyfikator Bayes'a (BAYES), maszy-
na wektorów nośnych wykorzystująca parametr regularyzacji C (SVM), maszy-
na wektorów nośnych wykorzystująca parametr nu do sterowania liczbą wekto-
rów nośnych (NuSVM), metoda K-najbliższych sąsiadów (KNN), drzewa decy-
zyjne (DT) oraz perceptron wielowarstwowy (MLP). Ponadto, zastosowano 3 
metody zespołowe: lasy losowe (RF), wzmacnianie gradientowe (GRAD) oraz 
metodę łączenia modeli AdaBoost (ADA). W przypadku cech wybranych za 
pomocą metod wbudowanych, zastosowano 3 metody uczenia: AdaBoost, regre-
sję logistyczną (LR) oraz LightGBM (LGBM). Wszystkie zastosowane algoryt-
my (oprócz LightGBM) zaimplementowane są w bibliotece scikit-learn. 

5.2. Metody uczenia głębokiego 

W kontekście uczenia od podstaw głębokich sieci neuronowych, liczebność 
obserwacji wykorzystana w badaniach była stosunkowo mała. W związku z tym, 
zastosowano technikę określaną często angielską nazwą transfer learning, pole-
gającą na wykorzystaniu sieci, która została wcześniej wytrenowana na dużym 
zbiorze danych (zwykle trenowanie miało miejsce podczas wykonywania zada-
nia klasyfikacji dużego zbioru obrazów). Takie podejście jest często stosowane 
w sytuacjach, gdy do dyspozycji są małe zbiory danych [153]. Jeżeli zbiór da-
nych użytych do wytrenowania modelu był wystarczająco duży i ogólny, prze-
strzenna hierarchia wyuczonych cech może skutecznie pełnić rolę ogólnego 
modelu do przetwarzania obrazu. Takie cechy mogą być pomocne przy rozwią-
zywaniu nowych problemów przetwarzania obrazów nawet wówczas, gdy pro-
blemy te dotyczą rozpoznawania innych klas, niż te oryginalne, użyte do wytre-
nowania modelu. 

Podczas badań, do budowy modeli wykorzystano komputer z 64-bitowym 
systemem Windows 10, procesorem Intel Core i5-3470 3.20 GHz i pamięcią 
RAM 32 GB. Zastosowano platformę TensorFlow 1.13.1 [154], bibliotekę Keras 
2.2.4 [155] oraz język programowania Python 3.7.3. Obliczenia wykonywane 
były z wykorzystaniem karty graficznej (NVIDIA GeForce GTX 1060 3 GB), 
platformy CUDA 9.0 oraz biblioteki cuDNN 7.0.  



 
 
86 

Biblioteka Keras zawiera wiele modeli do przetwarzania obrazów, m.in. 
Xception [156], VGG16, VGG19 [157], ResNet [158], ResNetV2 [159], Incep-
tionV3 [160], InceptionResNetV2 [161], MobileNet [162], MobileNetV2 [163], 
DenseNet [164], NASNet [165]. Wszystkie te modele zostały wytrenowane na 
zbiorze ImageNet zawierającym ok. 1,4 miliona obrazów podzielonych na 1 000 
klas [166]. W badaniach wykorzystano 6 modeli charakteryzujących się różną 
głębokością topologiczną (tabela 5.1). 

Tabela 5.1. Modele zastosowane w badaniach, które zostały wcześniej wytrenowane na zbiorze 
ImageNet 

Nr Model 
Liczba warstw 

bazy konwolucyjnej 
Dostrajane warstwy 
bazy konwolucyjnej 

1 VGG16 19 1219 
2 VGG19 22 1322 
3 Xception 132 117132 
4 MobileNetV2 155 136155 
5 ResNet50 175 150175 
6 InceptionResNetV2 780 631780 

 
Modele składały się z dwóch części. Pierwszą były bazy splotowe, a drugą 

gęsto połączone klasyfikatory, położone na końcu sieci. Wykorzystano bazy 
splotowe, ponieważ wyuczone przez nie reprezentacje prezentują ogólne kon-
cepcje, które są odpowiednie do rozwiązywania różnych problemów związanych 
z przetwarzaniem obrazu. Zamiast klasyfikatorów oryginalnych, zastosowano 
własne, zbudowane z dwóch warstw gęsto połączonych. Reprezentacje, których 
się one wyuczyły były specyficzne dla badanego zestawu klas, na których mode-
le trenowano. Rysunek 5.3 przedstawia ogólny schemat implementacji sieci 
głębokiej, która składa się z bazy splotowej oraz nowego klasyfikatora binarne-
go (2 warstwy Dense) dodanego na jej koniec. 

Podczas budowy modeli, zastosowano architekturę opartą na sekwencyjnym 
stosie warstw, zaimplementowanych w postaci klas biblioteki Keras. Po bazie 
splotowej, występuje pierwsza warstwa własnego klasyfikatora (GlobalAvera-
gePooling2D). Realizuje ona operację łączenia danych dwuwymiarowych na 
podstawie wartości średniej. Następnie, dodano 2 warstwy w pełni połączone. 
Pierwsza warstwa, zawierająca 512 neuronów na wyjściu oraz funkcję aktywacji 
ReLU, interpretuje cechy wyłonione przez bazę splotową. Druga warstwa 
w pełni połączona, z jednym neuronem na wyjściu oraz logistyczną funkcją 
aktywacji, to warstwa wyjściowa. Jej zadaniem jest prognozowanie przynależ-
ności bieżącej obserwacji do klasy pozytywnej. Pomiędzy warstwami w pełni 
połączonymi znajduje się warstwa porzucania (Dropout), ze współczynnikiem 
porzucania rate=0,3. Jej zadaniem jest przeciwdziałanie nadmiernemu dopaso-
waniu modelu do danych uczących. 
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convolution_base (Model)
(None, 1, 1, 512)

global_average_pooling2d_1 (GlobalAveragePooling2D)
(None, 512)

dense_1 (Dense)
(None, 512)

dropout_1 (Dropout)
(None, 512)

dense_2 (Dense)
(None, 1)

 

Rys. 5.3. Ogólny schemat implementacji sieci głębokiej, składającej się bazy splotowej (niebieska 
linia) oraz własnego klasyfikatora (czerwona linia). Znaczenie poszczególnych klas  
biblioteki Keras jest następujące: GlobalAveragePooling2D – warstwa łącząca (zwraca 
wartości średnie każdego z kanałów); Dense – warstwa w pełni połączona; Dropout – 
warstwa porzucania (przeciwdziała przetrenowaniu modelu). Mapa cech ma kształt 
(próbki, wysokość, szerokość, kanały). Pierwszy wymiar, równy None, oznacza dowolną 
liczbę próbek 

Trenowanie modelu realizowane było w dwóch fazach: 
1. Ekstrakcja cech – baza splotowa została zamrożona, a dodane warstwy 

w pełni połączone (tworzące nowy klasyfikator) zostały losowo zainicjowane 
i wytrenowane przez 100 epok, z wykorzystaniem techniki dogenerowania 
danych. Zamrażanie warstw ma na celu uniemożliwienie aktualizacji ich wag 
podczas uczenia. Dzięki temu, reprezentacje wyuczone wcześniej przez bazę 
splotową nie są modyfikowane podczas treningu nowych warstw. 

2. Dostrajanie – 2 górne bloki bazy splotowej zostały odmrożone i wytrenowa-
ne przez 200 epok razem z nowymi warstwami w pełni połączonymi (także 
z wykorzystaniem dogenerowania danych). Na końcu, cała baza splotowa zo-
stała odmrożona. 
Podczas uczenia modeli, jako funkcję straty, zastosowano binarną entropię 

krzyżową. Jako algorytmu optymalizacji, użyto RMSprop z niską wartością 
współczynnika uczenia. Wynosił on 2×10-5 dla fazy ekstrakcji cech oraz 10-5 dla 
fazy dostrajania. Niska wartość tego współczynnika wynikała z tego, że modyfi-
kacje reprezentacji dostrajanych warstw bazy splotowej powinny być minimal-
ne. Zbyt duże zmiany tych wartości mogłyby zaszkodzić reprezentacji danych. 
Jako miarę skuteczności procesu uczenia, zastosowano dokładność klasyfikacji. 
W ostatniej warstwie klasyfikatora, jako funkcję aktywacji, zastosowano funkcję 
logistyczną. Wytrenowane modele zapisywane były na dysku w postaci plików 
w formacie HDF5. 

Należy w tym miejscu podkreślić, że strojenie modeli ograniczono do okre-
ślenia optymalnej liczby epok trenowania, na podstawie wykresów krzywych 
uczenia i walidacji. Zakres badań nie obejmował poszukiwania optymalnej licz-
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by warstw splotowych podlegających dostrajaniu – zawsze odpowiadała ona 
dwóm ostatnim blokom bazy splotowej. Oczywiście, liczba dostrajanych warstw 
zależała od architektury modelu, co można zaobserwować w ostatniej kolumnie 
tabeli 5.1. Jako przykład, na rysunku 5.4 przedstawiono architekturę sieci 
VGG16 wykorzystaną w badaniach, na której zaznaczono bloki podlegające 
dostrajaniu. 

block4_conv1 (Conv2D)
(None, 5, 5, 512)

block4_conv2 (Conv2D)
(None, 5, 5, 512)

block4_conv3 (Conv2D)
(None, 5, 5, 512)

block5_conv2 (Conv2D)
(None, 2, 2, 512)

block5_conv3 (Conv2D)
(None, 2, 2, 512)

block1_conv2 (Conv2D)
(None, 40, 40, 64)

block2_conv2 (Conv2D)
(None, 20, 20, 128)

block3_conv2 (Conv2D)
(None, 10, 10, 256)

block3_conv3 (Conv2D)
(None, 10, 10, 256)

Baza splotowa

input_1 (InputLayer)
(None, 40, 40, 3)

block1_conv1 (Conv2D)
(None, 40, 40, 64)

block1_pool (MaxPooling2D)
(None, 20, 20, 64)

block2_conv1 (Conv2D)
(None, 20, 20, 128)

block2_pool (MaxPooling2D)
(None, 10, 10, 128)

block3_conv1 (Conv2D)
(None, 10, 10, 256)

block3_pool (MaxPooling2D)
(None, 5, 5, 256)

block4_pool (MaxPooling2D)
(None, 2, 2, 512)

block5_conv1 (Conv2D)
(None, 2, 2, 512)

block5_pool (MaxPooling2D)
(None, 1, 1, 512)

Własny klasyfikator
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Rys. 5.4. Architektura sieci VGG16. Linia przerywana obejmuje bloki bazy splotowej. Dwa  
ostatnie bloki (linia niebieska) są dostrajane. Własny klasyfikator (o strukturze  
pokazanej na rys. 5.3) zaznaczono linią czerwoną. Znaczenie poszczególnych klas  
biblioteki Keras jest następujące: InputLayer – warstwa wejściowa przyjmująca tensor 
o kształcie określonym przez format obrazu wejściowego (w tym wypadku jest to obraz 
RGB o rozmiarze 4040pikseli); Conv2D – warstwa splotowa z funkcją aktywacji  
ReLU; MaxPooling2D – warstwa łącząca, która zmniejsza o połowę rozmiar mapy cech  
(zwraca wartości maksymalne każdego z kanałów) 
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6. Diagnostyka procesu współspalania pyłu węglowego 
i biomasy 

6.1. Kontekst badań 

Jedną z najpopularniejszych metod ograniczania emisji gazów cieplarnia-
nych, szczególnie CO2, jest stosowanie paliw odnawialnych, m.in. biomasy. 
Spalanie biomasy jest korzystniejsze dla środowiska, niż spalanie paliw kopal-
nych, ponieważ zawartość szkodliwych pierwiastków (głównie siarki i azotu) 
w biomasie jest niższa, niż w przeciętnym węglu. Ponadto, biomasa pochodzenia 
roślinnego ma teoretycznie korzystniejszy bilans dwutlenku węgla od paliw 
kopalnych, ponieważ rosnąc – pochłania jego część w procesie fotosyntezy. 
Współspalanie biomasy z węglem to stosunkowo tania alternatywa pozyskiwa-
nia energii cieplnej do produkcji energii elektrycznej dla istniejących kotłów 
energetycznych, którą można zastosować po odpowiednim przystosowaniu ist-
niejących instalacji. 

Współspalanie biomasy i węgla ma jednak pewne wady, takie jak zmniejsze-
nie sprawności spalania, zwiększenie ilości żużla, czy korozja stalowych ele-
mentów kotła. Fizyczne i chemiczne parametry biomasy nie są stałe w czasie, co 
więcej, różnią się od parametrów węgla. Wraz z paliwem, do komory spalania 
zawsze dostaje się pewna niekontrolowana ilość powietrza, która zmienia nor-
malną (efektywną) wartość współczynnika nadmiaru powietrza. W wyniku tego 
zmieniają się warunki i paliwo przestaje być spalane całkowicie. Może to zmie-
nić stan procesu w sposób nieprzewidywalny, a w konsekwencji zwiększyć ilość 
zanieczyszczeń emitowanych do atmosfery. Dlatego, konieczne jest utrzymywa-
nie procesu w pożądanym stanie. Wymaga to zastosowania systemu, który 
w sposób możliwie nieinwazyjny i bez opóźnień odczytywałby informacje 
o zachodzącym procesie.  

Nie istnieją metody bezpośredniego pomiaru parametrów świadczących o ja-
kości procesu spalania zachodzącego w jednym palniku. Dlatego też, stosowane 
są metody pośrednie, które obejmują przede wszystkim metody optyczne i aku-
styczne [167]. Są to metody nieinwazyjne, a ponadto pozwalają one na uzyski-
wanie selektywnej przestrzennie informacji o zachodzącym procesie spalania 
praktycznie, bez żadnych opóźnień. Wiele z tych metod wykorzystuje różne 
cechy optycznej emisji płomienia, jako źródła informacji o procesie spalania. 
Wykorzystywane są do tego celu czujniki wąskopasmowe i szerokopasmowe 
[168, 169, 170], pracujące w zakresie promieniowania ultrafioletowego, wi-
dzialnego i podczerwonego [167, 169]. Opracowane dotychczas metody diagno-
styczne wiążą mierzone sygnały optyczne z ważnymi parametrami spalania, 
takimi jak: stechiometria płomieniowa [168], emisja zanieczyszczeń [169, 170], 
stabilność płomienia [171, 172, 173], właściwości paliw [174], warunki pracy 
i stany awaryjne. W wyniku przetwarzania danych optycznych, wyodrębniane są 
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wybrane cechy czasowe sygnału, takie jak średnia intensywność (najczęściej 
stosowana) i jej odchylenie standardowe, częstotliwości charakterystyczne, 
a także inne parametry związane z częstotliwością [168, 169, 170]. 

Oprócz sygnału pozyskiwanego wskutek optycznej emisji płomienia, jako 
źródło informacji o procesie spalania, wykorzystywany jest także obraz płomie-
nia, w połączeniu z różnymi metodami komputerowego przetwarzania danych 
[175, 176, 177]. W ostatnich latach nastąpił gwałtowny rozwój algorytmów 
uczenia maszynowego, szczególnie metod uczenia głębokiego. Wiele z nich 
bardzo dobrze sprawdza się w procesie rozpoznawania obrazów, w tym płomie-
ni. Na przykład, splotowe sieci neuronowe zapewniły wysoką dokładność 
(94,4%) wykrywania pożaru, na podstawie nagrań wideo zarejestrowanych 
przez system monitoringu obiektów [178, 179]. Algorytmy uczenia głębokiego 
są także stosowane w diagnostyce procesu spalania. Abdurakipov i in. badali 
możliwość monitorowania trybów spalania z wykorzystaniem obrazów płomie-
nia palnika gazowego [180]. Zastosowali oni sieć splotową, która pozwoliła im 
uzyskać średnią dokładność klasyfikacji dla wszystkich trybów na poziomie 
97,9 %. Lyu i in. zastosowali głęboką sieć przekonań, w celu wykrycia nietypo-
wych warunków w eksperymentalnym systemie spalania [181]. Osiągnęli oni 
wskaźnik wykrywalności usterek na poziomie 95,6%. Wang i in. zaproponowali 
metodę identyfikacji stanu spalania (w tym ognia olejowego, spalania proszku 
i spalania normalnego) oraz pomiaru szybkości wydzielania się ciepła [182]. 
Używając sieci splotowej, autorzy osiągnęli średnią dokładność przewidywania 
stanu spalania na poziomie 99,91%. Gangopadhyay i in. wykorzystali obrazy 
wideo płomienia nagrane z dużą szybkością oraz dane dotyczące ciśnienia aku-
stycznego, do wykrywania niestabilności w eksperymentalnym systemie spala-
nia [183]. Zastosowali oni sieć splotową i osiągnęli dokładność od 69% do 
100% (zależnie od wariantu spalania). Qiu i in. wykorzystali obrazy płomieni, 
w celu rozpoznania stanów spalania węgla sproszkowanego (stabilnego, półsta-
bilnego, niestabilnego) w elektrowni cieplnej [184]. Ich metoda opierała się na 
autoenkoderze, analizie głównych składowych oraz ukrytym modelu Markowa 
i oferowała dokładność klasyfikacji na poziomie 97,36%. Liu i in. wykorzystali 
głęboką sieć przekonań do przewidywania zawartości tlenu na wylocie systemu 
spalania [185]. Głębokie, w pełni połączone sieci neuronowe zostały wykorzy-
stane w badaniach przeprowadzonych przez Tóth i in. [186]. Autorzy zapropo-
nowali system, który z półgodzinnym wyprzedzeniem oraz dokładnością ±1C, 
może przewidywać temperaturę wody w kotle na biomasę z rusztem skokowym. 
Li i in. zbudowali model oparty na głębokim splotowym autoenkoderze do 
przewidywania emisji NOX w systemie spalania biomasy i gazu [187]. Na pod-
stawie obrazów rodników obecnych w płomieniu, zarejestrowanych za pomocą 
spektroskopowego systemu obrazowania, autorzy uzyskali względne błędy emi-
sji NOX pomiędzy wartościami przewidywanymi i referencyjnymi, w granicach 
1,7÷2,6%. Przedmiotem badań było także wczesne wykrywanie niestabilnego 
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spalania w silnikach z turbiną gazową za pomocą obrazów wideo płomienia, 
nagranych z dużą szybkością. Akintayo i in. zastosowali w tym celu selektywny 
autoenkoder [188], Sarkar i in. wykorzystali głęboką sieć przekonań oraz sieć 
splotową, po których wykonywana była analiza symboliczna szeregów czaso-
wych [189, 190]. W literaturze nie znaleziono wyników badań, w których auto-
rzy zastosowaliby algorytmy uczenia głębokiego do rozpoznawania stanu spala-
nia pyłu węglowego i jego mieszaniny z biomasą, w oparciu o obrazy płomienia. 

Podczas badań, podjęto próbę rozwiązania problemu polegającego na wykry-
ciu niepożądanych stanów procesu spalania. Każdy z takich stanów charaktery-
zuje się inną wartością współczynnika nadmiaru powietrza. Wraz ze zmianą tego 
parametru, zmieniają się warunki spalania i może dojść do sytuacji, że paliwo 
nie będzie spalane całkowicie. Wykrycie stanu niepożądanego może oznaczać 
nieprawidłową pracę instalacji spalania. Uzyskanie informacji o pojawieniu się 
nowego stanu niepożądanego pozwoliłoby operatorowi lub systemowi sterowa-
nia na przywrócenie stanu normalnego. W wyniku przeprowadzonych badań, 
taką informację otrzymano na podstawie analizy i klasyfikacji obrazu płomienia 
za pomocą metod uczenia tradycyjnego i głębokiego. W ramach badań, porów-
nano także oba sposoby uczenia, m.in. pod względem skuteczności wykrywania 
stanów spalania. Na podkreślenie zasługuje użycie metod głębokich, ponieważ 
jest to nowe podejście w badaniach nad diagnostyką współspalania węgla ka-
miennego i biomasy. Autorowi monografii nie są znane wyniki badań, w których 
do tego celu byłyby stosowane metody uczenia głębokiego. Metoda diagnostyki 
oparta na uczeniu głębokim znacznie upraszcza cały cykl budowy modelu, po-
nieważ, w porównaniu z tradycyjnymi algorytmami uczenia, wyeliminowane są 
etapy analizy obrazu i wstępnego przetwarzania danych. Głębokie sieci splotowe 
są w stanie ujawnić wewnętrzne cechy poszczególnych stanów spalania w opar-
ciu o surowe dane uzyskane z obrazów, zapewniając jednocześnie wysoką sku-
teczność klasyfikacji [191, 192]. 

6.2. Materiał do badań 

Materiał wykorzystany w monografii został zgromadzony przez pracowni-
ków Katedry Elektroniki Politechniki Lubelskiej (obecnie Katedra Elektroniki 
i Technik Informacyjnych) podczas eksperymentów przeprowadzonych w Insty-
tucie Energetyki w Warszawie. Na tej podstawie opracowano dotychczas wiele 
artykułów naukowych i monografii, m.in. [13, 172, 173, 176, 177, 193]. Testy 
spalania pyłu węglowego i rozdrobnionej biomasy przeprowadzono na stanowi-
sku zbudowanym z cylindrycznej komory spalania o długości ok. 2,5 m 
i średnicy ok. 0,7 m (rys. 6.1). Wewnątrz komory znajdował się model wirowe-
go palnika pyłowego, wykonany w skali 1:10 w stosunku do palników przemy-
słowych oraz palnik olejowy wraz z zapalarką gazową. Za pomocą pyłoprzewo-
du do palnika dostarczana była mieszanka paliwowa wraz z powietrzem pier-
wotnym. Istniała możliwość niezależnej regulacji przepływu paliwa oraz powie-
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trza. Zmiana ilości dostarczanego węgla oraz biomasy odbywała się poprzez 
regulację prędkości obrotowej podajnika. Podczas pracy stanowiska, kompute-
rowy system akwizycji danych rejestrował szereg parametrów, w tym natężenie 
przepływu powietrza pierwotnego i wtórnego, średnią temperaturę w komorze, 
skład gazu w odległości 1 m od czoła palnika oraz na wylocie z komory paleni-
skowej. Po obu stronach komory spalania znajdowały się otwory inspekcyjne 
umożliwiające obserwację płomienia. Do rejestracji obrazu wykorzystano kame-
rę cyfrową MC1311 firmy Mikrotron GmbH z matrycą z pełnym przenoszeniem 
ramki, wyposażoną w interfejs CamerLink. Kamera przymocowana była do 
boroskopu wysokotemperaturowego zainstalowanego w otworze inspekcyjnym 
pod kątem około 45 do osi palnika (rys. 6.2). Aby zabezpieczyć część optyczną 
przed zabrudzeniem (sadza, popiół) oraz wpływem wysokiej temperatury, świa-
tłowód był chłodzony był wodą oraz przedmuchiwany sprężonym powietrzem. 
Rejestrowano obrazy o rozdzielczości 800800 pikseli, w trybie RGB, 
z 24-bitową głębią kolorów. Utrzymywano stały czas naświetlania oraz często-
tliwość odświeżania 500 klatek na sekundę. Nagrania wideo dla poszczególnych 
wariantów spalania zapisywane były w pamięci masowej komputera, w postaci 
plików AVI, przy czym czas trwania każdego zapisu wynosił 300 sekund. 
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z kamerą

45°

Otwór inspekcyjny

Komora spalania

Rejestracja obrazu  

Rys. 6.1. Schemat poglądowy pokazujący położenie kamery w komorze spalania 

Podczas testów realizowane było współspalanie mieszanek sproszkowanego 
węgla i biomasy w postaci rozdrobnionej słomy. Pomiary wykonywano przy 
stałym przepływie paliwa, tak aby obliczona moc cieplna palnika (Pth) była 
utrzymywana na stałym poziomie. Ilość doprowadzanego powietrza regulowano, 
co miało wpływ na wartość współczynnika nadmiaru powietrza (λ). Współczyn-
nik λ określa się jako stosunek rzeczywistej ilości powietrza, w której spalane 
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jest paliwo, do ilości niezbędnej do jego całkowitego spalenia (ilość stechiome-
tryczna). Ilość stechiometryczną można z kolei obliczyć na podstawie analizy 
równań reakcji chemicznych występujących podczas spalania określonego  
paliwa. 

 

Rys. 6.2. Zdjęcie komory spalania z zaznaczonym boroskopem (czerwona strzałka) [193] 

Podczas współspalania mieszanki sproszkowanego węgla i biomasy, całko-
wite spalanie odbywało się dla ilości powietrza niższej, niż ilość stechiome-
tryczna, tj. λ ≈ 0,75, dlatego za wartość współczynnika nadmiaru powietrza 
uznano wartość odpowiadającą „normalnym” warunkom spalania. Na tej pod-
stawie, podczas testów przyjęto 3 wartości współczynnika λ. Pierwsza z nich 
odpowiadała warunkom normalnym (λ = 0,75). Druga wartość odpowiadała 
niedomiarowi powietrza (λ = 0,65), a trzecia jego nadmiarowi (λ = 0,85). Dla 
mocy cieplnej Pth = 250 kW zbadano wszystkie trzy przypadki, dla Pth = 300 kW 
były to przypadki normalnego spalania i nadmiaru powietrza, natomiast dla 
Pth = 400 kW zbadano przypadki normalnego spalania i niedomiaru powietrza. 
Testy przeprowadzono dla siedmiu wariantów spalania, z różnymi ustawieniami 
Pth i λ oraz przy 10% zawartości biomasy. Wartości poszczególnych parame-
trów, dla każdego z wariantów, zestawiono w tabeli 6.1. Rejestracja sekwencji 
wideo rozpoczynała się po ustabilizowaniu się procesu w komorze spalania. 
Moment ten był określany na podstawie wskazań analizatora gazów oraz opinii 
specjalisty z wieloletnim doświadczeniem w eksploatacji przemysłowych komór 
spalania sproszkowanego węgla i rozdrobnionej biomasy. 
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Tabela 6.1. Warianty procesu spalania (Pth – moc cieplna,  – współczynnik nadmiaru powietrza) 

Wariant Pth [kW]  Paliwo [kg/h] Powietrze wtórne [Nm3/h] 
1 250 0,85 35,2 103,6 
2 250 0,75 36,0 73,2 
3 250 0,65 39,4 62,9 
4 300 0,85 44,2 132,5 
5  300 0,75 43,5 96,4 
6 400 0,75 59,7 181,3 
7 400 0,65 56,8 152,8 

6.3. Wstępne przetwarzanie obrazów płomienia 

W diagnostyce procesu spalania z wykorzystaniem metod analizy obrazu sto-
sowane są dwa podstawowe podejścia. Pierwsze z nich wykorzystuje kształt 
płomienia, a drugie jego teksturę. Wyznaczenie kształtu płomienia nie jest spra-
wą prostą. Występowanie płomienia jest związane z miejscem w przestrzeni, 
w którym zachodzi egzotermiczna reakcja utleniania. Trudno jest jednoznacznie 
wskazać granice, w ramach których zachodzi spalanie, ponieważ stężenia re-
agentów nie zmieniają się skokowo. W przypadku płomienia pyłowego, głów-
nym źródłem promieniowania jest chmura cząstek stałych o wysokiej temperatu-
rze (pył węglowy, sadza, popiół, itp.). Ich koncentracja także nie zmienia się 
skokowo, dlatego nie można dokładnie i jednoznacznie określić krawędzi pło-
mienia, jak np. w przypadku ciała stałego. W płomieniu występują również zja-
wiska pochłaniania i rozpraszania promieniowania, które wprowadzają dodat-
kowe niejednoznaczności przy wyznaczaniu jego granicy. Problem z jedno-
znacznym określeniem krawędzi płomienia komplikuje cały proces analizy. 
Biorąc to pod uwagę, w badaniach zastosowano podejście oparte na teksturze 
płomienia, a nie na jego krawędzi. W tym przypadku znika problem dokładnej 
segmentacji płomienia, w celu ekstrakcji jego cech geometrycznych. Drugą, 
ważniejszą zaletą wykorzystania tekstury jest fakt, iż dostarcza ona znacznie 
więcej informacji o obiekcie analizy, niż jego kształt. 

W dalszej części przedstawiono metodykę postępowania, która pozwoliła na 
zautomatyzowanie procesu wyznaczania obszaru zainteresowania (ROI), stano-
wiącego podstawę do ekstrakcji teksturalnych cech obrazu. Zastosowano ROI 
o kształcie kwadratu, którego środek pokrywał się z centroidem konturu płomie-
nia. W związku z tym, istniała potrzeba wyznaczenia granic płomienia. Należy 
jednak podkreślić, że służyło to jedynie znalezieniu centroidu konturu, a nie 
obliczeniu cech geometrycznych. W związku z tym, precyzja wyznaczenia gra-
nic płomienia, jakkolwiek ważna, nie była w tym wypadku zagadnieniem klu-
czowym. Wszystkie operacje, których wyniki przedstawiono w niniejszym roz-
dziale, wykonano z wykorzystaniem języka Python 3.7.3 oraz bibliotek OpenCV 
3.4.1 i NumPy 1.16.4. 
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6.3.1. Analiza statystyczna składowych koloru  
Podczas testów założono stacjonarność warunków, w jakich zachodził proces 

spalania oraz ustabilizowanie się parametrów emisji. Na tej podstawie uznano, 
że fragment zapisu obrazu płomienia o czasie trwania około 3 sekund jest wy-
starczający do wykorzystania go w dalszych badaniach. Fragmenty plików wi-
deo, odpowiadające różnym wariantom procesu spalania, zapisano w postaci 
obrazów o rozmiarach 800800 pikseli. Każdy plik wideo został skonwertowany 
do 1676 plików graficznych w formacie PNG, z 24-bitową głębią kolorów. Do 
tej konwersji użyto oprogramowania VirtualDubMod 1.5.10.2. Analiza udziału 
poszczególnych składowych koloru w tworzeniu obrazu płomienia wykazała, że 
składowa koloru czerwonego (R) odgrywa kluczową rolę. Zilustrowano to na 
wykresach słupkowych pokazanych na rysunku 6.3. Wykresy, które wykonano 
dla każdego wariantu spalania, przedstawiają wartości średnie intensywności 
poszczególnych składowych dla całego zestawu danych. 

 

Rys. 6.3. Wartość średnia intensywności składowych koloru dla poszczególnych wariantów  
procesu spalania. Przedstawione wyniki uzyskano na podstawie analizy całego  
zestawu, liczącego dla każdego wariantu 1676 ramek obrazu 

Dominującą rolę odgrywała składowa R, dlatego w dalszej kolejności, dla 
każdego obrazu obliczono jej intensywność, rozumianą jako wartość średnia 
wszystkich pikseli obrazu. Uzyskany parametr stał się podstawą do obliczenia 
funkcji gęstości prawdopodobieństwa (rys. 6.4) oraz budowy wykresów pudeł-
kowych (rys. 6.5). Wyniki przedstawione na rysunkach 6.4 i 6.5 pokazują, że 
występują znaczne różnice natężenia składowej R pomiędzy poszczególnymi 
mocami cieplnymi Pth. Im większa moc, tym większe jest natężenie składowej R 
ramek obrazu. Z kolei, przy tej samej mocy cieplnej, natężenie ramek przyjmuje 
różne wartości, zależnie od współczynnika nadmiaru powietrza. Zwiększenie 
nadmiaru powietrza, w stosunku do wartości normalnej, zmniejsza intensywność 
obrazu i odwrotnie, zmniejszenie nadmiaru powietrza powoduje zwiększenie 
























































































































































































